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OZET

Bu calismanin amaci farkli veri madenciligi modelleri kullanarak,
ogrencinin dershanede aldigi egitim programina gore katilim siresi, brang
dersleri parametrelerine gore universiteye yerlesme durumlarini irdelemek,
sonug ve onerilerde bulunmaktir.

Bu amacla, son yillarda genis kullanim alani olan “veri madenciligi”’
yontemlerinden yararlaniimaktadir. Veriler genel olarak ve ayri ayri bazi
kiimeler halinde incelenmekte ve gerekli sonuglar ¢gikariimaktadir.

Birinci bolumde tez’ in amacindan ve literatirde bu tip bir ¢alisma
Uzerine yapilan arastirmalar hakkinda bilgi veriimektedir.

Ikinci bélimde dershanelerin egitim 6gretim sistemindeki yerinden
bahsedilmektedir.

Uglinct bélimde veri madenciligi hakkinda detayli bilgiye, kullanilan
algoritmalara ve yapilan ¢alismalara yer verilmigtir.

Dorduncu bolumde tez calismasinda kullanilan uygulama araglarindan
bahsedilmistir.

Besinci bolumde uygulama sonucu elde edilen bilgiler analiz edilmis
ve elde edilen bulgular, sonu¢ ve Onerilerde bulunmaya o6nemli katki
saglamigtir.

Tezin sonug bolimunde veri madenciliginin kullanim gereksiniminden,
dershanelerin  egitim ogretim sistemindeki durumu ve 06grencilerin
Universiteye yerlesme durumuna etki eden faktorlerden bahsedilmekte ve

hangi modellerin hangi alanlarda kullanilabilecedi 6nerilmektedir.

Anahtar Sozcukler:
Veri Madenciligi, Algoritma, Dershane, Universiteye Yerlesme Durumu,
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ABSTRACT

The purpose of this study, using different data mining models,
according to the student's classroom participation in the training program
period, to examine the status of industry to the university courses according
to the parameters, results and make recommendations.

To this end, in recent years, the wide range of “data mining” methods
is used. In general and some of the data into clusters and necessary results
separately extracted.

In the first chapter the aim of the thesis and the literature provides
information on the research on this type of study.

In the second part from tutoring, education and training system are
discussed.

The third section, detailed information about the data mining,
algorithms, and algorithms used in the studies are presented.

In this thesis discussed the application tools used in the fourth chapter.

Information obtained from the fifth chapter, the application has been
analyzed and the findings, conclusions and offer suggestions, made a
significant contribution.

The need to use data mining results section of the thesis, tutoring
students to the university education system status, and which models are
introduced and the factors that affect the areas in which the state proposed to

be used.

Keywords:
Data Mining, Algorithm, Private/Foundation Education Institutions,

University Enroliment, Literature



iICINDEKILER

ONSOZ ettt ettt ettt [
(@ 74 =3 O EORRRRRR i
AB ST RACT ittt et e e e e e e e e e e r e e e e rreeaa e iii
(03 T = =R iV
TABLO LISTESI ..ottt ettt en e tens Vi
TRy NG I S =] 1 Vii
SEKIL LISTESI ottt ettt viii
KISALTMA LISTESI....oiiviicteceeeeeee ettt X
1 GIRIS ettt 1
LLTEZ AMACH ..ottt ettt e e e et e e e e st ae e e e e nnnees 1
1.2 LITERATUR ARASTIRMASI.....coovivieeeeeeeeceeeeeeee e, 1

2. PROBLEMIM TANIMLANMASI .......cooiiiitieceeee e eetees e en s 12
2.1 EGITIM VE OGRETIM SISTEMINDE DERSHANELERIN YERI......... 12
2.2 DERSHANELERIN KURULUS AMACI ......cvoiovieeceeeecee e 12
2.3 DERSHANELERDE EGITIM OGRETIM SURECI ......ccccveveeveeeerae. 13
2.4 DERSHANELERDE TEKNOLOUJININ YERI .....cocoovevivieceeccer e 15
2.5 SINAV VE NOT KAYGISI ...ttt 16
2.6 DERSHANELERDE VERI MADENCILIGI IHTIYAC .....ccoveviiveieee. 16

3. VERI MADENCILIGH .....vcuiviect et 17
3.1 VERI MADENCILIGH TARIHI ... 17
3.2 VERI MADENCILIGININ KULLANIM GEREKSINIMI .........ccccovevvne.e. 18
3.3 VERI MADENCILIGINDE KULLANILAN ADIMLAR.........c.cccovevrernnnn. 18
B4 VERIAMBARI ...ttt eaane e 20
3.5 VERI MADENCILIGI MODELLERI ......cvovivivetceeeeceeeeeeeee e 21
3.5.1 Siniflama ve regreSyon..........cccouiiiiiiiiiiiiiee e 22

3.5. 1.1 Karar AQaclart ... 22

3.5.1.2 Bayes SiniflandiriCilart ... 25



3.5.1.3 Yapay Sinir AGIart .......coeeiiiiiieeiiiiiiie e 26

3.5.2 Asscociation Rules — Birliktelik Kurallar! ..............ccoooecviiiiieenennenn. 27
3.5.2.1 Apriori AlQOrtMas! .........uiiiiiiiiiieee e 27

3.5.3 Kimeleme modelleri.........cuueeeiiiiiiiiii e 28
3.5.3.1 K-Means (K- Ortalama) Algoritmasi ..........ccccccvveeveeeeeeiecnnns 29

3.5.3.2 Benzerlik ve Mesafenin OIGUIMESi..........c.ccvevvieecveereeeennee, 30

3.5.3.3 Hiyerargik Modeller ... 30

3.5.3.4 Bolimlemeli Modeller...........ooeeiiiiiiiiiiiieee e 31

4. UYGULAMA ARAGLARI ...ttt 32
4.1 MICROSOFT SQL SERVER ... 32
4.2 MICROSOFT ANALYSISSERVICES .....ccooiiiiiiieiiee e 33
4.3 BUSINESS INTELLIGENCE DEVELOPMENTSTUDIO........ccc.uuuu...... 33
B.ANALIZ ..ottt 34
5.1 KARAR AGACLARI......cooiivieieeceeeeeeteet et seen ettt nsaenes 34
5.2 BAYES SINIFLANDIRICILARI ..ccceiiitiiiie et 35
5.3 BIRLIKTELIK KURALLARI........coiiiiteeteeeie et s e 36
5.3.1 Apriori AlQOMtMASI ....uvvuiiiiiiiiiiiiiiirrr e e e e e 45

5.4 KUMELEME MODELLERI .......cooviiitietceeceeeee e ses e 47
5.4.1 K-Ortalama AlQOritMas! .........cceeeeeeeeiiiiiiiiiiiiiee e e e 48

5.5 BIDS MODEL KARSILASTIRMA ... ..ot 49

6. SONUC VE ONERILER .....oooviiieieeeceeees et 60
KAYNAKGA . oottt s e e et e e e e st et e e e e snbbe e e e e eentbeeeeeeanneaeeens 63
Yapay Sinir AGIAIT ..o 70
B L ER e a e e e e s 71
(@ 4€] =10 /] 1 78



TABLO LISTESI
Tablo 5.1 Lisans Bolumlerine Yerlesmede Birliktelik Kurallarinin Etkisi......... 36
Tablo 5.2 On Lisans Bélumlerine Yerlesmede Birliktelik Kurallarinin Etkisi ..38

Tablo 5.3 Herhangi Bir Bolume Yerlesememede Birliktelik Kurallarinin Etkisi

Tablo 5.4 Herhangi Bir Tercih Yapmamada Birliktelik Kurallarinin Etkisi ...... 41

Vi



GRAFIK LISTESI

Grafik 3.1 AYrIK Veri OMEGi .....c.ocveieeeeeeeeeeeeeeeeee et 23
Grafik 3.2 AYriK Veri SONUCU .........uuiiiiiiiiiiec et 24
Grafik 3.3 SUrekli Veri OrNeJi.........cooveueeueeeeeeeeeeeeeeeeeeeee e, 24
Grafik 5.1 Katilim Sayist YOGUNIUGU .........oooiiiiiiiiiieee e 47
Grafik 5.2 Tahmini Lisans Yerlesme Grafigi (Kirmizi Cizgi: ideal Durum, .....58

Vii



SEKIL LISTESI

Sekil 3.1 Veri Bitlnlestirmeye Ait Bir OrnekK ..........cccovevvveeeeeeeeeeceeeeee, 19
Sekil 3.2 Veri Madenciliginde Kullanilan Adimlar ...........cccccooiiiiiiiniiieneens 20

Sekil 3.3 Yas, Mesafe ve EQitim Durumuna Gore Bisiklet Satin Alma ya da

Satin Almama Durumuna Goére Siniflandirma (0 — Satin Almama,

1 —Satin AlMaA)....ccoeiiei e 25
Sekil 3.4 YSA Katmanlarinin GOsterimi ...........ooovcciiiiiiiiiiee e 26
Sekil 3.5 Apriori Algoritmasi Pseudo-Code...........cccooveeeeveeeeeiiiiiciieeeeeeee, 28
Sekil 5.1 Dershaneye Katilim Siresinin Karar Agaci Modeli ile Belirlenmesi
........................................................................................................ 34
Sekil 5.2 “12. Sinif” ve 2+ Y1l Dershaneye Katilan Ogrencilerin Durumu...... 35

Sekil 5.3 Katilim Siresi ve Grubun Bayes Siniflandirma Sonucu Yerlesme
DUrumuna EtKiSi ........cuuiiiiiiiieece e 36

Sekil 5.4 Lisans Bolumlerine Yerlesmede Birliktelik Kurallarinin Agirlikh Etkisi

........................................................................................................ 37
Sekil 5.5 On Lisans Béliimlerine Yerlesmede Birliktelik Kurallarinin Agirlikli
] PRSPPI 39
Sekil 5.6 Herhangi Bir Bolime Yerlesememede Birliktelik Kurallarinin Agirlikl
] RS PPRR 40
Sekil 5.7 Herhangi Bir Tercih Yapmamada Birliktelik Kurallarinin Agirlikl
] PSPPSR 41
Sekil 5.8 Yerlesme Durumuna Etki Eden Birliktelik Kurallarinin Glven
SEVIYEIET . ————— 43
Sekil 5.9 Yerlesme Durumuna Etki Eden Kombinasyonlarin Destek Sayilari
........................................................................................................ 44
Sekil 5.10 Apriori Algoritmasi Veri Destek Sayisi ve Guven Seviyeleri......... 45
Sekil 5.11 Ogrencilerin Sorumlu Oldugu Brans Ders ve Katilim Sayilari ...... 46

Sekil 5.12 Katilim ve Gruba Goére Yerlesme Durumunu Tahmine Dayall

KUMEIEME MOAEI ... e 47



Sekil 5.13 K-Ortalama Algoritmasi Kime Degerleri Ortalamalari .................. 48

Sekil 5.14 VM Algoritma Belirlenmesi............cooiiiiiiiiiiiee e 49
Sekil 5.15 Veri Kaynaginin Belirlenmesi ..., 50
Sekil 5.16 Ana Tablo ya da Yardimci Tablolarin Belirlenmesi ....................... 51
Sekil 5.17 Algoritma icin Stitunlarin Belirlenmesi..........cccooveeeveeeeevieieenne, 52
Sekil 5.18 Algoritma igin Sttunlarin Tahmin EdilMeSi..........ccccveveeevieivennnne.. 53
Sekil 5.19 Shtun Tiplerinin BelirleNmMESi...........ccoooiiiiiiiieieeee e, 54
Sekil 5.20 Test Oraninin BelirlenNmMEeSi.........ccoooiiiiiiiiiiiiiiieeeeeeee e 55
Sekil 5.21 Yeni Model EKIEME...........ovvviiiieeeieeeeee e 56
Sekil 5.22 Uygulamaya Yeni Model EKleme ...........ccccooiiiiiiiiiii e 56
Sekil 5.23 Modelin Egitilmesi ve Calistirilmasi ........cccceevvveeeeiiiiiiiiiieeeeeee, 57

Sekil 5.24 Lisans Yerlesme Tahmin Oranlari (Kirmizi Cizgi: Ideal Durum, ...59



BIDS
BT

KDD
MDT
MNB
MS-SQL

SQL
VBK
VLDB
VM
YSA

KISALTMA LISTESI

Business Intelligence Development Studio
Bilisim Teknolojileri

Kime Sayisi

Knowledge Discovery From Databases
Microsoft Decision Trees

Microsoft Naive Bayes

Microsoft Structured Query Language
Eleman Sayisi

Structured Query Language

Veri Tabanlarinda Bilgi Kesfi

Very Large Databases

Veri Madenciligi

Yapay Sinir Aglari



1. GIRIS

1.1 TEZ AMACI

Bu galismada amag, son yillarda genis kullanim alanina sahip olan
veri madenciliinden ve veri madenciligi yontemlerinden yararlanarak,
ogrencilerin dershanede aldigi egitim programina goére katilim sdresi, brans
dersleri parametrelerini baz alarak Universiteye yerlesme durumlarini

irdelemek, sonug ve dnerilerde bulunmaktir.

1.2 LITERATUR ARASTIRMASI

Veri Madenciligi (VM) yaygin bir kullanim alanina sahiptir. Literatirde
VM kullanilarak magteri davraniglarinin incelendigi birgok ¢alisma mevcuttur.
Ulkemizde de bircok alanda Veri Madenciligi uygulamalari mevcuttur. Egitim
sektoriinde ogrenciler Uzerine yapilmis birkag VM c¢alismasina bu tez
¢alismasinda yer verilmigtir.

GUnUimuizde devlet okullarinda e-okul sistemi ile &grenci
performanslari kayit altina alinmaktadir. VM yontemi kullanilarak bu alanda
yaygin bir calisma yapilabilecegi gosterilmektedir. Bu ¢alismanin yapilacak
benzer ¢alismalar arasinda énemli bir kaynak olusturmasi beklenmektedir.

Magazalarin aligverig kayitlarinin tutuldugu veri tabanlarini kullanarak
musterilerin satin alma davraniglarini belirleyebilmek icin Chen ve grubu
2005 yilinda bir sepet analizi uygulamasi yapmiglardir.

Analiz sonucunda elde edilen bilgiler pazarlama, satis ve operasyon
stratejilerinin sekillendiriimesi agisindan énem tasimaktadir. Burada sunulan
yuksek lisans tezinde Chen ve grubunun calismalarinda kullanilan sepet

analizine benzer galismaya yer verilmigtir.
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Vindervogel ve grubu (2005) calismalarinda buyuk miktardaki Grin
ciftleri arasindaki bagintiyi hesaplayabilmek icin sepet analizi kullanmis,
promosyon stratejilerini optimize etmek icin yeni bir 6neri getirmigtir.
Arastirmada birlikte satin alinan urtnlerden sadece bir tanesinin fiyatinin
disurilmesi ile etkin sonuclar elde edilecegi ileri strilmistir. Ogrencilerin
gOsterdigi performanslarin basaril olduklari derslerle birlikte
yorumlanmasinda bu makaleden yararlaniimigtir.

Timor ve Simsek “Veri Madenciliginde Sepet Analizi ile Tiketici
Davranigi Modellemesi” adli ¢alismada literatirden ve veri madenciliginde
kullanilan modellerden bahsetmektedir.

Burada sunulan yuksek lisans tezinde bu c¢alismada kullanilan
birliktelik kurallarina benzer olarak, veriler arasindaki potansiyel iligkiler tespit
edilmistir.

Journal of Aeronautics and Space Technologies dergisinde yayinlanan
“A Data Mining Application in a Student Database” adli makalede 6grencilerin
Universite giris sinav sonucu ile yerlestikleri bolumler arasindaki iliski,
kimeleme analizi tekniklerinden K-Means algoritmasi kullanilarak analiz
edilmistir (Erdogan ve Timor, 2005).

Sonug olarak VM tekniklerinin egitimde kullanilmasinin bize ¢ok 6zel
bulgular saglayacagd: ve egitimde kalitenin arttiriimasinda kullanilabilecegi
anlasiimistir.

International Journal of Computer Science and Information Security
adl dergide yayinlanan “Application of K-Means Clustering algorithm for
prediction of Students’ Academic Performance” adli makalede akademik
planlayicilar tarafindan efektif karar vermelerine yardimci olmak amaciyla
ogrencilerin akademik performanslari Uzerine K-Means kimeleme
algoritmasi kullanilarak analiz g¢alismasi yapilmistir (Oyelade ve digerleri,
2010).



Nijerya’da bir Universitede bir donemdeki 79 oOgrencinin akademik
performanslarindan olugan veriler Uzerinde kimeleme yontemi uygulanmigtir.
Bu c¢alisma akademik planlayicilarin  egitim slrecinde 6grencilerin
performanslarini izlemelerine yardimci olmakta ve ona goére akademik
planlama yapmalarina imkan saglayacagi disuntlmektedir.

2009 vyilinda, Technical Education of Marmara University de
yayinlanan “Data Mining Application on Students’ Data” adli makalede
Istanbul Eylip I.M.K.B. Ticaret Lisesinde egitim géren dgrencilerin 9., 10. Ve
11. Siniflarda basarisiz olduklari dersler arasindaki iliski VM yontemi
kullanilarak Apriori algoritmasi ile ortaya konulmustur (Buldu ve Ucggiin,
2009).

Bu c¢alismada kullanilan Apriori algoritmasindan faydalanilarak
ogrencilerin sorumlu oldugu brans derslerindeki basarilari arasindaki iligki
ortaya gikariimistir.

Savas ve digerleri tarafindan 2012 yilinda istanbul Ticaret Universitesi
Fen Bilimleri Dergisinde, “Veri Madenciligi ve Turkiye'deki Uygulama
Ornekleri” adli makalede veri madenciliginin glinimiz disiplinleri arasinda
geldigi noktaya deginilmis ve Turkiye’de veri madenciligi Uzerine yapilan
calismalar ve gerceklestirilen uygulamalar incelenmistir. incelenen calismalar
da gostermektedir ki kurum ve kuruluslarin gogu musteri/kullanici analizlerine
yonelmigtir.

2011 yihinda, Australasian Journal of Educational Technology adli
dergide “Data Mining Techniques for Identifying Students at Risk of Failing a
Computer Proficiency Test Required for Graduation” adli makalede,
Tayvan’da bir devlet Universitesinde bilgisayar dersinden sinava giren
ogrenciler Gzerine veri madenciligi teknikleri uygulanmistir (Tsai ve digerleri,
2011). Sinavdan basarisiz olan dgrencilerin yerlesim yerlerine gore analizler
cikariimistir. Bu yerlesim yerlerinin ogrencilerin basarisizligina etkisinin olup

olmadigi kimeleme yontemi ile irdelenmisgtir.



Ozginar tarafindan 2006 yilinda “KPSS Sonuglarinin Veri Madenciligi
Yontemleri ile Tahmin Edilmesi” adh yiksek lisans tez g¢alismasinda,
materyal olarak sinif égretmenligi A.B.D. o6grencilerinin lisans egitimleri
suresince bazi derslerden aldiklari ders ge¢cme notlar, genel not
ortalamalari, 6gretim tirleri ve KPSS puanlari kullaniimistir.

Calismada ilk olarak toplanan veriler temizlenip birlestiriimis ve veri
madenciligi uygulamasinda  kullanilabilecek sekilde duzenlenmigtir.
Modelleme asamasinda tahmin dogruluklarinin karsilastirilabilmesi igin
yapay sinir agl ve regresyon modelleri olusturulmustur. Yapay sinir agi
modelini olugturmak igin 6grenme yontemi olarak geriye yayilim algoritmasini
kullanan ¢ok katmanl perseptron kullaniimistir. Regresyon modelini
olusturmak icin ¢oklu dogrusal regresyon yontemi kullaniimistir. Frekans
analizi yontemiyle veri kUmesinin 06zellikleri belirlenmigtir. Olusturulan
regresyon modeli ile KPSS sonuglarinin degisimi Uzerinde anlamli katkisi
olan degiskenler incelenmig ve olugturulan modellerin tahmin dogruluklari,
ortalama mutlak hata ve ortalama hata kareler koku degerleri kullanilarak
karsilastiriimistir.

“Internet  Tabanh  Ogretimde Veri Madenciligi  Tekniklerinin
Uygulanmasi” adli yuksek lisans tez ¢calismasinda internet tabanl bir 6gretim
sistemi tasarlanmigtir (Altintop, 2006). Uygulama kapsaminda tasarlanan
site, Kocaeli Universitesi Saglik Yiiksekokulu ve Arslanbey Meslek
Yuksekokulu 6grencilerinin egitiminde uygulamali olarak kullaniimigtir.

Ogrencilerin site lizerindeki hareketleri bir veri tabaninda tutulmustur.
Ogrencilerden toplanan bu veriler (izerinde, veri madenciligi modellerinden
birliktelik kurallari ve kimeleme yontemleri kullanihigtir. Birliktelik kurallar
algoritmalarindan Apriori algoritmasi kullanilarak, tasarlanan site Uzerinde en
¢ok baglanilan sayfa ciftleri ve yayinlanan degerlendirme sorularinda en sik
yanlis cevaplanan soru ciftleri kesfedilmektedir. Kimeleme tekniklerinden
DBSCAN algoritmasi uygulanarak, ogrenciler 6dev ve sinav notlarina gore

gruplandirniimistir.



Olusturulan bu yapi sayesinde yayinlanan ders notlarinin; égrencinin
amaclarina, bilgi duzeyine ve 6grenme metoduna uyarlanmig bir duzene
getirilebilmesi, 6grenci ve o6gretim elemani performansini arttirici yonde
kullanabilmek amaglanmistir.

Sonug olarak, veri madenciligi tekniklerinin, Internet tabanl 6gretimin
gelistiriimesinde kullanilabilecegi gérulmustur.

“Veri Madenciliginde K-Means Algoritmasinin incelenmesi ve
Uygulanmasi” adli lisans tez galismasinda Matlab programi kullanilarak farkl
sentetik veriler tzerinde K-Means algoritmasinin incelenerek bu verilerin
birbiriyle karsilagtiriimasini amaglanmistir (Kalayci, 2008).

“Veri Madenciligi ile Birliktelik Kurallarinin Bulunmasi” adh yuksek
lisans tez calismasinda, veri tabanlarinda bilgi kesfi suregleri, veri
madenciligi, veri madenciliginde kullanilan birliktelik-iligki kurali ve Apriori
algoritmasi hakkinda bilgiler verilmistir (Sen, 2008).

Uygulama boéluminde, gercek veriler kullanarak Birliktelik Kurallar
yontemi ile Pazar Sepeti Cozumlemesi uygulamasi yapilmis ve elde edilen
sonuglar tartigiimistir.

“Veri Madenciliginde Kullanilan Teknikler ve Bir Uygulama” adli
yuksek lisans tez galismasinda, son yillarda genis kullanim alani olan veri
madenciliginde kullanilan tekniklerini tanitmak ve Satiglara yonelik analizler
yapmaktir (Ozdamar, 2002). Bu baglamda kiimeleme, yapay sinir aglari ve
karar agaglari kullanilarak siniflandirma ve Treemap uygulamasi yapilimistir.

“‘Bolinmeli Kimeleme Yontemleri ile Veri Madenciligi Uygulamalar1”
adh yuksek lisans tez calismasinda, oncelikle veri madenciligi ve kimeleme
analizi hakkinda genel bilgiler verildi (Isik, 2006). Daha sonra, bolinmeli
kimeleme algoritmalari hakkinda ayrintili teorik bilgiler verilip, bu bilgilerin
IsIginda kimeleme algoritmalarinin kolaylikla uygulanmasi ve gorsel olarak
yorumlanmasi i¢gin MATLAB ortaminda program geligtirildi.

K-Means ve fuzzy c-means algoritmalarinin web dokimanlari tzerinde
kiimeleme basarilari karsilastirilmali olarak incelendi. Yapilan testlerde fuzzy
c-means algoritmasinin hem o6teleme sayilarinin fazla ¢cikmasi hem de daha

karmasik formuller icermesi nedeniyle k-means algoritmasindan daha ge¢
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sonug urettigi gorulmastir. Bununla birlikte, kimeleme isleminde daha dusuk
hata oranlarina neden olarak daha basarili sonugclar urettigi gézlenmistir.

Algoritmalarin test agamalarinda veri kimelerinin bayukligunden ve
algoritmalarin hizlarindan dolayi bellek ve zamanla ilgili ¢esitli performans
sorunlari yasanmistir. Bu nedenle, bu gibi testleri yapmak igin yuksek
performansli bilgisayarlar gerekmektedir. Ayrica performans agisindan
MATLAB yerine daha hizli programlama dilleri de secilebilir.

“Veri Madenciliginde K-Means Algoritmasi ve Tip Alaninda
Uygulanmasi” adh yuksek lisans tez ¢alismasinda, amac veri madenciliginde
bir kimeleme teknigi olan k-means algoritmasini incelemek ve bu algoritmayi
kullanarak geligtirilen bir yazihm aracihgi ile girtlak kanseri ameliyat
verilerinin analizini yapmaktir. Uygulamanin tip doktorlarinin kullanimina
uygun sekilde verileri gesitli agilardan analiz etmesi hedeflenmistir (Dincer,
2006).

Bu calisma ile gegmis verileri analiz ederken dedisken parametreler
kullanilarak degerlendirme yapilabilir. TUm durumlar igin mevcut ve gelecek
vakalarla ilgili tahminde bulunulabilir, mevcut ve gelecek vakalar icin ameliyat
sonrasinda tumorun niksetme olasiligi ve hastanin hayatta kalma olasiligi
degerlendirilebilir. Dogru 6ngérilen ameliyat 6ncesi evreler goérintilenerek
incelenebilir ve bu sekilde ameliyat 6ncesi tahmin bagarisi degerlendirilebilir,
basarili ameliyat bilgileri izlenerek, gelecek ameliyat tercihlerinde fikir
alinabilir. Ayrica yazilim, arastirma, denetim ve egitim etkinliklerinde de
kullanilabilir.

“Hiyerarsik Kimeleme Metotlari ile Veri Madenciligi Uygulamalari” adh
yuksek lisans tez calismasinda veri madencili§i ve veri madenciliginde
kullanilan kimeleme analizi metotlari ve bu metotlardan birisi olan hiyerarsik
kimeleme algoritmalari hakkinda teorik bilgiler verilmistir. Daha sonra
hiyerarsik  kiimeleme algoritmalarindan CURE  (Clustering  Using
Representatives) ve AGNES (Agglomerative Nesting) ile boélimleyici
kimeleme algoritmalarindan k-means algoritmasinin yapilari ayrintili olarak
incelenmis ve bu algoritmalar MATLAB ’da hazirlanmig bir program

araciligiyla sentetik veri setleri izerinde uygulanmistir (Demiralay, 2005).
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Elde edilen sonuglarin kargilagtirmalari yapilmigtir. Algoritmalarin
gercek veri setleri Uzerindeki sonuclarinin degerlendiriimesini saglamak igin
susen bitkisinin ta¢ ve ¢canak yapraklarinin buyukltkleri bilgilerini tasiyan iris
veri setinde de uygulamalar gergeklestirilmigtir.

“Veri Madenciliginde Kimeleme Algoritmalari ve Kimeleme Analizi’
adl doktora tez galismasinda, Oncelikle veri madenciligi kavrami agiklanarak
veri madenciliginin kullanim amaglari ve kullanim alanlari hakkinda bilgiler
verilmis ve daha sonra veri madenciliginde kullanilan kimeleme algoritmalari
teorik bir cercevede aciklanmaya calisiimistir (Akin, 2008).

Uygulamada TUIK tarafindan 2004 yilinda yapilan ‘Hane halki Biitce
Anketi’ calismasindan derlenen veriler kullanilarak hem tiketici davranis
kaliplar1 belirlenmeye ¢alisiimis hem de uygulamada kullanilan merkeze
dayali bolimleyici kimeleme algoritmasi ile yogunluk tabanli kiimeleme
algoritmasi sonuglari karsilastiriimistir.

“Veri Madenciligi ve Apriori Algoritmasi ile Stpermarket Analizi” adli
yuksek lisans tez cgaligmasinda, veri madenciligi hakkinda temel bilgiler
verilerek, Dbirliktelik kurallari ve birliktelik kurallarinin  en temel
algoritmalarindan biri olan Apriori algoritmasi detayli olarak incelenmigtir (Ay,
2009). Bir veri madenciligi programi araciligiyla, Apriori algoritmasi
kullanilarak Migros Turk A.S. verileri ile market sepet analizi yapilmigtir.
Yapilan bu calisma sonunda birlikte satima egdilimi gosteren drunler
hakkinda bilgiler verilerek, yeni bir market yerlesim duzeni onerilmigtir.

“Orta Ogretim Okullari icin Ogrenci Otomasyonu Tasarimi ve Ogrenci
Verileri Uzerine Veri Madenciligi Uygulamalar” adl ylksek lisans tez
calismasinda, I.M.K.B. Ticaret Meslek Lisesi 6grenci verileri izerinde yapilan
bir VM calismasi ile ilgili bilgiler verilmistir (Ucgtin, 2009). Veri tabanindaki
veriler Uzerinde Apriori algoritmasi uygulanarak her asamasi kullanici
tarafindan goézlemlenmigstir. Elde edilen sonuglardan 6grencilerin basarisiz

oldugu dersler arasindaki iligkiler ortaya ¢ikariimistir.



“Veri Ambari ve Veri Madenciligi Teknikleri Kullanilarak Ogrenci Karar
Destek Sistemi Olusturma” adl yuksek lisans tez galismasinda, ilk olarak
Pamukkale Universitesi 6grenci verileri Uzerinde bir veri ambari
olusturulmustur (Gulge, 2010). Ardindan Tahmin iglemlerini yapabilmek igin
veri madenciligi algoritmalari olan karar agaglari, yapay sinir aglari, naive
bayes ve birliktelik kurallarindan faydalaniimigtir.

Bu algoritmalarin sonuglarina gore bir raporlama ara yuzinden elde
edilen sonuglar karar vericilerin kullanimina sunulmustur. Bu calismada
kullanilan VM algoritmalarindan ve “Business Intelligence Development
Studio” adli VM calismalarina imkén saglayan bir Microsoft driniunden
faydalaniimistir.

“Kiz Meslek Lisesi Ogrencilerinin Akademik Basarisizlik Nedenlerinin
Veri Madenciligi Teknigi ile Analizi” adli yuksek lisans tez calismasinda,
ogrencilerin basarisizliklarina neden olan etkenler incelenmistir. Basarisizlik
nedenlerini belirlemek icin 6grencilere bir anket uygulanmistir (Birtil, 2011).

Anketin degerlendiriimesi asamasinda, verilerin igerigi ve calismanin
konusu g6z 6nune alinarak veri madenciligi yontemlerinden kiimele yontemi
uygulanmigtir ve veriler ¢ kimeye ayrilmigtir. Her kiimenin incelenmesi
sonucunda, 6grencileri basarisizliga iten etkenlerin hangilerinin ayni anda
goraldugu ve aralarindaki iligkiler tespit edilmistir.

“Veri Madenciliginde Regresyon Agaclar ile Siniflandirma ve Bir
Uygulama” adli doktora tez ¢aligmasinda, veri madenciligi sureci, verilerin
hazirlanmasi, nitelik se¢imi, siniflandirma, modelin degerlendiriimesi konulari
aciklanmistir (Dondurmaci, 2011).

Ogrenme kavrami, karar agaclarinin elde edilme siireci, karar kurallari
ve karar agacglarinda entropiye dayali bolinme, regresyon agaclari ile
siniflandirma esaslari ele alinmigtir. Son olarak IMKB 30 grubuna dahil
menkul kiymetlere iliskin gunlik kapanis fiyatlari, menkul kiymet teknik
analizlerinde yaygin bicimde kullanilan teknik gostergeler, altin fiyatlarindaki
degismeler, dolar kurundaki degismeler ve bazi yurtdigi borsa gostergeleri
g6z Onune alinarak karar agagclarinin olusturulmasi ve bu agaclara dayal

olarak karar kurallarinin elde edilmesi saglanmistir.
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“Mesleki Egitimde Ogrenci Altyapisinin Ogrenci Egitim Basarisina
Etkisinin Veri Madenciligi Yontemleriyle Ortaya Cikartilmasi” adl yuksek
lisans tez c¢alismasinda, meslek lisesinde egitim goren ogrencilerin
basarisina etki eden “6grenci altyapisinin® veri madenciligi yontemleri
kullanilarak tespit edilmesi hedeflenmistir (Yelegin, 2012). Yapilan bu
calismada 6grenci basarisinin alt yapisina etki eden faktoérlerden sosyal,
ekonomik ve kultirel sorunlari arastiriimistir. Konuyla ilgili basarili sonuglara
ulasiimigtir.

“‘Analyzing Student Performance in Distance Learning With Genetic
Algorithms and Decision Trees” adh g¢alismasinda, Hellenic Open
Universitesinde kayitll uzaktan egitim 6grencilerinin final sinavlarindaki
basarilarini karar agaclarn ve genetik algoritma kullanarak tahmin etmeye
caligsmiglardir, dgrencilerin ev ddevleri Olgit olarak kullanilimistir (Kalles ve
Pierrakeas, 2006).

Uluslararasi ileri Teknolojiler Sempozyumu’'nda sunulan “Ogrenci
Segme Sinavinda(OSS) Ogrencilerin Basarisini Etkileyen Faktorlerin Veri
Madenciligi Yontemleriyle Tespiti” adli ¢alismada, Karar agaglari algoritmasi
kullanilarak OSS sinavina giren 6grenciler lzerine yapilan sosyal, egitim
hayatlari ve ebeveyn egitimleri ile ilgili anket ¢aligmasi ile sinav basarilari
uzerine etkisi belirlenmigtir (Bozkir ve digerleri, 2009).

International Arab Conference on Information Technology
konferansinda sunulan “Mining Student Data Using Decision Trees” adl
calismada, karar agaclari algoritmalari ile 6grencilerin Universitede aldiklari
derslerde basariyi etkileyen faktorler tespit edilmeye calisiimis ve bir dersin
final notlari tahmin edilmeye caligiimistir (Al-Radaideh ve digerleri, 2006).

Elektrik Elektronik Bilgisayar Mihendisligi Sempozyumunda sunulan
calismada, Firat Universitesi Teknik Egitim Fakdltesi Elektronik ve Bilgisayar
Egitimi bolimunde egitim géren 6grencilerin aldiklari matematik, fizik, kimya,
Turk dili ve Atatirk ilkeleri Ve Inkilap Tarihi dersleri arasindaki iliskiler
birliktelik kurallarindan Apriori Algoritmasi ile gosterilmistir (Karabatak ve
ince, 2004).



Ticaret ve Turizm Egitim Fakiiltesi Dergisine yayinlanan, “Ogrenci
Basarilarinin Siniflandiriimasinda Lojistik Regresyon Analizi ve Sinir Aglari
Yaklagimi” ¢alismasinda yapay sinir aglari ve lojistik regresyon algoritmalari
kullanilarak, Gazi Universitesi Ticaret ve Turizm Egitim Fakiltesinde egitim
géren odgrenciler lizerinde program, cinsiyet, lise ortalamasi, OSS puani gibi
parametreler kullanilarak akademik basari tahmini ve performans
karsilastirmasi yapilmistir (Guneri ve Apaydin, 2004).

Journal of Data Science dergisinde yayinlanan, “A Data Mining
Approach for Identifying Predictors of Student Retention from Sophomore to
Junior Year” galisgmasinda, Arizona State Universitesindeki 6grencilerin hangi
nedenlerden dolayi okula gitmekten vazgectikleri sinifama agaclari, MARS
(Multivariate adaptive regression splines) ve yapay sinir aglari yardimiyla
tespit edilmeye calisiimistir (Ho Yu ve digerleri, 2010).

Ogrencilerin Etnik kdken ve ikametgah adreslerinin lise basarilarindan
daha 6nemli oldugu bulgusuna varilimigtir.

Education  Economics’te  yayinlanan,  “Predicting  Academic
Performance by Data Mining Methods” adli calismada, Universiteye yeni kayit
yaptiran ogrencilerin akademik basarilarini en ¢ok hangi parametrelerin
etkiledigi tespit ediimeye calisiimistir (Vandamme ve digerleri, 2007). Bu
amacla ogrenciler dusuk, orta ve yuksek risk gruplarina ayriimiglardir.
Diskriminant analizi, sinir aglari ve karar agaclan kullanarak akademik
basarilari tahmin edilmeye calisiimistir.

Proceedings of Informing Science & IT Education Conference (InSITE)
konferansinda sunulan “Early Prediction of Student Success: Mining
Students Enrolment Data” ¢alismasinda Yeni Zelanda Open Polytechnic 'de
egitim goren ogrencilerin yas, cinsiyet, etnik kimlik, ders ve program gibi
parametreler kullanilarak CART algoritmasi kullanilarak basariyr tahmin
etmeye yonelik c¢alismada siniflandirma ve tahmin islemleri

gergeklestiriimigtir (Kovacic, 2010).
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College of Arts and Sciences dergisinde yayinlanan, “Data Mining
Techniques Applied to Texas Woman’s University’s Enrollment Data — What
Can The Data Tell Us?” adli calismada, Texas Woman’s University 'de kayitli
ogrenci verileri incelenerek veriler arasinda anlaml iligkiler c¢ikariimaya
calisiimis ve kimeleme analizi ile 6drenci surekliligi incelenmistir (Yang,
2006).
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2. PROBLEMIM TANIMLANMASI

Son dbénemde olduk¢ca gindemde olan dershaneler o6zellikle kayit
sayllarina baktigimizda olduk¢a revagta olduklari gdzlemlenmektedir.
Ogrencilere sunduklari egitim programlari ile 6grencinin Universiteye
yerlesmesine yardimci olmaktadirlar. Hatta daha lise doneminde kayit
almakta ve oOgrenciyi derslerindeki basarisina gore ve Universitelerin
bolumlerinin hangi brans derslerde daha basarili olan o6grencileri kabul
ettigine gore 6grenciyi brang derslere yonlendirmektedirler.

Bu tez calismasinda 6zellikle katilim slresinin ve brang derslerinin

o6grencinin Universiteye yerlesmesindeki katkisi irdelenmektedir.

2.1 EGITiM VE OGRETIM SISTEMINDE DERSHANELERIN YERI

Dershanelerin birinci onceligi, bir egitim kurumu olmaktan Oonce
ogretim faaliyetlerini sinirli zaman diliminde gergeklestirmeyi amaclayan
kurumlar olma seklinde agiklanabilir.

Egitim, genel anlamda o&gretimi de kapsayan c¢ok genel bir
tanimlamadir. Ogretim ise daha sinirli bir alanda 6grencilerde davranig
degisikligine yol agacak bilgilerin kazandirilmasidir.

Dershaneler sinav odakli kurumlar oldugu icin oncelikle isin 6gretim

ayagini tamamlamaya yonelik faaliyetler yaparlar.

2.2 DERSHANELERIN KURULUS AMACI

Dershanelerin baglangigta kurulug amaci ile gunumuzdeki iglevlerinde

de bir takim degisiklikler yasanmaya baslanmistir.
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Artik sadece sinavlara hazirlayan kurumlar degil, 6grencinin okul digi
zamaninl yine oOgretim ortami ile degerlendirdidi ve onu zararli
aligskanliklardan uzaklastiran yerler olarak da degerlendirilebilir.

Son yillarda dershaneler bir takim sosyal, kilttrel ve sportif aktiviteler
ile ogrencilerin ilgi ve yeteneklerini destekleyen, onlari sosyallegtiren yerler
olarak da faaliyet gbstermeye baslamislardir.

Bu acidan bakildiginda kurumsallasmis dershaneler sadece ogretim
yapan yerler degil, ayni zamanda egitim sirecini de devam ettiren kurumlar
olma yolunda ve okullarda gergeklestirimeyen sosyal etkinliklerin yapildigi
yerler haline gelmektedir.

Dershaneler 6zel sektor girisimidir. Hizmet Greten kurumlardir ve hedef
kitlesi insandir. Gerek 6zel sektor olusu gerekse hizmet sektorinde olmasi
musteri memnuniyetini de beraberinde getirmektedir.

Okulda otelenen, diglanan, ilgi gosterilmeyen ogrencilerin kendilerini
iyi hissettikleri kurumlar olarak hizmet standartlarini artirmaktadirlar.
Ulkemizde ¢ok sayida dershanenin olusu, hizmet kalitesi konusunda bir
rekabet de vyaratarak 0ogrencinin daha nitelikli bir egitim almasini
saglamaktadir.

Dershanelerin dedisen ve gelisen sisteme ve bilimsel yeniliklere ayak
uydurmasi da son derece hizlidir (Unsal, 2013). Derslerin icerik degisimleri
ve sinav sistemindeki degisimler, hemen algilanarak kurumsal bazda
entegrasyon hizli bir gsekilde saglanmaktadir. Hizmet igi egitim programlariyla
editim hizmetini sunan o6gretim kadrosu bilgilendiriimekte, ders igerikleri,

dersin islenis yontemi vb. surekli gincellemeler yapilmaktadir.

2.3 DERSHANELERDE EGITIiM OGRETIM SURECI

Genelde ilk ve orta 6grenim kurumlarinda temel kazanimlari edinen bir
ogrenci, hem genel tekrarlarla bilgisini pekistirmek, hem de okulda slresi
icinde edinemedigi bilgiyi tamamlamak Uzere dershaneye gelme ihtiyaci

duymaktadir.
13



Ogrenciler bu kurumlarda uygulanan sinav odakli egitimle sinav
icerigine uygun olan ve soru ¢ikma olasiligi yiksek olan Unite ve konulardan
bilgisini tazeler, ayrica test ve sinav teknigi konusunda kendisini geligtirir. Bu
surecte kendisi ile ayni programi izleyen arkadaslari ile bir rekabet ve yaris
havasi icinde daha iyi bir motivasyon saglar.

Dershanelerde duzey siniflarinin olusturulmasi ayni basari duzeyine
sahip 6grencilerin bir sinifta toplanmasina ve islenen konularin sinifin, dolayl
olarak da o siniftaki her bir 6grencinin bilgi, basari ve algi dizeyine uygun
yontemlerle anlatilmasini saglar. Bu da hem o6grencinin anlamasini, hem de
ogretmenin igini kolaylastirir.

Y1l icinde ¢ok sayida uygulanan deneme sinavlari ile 6grenci, hedef
olarak belirledigi sinava girmeden dnce onemli bir deneyim kazanmig olur.
Bir taraftan soru ¢6zme hizini artirirken, diger taraftan énemli 6lctide zaman
kullanimi, okuma ve anlama hizini gelistirme, kodlama disiplini gibi sinavin
teknik ayrintilarini 6grenir.

Merkezi sinavlarin en o6nemli olumsuzluklarinin basginda sinavin
psikolojik yikiu gelmektedir. Sonunda o6grencinin gelecegi ve kariyer
planlamasi ile ilgili belirleyiciligi olan bir sinavin mutlaka kaygi ve heyecan
yaratmasi beklenir. Bu her adayda ayni dizeyde olmasa da buylk oélgtde
yasanir.

Dershanelerde yapilan bu uygulamalar sinava sadece bilgi yontunden
degdil psikolojik yonden de hazirlanmayi Kkolaylastirir. Sirekli deneme
sinavina girerek hiz ve deneyim kazanan bir aday zamanla gercek sinavi da
bir deneme sinavindan farksiz olarak algilamaya baslar ve siradanlastirir.

Dershanelerin sistem igindeki en vazgecilmez yanlarindan birisi de
ders disi uygulamalarin yogunlugudur. isteyen adaylar ders disinda organize
edilen etlt ve birebir galismalar ile kendini daha ayricalikli hisseder.

Ulkemizde genc niifus sayisindaki fazlalik ve okullasmanin heniiz
ihtiyaci yeterince karsilayamamasi okullarin ve 6gretmenlerin 6grenciye ilgi
konusunda yeterince zaman ayiramamasi 6grenme surecini olumsuz etkiler.
GUnumiz okulu 6grenci zihninde devam edilip diploma alinan yer olarak

algilanmaktadir.
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Sinava hazirlik konusunda dershaneler okullara oranla daha gugclu bir
algiya sahiptir. En ylksek puanl ve en nitelikli okullarin égrencileri dahi bir
dershanede egitim hizmeti alarak bu yarista geri kalmamayi amacglamaktadir.

Toplumda dershaneye gitmeden sinavda basarili olunamayacagina
dair net bir algi olusmaya baslamigtir (Unsal, 2013). Bu algi tartismaya agiktir
ama dershanelerin sinava hazirlikta 6grenciye kattigi bilgi, teknik ve
motivasyon kesinlikle yadsinamaz.

Dershanelerin bir diger ayricaligi sinava yonelik test ve dokiman
zenginligidir. Okul kitaplarinda kullanilan igerik ve yéntem dogrudan sinava
yonelik bir hazirligi destekler nitelikte dedgildir.

Okulda merkezi sinav teknigine uygun olmayan yodntemlerle 6lgme
degerlendirme yapilmasi da 6grencilerin merkezi sinavda basarili olabilmeleri

icin yeterli veri sunmamaktadir.

2.4 DERSHANELERDE TEKNOLOJININ YERI

Teknolojik yenilikler artik egitim 6gretim ortaminda da etkin ve verimli
bir sekilde kullaniimaktadir. Dershaneler bu yeniliklere de hizli bir gecis
yaparak sadece teknolojiyi sinifta hazir bulundurmak degil, icerigini de
o6grenciye sunmak bakimindan etkin ¢alismalar yuritmektedirler.

Bugun kurumsal pek ¢ok dershanenin siniflarinda yillardir “akilli tahta”
ve “akilli icerik” in kullanilmasi hem 6grencinin zamani verimli kullanmasina
olanak sunmakta, hem de 6grenmeyi kolaylastirmaktadir.

Okullarda “FATIH Projesi” ne gegilmesine ragmen icerik konusunda bir
netligin olmamasi sadece teknolojiyi kurmak degil, etkin bir sekilde
kullanmanin da énemli oldugunu bize gdstermektedir(Unsal, 2013).

Fatih projesinin 2011-2014  yillan arasinda gergeklestiriimesi
planlanmaktadir. Proje kapsaminda her okula 1 adet yazici, 1 adet dokiman
kamera, her derslige etkilesimli tahta ve kablolu internet baglantisi, her
Ogretmene ve Ogrenciye tablet bilgisayar verilmesi planlanmaktadir.

http://fatihprojesi.meb.gov.tr adresinden detayli bilgiye erigilebilir.
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2.5 SINAV VE NOT KAYGISI

Okullarin elini guclerinden en o6nemli unsur not olmasina ve
dershanelerin not gibi bir kaygilari olmamasina ragmen &6grencinin bos
zamanini dershanede degerlendirmesi 0Olcme degerlendirme yontemi
konusunda dershaneyi bir adim 6ne ¢ikarmaktadir.

Ogrenci okulu bitirecek kadar not almayi yeterli gérmekte ama nihai
sinavina daha ciddi bir tutum ile yaklagsmaktadir. Bu dogrultuda dershanede
sunulan délgme degerlendirme hizmeti 6grenciyi daha objektif kriterlere gore
degerlendirir niteliktedir (Unsal, 2013).

Ogrenci kaygisi tizerine “Multi-Resolution Wavelet Analyses of Two
Different Perfectionism Scales: A University Sample” adli ¢alismada kisinin
anlk tepkisi program vasitasiyla kayit altina alinmig ve verdigi tepkiler

gdzlemlenmigtir (Karaca ve Digerleri, 2010).

2.6 DERSHANELERDE VERI MADENCILIGI IHTIYACI

Ozellikle kurumsallasan dershaneler cok sayida 6grenciye hizmet
vermekte, ¢ok sayida d6gretmen ve gorevli istihdam etmektedir. Ogrencilere
yil boyunca kitap ve sinav hizmeti sunmaktadir.

Ogrenci 6demelerinden maas ve cesitli giderlere, sinav hizmetlerine
kadar her sey kayit altina alinmaktadir. Kurumsallagsan dershaneler bu
kayitlari her yil duzenli olarak tutmaktadirlar. Bu verileri kullanarak anlamli
sonug¢ ¢lkarma ve yeniden yapilanma ve planlama ihtiyaci duymaktadirlar.
Ancak tutulan veriler ¢cok fazla ve birbirinden c¢ok farkli olacagindan bu
verilerin ihtiyaca cevap verecek sekilde ayriimasi gerekmektedir. Bunun igin

de veri madenciligi tercih edilebilmektedir.
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3. VERI MADENCILIGI

Veri madenciligi surekli guncellenen ve hareket goren degisken veri
tabanlarina uygulanmaz. Oncelikle veriler belirli asamalardan gegcirilerek
olugsturulan veri ambarina aktarilir. Veri ambarindaki 6zet veriler Uzerine VM
algoritmalari uygulanir.

Veri madenciligi, veriler arasindaki iliskilerden faydalanarak yeni,
anlasihir bilgi gcikarma islemidir (Al-Hudairy ve Digerleri, 2004).

Veri Madenciligi, sistemde bulunan ama bilinirligi olmayan ancak
potansiyel olarak yararli olan verinin bilgiye donusturilme surecidir(Shen,
2007).

Daha basit olarak veri madenciligi buyuk olgekli veriler arasindan
degerli olan bilginin bulunup ortaya ¢ikariimasi islemidir (Silahtaroglu, 2008).

VM Satis ve Pazarlama, Misteri iligkileri Yonetimi, Risk Analizi ve
Yonetimi, Egitimde Basarinin  Arttirnlmasi  alanlarinda, Perakende,
Telekomunikasyon, Bankacilik, Finans ve Portfdy Yonetimi, Egitim gibi

sektorlerde kullaniimaktadir.

3.1 VERI MADENCILIGI TARIHi

Veri madenciligi (Data Mining) — veri madenciligi olarak adlandiriimasa
da - tarihi yaklasik olarak 40 yil kadar oncesine dayanir. SAS ve SPSS
sirketleri tarafindan istatistiksel analiz igin kullaniimigtir.

Regresyon analizi ile istatistik, standart sapma/ dagitim/ varyans,
kimeleme analizi, guven araldi onemli yontemler olsa da yeni teknikler bu
yontemlerin guicline gug¢ katmaktadir.

Bu yeni yontemler 1980’lerde ortaya ¢ikan bulanik mantik, sezgisel ve
sinir aglar gibi yontemlerdir. Bu yontemler yapay zeka ve makine 6grenmesi

gibi iki gruba ayrilirlar.
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1990’ yillarin baginda veri tabanlarinda bilgi kesfi sureci baglamistir.

GUnumuzde bircok sektor ve alanda veri madenciligi kullaniimaktadir.

3.2 VERI MADENCILIGININ KULLANIM GEREKSINIMi

Kayitlarin hizli bir sekilde artmasi, rekabetin artmasi gibi faktorler
Ozellikle pazarlama stratejilerinin de gelistiriimesini saglamaktadir. Agsagida
sayabilecegimiz birka¢ neden veri madenciliginin kullanilma gereksinimini

ortaya koymaktadir.
- Hizla artan veri kayitlari,
- Cok fazla ve ¢ok farkli tlirde verinin, tek bir ortamda depolanmasi,
- Geleneksel eski tekniklerin ham verileri islemede yetersiz kalmasi,
- Veri madenciligi bilim insanlarina verileri siniflandirma ve
gruplandirma, hipotez olusturma, varsayimlar ve tahmin yapabilme

konusunda yardimci olur,

- Rekabet ve glcun igletmeler i¢in buylk énem arz etmesi.

3.3 VERI MADENCILIGINDE KULLANILAN ADIMLAR

Veri temizleme: Tutarsiz ve hatal veriler, veri tabani Uzerinde yapilacak
analizlerde yanlis sonug verebileceginden bu hatali veriler veri ambarina
aktariimadan 6nce silinir. Ornegin dershanede egitim géren bir 6grenci eger
egitimi boyunca higbir deneme sinavina girmediyse yapilacak analizde bu

ogrenciye yer verilmemelidir.

Veri butlinlestirme: Farkh veri kaynaklarinda tutulan ayni tardeki veriler
farkli isimlere sahip olabilir. Ornegin égrenci verilerinin tutuldugu kaynakta

o6grencinin grubu “12. Sinif’ ve “Mezun” diye tutulabilirken, sinav verilerinin
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tutuldugu kaynakta “12” ve “MZ” adiyla tutulabilir. Bu ylizden veriler

birlestirilirken ayni isimle birlestiriimelidirler.

Sekil 3.1°de veri butlnlestirmeye ait ornekte ad ve soyadi ayni
olmasina ragmen grubu farkl gosterilen 6grencinin “Grubu” adli verisi “12.

SINIF” diye ayni adla isimlendirilmistir.

Ad Soyad Biinyamin HATIPOGLU

Grubu 12. SINIF

Biinyamin HATIPOGLU

Ad Soyad Biinyamin HATIPOGLU 12. SINIF

Grubu 12

Sekil 3.1 Veri Biitiinlestirmeye Ait Bir Ornek

Veri Se¢gme: Yapilacak olan analiz ile ilgili yalnizca ihtiyag duydugumuz
verileri belirlemek gerekir. Ornegin égrencinin telefon bilgisine ihtiyac

duymuyorsak telefon bilgilerini veri ambarina almaya gerek yoktur.

Veri Donusiimii: Bazen 6zellikle sayisal degerleri aynen hesaplamaya
katmamak gerekir. Ornegin “A” dersinden 20 soru tizerinden 10 soru ¢ézen
%50 basarilidir. “B” dersinden 30 soru Uzerinden 15 soru ¢dzen yine %50
basarilidir. Bundan dolay1 bazi hesaplamalarda soru sayilarini birbirlerine

endeksleyerek hesaplama yapiimaldir.

Bu asamadan sonra veri oruntuleri icin akill metotlar uygulanabilir.
Ardindan bazi Olgimlere goére elde edilen bilgiyi gosteren oruntuler
tanimlanir. Son olarak da elde edilen bilginin kullaniciya sunumu

gergeklestirilir.
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Sekil 3.2'de veri madenciliginde kullanilan adimlara goérsel olarak yer

verilmistir.

Veri eri
-
|
v
Veri

|

S Akl
Orlntd Metotlann

Tarmmlama Uygulanmasi

Sekil 3.2 Veri Madenciliginde Kullanilan Adimlar

3.4 VERI AMBARI

Veri Ambari, bir veya birden fazla veri kaynaginda bulunan verilerin,
veri temizleme, veri bltlnlestirme, veri donustirme gibi belirli evrelerden
gecirilerek aktarildigi 6zet bir veri tabanidir.

Veri Ambarlari, veri kaynaklarindan aldigi verileri birlestirip, bunlari

karar destek uygulamalarinda kullaniimasini saglarlar (Seetharaman, 2008).
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Veri ambari, sorgulama ve analiz igin kullanilmak Gzere tasarlanmig
iligkisel bir veri tabanidir. Veri ambarinda veriler, genelde hareket verisinden
elde edilmis tarihsel bilgilerle beraber saklanirlar. Veri tabani hareketlerinden
kaynaklanan ig yukuyle analiz yukunu birbirinden ayirir. Bu sayede degisik
veri kaynaklarindan toplanan verilerin tek bir yerden analiz edilmesini
saglarlar (Duzgunoglu, 2006).

Veri ambarinda tutulan verilerin degigsken olmayan yapida olmasi
gerekir. Veri tabanlarinda tutulan veriler gercek zamanhdir ve degisken
olabilirler ancak veri ambarina aktarildiktan sonra veri ambarindaki veriler
degistiriimemelidir. Veri ambarindaki tarihsel veri genellikle gelecekte ne
olabilecegini tahmin etmek icin raporlama ve analiz amaciyla kullanilir
(Duzgunoglu, 2006).

Veri tabanlari Uzerinde sorgulama vyapip gelen sonuglarin
dizenlenmesi yerine, daha 6nceden hazirlanip duzenlenen veriler Uzerinde
sorgulama yapilmasi amagclanir. Bu islemlerin 6nceden vyapilip veri
ambarinda hazir tutulmasi hem veri gekim iglemlerinde performansi arttirir,

hem de veri tabanlarindaki is yukini azaltir (isli, 2009).

3.5 VERI MADENCILIGi MODELLERI

Veri madenciliginde kullanilan modeller, tahmin edici ve tanimlayici
modeller olmak Uzere ikiye ayrilir.

Tahmin edici modellerde, sonucglardan faydalanilarak bir model
geligtirilir ve bu model baska veriler Uzerine kullanilarak o verilere ait sonug
tahmin edilmeye calisilir.

Tanimlayici modellerde ise veriler Uzerine oruntd tanimlanmasi
amaclanmaktadir.(Gllge, 2010)

Veri madenciligi modelleri gordukleri iglevlere gore uge ayriimaktir.

Siniflama ve Regresyon, Kiimeleme ve Birliktelik Kurallari (Akpinar, 2000).
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3.5.1 Siniflama ve regresyon

Amag, girdi olarak tahmin edici degiskenlerin yer aldi§i ortamda, ¢ikti
olarak bagiml bir degiskenin degerinin bulundugu bir model kurmaktir.
Bagimli dedisken sayisal degil ise problem siniflama problemidir. Eger
bagimli degisken sayisal ise problem regresyon problemi olarak
adlandiriir(Akpinar, 2000).

Sinifama ve regresyon, verileri siniflamak veya gelecek veri
egilimlerini tahmin etmek icin kullanilan iki veri analiz yontemidir. Siniflama
verileri kategorize etmek igin kullanilirken, regresyon sureklilik gosteren
degerlerin tahmin edilmesinde kullanilir. (Ozekes ve Camurcu, 2002)

Ornegin, siniflama modeli 6grencilerin  Gniversiteye yerlesme
durumlarini temel alarak, egitim gordukleri brans derslerinin ne kadar isabetli
oldugunu kategorize etmek icin kullanilirken, regresyon modeli anket
sonuglari verilen 6grencilerin Universitede okumak isterken hangi programlari
tercih edeceklerini tahmin etmek i¢in kullanilabilir.

Siniflama ve regresyon modelinde kullanilan baslica yontemler
asagida listelenmistir.

o Karar Agaclari
e Bayes Siniflandirma

e Yapay Sinir Aglari
3.5.1.1 Karar Agaglari
Karar agagclari ile uretilen model tersine c¢evrilmis bir agaca
benzemektedir. Bu agac¢ karar verme noktalari olan dugumler ve bu
dugumleri birbirine baglayan dallardan olugsmaktadir. En tepede kok dugum

bulunmaktadir. Bu digimde bir takim 6zellikler test edilmekte ve bu testin
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farkli sonuglarina gore kdk digumden dallar tiremektedir. Her bir dal yeni bir
karar dugumune baglanmakta ve burada yeni birtakim 6zellikler test edilerek
bu dugumlerden dallar turemektedir. Aga¢ yapisinin en altinda ise artik
kendisinden dal tiremeyen yaprak dugumleri bulunmaktadir (Seyrek ve Ata,
2010)

Birbirinden farkh, ayrik (Ayrik Veri) ozellikler igin, algoritma, veri seti
icinden giris (input) sutunlari arasindaki iligkileri temel alarak bir tahmin
gerceklestirir. Ozelliklede algoritma, tahmin situnu ile baglantili olan girig
sutunlarini tahmin eder.

Ornegin, Bisiklet satin alan misterilere bakacak olursak, 10 geng
musteriden Q'u bisiklet satin alirken yasli musterilerden sadece 2’si bisiklet
aliyorsa algoritma yas faktorunun onemli bir tahmin edici unsur oldugu
sonucuna varir.

Sureklilik arz eden (Surekli Veri) Ozellikler igin, algoritma lineer
regresyon kullanarak, karar agacinin nerelerde dallanacagini belirler.
Ornegin pazarlama bolumi, misterilerin demografik yapilarini inceleyerek
hangi UrlUnleri tercih ettiklerine gore demografik bir satis stratejisi
belirleyebilir.

Grafik 3.1’de bisiklet satin alan ve almayan musteriler yas temelinde
siniflandiriimistir. Grafik 3.2’de ise karar agaci modelinin yas faktorini
“Kacuk” ve “Buyuk” diye ikiye ayrildigini géruyoruz.

MUTer Sayisl

¥as

. Satin Alan

I:' Satin Almayan

Grafik 3.1 Ayrik Veri Ornegi
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Yas: Kk Yasg: Blylk

A |l

Grafik 3.2 Ayrik Veri Sonucu

Uygulanan algoritma sonucu modele yeni dallar (node) eklenmistir ve

kokte Nufusun tamami yer almis ve dallanarak devam etmistir.

Grafik 3.3’de regresyon formuliyle lineer olmayan noktalar belirlenir.

Grafik 3.3 Surekli Veri Ornegi
Diyagram tek ya da iki birbirine baglantil ¢izgi kullanilarak modellenen

veri icerir. Tek cizgi veri icin yeterli degildir. iki cizginin kullaniimasi verinin

sunumunu daha anlagilir hale getirir.
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3.5.1.2 Bayes Siniflandiricilari

Naive bayes algoritmasi Bayes teoremini temel alan bir siniflama
algoritmasidir. Bayes algoritmasi diger algoritmalara gére daha az
hesaplama icerir ve giris sutunu ile tahmin sutunu arasindaki iligkilerin daha
hizli bir sekilde kesfedilmesini sadlar.

Ornegin; promosyon stratejisi gelistiren bir pazarlama bdlimi hangi
musgterilere el ilan1 gdnderecegine bu yolla karar verebilir. Maliyeti dusurmek
icin olumlu cevap alabilecek musterileri se¢gmek ister. Yas ve lokasyon
bilgilerine bakarak hangi musterilerin Gran satin almada benzer 6zellikler
gosterdigini kesfedebilir.

Sekil 3.3'de yas, mesafe ve egitim durumuna gore bisiklet satin alma

ya da satin almama durumuna gore siniflandirma sonucu gosterilmistir.

’ Population ... |0 1 missing
s - s Size: 18484 | Size: 9352 |Size: 9132 |Size: 0
L 343
e g = B = - I
. W 4348 .
- W Other | L]
01 h-'liles
Commute Distance = 123 m:::i - = -
W Other — || [

Bachelors
] Partial Colleqe
Education High 5choal

Other

Sekil 3.3 Yas, Mesafe ve Egitim Durumuna Gore Bisiklet Satin Alma ya da
Satin Almama Durumuna Goére Siniflandirma (0 — Satin Aimama, 1 — Satin
Alma)
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3.5.1.3 Yapay Sinir Aglari

Yapay sinir aglari insan beyninden esinlenerek gelistiriimis bir
yontemdir ve muhendislik, finans, egitim gibi bircok alanda kullaniimaktadir
(Paliwal ve Kumar, 2009).

Yapay sinir aglari temelde 3 katmandan olugur. Girig (input) katmani,
gizli (hidden) katman ve c¢ikis (output) katmani. Ayrica gizli katman ihtiyaca
gore arttinlabilir. Ancak katman sayisinin artmasi 6grenme surecini

arttirmakla birlikte performansi da distrmektedir.

Sekil 3.4'de bu katmanlar  bir  6rnekle gOsterilmistir

(http://msdn.microsoft.com/en-us/magazine/hh975375.aspx, Ocak 2013).

input hidden output

w®__

(ho_w[31]) 23 xw + b)

= O1(Sxw + b)

Sekil 3.4 YSA Katmanlarinin Gosterimi

{ih_w(2,3])
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3.5.2 Association Rules — Birliktelik Kurallari

Birliktelik algoritmasi Ozellikle market sepet analizi igin kullanilan
kullanigh bir algoritmadir. Musterilerin 6nceden satin aldigi GrGnleri temel
alarak musteri davraniglarini tespit etmekte kullaniimaktadir. Birliktelik
algoritmasi hangi Urunlerin birlikte gruplandigini tespit eder. Ama¢ musterinin
gelecekte hangi UrUnleri satin alabilecegdini tespit etmektir.

Ayrica egitimde cesitli calismalarla 6rnedin o6grencilerin basarisiz
olduklari dersler arasindaki baglantilar tespit edilebilmekte veya secmeli
derslerin belirlenmesinde o6grenci tercihleri temel alinarak se¢cmeli dersler
arasindaki iligkiler tespit edilebilmekte ve buna gobre sec¢meli dersler
acilabilmekte veya kaldirilabilmektedir.

Bu tez c¢alismasinda d&grencilerin  sorumlu olduklari dersler,
dershanede egitim alma suresi gibi gruplar arasindaki baglantilarin yerlesme
durumuna etkisi incelenmektedir.

Destek sayisi (support) veri seti icerisindeki verilerin kombinasyonun
kac defa gectigini gdstermektedir. Glven seviyesi (confidence) ise bu

kombinasyonla birlikte diger verilen birlikte gegme olasiligini gosterir.

3.5.2.1 Apriori Algoritmasi

Veri madenciliginde birliktelik kurali modelinde kullanilan ve veri
kimeleri arasindaki iliskiyi cikarmak igin gelistirilen bir algoritmadir.
Apriori algoritmasi, 6zellikle gok buyuk 6lgekli veri tabanlari Gzerindeki veri
madenciligi galismalari i¢in geligtirilmistir.
Algoritmanin amaci, veri tabaninda bulunan satirlar arasindaki baglantiyi
ortaya ¢ikarmaktir. Algoritmanin ismi, Latincede énce anlamina gelen “prior”

kelimesinden gelmektedir.
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Algoritma yapi olarak, asagidan yukariya (bottom-up) mantigini
kullanir ve her seferinde tek bir elemani inceleyerek bu elemanin diger
elemanlarla birlikteligini ortaya ¢ikarmaya ¢alismaktadir.

Ayrica algoritmanin her eleman igin ¢aligmasini, bir arama
algoritmasina benzetmek mumkundudr. Algoritma, bu anlamda si§g oncelikli
arama (breadth first search) yapisinda olup, elemanlari birer agac (tree) gibi
disunerek bu aga¢c Uzerinde arama yapiyor kabul edilebilir.

(http://en.wikipedia.org/wiki/Apriori_algorithm, 2013).

Apriori algoritmasi pseudo-code’u Sekil 3.5°de gosterilmistir.

Apriori(T) €)
L, + {large 1 — itemsets}
k+ 2
while L,:;_]_ $é Ej
Ck{— {C|C:|’IU {b}ﬂﬂ = L,!;_lﬂbe UL,!;_]_J-'"\IE) gﬂ}
for transactions ¢t € T’
Cy «—{ele e Cp N e C it}
for candidates ¢ € %
countlc] +— count|[c] + 1
Ly + {c|lc € Cp N\ count|c] = €}
kE+—Ek+1

return U L,
ke

Sekil 3.5 Apriori Algoritmasi Pseudo-Code

3.5.3 Kimeleme modelleri

Kimeleme algoritmasi bir bdlimleme algoritmasidir. Tekrarlamali
tekniklerle veriler benzer karakteristik Ozelliklere gore gruplara ayrilirlar.
Model belirlenirken tahmin edilecek situn birden fazla olabilir.

Nesnelerin kendilerini ya da diger nesnelerle olan iligkilerini tarif eden
bilgileri kullanarak nesneleri gruplara ayirma islemidir. Kimelemede amag;

grup icindeki nesneleri, diger gruplardaki nesnelerden olabildigince

28



ayri/lbagimsiz, kendi aralarinda ise birbirine benzer/bagiml olacak sekilde
olusturmadir (Ozdamar, 2002).

Kimeleme modellerinde amag verilerin birbirlerine ¢cok benzedigi,
ancak ozellikleri birbirlerinden ¢ok farkli olan kiimelerin bulunmasi ve veri
tabanindaki kayitlarin bu farkh kimelere bolinmesidir (Ayik ve Digerleri,
2007).

3.5.3.1 K-Means (K- Ortalama) Algoritmasi

K-Ortalama algoritmasi bolumlemeli algoritmalarin en ¢ok bilinenidir
(1967 yilinda geligtiriimigtir). Bundan sonrasinda gelistirilen bdlimlemeli
algoritmalar, k-Ortalama algoritmasina ¢ok benzer c¢alisma mantigina
sahiptir.

K-Ortalama algoritmasi sayisal veriler Uzerinde c¢alisan bir
algoritmadir. Bu algoritma asiri ug veya gurultulu verilerden etkilenir.

Algoritmada ilk olarak k adet kime olugturulmasi hedefi ortaya konur
ve sonrasinda k tane ortalama degeri rastgele belirlenir.

Verilen bu ortalama degerlerine gore de butin sayilar hangi
ortalamaya yakinsa o kimeye dahil edilir. Algoritma buatin sayilari
kimeledikten sonra bir kez daha ortalama degerleri bulunur ve tekrar sayilar
hangi ortalamaya yakinlarsa oraya dahil edilirler. Bu islemler son 2 iglemde
ayni1 kimeler ¢ikana kadar devam eder

(http://www.iszekam.net/?tag=/veri+madenciligi+algoritmalari, Ocak 2013).

Verilerin belirli gruplara dahil edilmesi i¢cin bazi hesaplamalara tabii

tutulmasi gerekmektedir. Bunlar benzerlik ve mesafe olgimleridir.
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3.5.3.2 Benzerlik ve Mesafenin Olgilmesi

Mesafenin Olgllmesi igin euclid teoreminden yararlaniimaktadir. Euclid
teoremine gore mesafe 3.1 deki formll yardimiyla hesaplanmaktadir

(http://www.iszekam.net/?tag=/veri+madenciligi+algoritmalari, 2013).

dix,y) =3XF, (xi—yi)? 31

Bir diger hesaplanmasi gereken ise benzerliktir. Benzerlik kavrami
mesafenin tersi bir anlam igerir ve iki veri arasindaki yakinhgi gdsterir.
Benzerlik hesabi genel olarak asagidaki genel formil yardimiyla
hesaplanabilmektedir.

ben(Xm, Xj)=1/(1 +d(x,y))

d: Mesafe

x: Nokta

y: Nokta

p: Boyut Sayisi

ben: Benjamin —Kendi adini tagiyan formul-

3.5.3.3 Hiyerarsik Modeller

Hiyerarsik modeller bir aga¢ yapisi olusturarak kimeleme iglemini
gerceklestirmektedir. Olusturulan kiimeleme agacinin bitin adag yapilarinda
oldugu gibi bir root digumu ve c¢ocuk dugumleri mevcuttur. Asagidan
yukariya, toplagim kimeleme algoritmalari ve yukardan asagiya kimeleme

algoritmalari olarak iki grupta toplanabilir.
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Toplasim kumeleme algoritmalari, baslangigta veri tabanindaki her bir
noktay! bir kime olarak gorur. Bu kimeleri birlestire birlestire birbirinden ayri
kimeler olusturur.

Bolunur kimeleme algoritmalari ise baslangigta veri tabanindaki tim
noktalari tek bir kUmeymis gibi gorur. Veri tabanini taradikg¢a, birbirine
benzemeyen noktalari kimeden digari atarak 6nceden verilmis “k” kadar
kiimeye dagitir (http://www.iszekam.net/?tag=/veri+madenciligi+algoritmalari,
2013).

3.5.3.4 Bolimlemeli Modeller

Bolumlemeli yontemlerde n adet nokta ©6nceden verilen k kime
sayisina (k<n) gore kumelere ayrilir. Hiyerarsik yontemlerin tersine kullanici
tarafindan verilen bazi kriterlere uygun kimeler yaratilirken, yaratilacak kiime
sayisi 6nceden belirlidir.

Boliumlemeli algoritmalar genel olarak hiyerarsik algoritmalardan daha
hizli galigirlar; cuinku hiyerargik algoritmalardaki gibi benzerlik/mesafe matrisi

kullanmak zorunda degillerdir.
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4. UYGULAMA ARACLARI

Bu tez ¢alismasinda hem veriler Uzerinde sorgulama yapilmasina hem
de veri madenciligi yontemlerinin uygulanmasina imké&n saglamasi
bakimindan Microsoft SQL Server platformu kullaniimasina karar verilmigtir.
Microsoft SQL Server platformu g¢atisi altinda “Business Intelligence
Developmnet Studio” adli program veri tabani ile baglanti kurabilmekte ve

veriler Uzerinde Veri Madenciligi uygulamalarina olanak saglamaktadir.

4.1 MICROSOFT SQL SERVER

Microsoft SQL Server kuruluslarin veriler Gzerinde gesitli sorgulama ve
uygulamalar yapmasina olanak saglayan bir bilgi platformudur.
Microsoft SQL Server ile birlikte gelen Business Intelligence Development
Studio, Analiz Servis ile entegre galisan derinlemesine raporlama ve analiz
yapabilen ve ayrica Veri Madenciligi uygulamalari geligtirimesinde hazir
algoritmalar yardimiyla gorsel ve metinsel analiz sunabilen, gorsel ara yuze
sahip bir uygulamadir.

Business Intelligence Development Studio c¢atisi altinda hazir
algoritmalar yardimiyla érnek uygulamalar gerceklestirilecektir.
Veriler Microsoft SQL Server veri tabani sisteminde tutulacaktir. Veri
Madenciligi yontemleri kullanilarak veriler Uzerinde gesitli islemler yapilarak
intiyag duydugumuz veriler Veri Ambarina aktarilacaktir. Daha sonra
Business Intelligence Development Studio adli program kullanilarak hazir

algoritmalar yardimiyla érnek uygulamalar gerceklestirilecektir.
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4.2 MICROSOFT ANALYSISSERVICES

SQL Serverin en 6nemli servislerinden biri olan SQL Server Analysis
Services, karar destek motorunun ve araglarinin yer aldigi ortamdir. Karar
destek mekanizmasina ait iki igerik olan Veri Madenciligi ve OLAP bu Urin

kapsaminda desteklenmektedir.

4.3 BUSINESS INTELLIGENCE DEVELOPMENTSTUDIO

Business Intelligence Development Studio, Analysis Services,
Integration Services ve Reporting Services projelerini iceren is ¢ozumleri
gelistirmek i¢in kullanilabilecek birincil ortamdir.

Her turli proje ve karar destek c¢ozumleri igcin gerekli nesnelerin
olusturulmasi igin sablonlar saglar ve nesnelerle ¢alismaya yonelik ¢ok cesitli

tasarimlar, araclar ve sihirbazlar sunar.
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5. ANALIiz

VM boliminde bahsedilen modellerden faydalanarak bu modeller
dershanede egitim programina katilan 6grenciler Gzerinde BIDS programini
kullanilarak uygulanacaktir.

Toplamda 4858 o6grenci uzerinde ¢ahlgilimigtir. Kargilagtirmali modeller
icin test amaci ile rastgele 3000 kayit Uzerinde galisma gercgeklestirilmistir.
Bunun icin SQL Uzerinde “SELECT TOP 3000 * FROM Tablo_Adi ORDER BY
NEWID()” sorgusu ile birbirinden farkl kayitlar elde edilmistir.

5.1 KARAR AGAGLARI

Sekil 5.1'de dershanede egitim programina katilan égrenciler Gzerine
karar agaci modeli uygulanmasiyla ortaya c¢ikan sonu¢ gosterilmigtir. Karar
agacinin katilm sayisini oncelikle 1 ve 1 olmayan sekilde ikiye ayirarak alt
dallara dogru ilerledigini gorulmektedir. Burada dershaneye 1 yillik katilimin

onemli bir faktor teskil ettigi gérilmektedir.

EATILIM

= T
GRUBRY [— ]
= 135l
KATILIM Pt
=

R
= METUN

Sekil 5.1 Dershaneye Katilim Suresinin Karar Agaci Modeli ile Belirlenmesi
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Agac yapisinda alttaki dallara indikge daha spesifik sonuglara ulasmak
mumkandar. 12. Sinif grubundan KATILIM degeri 1 ve 2 olmayan

ogrencilerin yerlesme durumlari Sekil 5.2’de verilmistir.

High Low
[ |
Total Cases: 377
Value Cases  Probability  Histogram
Missing 0 0.00%
Tercih Yapmadi 77 20,47% B
Yerlesemedi 64 17,06% B

Yerlesti (Lisans) 202 53,29% I
Verlesti (On Lisans) il g,18%

KATILIM not = '1' and GRUBU = "12.5inif" and KATILIM not = 2

Sekil 5.2 “12. Sinif” ve 2+ Y1l Dershaneye Katilan Ogrencilerin Durumu

Karar agaci modeli katihm siresinin agirlikh etkisine bakarak agac¢
yapisint “17 ve “1 olmayan” seklinde ikiye ayirmigtir. Bu da egitim
programinin degerlendiriimesi agisindan egditim sdresinin 1 yil olmasinin

etkisinin tzerinde durulabilecegini ifade etmektedir.
5.2 BAYES SINIFLANDIRICILARI

Belli kriterlere gore siniflandirma yapmak hedef kitlenin egilimleri
hakkinda bilgi verir. Sekil 5.3’de katihm slresi ve 6grencinin mezun ya da

son sinif olmasina gore gerceklestirilen siniflandirma, 6grenciye hangi egitim

programinin onerilebilecegini gostermektedir.
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Attribute profiles

Population (All)
Size: 4858

Yerlesti (Lisans)
Size: 2654

Tercih Yapmad
Size: 482

Yerlesemedi
Size: 595

Yerlegti (On Lisans)
Size: 1127

Sekil 5.3 Katilim Siresi ve Grubun Bayes Siniflandirma Sonucu Yerlesme

missing
Size: 0

Attributes States

12.5ind
MEZUN
Missing

GRUBU

KATILIM

.
2
3
4
O

Durumuna Etkisi

5.3 BIRLIKTELIK KURALLARI
Tablo 5.1’de lisans bolimlerine yerlesmede, destek sayisi ve guven
seviyesi birliktelik kuralina gére hesaplandiginda yerlesme durumuna etkisini

gorebilmekteyiz.

Tablo 5.1 Lisans Bélimlerine Yerlesmede Birliktelik Kurallarinin Etkisi

';‘:':’,tlﬁ:‘ SGe:‘,:;z';l Birliktelik Kural

14 0,88 KATILIM = 5, Kimya -> SONUC = Yerlesti (Lisans)
14 0,88 KATILIM = 5, Biyoloji -> SONUC = Yerlesti (Lisans)
14 0,88 KATILIM = 5, Fizik -> SONUC = Yerlesti (Lisans)
47 0,81 KATILIM = 4, Fizik -> SONUC = Yerlesti (Lisans)
47 0,81 KATILIM = 4, Kimya -> SONUC = Yerlesti (Lisans)
47 0,81 KATILIM = 4, Biyoloji -> SONUC = Yerlesti (Lisans)
82 0,78 KATILIM = 1, ingilizce -> SONUC = Yerlesti (Lisans)
13 0,77 KATILIM = 5, Geometri -> SONUC = Yerlesti (Lisans)
13 0,77 KATILIM = 5, Matematik - > SONUC = Yerlesti (Lisans)
362 0,76 KATILIM = 2, Biyoloji - > SONUC = Yerlesti (Lisans)
285 0,45 KATILIM = 1, Felsefe - > SONUC = Yerlesti (Lisans)
285 0,45 KATILIM = 1, Tarih - > SONUC = Yerlesti (Lisans)
171 0,45 KATILIM = 2, Tarih -> SONUC = Yerlesti (Lisans)
171 0,45 KATILIM = 2, Felsefe -> SONUC = Yerlesti (Lisans)
30 0,42 Felsefe, Matematik -> SONUC = Yerlesti (Lisans)
30 0,42 Tarih, Geometri -> SONUC = Yerlesti (Lisans)
30 0,42 Felsefe, Geometri -> SONUC = Yerlesti (Lisans)
30 0,42 Tarih, Matematik -> SONUC = Yerlesti (Lisans)
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1723 1,00 Matematik, SONUC = Yerlesti (Lisans) -> Geometri
1253 1,00 Tiirkce, SONUC = Yerlesti (Lisans) -> Cografya
868 1,00 Fizik, SONUC = Yerlesti (Lisans) -> Biyoloji

868 1,00 Fizik, SONUC = Yerlesti (Lisans) -> Kimya

868 1,00 Biyoloji, SONUC = Yerlesti (Lisans) -> Kimya

493 1,00 Tarih, SONUC = Yerlesti (Lisans) -> Felsefe

493 1,00 Felsefe, SONUC = Yerlesti (Lisans) -> Cografya
493 1,00 Tarih, SONUC = Yerlesti (Lisans) -> Cografya

GRUBU = 12.Sinif

ingilizce = Existing

Tiirkce = Existing

Tarih = Existing

GRUBU = MEZUN

Select a node in the network te highlight its dependendies.

I selected node M Fredicts both ways
i [ This node predicts the selected node [l Selected node predicts this node

Sekil 5.4 Lisans Bolimlerine Yerlesmede Birliktelik Kurallarinin Agirlikh Etkisi

Sekil 5.4°de lisans bolumune yerlesmede agirhigi olan brang derslerin
roli gorulmektedir. Mor renkte gortlen matematik, geometri, tirkce ve
cografya dersleri 6grencinin lisans bolumlerine yerlesmede daha fazla etkin
rol oynamaktadir. Turuncu renkte gorulen katihm suresi ve brans derslerin
rolinun daha az etkin oldugu gorilmektedir.

Lisans boélumine yerlesmede glven seviyesine bakildiginda
matematik dersinden basarili olan bir 6grencinin geometri dersinde de basari

gosterdigi %100 kesindir.
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Tablo 5.2’'de On lisans bolimlerine yerlesmede, destek sayisi ve

glven seviyesi birliktelik kuralina goére hesaplandiginda yerlesme durumuna

etkisini gorebilmekteyiz.

Tablo 5.2 On Lisans Bélumlerine Yerlesmede Birliktelik Kurallarinin Etkisi

2‘:::‘:‘ sGe::;Z:. Birliktelik Kurall

139 1,00 SONUC = Yerlesti (On Lisans), Kimya = Existing -> Fizik = Existing

338 1,00 Tarih = Existing, SONUC = Yerlesti (On Lisans) -> Cografya = Existing
340 1,00 SONUC = Yerlesti (On Lisans), Matematik = Existing -> Geometri = Existing
139 1,00 SONUC = Yerlesti (On Lisans), Biyoloji = Existing -> Fizik = Existing
139 1,00 SONUC = Yerlesti (On Lisans), Fizik = Existing -> Biyoloji = Existing
340 1,00 SONUC = Yerlesti (On Lisans), Geometri = Existing -> Matematik = Existing
338 1,00 Felsefe = Existing, SONUC = Yerlesti (On Lisans) -> Tarih = Existing
338 1,00 Tarih = Existing, SONUC = Yerlesti (On Lisans) -> Felsefe = Existing
139 1,00 SONUC = Yerlesti (On Lisans), Fizik = Existing -> Kimya = Existing

139 1,00 SONUC = Yerlesti (On Lisans), Kimya = Existing -> Biyoloji = Existing
139 1,00 SONUC = Yerlesti (On Lisans), Biyoloji = Existing -> Kimya = Existing
338 1,00 Felsefe = Existing, SONUC = Yerlesti (On Lisans) -> Cografya = Existing
497 1,00 SONUC = Yerlesti (On Lisans), Tiirkge = Existing -> Cografya = Existing
57 0,52 KATILIM = 3, SONUC = Yerlesti (On Lisans) -> Cografya = Existing

57 0,47 KATILIM = 3, SONUC = Yerlesti (On Lisans) -> Tiirkge = Existing

11 0,45 KATILIM = 4, SONUC = Yerlesti (On Lisans) -> Cografya = Existing

11 0,45 KATILIM = 4, SONUC = Yerlesti (On Lisans) -> Tiirk¢e = Existing

765 0,43 SONUC = Yerlesti (On Lisans), KATILIM = 1 -> Tiirkge = Existing

292 0,43 SONUC = Yerlesti (On Lisans), KATILIM = 2 -> Tiirkge = Existing

513 0,41 SONUC = Yerlesti (On Lisans), GRUBU = MEZUN -> Felsefe = Existing
513 0,41 SONUC = Yerlesti (On Lisans), GRUBU = MEZUN -> Tarih = Existing

Sekil 5.5'de 6n lisans boélimine yerlesmede agirligi olan brans

derslerin rolt gorilmektedir. Mavi renkte gorulen turkge ve cografya dersleri

ogrencinin  6n

oynam

aktadir.

lisans bolimlerine yerlesmede daha fazla etkin rol
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SONUC = Yerlesti (On Lisans)

Cografya = Existing

Tiirkge = Existing

select a node in the network to highlight its dependendes.

B selected node W Fredicts both ways
[ This node predicts the selected node [l Selected node predicts this node

Sekil 5.5 On Lisans Boliimlerine Yerlesmede Birliktelik Kurallarinin Agirlikh
Etkisi

Tablo 5.3’de herhangi bir bolume yerlesememede, destek sayisi ve
guven seviyesi birliktelik kuralina gore hesaplandiginda yerlesme durumuna

etkisini gorebilmekteyiz.

Tablo 5.3 Herhangi Bir Bélime Yerlesememede Birliktelik Kurallarinin Etkisi

2‘::(::( Sc::;c;:i Birliktelik Kural

137 1,00 SONUC = Yerlesemedi, Tarih = Existing -> Cografya = Existing
319 1,00 SONUC = Yerlesemedi, Geometri = Existing -> Matematik = Existing
119 1,00 SONUC = Yerlesemedi, Fizik = Existing -> Kimya = Existing

137 1,00 SONUC = Yerlesemedi, Felsefe = Existing -> Tarih = Existing
137 1,00 SONUC = Yerlesemedi, Felsefe = Existing -> Cografya = Existing
119 1,00 SONUC = Yerlesemedi, Kimya = Existing -> Fizik = Existing

119 1,00 SONUC = Yerlesemedi, Kimya = Existing -> Biyoloji = Existing
119 1,00 SONUC = Yerlesemedi, Biyoloji = Existing -> Fizik = Existing
317 1,00 SONUC = Yerlesemedi, Tiirkge = Existing -> Cografya = Existing
137 1,00 SONUC = Yerlesemedi, Tarih = Existing -> Felsefe = Existing

61 0,70 KATILIM = 3, SONUC = Yerlesemedi -> Matematik = Existing
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61 0,70 KATILIM = 3, SONUC = Yerlesemedi -> Geometri = Existing

13 0,69 KATILIM = 4, SONUC = Yerlesemedi -> Matematik = Existing

13 0,69 KATILIM = 4, SONUC = Yerlesemedi -> Geometri = Existing

196 0,63 SONUC = Yerlesemedi, KATILIM = 2 -> Cografya = Existing

196 0,62 SONUC = Yerlesemedi, KATILIM = 2 -> Tiirkge = Existing

386 0,54 SONUC = Yerlesemedi, GRUBU = 12.Sinif -> Matematik = Existing
386 0,54 SONUC = Yerlesemedi, GRUBU = 12.Sinif -> Geometri = Existing
209 0,51 SONUC = Yerlesemedi, GRUBU = MEZUN -> Geometri = Existing
209 0,51 SONUC = Yerlesemedi, GRUBU = MEZUN -> Matematik = Existing

Sekil 5.6’da herhangi bir bolume yerlesememede agirligi olan brang
derslerin roli gorulmektedir. Mavi renkte gorilen matematik, geometri, tiirkce
ve cografya derslerinde basarisiz olmak o6grencinin herhangi bir bolime

yerlesememede daha fazla etkin rol oynamaktadir.

SONUC = Yerlesemedi

Matematik = Existing

@ Cografya = Existing

Select 2 node in the network to highiight ts dependendies.
[ selected node W Predicts both ways
[ This node predicts the selected nede [ selected node predicts this node

Sekil 5.6 Herhangi Bir Bolime Yerlesememede Birliktelik Kurallarinin Agirlikl
Etkisi
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Tablo 5.4’de herhangi bir tercih yapmamada, destek sayisi ve guven
seviyesi birliktelik kuralina goére hesaplandiginda yerlesme durumuna etkisi
gorulmektedir.

Tablo 5.4 Herhangi Bir Tercih Yapmamada Birliktelik Kurallarinin Etkisi

Dszit:::( S(:\l:;:/eerli Birliktelik Kurali

100 1 SONUC = Tercih Yapmadi, Biyoloji = Existing -> Fizik = Existing
100 1 SONUC = Tercih Yapmadi, Biyoloji = Existing -> Kimya = Existing
110 1 SONUC = Tercih Yapmadi, Felsefe = Existing -> Tarih = Existing
110 1 SONUC = Tercih Yapmadi, Felsefe = Existing -> Cografya = Existing
100 1 SONUC = Tercih Yapmadi, Fizik = Existing -> Kimya = Existing

100 0,9 SONUC = Tercih Yapmadi, Fizik = Existing -> Matematik = Existing
100 0,9 SONUC = Tercih Yapmadi, Fizik = Existing -> Geometri = Existing
14 0,786 KATILIM = 4, SONUC = Tercih Yapmadi -> Geometri = Existing

14 0,5 KATILIM = 4, SONUC = Tercih Yapmadi -> Cografya = Existing

212 0,434 SONUC = Tercih Yapmadi, KATILIM = 2 -> Matematik = Existing
67 0,418 KATILIM = 3, SONUC = Tercih Yapmadi -> Cografya = Existing

Sekil 5.7’de herhangi bir tercih yapmamada agirhdi olan brans
derslerin rolti gorilmektedir. Mavi renkte gorulen matematik, geometri ve

cografya derslerinin tercih yapmamada daha fazla etkin rol oynamaktadir.

Matematik = Existing

Cografya = Existing
Geometri = Existing

/ =

SONUC = Tercih Yapmadi

Selecta node in the network to highiight its dependencies.
[ sclected node W Frecicts both ways
[I] This node predicts the selected node [l Selected node predicts this node

Sekil 5.7 Herhangi Bir Tercih Yapmamada Birliktelik Kurallarinin Agirlikh
Etkisi
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Sekil 5.8'de Business Intelligence Development Studio programi
kullanilarak belirlenen birliktelik kurallari ve gliven seviyeleri gosterilmektedir.

“Yerlesti” kriterine gore filtreledigimizde lisans boélimlerine yerlesen
ogrencilerden fizik, kimya ve biyoloji derslerinde basarili olan &grencilerin
yine bu derslerin kombinasyonunda da basaril olduklari gorinmektedir. Tarih
ve felsefe derslerinde basarili olan 6grencilerin tirkce dersinde de basaril
olduklari saptanmistir.

On lisans boliimlerine yerlesmede Tarih ve felsefe derslerinde basarlli
olan o6grencilerin ise cografya dersinde daha basarii olduklari

gOzikmektedir.

Sekil 5.9'da veri seti igerisindeki degerlerin birbirleriyle olan
kombinasyonlarini ve destek sayilarini gorebilmekteyiz. Destek sayisi o

kombinasyonun veri seti icerisinde ne kadar siklikla gegtigini gostermektedir.

Bagimlilik agi acisindan incelendiginde destek sayisi daha buyuk olan
brang derslerinin lisans bélumulne yerlesmede matematik, geometri, cografya
ve Turkce derslerinin daha etkili oldugu belirlenmistir. Katilim sayisina
baktigimizda dershaneye 1 ve 2 yil devam etmenin Universiteye yerlesmede

daha etkili oldugu soylenebilir.
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Miiemm probebity: 040 13 Fiter Rue: |SONUC = Yeriest]
Mesmum mportance: 212 ] show |Show attbute name and vake
[7] Show long name Mandmum rows: 2000 »‘:

Probablity
1,000 Felzefe = Existng, SONUC = Yerlesti (On Lsans) -> Colrafya = Existing
1,000 SONUC = Yerles® (On Lisans), Kimya = Exsting -> Biyoloy = Existng
1,000 Tarh = Existing, SONUC = Yerlegt (On Uisans) -> Codrafya = Existng
1,000 Tarh = Existrg, SONUC = Yerlegt (Lisans) -> Codrafys = Existng
1,000 SONUC = Yerlest (On Lisans), Fizk = Existing -> Kimya = Existing
1,000 Tarh = Existing, SONUC = Yeriest (On Lisans) -> Felsefe « Existing
1,000 Tirkge = Existing, SONUC = Yerlesti (Lisans) -> Codrafya = Exsting
1,000 Felsefe = Existing, SONUC = Yerlest (Lisans) -> Codrafya = Existng
1,000 Geometri = Existing, SONUC = Yerlest (Lisans) -> Matematk = Existng
1,000 Fizk = Existing, SONUC = Yerlesti (Usans) -> Biyoloj = Existing
1,000 Siyoio) = Exsting, SONUC = Yerlest (Lisans) «> Kemya = Existing
1,000 SONUC = Yerlest (On Lisans), Kimya = Existing «> Fizk = Existrg
1,000 SONUC = Yerlegt (On Lisans), Biyolos = Existing -> Kemys = Existng
1,000 SONUC = Yerlest (On Lisans), Bryoloj = Existing -> Fizk = Existing
1,000 SONUC = Yerlesd (On Lisans), Fizk = Existng -> Biyoloj = Existing
1,000 SONUC = Yeries (On Lisans), Matematk = Existing > Geometi = Exsting
1,000 SONUC = Yerlegt (On Lisans), Geometri » Existing -> Matematic = Existing
1,000 Matematic = Exasting, SONUC = Yerlest (Lisars) -> Geometr) = Existing
1,000 SONUC = Yerlegt (On Lisans), Tirige = Existng -> Cofyrafya = Bxstrg
1,000 Fzk = Existing, SONUC = Yerlest (Lisans) -> Kimya = Existng
1,000 Kenya = Existng, SONUC = Yerles®s (Lsars) -> Fizk = Existng
1,000 Felsefe = Existng, SONUC = Yerlesti {Lisans) -> Tarh = Existing
1,000 Syoloj = Existng, SONUC = Yerlest (Lisans) -> Fizk = Existing
1,000 Kamya = Existing, SONUC = Yerlest (Lisars) > Biyoloy = Existing

1,000 Felsefe = Existing, SONUC = Yerlesti (On Usans) -> Tarh « Existing
1,000 Tarh = Existng, SONUC = Yerlest (Lisans) -> Felsefe = Exsting
0,881 Codrafya = Existng, SONUC = Yerlest (Lisans) -> Tirkge = Exstrg
0,580 Biyolo) = Existing, SONUC = Yerlesti (Lisans) -> Matemati = Existing
0,380 Fzk = Basting, SONUC = Yeriestl (Lisans) -> Matemat = Existng
0,980 Kenya = Existing, SONUC = Yerlesd (Lsars) <> Geome¥i = Existing
0,980 Beyoioj = Existing, SONUC = Yerlest (Lisans) -> Geometr = Existing
0,580 Fizk = Existng, SONUC = Yerlegti (Lisans) -> Geometri = Existng
0,980 Kemya = Existing, SONUC = Yerlest (Lsars) -> Matematk = Existing
0,95¢ Tarh = Existng, SONUC = Yerlest (Lisans) -> Turkge = Existng
0,951 Felsefe = Existing, SONUC = Yerlesti (Lisans) -> Turkge = Existing
0,941 SONUC = Yerlegt (On Lisans), Codrafya = Existing -> Tirkge = Existing
0,908 Tarh = £xi5ting, SONUC = Yerlest (On Lisans) -> Turkge = Existing
0,908 Felsefe = Existing, SONUC = Yerlest (On Lisans) -> Tirkge = Existng
Selected ndes: 3232

Sekil 5.8 Yerlesme Durumuna Etki Eden Birliktelik Kurallarinin Glven

Seviyeleri
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Rules | [temsets | Dependency Metwork

Minimum suppart: 4 = Filter Itemset: SOMNUC
Minimum itemset size: 0 = Show: Show attribute name and value
Maximum rows: 2000 = [] Show long name
T Support  Size Itemset
2654 1 SONUC = Yerlesti {Lisans)
1723 2 Geometri = Existing, SONUC = Yerlesti (Lisans)
1723 3 Matematik = Existing, Geometri = Existing, SOMNUC = Yerlesti (Lisans)
1723 2 Matematk = Existing, SOMUC = Yerlesti (Lisans)
1637 2 SOMNUC = Yerlesti {Lisans), GRUBU = 12.5inif
1319 2 KATILIM = 1, SONUC = Yerlesti (Lisans)
1277 2 Codrafya = Existing, SONUC = Yerlesti (Lisans)
1253 3 Tirkce = Existing, Codrafya = Existing, SONUC = Yerlesti (Lisans)
1253 2 Turkce = Existing, SOMUC = Yerlesti {Lisans)
1127 1 SONUC = Yerlesti (On Lisans)
1096 3 Geometri = Existing, SONUC = Yerlesti {Lisans), GRUBU = 12,Sinif
1096 3 Matematik = Existing, SOMUC = Yerlegti (Lisans), GRUBU = 12.5imif
1017 2 GRUBU = MEZUN, SONUC = Yerlesti (Lisans)
1003 2 KATILIM = 2, SONUC = Yerlesti (Lisans)
368 3 Kimya = Existing, Biyoloji = Existing, SOMUC = Yerlesti (Lisans)
368 3 Fizik = Existing, Bivoloji = Existing, SONUC = Yerlesti (Lisans)
368 2 Biyoloji = Existing, SOMNUC = Yerlesti {Lisans)
368 3 Kimya = Existing, Fizik = Existing, SONUC = Yerlesti (Lisans)
868 2 Kimya = Existing, SONUC = Yerlesti (Lisans)
368 z Fizik = Existing, SONUC = Yerlesti (Lisans)
351 3 Biyoloji = Existing, Geometri = Existing, SONUC = Yerlest (Lisans)
351 3 Fizik = Existing, Geometri = Existing, SOMUC = Yerlesti {Lisans)
351 3 Fizik = Existing, Matematik = Existing, SONUC = Yerlesti {Lisans)
351 3 Kimya = Existing, Matematik = Existing, SONUC = Yerlesti (Lisans)
#51 3 Kimya = Existing, Geometri = Existing, SOMUC = Yerlesti {Lisans)
351 3 Biyoloji = Existing, Matematik = Existing, SONUC = Yerlesti (Lisans)
778 3 Matematk = Existing, KATILIM = 1, SOMUC = Yerlest {Lisans)
778 3 Geometri = Existing, KATILIM = 1, SOMNUC = Yerlesti (Lisans)
776 3 KATILIM = 2, SOMUC = Yerlesti (Lisans), GRUBU = 12.5imf
765 2 SONUC = Yerlesti (On Lisans), KATILIM = 1
763 3 Cofrafya = Existing, Matematik = Existing, SONUC = Yerlesti (Lisans)
753 3 Tirkce = Existing, Matematik = Existing, SONUC = Yerlesti (Lisans)
7a3 3 Torkge = Existing, Geometri = Existing, SONUC = Yerlesti (Lisans)
7683 3 Cografya = Existing, Geometri = Existing, SONUC = Yerlesti (Lisans)
633 3 Cografya = Existing, KATILIM = 1, SONUC = Yerlesti (Lisans)
637 3 KATILIM = 2, Matematik = Existing, SONUC = Yerlest {Lisans)
637 3 KATILIM = 2, Geometri = Existing, SOMUC = Yerlesti (Lisans)
Itemsets: 429

Sekil 5.9 Yerlesme Durumuna Etki Eden Kombinasyonlarin Destek Sayilari
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5.3.1 Apriori Algoritmasi

Veri tabaninda Ogrenci Yerlesme Sonuglar, TC Kimlik Numarasi ile
Sinavda ¢6zumledigi ders ve katilim sayisi birlikte tutulmaktadir.
Apriori algoritmamizin ilk adimi, her dersin ve katilim sayisinin destek

sayisini, yani kag kere listede gectigini saymak olacaktir.

S0LQuery2.sgl - YAMIN User (35))* M 5QLQueryl.sgl - YAMIN\User (52))*
DECLARE @DESTEE INT, @CCNFIDENCE FLOAT

SET EDESTEK = 100

SET BCCWFIDENCE = 0.4

-— Benzersiz Ofrenci-Ders Kayvitlarinin Belirlenmesi
[ SELECT DISTINCT TCEIMLIENC, DERSAD INTOC #C1

FFRCM Ogrenci snv

—— Belirlenen Destek Sayisindan Biyik Birli Ders Sayilarinin Belirlenmesi

[ SELECT DERSAD, TCOPLAM = TMT (1) INTC #L1 FRCM #C1

FGROUF BY DERSAD HAVING C (1) »= BDESTEEK

-— Belirlenen Destek Savisindan Biiyiik Ikili Ders Savilarinin Belirlenmesi
F SELECT D1 = 1.DERSAD, D2 = 11.DERSAD, TOPLAM = COUNT (1)

INTC #C2 FRCM #L1 1

JOIN #L1 11 CN 11.DERSAD <> 1.DERSAD

JOIN #C1 ci1 ON cl.DERSAD = 1.DERSAD

JCOIN #C1 cll CON cll.TCEIMLIENO = cl.TCEIMLIENO AND cll.DERSAD = 11.DERSAD

- GROUF BY 1.DERSAD, 11.DERSAD

SELECT * INTO #L2 FROM #C2 WHERE TOPLAM >= @DESTEK
SELECT * FROM #L2g

L SELECT = FRCM ETEL WHERE CCNFIDENCE > @CCHNFIDENCE CRDER BY CONFIDEWMCE DESC

L4

[ Resutts _'_1 Messages
SUPPORT CONFIDEMCE  KATILIM DERS SONUC

1 {0875 5 Geometri  Yedegti (Lisans)
2 1 0875 h Codrafya  Yeresti (Lisans)
3 0875 h Biyoloji Yeredi (Lisans)
4 7 0.81 q Kirmya Yeredi (Lisans)
b 7 0.81 q Kimya Yered (Lisanz)
& 7 0.81 q Felzefe Yeredi (Lisans)
7 82 0781 1 Cofrafya  Yeregti (Lisans)
8 13 0,765 5 Cografya  Yeregti (Lisans)
5 13 0. 765 h Codrafya  Yeresti (Lisans)
10 362 0. 754 2 Codgrafya  Yeresti (Lisans)
1Al 109 0,659 3 Geometd  Yeregi (Lisans)
12 285 D.456 1 Biyoloji Yered (Lisanz)
13 285 D.456 1 Kimya Yeredi (Lisans)
14 1A 0.455 2 Kimya Yeresti (Lisans)
15 17 0455 2 Felsefe Yeresti (Lisans)

Sekil 5.10 Apriori Algoritmasi Veri Destek Sayisi ve Glven Seviyeleri
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Sekil 5.10’da katilim sayisi ve derslerin, yerlesme durumuna etkisi
incelenerek destek sayisi ve guven seviyeleri tespit edilmistir.
Sekil 5.11'de ise 6grencilerin sorumlu oldugu brans dersler ve katilim

sayllarinin yer aldigi bir drnek liste gosterilmektedir.

5QLQuery2.sql - .YAMIN\User (55))* " SQLCueryl.sql - .. YAMIN\User (52))*

E SELECT LEFT (o.TCKIMLIENO, 5) + ’xxxxxx|’_. EATILIM, DERSAD, SCNUC FRCOM dbo.U2012KatilimDeger u
INNER JCOIN OgrenciDers o ON o.TCEIMLIENC = u.TCEIMLIENO
order by o.TCEIMLIENO

<

[ Results _'_,1 Messages
KATILIM DERSAD  SONUC

1 3 Matematike  Yedegti (Lisans)
2 3 Tikge  Yerdegt (Lisans)
3 10005000000 3 Cografya Yeregt (Lisans)
4 1000500000 3 Geometri Yerdegti (Lisans)
5 1007 Booooo: 2 Felzefe Yedegt (On Lisans)
6 1001 Boocoox: 2 Tarh Yedegti (On Lisans)
7 1007 Booooo: 2 Cografya Yedegt (On Lisans)
8 1001 Boocoox: 2 Turkge Yedegti (On Lisans)
9 1002 Fo0c00: 2 Geometri Yeregt (Lisans)
10 1002%c0ccoc 2 Turkge Yerdegti (Lisans)
1 1002 Fo0c00: 2 Matematike  Yedegti (Lisans)
12 1002%c0000c 2 Codrafya Yeregti (Lisans)
13 1002 Fooooo: 2 Codgrafya Yeregt (Lisans)
14 10027c0ccoc 2 Geometri Yeregti (Lisans)
15 1002 Foooo0: 2 Matematike  Yedegti (Lisans)
16 1002700000 2 Tarkge Yeregti (Lisans)
17 1002 Boooon: 1 Matematike  Yedegti (Lisans)
18 10028000000 1 Geometri Yeregti (Lisans)
19 1002 Boooon: 1 Cografya Yedegt (Lisans)
20 1002800000 1 Tarkge Yeregti (Lisans)
21 1002 %00000c 1 Cografya Yedegt (Lisans)

Sekil 5.11 Ogrencilerin Sorumlu Oldugu Brans Ders ve Katilim Sayilari

ik adimdan sonra daha énceden belirledigimiz destek sayisi ya da
glven seviyesi buyluk olan degerleri alarak bir sonraki adima geger ve
mevcut veriler arasindaki kombinasyonlari belirleriz. Bu adimlar destek sayisi
ya da guven seviyesinden buytk veriler arasinda yeni kombinasyonlar

bulunmayincaya kadar devam eder.
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5.4 KUMELEME MODELLERI

Sekil 5.12’de BIDS programinin kiimeleme modelinin kullaniimasiyla

katilm ve grubunun input degisken oldugu ve yerlesme durumunu tahmin

etmeye yonelik uygulama sonucu verilerin aktarildigr kimeler gozukmektedir.

Attributes

Variables

States

GRUBU

KATILIM

SONUC

Population (All)  Cluster 1
Size: 4858 Size: 1313

Cluster 3
Size: 268

Cluster 2
Size: 1267

1
2
3
4
Cther

12.5nf
MEZUN
missing

Yeredi (Lisans)
Yerzsti (On Lisans)
Yeresemedi

Tercih Yapmad
Other

Cluster profiles

Cluster 5
Size: 1324

Cluster 4
Size: 106

Cluster 7
Size: 190

Cluster 6
Size: 390

Sekil 5.12 Katilim ve Gruba Goére Yerlesme Durumunu Tahmine Dayali

Kimeleme Modeli

Dershaneye 1 veya 2 yil devam eden o6grencilerin farkli kimelere

aktarildigi, katihm sayisi 3'den fazla olan &grenciler olmasina ragmen

yogunlugu az oldugundan onlar icin ayri kimeler olusturma ihtiyacinin

olmadigi saptanmistir.

Grafik 5.1'de bu katihm sayilarinin yogunlugu gorulebilmektedir.
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Grafik 5.1 Katilim Sayisi Yogunlugu
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5.4.1 K-Ortalama Algoritmasi

K-Ortalama algoritmasi ayrintili olarak asagida anlatiimaktadir:

Adim |[K=7

1 |K'nin 7 olmasi 7 kimeye ayrilacagini ifade eder

7 kime belirlendigi icin yuksekogretim programlarini kazanan 6grenciler bazinda
Adim | rastgele 7 say! belirlenerek 7 ayri kiimeye birer adet eklendi.

Birbirlerine en yakin olan sayilar ayni tabloda aktariimistir. Bu islem ortalama
degerleri ayni oluncaya kadar devam ettirilir.

Resuits | 13 Messages

2 12.5nf  Yedegti(On Lisans) 215
1 12.8nf  Yedesemed: 173
AN DEGER

1
2
4

@ d e W

(Mo column niame) (No column name)  (No column name)  (No column name)  {No (No column niame)  (No column name)  (No column name)  (No column name)  {No column niame)
855 5 5 10 11 15 2B4205714285714 75 72 7 3054 13 13
{No column

(No column name)

) MNocolummname}  (No column name)  (No column name) (No column name)  (No column name) MNo
5 53,1666666666667 5

(No column name} (o colrm name)  (No column name)

3
5
6
2
= 28.4285714285714 28, 4285714285714 72 6 054 454 666666666667 13 13

6 il 12
ame)  (No colkume g column name) (N Colume maggpe)  (Ngcol g
53 1666666066067 | 53.166666566007 €8 6 28,4285714285714 2842857142857 12904 6 745 454 666666666667 454 666666666657 13 13

Sekil 5.13 K-Ortalama Algoritmasi Kime Degerleri Ortalamalari

Sekil 5.13'de algoritmanin uygulanmasi sonucu olusan ortalama
degerlerinin son asamada ayni oldugunu ve bu asamadan sonra kimeleme
isleminin bittigini géruyoruz.

Algoritmanin uygulanmasindan sonra 2 ve 3 olan katllim sayisina
sahip 6grenciler ayri kimelere aktariimistir. 2 ayri kimeye sadece 2 ve 3
katihm sayisina sahip ogrenciler yer almigtir. Bu da katilim sayisi 2 ve 3 olan
ogrencilerin benzer dzellik tasidigini gostermektedir.

BIDS programi ise dershaneye 1 ve 2 yil devam eden &grencilerin

kendi aralarinda benzer 6zelliklere sahip oldugunu tespit etmistir.
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5.5 BIDS MODEL KARSILASTIRMA

Bu boélimde Business Intelligence Development Studio adli program

kullanilarak  veriler  Gzerine  algoritmalarin ~ uygulanmasi  sekillerle
anlatilacaktir.

Create the Data Mining Structure
Specify if mining model should be created and select the most applicable technique.

(®) Create mining structure with a mining model

Which data mining technique do you want to use?

Microsoft Decision Trees

Microsoft Association Rules
O Microsoft Clustering
Microsoft Decision Trees
Microsoft Linear Regression
Deq Microsoft Logistic Regression

Microsoft Naive Bayes
T“M

Thi Microsoft Sequence Clustering
Microsoft Time Series

= Back Mext = Finish ==| Cancel

Sekil 5.14 VM Algoritma Belirlenmesi

Sekil 5.14’de hangi VM algoritmasinin uygulanacagi secilir. Ornegin;
“Microsoft Neural Network”.
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‘Data Mining Wizard” ekranindan Sekil 5.15’de oldudu gibi veri
kaynadinin belirlenmesi saglanir. Hangi tablolar Gzerinde g¢alisilacagi

buradan belirlenir.

Select Data Source View

Select the data seurce view to provide the data for the mining structure,

Awailable data source views:

snavow B} Tables:

U2012KatilimDeger

Finish =>|

Sekil 5.15 Veri Kaynaginin Belirlenmesi

Bu ekranda kayitli tablo ya da daha énceden hazirladigimiz sorgular

bulunmaktadir. istenilen tablo ya da hazir sorgular segilebilir.
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Specify Table Types
Specify the type of tables to use for your analysis.

Input tables:

Tables

& | U2012KatilimDeger

Finish ==|

Sekil 5.16 Ana Tablo ya da Yardimci Tablolarin Belirlenmesi
Bu ekranda “Case” ana tabloyu “Nested” ise yardimci tablolari
belirlemek igin segim yapiyoruz. Tek bir tablo ya da sorgu Uzerinde galisacak

ise “Nested” segenegini isaretlemeye gerek yoktur.

Sekil 5.16’da goruldugu uzere “U2012KatilimDeger” tablosu tek/ana
tablo olarak segilmistir. CUnku sadece tek bir tablo tGzerinde calisilacaktir.
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Specify the Training Data

Specify the columns used in your analysis.

Mining model structure:
Tables/Columns
= @ U2012KatilimDeger
GRUBL
KATILIM
OGREMIMSURE
i SOMUC

[w] Input  [m] Predict...

TCKIMLIKNG
UNIVERSITETUR

oROoOoOOgoOo &
OoROOO

Recarmmend inputs for currently selected predictable:

Suggest

Finish >>|

Sekil 5.17 Algoritma igin Siitunlarin Belirlenmesi

Bu ekranda islem yapmak istenilen situnlar segilir. En az 1 adet “key”
tanimlanmalidir. Giris degerleri i¢cin “input” bolimuinden istedigimiz giris
degerleri segilir. Output (cikti) icin “Predictable” béliminden elde edilmesi
istenilen sdtunlar segcilir. Cikti icin “SONUC” sutunu segilir. Giris ve ¢ikis
degerleri icin birden fazla suttin segilebilir.

Sekil 5.17°de 6rnek olarak “KATILIM” ve “GRUBU” input degisken,
“TCKIMLIKNO” key, “SONUC” ise predictable column olarak secilmistir.
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A Data Mining Wizard = =

Specify the Training Data

Specify the columns used in your a

Column Mame Score

OGRENIMSURE

Mining model structure: UNIVERSITETUR

Tables/Colum KATILIM 0,015
B @ U2012KatilimDeger GRUBU 0,006
GRUBU TCKIMLIKNO
KATILIM
OGRENIMSURE
@l SONUC

TCKIMLIKNG
UNIVERSITETUR

Sekil 5.18 Algoritma igin Sttunlarin Tahmin Edilmesi

“Suggest” butonuna tiklatildiginda sistemin daha iyi sonu¢ verebilmesi

icin hangi sutunlarin secilebilecegi program tarafindan tavsiye edilir.
Sekil 5.18'de programin tavsiye ettigi sutunlar 6grenim sdresi ve

Universite taridir. Istenilirse bu situnlar input degisken olarak da

tanimlanabilirdi.
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Specify Columns’ Content and Data Type
Specify mining structure columns' content and data type. /

Mining model structure:

Columns Content Type Data Type
2] GRUBU . Discrete Text
E] KATILIM Discrete Text
E] OGREMIMSURE Discrete Text
E] soMuUC Discrete Text
TCKIMLIKMNG Key Text
z| UMIVERSITETUR Discrete Text

Detect continuous or discrete for numernc columns:

Detect

= Back Mext = Finish == | Cancel

Sekil 5.19 Situn Tiplerinin Belirlenmesi
Bu ekranda sutun tipleri Uzerinde degisiklik yapabiliriz. Bazi degerleri
sayisal olarak isleme sokabiliriz. Karakter tabanli islemlerde sutun tipi “Text”

olabilir.

Sekil 5.19'de situn tiplerinin tamamini “Text” olarak belirledik.

Verilerimiz igerisinde sayisal hesaplamalar yapmaya gerek yoktur.
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Create Testing Set

Specify the number of cases to be reserved for model testing.

Percentage of data for testing:

Maximum number of cases
in testing data set:

Description:

Input data will be randomly split into two sets, a training set and a testing set, based on the percentage of
data for testing and maximurn number of cases in testing data set you provide. The training set is used to
create the mining model. The testing set is used to check model accuracy.

[Percentage of data for testing] specifies percentages of cases reserved for testing set.
[Maxirnum number of cases in testing data set] limits total numnber of cases in the testing set.
If both values are specified, both limits are enforced.

| ‘ Finish ==| | ‘ Cancel

Sekil 5.20 Test Oraninin Belirlenmesi

Bu ekranda ise ne kadar test verisi kullanacagimizi seceriz. Hem

yuzde olarak hem de sayi olarak se¢im yapabiliriz.
Sekil 5.20’de test oranina 30 yazilmasi test amagh olarak verilerin

%30'u Uzerinde galigilacagini gdsterir. istenildigi takdirde bir alttaki satira

say| yazilarak belirli sayida verinin test edilmesi de saglanabilir.
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Bu islemlerin ardindan veri modelimiz artik hazirdir.

Structure £

GRUBU

KATILIM
OGREMIMSURE
SONUC
TCKIMLIKMO

5 UNIVERSITETUR.

Ex

BBED

Ayrica veri modelimize 5.21’de gosterildigi gibi “New Minig Model...’

bolimunden farkli bir VM teknidi ekleyebiliriz.

Structure £

GRUBU

KATILIM
OGREMIMSLURE
SOMUC
TCKIMLIEMO
UMNIVERSITETUR.

B 1 B3 B3 B3 3

LEL

% ¢ Microsoft_Neural_Network

Input
Input
Ignore
PredictOnly
Key

Ignore

b T b g 8

i

1]

Process Mining Structure and All Models...
Process Model...

Browse Model

MNew Mining Madel...

Create a Data Mining Dimension...
Set Algorithm Parameters...

Set Model Filter...

Set Mested Table Row Filter...

Add a Column...

Add a Mested Table...

Copy

Delete

Properties

Sekil 5.21 Yeni Model Ekleme

Y54 MOT
An Microsoft_Meural_Metwork ‘2% Microsoft_Dedision_Trees
%z| Input %z| Input

%z| Input %z| Input

=k Ignore =k Ignore

4] PredictOnly 4] PredictOnly

] Key W Key

2% Ignore 3% Ignore

Sekil 5.22 Uygulamaya Yeni Model Ekleme
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Sekil 5.22’de “Karar Agaglar” adli yeni bir model eklemis olduk. Daha

sonra “Naive Bayes” modeli eklenecektir ve bu 3 model kargilastirilacaktir.

= @ Command
= _E, Processing Database 'SinavDW' completed.

(§> Start time: 18.04.2013 15:12:26; End time: 18.04.2013 15:12:30; Duration: 0:00:03

= [#, Processing Mining Structure 'YSA' completed.

@; Start time: 18,04,.2013 13:12:26; End time: 18.04,2013 13:12:30; Duration: 0:00:03

[#, Processing Mining Model 'MDT' completed.
[#. Processing Mining Model "¥SA' completed.

1/ Pracessing Dimension Y54 ~MC-TCKIMLIKNO' completed.

Status:

@ Process succeeded.

Stop Reprocess View Details... Copy

Sekil 5.23 Modelin Egitilmesi ve Calistiriimasi

“‘Database” menlsinden S$ekil 5.23'de gosterildigi gibi “Process”

segenegi ile sonug alabilmemiz igin veri modelimizi ¢alistiriyoruz.
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Data Mining Lift Chart for Mining Structure: YSA_RANDOM

Target Population [Yerlesti (Lisans)] %

prd

~

0 30 0 50 60 70

Overall Population %

Grafik 5.2 Tahmini Lisans Yerlesme Grafigi (Kirmizi Cizgi: ideal Durum,
Mavi Cizgi: Rastgele Tahmin Degeri, Yesil Cizgi: Yapay Sinir Aglari,
Mor Cizgi: Karar Agaclari, Sar1 Cizgi: Naive Bayes)

Kirmizigizgi sistemin en ideal durumunu belirtir. Bu kisim %55 civari
bir rakama denk gelmektedir. Bu demektir ki “Yerlesti (Lisans)” toplam kiime
icerisindeki orani %55’dir. En ideal durumda tek seferde tim hedef kitleyi
bulmak icin en iyi ihtimalle kayitlarin sadece %55lik kismina bakmak
yeterlidir. Mavi ¢izgi ise rastgele incelendiginde istenilen kayitlara ulasiima

durumunu belirtir.
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Population percentage: 55,00%

Series, Model Score Targe.. Predict probability
I Y¥54_RANDOM 0,72 59,30%  7755%
I MDT_RAMNDOM 0,68 53,64%  79,56%
MME_RANDOM 0,72 59,05% TIET%
Random Guess M... 55,00%
|deal Model for: ... 100,0...

Sekil 5.24 Lisans Yerlesme Tahmin Oranlari (Kirmizi Cizgi: Ideal Durum,
Mavi Cizgi: Rastgele Tahmin Degeri, Yesil Cizgi: Yapay Sinir Aglari,
Mor Cizgi: Karar Agaclari, Sar1 Cizgi: Naive Bayes)

Sekil 5.24°de ideal duruma yakinlik ve tahmin dederleri yer almaktadir.
“Score” degeri modelleri kargilastirma acgisindan bize oldukga yardimci
olmaktadir. YUksek “Score” degeri modelin daha iyi oldugu anlamina
gelmektedir. “Target Population” hedef kitleyi gostermektedir. Onemli olan
%100 degere en yakin olan sonucu elde edebilmektir. Nitekim skor ve hedef
kitleye baktigimizda yapay sinir aglari ve naive bayes modelinin neredeyse
ayni oldugu saptanmigtir.

Universiteye yerlesme durumunu tahminden daha cok hedef kitlenin
tamamina ya da blylk bir kismina ulasmak daha énemlidir. Ornegin bu
ogrencilere dogru e-posta gondermek igin hedef Kkitleye yakinhdina
bakilmalidir. Lisans 6grencilerine on lisans ile ilgili e-posta gonderilmesinin
onune gecilebilir.
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6. SONUC VE ONERILER

Dershaneler sadece sinavlara hazirlayan kurumlar degil, 6grencinin
okul disi zamanini yine 6gretim ortami ile degerlendirdigi ve onu zararli
aligkanliklardan uzaklastiran yerler olarak da degerlendirilebilir. Dershaneler
sadece ogretim yapan yerler degil, ayni zamanda egitim surecini de devam
ettiren kurumlar olma yolunda ve okullarda gerceklestiriimeyen sosyal
etkinliklerin yapildigi yerler haline gelmektedir.

Dershanelerde dizey siniflarinin olusturulmasi ayni basari dizeyine
sahip 6grencilerin bir sinifta toplanmasina ve iglenen konularin sinifin, dolayl
olarak da o siniftaki her bir 6grencinin bilgi, basari ve algi dizeyine uygun
yontemlerle anlatiimasini saglar. Bu da hem 6grencinin anlamasini, hem de
ogretmenin igini kolaylastirir.

Surekli deneme sinavina girerek hiz ve deneyim kazanan bir aday
zamanla gergek sinavi da bir deneme sinavindan farksiz olarak algilamaya
baglar ve siradanlastirir.

Dershanelerin bir diger ayricalii sinava yonelik test ve dokiman
zenginligidir. Okul kitaplarinda kullanilan igerik ve yontem dogrudan sinava
yonelik bir hazirhd: destekler nitelikte degildir. Ogrenciye daha genis ve sinav
mufredatinin disinda da igerik sunulmaktadir.

Dershanelerin sistem igindeki en vazgecilmez yanlarindan birisi de
ders disi uygulamalarin yogunlugudur. isteyen adaylar ders disinda organize
edilen etlt ve birebir galismalar ile kendini daha ayricalikli hisseder.

Ozelliklede rekabetin artti§i piyasada rakiplerle yarisacak buiyik
firmalar dogru kitleye ulasabilecek pazarlama stratejileri de gelistirmek
zorundadirlar. Bu stratejileri distik maliyetle gerceklestirmek isteyen firmalar
mevcut kayitlar arasindan dogru musgterilere erismek igin veri madenciligi

yontemlerine bagvurmaktadirlar.
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Birliktelik kurali ile ogrencilerin sorumlu olduklari brang dersler ve
katihm sdreleri arasindaki iligkilerin 6grencinin  Universiteye yerlesme
durumuna etkisi incelenmisti. Bu sayede 0&grencinin Universiteye
yerlesmesine katki saglamak amaci ile oOgrenciler brans derslere
yonlendirilebilmekte ve ona gore egitim programi duzenlenebilmektedir.

Karar agacglari gibi modellerle 6zellikle dogru yas grubuna hitap
edecek stratejiler belirlenmektedir. Dogru lokasyon, cinsiyet, yas gibi
faktorlere gore de stratejiler bu modeller sayesinde belirlenebilmektedir.
Karar agacinin olusturdugu dal yapisina goére farkli egitim programlar
olusturulabilir. Bu yapi1 ayni zamanda hangi egitim programinin 6grencinin
Universiteye yerlesmesine daha fazla katki sagladigini belirleme agisindan
da onemlidir. Kimeleme modelleri ile de benzer karakteristik 6zelliklere sahip
veriler gruplanarak farkli gruplara farkh stratejiler gelistirilebilir.

Dershaneler udniversite bolumlerini surekli incelemede hangi brang
derslerde basarili olan dgrencileri kabul ettikleri izlenmektedir. Ogrencilerin
kariyer planlamasina ve brang derslere olan egilimlerine bakilarak lise
donemlerinde rehber dgretmenler tarafindan yoénlendiriimektedir. Bu sistem

ogrencinin Universitede istedigi bolime yerlesmesine katki saglamaktadir.

Matematik, Geometri, Tlrkge ve Cografya derslerinden basarili olan
ogrencilerin lisans bolumlerine yerlesme oranlarinin oldukg¢a ylksek oldugu
gorulmustur. Lisans bolumlerini kazanmada bu branslarda basarili olmanin
oldukca etkisi vardir (Sekil 3.7).

Matematik ve Geometri derslerinden basarili olmayip, Tiurkge ve
Cografya derslerinde basari gosteren 6grenciler 6n lisans boélumlerini tercih
etmektedirler (Sekil 3.8).

Matematik, Geometri, Turkce ve Cografya derslerinde basaril
olamayan d6grenciler ya tercih yapmamakta ya da herhangi bir bélime tercih
ettigi halde yerlesememektedirler (Sekil 3.9, Sekil 3.10).
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Bugun bankacilik sektorunden telekomunikasyon sektorine ve hatta
perakende sektorine kadar bir¢ok buyuk firma veri madenciligi yontemlerini
kullanmaktadir. Bu amagla yazilim sektérinde veri madenciligi yontemlerini
uygulayabilen ¢alisana ihtiya¢ duyulmaktadir. Universitelerde veri madenciligi
dersleri uygulamali olarak verilebilmeli ve piyasanin ihtiya¢ duydugu personel

acigi giderilebilir.

Tez calismasi sonucunda veri madenciligi modelleri hakkinda deneyim
kazaniimigtir. Veri madenciligi ile ayni zamanda veri tabani tasariminin daha
iyi yapilabilmesi tesvik edilmigtir. Dershanelerin egitim ogretim sistemindeki
yeri hakkinda bilgi edinilmistir. Elde edilen bulgular sonucunda stratejik
kararlar alma ve planlama yapilabilecegi anlagiimigtir.

Bu tez calismasinda kullanilan veri madenciligi modelleri ile ilerde
devlet-vakif, kiz-erkek gibi parametreler kullanilarak benzer c¢aligmalar
yapilmasi planlanmaktadir. Ozellikle birliktelik modelleri ile Universitelerde
ogrencilerin sectigi segcmeli dersler arasindaki iligkiler tespit edilerek hangi
secmeli derslerin acgilip agilmayacagina karar verilebilir veya hangi se¢gmeli
ders lizerinde daha fazla durulacagina karar verilebilir.

Ogrencilerin belirli periyotlarla hangi derslerde basarisiz olduklari kayit
altina alinarak bu dersler arasindaki iligkiler tespit edilerek bu sorunun

giderilmesi Uzerinde durulabilir.
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| Apriori Algoritmasi Akis Semasi

D: Destek Sayisi

Data =1 Gruplu
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| Apriori Algoritmasi SQL Uyarlamasi Devam

-- Destek Sayisinin Belirlenmesi

DECLARE @DESTEK INT, @CONFIDENCE FLOAT

SET @DESTEK = 1200 SET @CONFIDENCE =0.4

-- Benzersiz Ogrenci-Ders Kayitlarinin Belirlenmesi

SELECT DISTINCT TCKIMLIKNO, DERSAD INTO #C1

FROM Analiz snv

-- Belirlenen Destek Sayisindan Buyuk Birli Ders Sayilarinin Belirlenmesi
SELECT DERSAD, TOPLAM = COUNT(1) INTO #L1 FROM #C1
GROUP BY DERSAD HAVING COUNT(1) >= @DESTEK

-- Belirlenen Destek Sayisindan Buiyik kili Ders Sayilarinin Belirlenmesi
SELECT D1 = I.DERSAD, D2 = 11.DERSAD, TOPLAM = COUNT(1)
INTO #C2 FROM #L1 |

JOIN #L111 ON I1.DERSAD <>|.DERSAD

JOIN #C1 c1 ON cl.DERSAD = I.DERSAD

JOIN #C1 c11 ON c11.TCKIMLIKNO = c1.TCKIMLIKNO AND c11.DERSAD
= 1.DERSAD

GROUP BY |.DERSAD, I11.DERSAD

SELECT * INTO #L2 FROM #C2 WHERE TOPLAM >= @DESTEK
SELECT * FROM #L2s

-- Bu Adimlar Destek Sayisindan Buyuk Kayitlar Bulundugu Siirece Devam
Eder.
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Il K-Ortalama Algoritmasi Akis Semasi

Secilen DegeriKimeye

Ata
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Ortalama Degerini
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Data Icinden Rasgele

Deger Seg

Hayir
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Ortalama Degerini Al
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Il K-Ortalama Algoritmasi SQL Uyarlamasi Devam

DECLARE @TBL TABLE (RN INT, DEGER INT)

-- Universiteye Yerlesen Aaylar icin Yiksekdgretim Programlarini Belirle
SELECT YOP, DEGER = COUNT(1) INTO #Temp FROM Universite
WHERE SONUC = "Yerlesti.' GROUP BY YOP

SELECT DISTINCT DEGER INTO #Tbl FROM #Temp

orderby DEGER

INSERT INTO @TBL SELECT RN = ROW_NUMBER()

OVER (ORDER BY DEGER), DEGER FROM #Tbl

-- 3 Kiime icin 3 Adet Tablo Tanimla

DECLARE @KUME1 TABLE (DEGER INT)

DECLARE @KUME2 TABLE (DEGER INT)

DECLARE @KUME3 TABLE (DEGER INT)

DECLARE @Random INT; @Upper INT; @Lower INT,
@TBLCOUNT INT

-- Veri Sayisini Bul

SELECT @TBLCOUNT = COUNT(1) FROM @TBL
---- 1 ile Eleman Sayisi Arasi Rasgele Sayi Uret

SET @Lower =1 ---- Minimum Rakam

SET @Upper = @TBLCOUNT ---- Eleman Sayisi

-- 1 ile Veri Sayisi Arasinda Rasgele Sayi Uret ve Kiimelere Ata

SELECT @Random = ROUND(((@Upper - @Lower -1) * RAND()

@Lower), 0)

INSERT INTO @KUME1 SELECT DEGER FROM @TBL WHERE RN

@Random

SELECT @Random = ROUND(((@Upper - @Lower -1) * RAND()

@Lower), 0)

INSERT INTO @KUME2 SELECT DEGER FROM @TBL WHERE RN

@Random
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Il K-Ortalama Algoritmasi SQL Uyarlamasi Devam

SELECT @Random = ROUND(((@Upper - @Lower -1) * RAND() +
@Lower), 0)
INSERT INTO @KUME3 SELECT DEGER FROM @TBL WHERE RN =
@Random

DECLARE @C INT, @I INT, @USTSAYAC INT
SET @QUSTSAYAC =0 SET @I=1
SELECT @C = COUNT(1) FROM @TBL

DECLARE @DEGER INT, @BIRINCIKUME INT, @IKINCIKUME INT,
@UCUNCUKUME INT
DECLARE @ONCEKIM1 FLOAT, @ONCEKIM2 FLOAT,
@ONCEKIM3 FLOAT, @M1 FLOAT, @M2 FLOAT, @M3 FLOAT
-- Ortalamalar Esit Oluncaya Kadar Dinguyu Calistir.
WHILE @USTSAYAC =0
BEGIN
-- Onceki Ortalama Degerlerini Bul

SET @ONCEKIM1 = (SELECT AVG(CAST(DEGER AS FLOAT))
FROM @KUME1)
SET @ONCEKIM2
@KUME?2)
SET @ONCEKIM3
@KUMER)
SET@l=1
WHILE @I <= @C
BEGIN

SELECT @DEGER = DEGER FROM @TBL WHERE RN = @I

IF (SELECT COUNT(1) FROM @KUMEL1) <> 1

DELETE FROM @KUME1 WHERE DEGER = @DEGER

(SELECT AVG(CAST(DEGER AS FLOAT)) FROM

(SELECT AVG(CAST(DEGER AS FLOAT)) FROM
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Il K-Ortalama Algoritmasi SQL Uyarlamasi Devam

IF (SELECT COUNT(1) FROM @KUME2) <> 1
DELETE FROM @KUME2 WHERE DEGER = @DEGER
IF (SELECT COUNT(1) FROM @KUME3) <> 1
DELETE FROM @KUME3 WHERE DEGER = @DEGER
-- Kiimedeki Elemanlara En Yakin Sayilari Bul
SELECT @BIRINCIKUME = MIN(ABS(@DEGER - DEGER))
FROM @KUME1
SELECT @IKINCIKUME = MIN(ABS(@DEGER - DEGER))
FROM @KUME2
SELECT @UCUNCUKUME = MIN(ABS(@DEGER - DEGER))
FROM @KUME3
-- Bulunan Sayilari Olmasi Gereken Kumelere Ata
IF (@BIRINCIKUME <= @IKINCIKUME AND
@BIRINCIKUME <= @UCUNCUKUME)
BEGIN
DELETE FROM @KUME1 WHERE DEGER = @DEGER
INSERT INTO @KUME1 SELECT @DEGER
END

ELSE IF (@QIKINCIKUME <= @BIRINCIKUME AND @IKINCIKUME

<= @UCUNCUKUME)

BEGIN
DELETE FROM @KUME2 WHERE DEGER = @DEGER
INSERT INTO @KUME2 SELECT @DEGER

END

ELSE

BEGIN
DELETE FROM @KUME3 WHERE DEGER = @DEGER
INSERT INTO @KUME3 SELECT @DEGER

END
SET@l=@I+1 END
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Il K-Ortalama Algoritmasi SQL Uyarlamasi Devam

-- Son Ortalamalari Bul
SET @M1 = (SELECT AVG(CAST(DEGER AS FLOAT)) FROM @KUMEL1)
SET @M2 = (SELECT AVG(CAST(DEGER AS FLOAT)) FROM @KUME2)
SET @M3 = (SELECT AVG(CAST(DEGER AS FLOAT)) FROM @KUME3)
-- Ortalamalar Esit ise Déngiiyi Bitir.
IF @ONCEKIM1 = @M1 AND @ONCEKIM2 = @M2 AND
@ONCEKIM3 = @M3
SET @QUSTSAYAC =1
ELSE
SET @QUSTSAYAC =0
END
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