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MAKINE OGRENME TEKNIKLERINE DAYALI OLARAK DENiZ YUZEY
SICAKLIGI DEGiSiMiNIN MODELLENMESI

OZET

Deniz yiizey sicakligi (DYS), okyanus ve atmosferik sistemlerin dinamiklerini
anlamak ve gelecekteki iklim trendlerini tahmin etmek i¢in kritik bir parametredir. Bu
caliymada, Avrupa Uzay Ajansi Iklim Degisikligi Girisimi'nden, 6zellikle Deniz
Yiizey Sicakligi iklim Degisikligi Girisimi (DYS IDG) projesinden elde edilen veriler
Zonguldak ve Bartin illerindeki DYS’nin ARIMA (otoregresif hareketli ortalamalar)
ve LSTM yontemlerini kullanarak modellenmektedir. Veri seti (boylam 31.25°E ve
enlem 40.95°N) 1981'den 2022'ye kadar olan 40 yillik giinliik verilere dayali olarak
hesaplanan aylik degerleri kapsamakta ve DYS trendleri ile mevsimsel varyasyonlarin

bir degerlendirmesini igermektedir.

Bu calismada, deniz yiizey sicakliklarinin ARIMA ve LSTM modelleri
kullanilarak tahmini yapilmistir. Her iki model de ontimiizdeki 5-10 y1l i¢inde deniz
yiizey sicakliklarinin artis egiliminde olacagini gostermektedir. ARIMA modeli ile
yapilan c¢alismada gozlem ve tahmin degerleri arasinda ortalama kare hatas1 (MSE)
degeri 0,07 olarak hesaplanmistir. LSTM modeli ise daha diisiik bir hata pay1 ile (0.005
MSE) tahmin yapilabilmektedir. Bu sonuglar, LSTM modelinin ARIMA modeline

gore daha yiiksek dogrulukta sonuglar verdigini gostermektedir.

Zonguldak ve Bartin illerindeki degisen DYS trendleri, balik¢ilik ve turizm de
dahil olmak iizere bir¢ok endiistri vb. sektorler i¢in 6nemli sonuglari olusturmaktadir.
Bu ¢alismanin sonuglarinin bu alanlardaki karar verme siireglerine ve iklim degisikligi
uyum ve stratejileriyle ilgili politika kararlarina yardimci olmasi beklenmektedir.
Bulgularimiz ayrica, DYS verilerinin alindigi DYS IDG projesi ve ARIMA ve LSTM
yontemlerinin DYS verilerini modelleme etkinligi ve potansiyel siirlamalari

hakkinda da bilgi saglamaktadir.

Anahtar Kelimeler: Deniz Yiizey Sicakligi, Makine Ogrenmesi, ARIMA,LSTM,

Performans



SEA SURFACE TEMPERATURE CHANGES BASED ON MACHINE
LEARNING TECHNIQUES

ABSTRACT

Sea Surface Temperature (SST) is a critical parameter in understanding the
dynamics of oceanic and atmospheric systems and predicting future climate trends. In
this study, we use data obtained from the European Space Agency Climate Change
Initiative, specifically from the Sea Surface Temperature Climate Change Initiative
(SST CCI) project, to model SST in the Zonguldak and Bartin provinces using the
Autoregressive Integrated Moving Average (ARIMA) and Long Short-Term Memory
(LSTM) methods. The dataset covers 40 years from 1981 to 2022 (longitude 31.25°E
and latitude 40.95°N) and includes monthly values calculated based on 40 years of

daily data from an assessment of SST trends and seasonal variations.

In this study, sea surface temperatures were estimated by using ARIMA and
LSTM models. Both models show that sea surface temperatures will be on an
increasing trend in the next 5-10 years. In the study with the ARIMA model, the mean
square error (MSE) value was calculated as 0.07. The LSTM model, on the other hand,
has a lower margin of error of 0.005 MSE. These results show that the LSTM model

gives more accurate results than the ARIMA model.

The changing SST trends in the Zonguldak and Bartin provinces have
important implications for several industries and sectors, including fisheries and
tourism. The results of this thesis are expected to assist decision-making processes in
these areas and policy decisions regarding with climate change adaptation and
strategies. Our findings also provide information about the SST CCI project from
which SST data was obtained, and the potential limitations and effectiveness of

ARIMA and LSTM methods for modeling SST data.

Keywords: Sea Surface Temperature, Machine Learning, ARIMA, LSTM,

Performance
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I. GIRIS

Deniz Yiizey Sicakligi (DYS), okyanus ve atmosfer sistemlerinin dinamiklerini
anlamak icin temel bir parametredir ve gelecekteki iklim egilimlerini tahmin etmede
kritik bir rol oynamaktadir (Manabe, 1988). DYS, okyanusun iist tabakasinin
sicakliginin bir 6l¢iisiidiir ve giines radyasyonu, riizgar ve akimlar dahil olmak {izere
cesitli faktorlerden etkilenir. DYS 'deki degisiklikler, okyanus dolasimi, deniz
ekosistemleri ve hava kosullar1 dahil olmak iizere ¢esitli dogal siirecler iizerinde genis

kapsamli etkilere sahip olabilir.

Deniz ylizeyi sicaklik anomalileri, hava durumu modelleri ve siddetli hava
olaylar iizerinde onemli etkilere sahip olabilir. Arastirmalar, SST anomalilerinin
ongoriilebilirliginin, geleneksel osinografi modelleme ve makine Ogrenimi
tekniklerinin bir kombinasyonu kullanilarak iyilestirilebilecegini gostermistir. Ek
olarak, DYS anomalilerinin veya okyanus &zelliklerinin yildan yila kaliciliginin,
kiiresel ylizey 1smmmasma yanit olarak {ist okyanus karigik katman derinliginin
siglagsmasi nedeniyle 6nlimiizdeki 20-30 yilda kiiresel olarak azalmas1 beklenmektedir.

(Hui Shi, 2022)

Ayrica DYS, balik¢ilik, turizm ve tarim gibi c¢esitli insan faaliyetleri ve
endiistrileriyle  yakindan  baglantilidir. DYS  'deki  degisiklikler, balik
popiilasyonlarmin dagilimini ve bollugunu etkileyerek gelirleri ve gida giivenligi i¢in
onlara bagimli olanlarin ge¢im kaynaklarini etkileyebilecektir (Mohamed, Ibrahim &
Nagy, 2022). Kiy1 bolgelerinde bir bagka dnemli sektor olan turizm, plajlarin ve diger
kiy1 cazibe merkezlerinin kalitesini etkileyebilecegi icin DYS'deki degisiklikler ve
gelecek donemde tahmini 6nem tasimaktadir. Tarim, DYS 'deki degisikliklerden de
etkilenebilir, ¢linkii deniz ve okyanuslar 6nemli bir nem kaynagi olup 6ngoriilebilir

yagis modellerine dayali mahsullerin biiytimesini ve verimini etkileyebilir.

DYS'nin hem dogal siirecler hem de insan faaliyetleri i¢in dnemi géz oniine
alindiginda, DYSS egilimlerinin dogru modellenmesi ve tahmini bilim adamlari, kanun
koyucular ve paydaslar i¢cin ¢ok Onemlidir. Bu g¢alisma, Tiirkiye'nin Karadeniz

bolgesinde bulunan ve son birkag on yilda DY S'de degisiklikler gdzlenen Zonguldak
1



ve Bartin civari inceleme bolgeleri olarak segilmistir. Avrupa Uzay Ajansi iklim
Degisikligi Girisimi'nden (European Space Agency Climate Change Initiative) elde
edilen verileri analiz ederek, bu bolgedeki DYS egilimlerinin degismesinin
anlasilmasina katkida bulunulmasi amaglanmistir. Ayrica stratejileri ile ilgili politika

kararlar1 i¢in girdi verisi olusturulmasi hedeflenmistir. (Hoegh-Guldberg, 2014)



II. LIiTERATUR TARAMASI

Eldeki verilerden yararlanilarak, literatiirde deniz yiizey sicaklig1 tahmini igin
farkli yontemler ve modeller onerilmistir. Bu yontemler arasinda istatiksel modeller,
yapay sinir ag1 modelleri ve makine dgrenme ydntemleri yer almaktadir. Ornegin,
ARIMA modeli deniz yilizey sicakligi tahmininde sik¢a kullanilan bir istatiksel
yontemdir. Benzer sekilde, LSTM modeli gibi yapay sinir ag1 modelleri de deniz ylizey
sicaklig1 tahmininde etkili olabilmektedir. Ayrica, son aragtirmalarda makine 6grenimi
yontemleri de deniz yiizey sicakligi tahmini i¢in 6nerilmekte ve basarili sonuglar elde
edilmektedir. Ancak, her bir yontemin performanst ve uygulama alani, veri
ozelliklerine, model parametrelerine ve kullanim amacina baglhh olarak
degisebilmektedir. Bu nedenle, bu literatiir taramasi boliimiinde, farkli yontemler ve
modellerin literatiirdeki performansi ve uygulama alanlari incelenerek, tezin amaglari

dogrultusunda uygun yontemlerin se¢ilmesine ¢alisilmistir.

(Mohamed, Ibrahim & Nagy, 2022), yiiksek ¢oziiniirliiklii deniz yiizey
sicaklig1 uydu verileri kullanilarak 1982°den 2020’ye kadar Karadeniz’deki sicaklik
trendleri, degiskenlik ve deniz sicaklik dalgalarinin mekéansal ve zamansal
degiskenligini, trendlerini ve Orlintiilerini incelemistir. El Nino-Giiney Salinimi
(ENSO) ile sicaklik dalgalarinin siklig1 arasindaki iligki arastirilmistir. Sonuglar,
Karadeniz'de 1982-2020 doneminde yiikselen bir sicaklik artis hizi varligmi ve
ozellikle son 20 yilda (2001-2020) yiiksek sicak dalga sikligi egilimi oldugunu
gostermektedir. Karadeniz'in batisindan dogusuna dogru lineer bir sicaklik artig
egilimi de gozlenmistir. Yillik ortalama deniz ylizeyi sicakligr ile yillik sicak dalga

siklig1 arasinda yiiksek bir korelasyon (R = 0.90) gézlemlenmistir.

EL Nino (sicak su) ve La Nina (soguk su) Pasifik Okyanusu’ndaki akint1 6zellikleri
olup, hava kosullarin1 kiiresel 6l¢ekte etkilemektedir. El Nino ve La Nina riizgarlari 2-
7 yilda bir gozlenir. El Nino olayinda ticaret riizgarlar1 zayiflar, Gliney Amerika’dan
Asya’ya dogru olan sicak deniz suyu Ekvator boyunca batiya dogru hareket eder
(Noaa, 2017). El Nino ve La Nina’nin hava durumu, orman yanginlari, ekosistemler

ve ekonomiler lizerinde onemli kiiresel etkileri olmaktadir.



El Nino ve sicak dalga olayr ortligmektedir. Bu caligma, gelecekte deniz
sicaklik dalgalarmin sikliginin kiiresel 1sinmaya bagl olarak artabilecegini ve bu

nedenle Karadeniz'deki ana siiriiciilerinin incelenmesi gerektigini belirtmektedir.

(Jia X, 2022) Deniz yiizey sicakligi tahmininde uzun kisa vadeli hafizali aglar
(LSTM) kullanarak, bir haftalik ve bir aylik tahmin yapmak i¢in ilk kez tekrarlayan
sinir ag1 yontemini kullandiklarini belirtmektedirler. Makalede, deniz ylizey sicakligi
tahmini problemini bir zaman serisi regresyon problemi olarak formiile ederek, LSTM
aglarii kullanarak bir model nerilmektedir. Onerilen ag mimarisi iki tiir katmandan
olusmaktadir: LSTM katmani ve tam baglantili yogun katman. LSTM katmani, zaman
serisi 1iligkileri modellemek icin kullanilirken, tam baglantili katman, LSTM
katmaninin ¢iktisin1 nihai tahmin ve haritalamak amaciyla kullanilir. Yapilan
deneylerle optimal mimari ayarlar1 incelenerek, Cin kiyr denizleri i¢in tahmin
dogrulugu rapor edilmistir. Ayrica, Onerilen yontemin online giincellenebilir

ozelliklerini de gostermektedirler.

(Aydinh, 2022) 2022 yilinda Karadeniz'de yapilan bir ¢alismada, LSTM
yontemi kullanilarak gergeklestirilen bir ¢alismanin sonuglar1 incelenmistir. Bu
caligmada, deniz ortami ve deniz tiirleri hakkinda kapsamli bilgi edinmek i¢in yiiksek
zaman ¢Oziiniirliiklii uzaktan algilama goriintiileri kullanilmistir. Caligmanin amaci,
Karadeniz'in orta bolgesinde giinliik deniz yiizey sicakligi (DYS) degerini tahmin
etmek i¢in bir tahmin modeli olugturmaktir. Bu amagcla, 2008-2021 yillar1 arasindaki
zaman serisi uydu verileri kullanilmistir. Calismanin sonuglarina gore, LSTM yontemi
kullanilarak elde edilen tahmin modeli, DYS tahmininde 6nemli bir potansiyele
sahiptir. Dogrulama i¢in kullanilan Adam stokastik optimizasyonuyla her bir konum
icin ortalama kare hata (MSE) degerleri hesaplanmistir. Sonuglar, Ordu, Samsun ve
Sinop sehirleri i¢in sirastyla 0.914, 0.815 ve 0.802 MSE degerlerini gostermektedir.
(Zhang Q. W., 2017) 2017 yilinda Cin Kiy1 denizlerinde yapilan ¢alisma da deniz
yiizey sicakligint (DYS) tahmin etmek i¢in uzun kisa vadeli hafiza (LSTM) yontemi
kullanilmistir. Analiz i¢in kullanilan veri seti, 1981/09'dan 2016/11'e kadar olan
donemi kapsayan NOAA yiiksek ¢oziiniirliikli DYS verileridir. Ozellikle, Bohai
Denizi'nde yapilan dogrulama sonuglarina odaklanilmigtir. Elde edilen sonuglara gore,
LSTM modeli Bohai Denizi'nde DYS tahmininde etkili bir performans sergilemistir.
RMSE (Ortalama Kare Hata) degeri 1.1363 olarak hesaplanmastir.



(Sarkar, Janardhan, & Roy, 2020) yapilan ¢alisma da LSTM derin 6grenme
sinir aglar1 kullanilarak deniz yiizey sicakliklarmin tahmini yapilmistir. Calisma
Hindistan ve Hint Okyanusu g¢evresinde bes farkli konumu igermektedir. (SITE A:
19°N-68°E, SITE B: 20°N-90°E, SITE C: 12°N-64°E, SITE D: 13°N-84°E, SITE E:
8°N-75°E)

40°N

30N

0

60 E 70°E 80°E 90°E 100°E

Sekil 1 Hindistan ve Hint Okyanusu ¢evresinde ¢aligma alanlari

Giinliik tahminler i¢in veri seti 36 ay (2015-2018), haftalik tahminler i¢in 38 y1l (1981-
2018) ve aylik analizler i¢in 149 y1l (1870-2018) siirecini kapsamaktadir. Veri setleri
NOAA tarafindan saglanmis olup 6zellikle OISST siiriim 2 veri seti kullanilmistir.
Tahminlerde derin 6grenme sinir ag1 yontemi olan LSTM kullanilmistir. Yapilan

tahminlerde RMSE (Root Mean Square Error) degerleri 0.37'den kii¢iik bulunmustur.

Sonug olarak, literatiirde ARIMA ve LSTM modelleri gibi istatistiksel ve
yapay sinir ag1 modellerinin deniz yilizey sicakligi tahmini i¢in yaygin olarak
kullanildig1 goriilmistiir. Ancak, her bir modelin performansi ve uygulama alani, veri

ozelliklerine, model parametrelerine ve kullanim amacina bagh olarak degisebilir.



III. YONTEM

A. Arima

Otoregresif Hareketli Ortalama anlamina gelen ARIMA, ge¢mis gozlemlere
dayali olarak gelecekteki degerleri tahmin etmek i¢in kullanilan popiiler bir zaman
serisi analiz teknigidir. Ekonomik, finansal ve meteorolojik veriler dahil olmak tizere
cok c¢esitli zaman serisi verilerini analiz etmek ve modellemek icin esnek ve giiclii bir

aragtir (Zhang G. P., 2003).

ARIMA modeli {i¢ ana bilesenden olusur: otoregresif (AR) bileseni, fark (I)
bileseni ve hareketli ortalama (MA) bileseni. Otoregresif bilesen, gelecekteki degerleri
tahmin etmek i¢in gegmis gozlemleri kullanirken, hareketli ortalama bileseni, tahmini
iyilestirmek i¢in ge¢mis tahminlerden gelen hatalar1 kullanir. Fark bileseni, verilerdeki

herhangi bir trend veya mevsimsel etkiyi ortadan kaldirmak i¢in kullanilir.

ARIMA, bir zaman serisi tahmin yontemi olarak birgok avantaja sahiptir. 1k
olarak, dogrusal olmayan ve duragan olmayan veriler de dahil olmak {izere genis bir
veri deseni yelpazesini ele alabilen esnek bir modele sahiptir. ikinci olarak, verilerden
model parametrelerini tahmin edebilen bir parametrik modele sahiptir ve bu sayede
veri kullanim1 agisindan daha verimlidir. Ugiincii olarak, karar verme siireci igin
onemli olan tahmin belirsizliginin istatistiksel Ol¢ilistinii saglar. Son olarak, tahmin
modeli yeni verilerle kolayca giincellenebilir ve bdylece siirekli izleme ve uyarlama

saglanabilir.

ARIMA'daki her bilesen, standart notasyonlu bir parametre olarak iglev goriir.
ARIMA modelleri i¢in standart notasyon, p, d ve q ile ARIMA olacaktir; burada
kullanilan ARIMA modelinin tiirlinii belirtmek i¢in parametrelerin yerine tamsayi

degerler gegmektedir. Parametreler su sekilde tanimlanabilir:

e p, modelin otomatik gerileyen kismidir. Gegmis degerlerin etkisini modelimize
dahil etmemizi saglar. Sezgisel olarak bu, son 3 giindiir hava sicaksa yarin da

sicak olacagini sdylemeye benzer.



e d, modelin biitiinlesmis parcasidir. Bu, zaman serisine uygulanacak fark
miktarini (yani mevcut degerden ¢ikarilacak gegmis zaman noktalarinin sayisi)
iceren modeldeki terimleri igerir. Sezgisel olarak bu, son ii¢ glindeki sicaklik

farki ¢ok kiigiikse, yarin da ayni sicaklik olacagini sdylemek miimkiindiir.

e (, modelin hareketli ortalama kismidir. Bu, modelimizin hatasin1 ge¢miste
onceki zaman noktalarinda gozlemlenen hata degerlerinin dogrusal bir

kombinasyonu olarak belirlenmesine olanak tanir.

1. AIC (The Akaike Information Critera — Akaike Olgiitii)

ARIMA modellerinde AIC (Akaike Information Criterion) Akaike Sl¢iitii bir
modelin kalitesinin degerlendirilmesinde kullanilan bir 6lgiittiir. AIC, modelin
performansini hem uyum hem de asir1 uyum agisindan degerlendirir. AIC, diisiik
hatayla uyumlu bir modeli tercih ederken asir1 uyumdan kaginir. Bu nedenle, AIC

degeri diisiik olan bir model, daha iyi bir model olarak kabul edilir.

AIC degeri, modelin karmagsikligi ile log-likelihood degerinin bir
fonksiyonudur. AIC degerinin hesaplanmasi igin, oncelikle modelin log-likelihood
degeri hesaplanir. Log-likelihood, modelin uyum kalitesinin bir Olgiisiidiir ve
logaritmik bir olasilik degeridir. Modelin karmasiklig: arttik¢a, log-likelihood degeri
azalir. AIC, log-likelihood degerine, modelin karmasikligini (6rnegin, p, d ve q
degerleri gibi) azaltmak i¢in eklenen bir terimle hesaplanir. Bu nedenle, daha karmasik

bir modelin AIC degeri daha yiiksek olacaktir.

AIC, ozellikle regresyon analizi gibi biiylik veri setleri lizerinde g¢alisan
aragtirmacilar tarafindan siklikla kullanilir. Ancak, yalnizca iki model arasindaki

karsilagtirmalar i¢in kullanilmasi 6nerilir (Cavanaugh, 2019).

3. Kullanim Alanlari

ARIMA modelleri, zaman serileri analizinde kullanilan ve istatistiksel
yontemler arasinda en yaygin olamidir. Bu model, ge¢mis verilere dayanarak

gelecekteki degerleri tahmin etmek i¢in kullanilir.

e Ekonomi: ARIMA modelleri, ekonomik verilerin analizinde yaygin olarak
kullanilir. Ornegin, hisse senedi fiyatlari, faiz oranlar1, ddviz kurlari, enflasyon

oranlar1 gibi finansal verilerin tahmini i¢in ARIMA modelleri kullanilir.



e Meteoroloji: ARIMA modelleri, meteorolojik verilerin analizinde de kullanilir.
Ozellikle, hava sicakligi, yagis miktar1 ve riizgar siddeti gibi parametrelerin
tahmini i¢in siklikla kullanilir. Bu tiir tahminler, tarim, su kaynaklar1 yonetimi

ve enerji sektorii gibi birgok sektorde kullanilir.

e Enerji: ARIMA modelleri, enerji talebi tahmini ve enerji fiyatlar1 gibi
konularin analizinde de kullanilir. Ozellikle, elektrik tiiketimi tahmininde ¢ok

etkilidir.

e Endiistriyel Uretim: ARIMA modelleri, endiistriyel iiretim tahmininde de
kullanilir. Ozellikle, malzeme stoklari, iiretim hacmi ve siparis miktar1 gibi

verilerin analizinde kullanilir.

e Saglik: ARIMA modelleri, saglik verilerinin analizinde de kullanilir. Ornegin,
hastane yatislari, bulagic1 hastalik oranlari, 6liim oranlar1 gibi parametrelerin

tahmininde kullanilir.

e lletisim: ARIMA modelleri, telefon trafigi, internet trafigi, veri transfer hizi
gibi konularin analizinde de kullanilir. Bu tiir tahminler, iletisim sektdriinde
kapasite planlamasi ve ag optimizasyonu gibi konularin yonetiminde etkili bir

aragtir.

ARIMA modelleri, veri setlerinin zaman serilerine ayrilmasi, trend, dongii ve
rasgele etkilerin belirlenmesi ve gelecekteki verilerin tahmin edilmesi i¢in kullanilan
bir dizi matematiksel teknik ve yontemlerdir. Bu modeller, verilerin diizenlenmesi ve

analiz edilmesi i¢in ¢ok etkili bir aractir ve birgok sektorde kullanilir.

B. LSTM (Long Short Term Memory / Uzun Kisa Siireli Bellek)

LSTM (uzun kisa-stireli bellek) aglari, zaman serileri veya metin gibi yapisal
verilerin anlagilmasi ve gelecekteki tahminlerin yapilmasi i¢in kullanilan "tekrarlayan
sinir ag1" (RNN) mimarisinin bir tliriidiir (Han, 2023). Hochreiter ve Schmidhuber
(1997) tarafindan tanitilmis ve daha sonra bir¢ok arastirmaci tarafindan gelistirilmistir.
LSTM, o6zel bir RNN tiirtidiir ve uzun siireli bagimliliklart 6grenebilme 6zelligiyle
geleneksel RNN modellerinin zayif yonlerini ele alarak, zaman serileri tahmini, dil

modelleri ve dogal dil isleme gibi alanlarda basarili sonuglar verir. (Hochreiter, 1997).



Zaman serileri tahmini, ekonomik trendlerdeki 6ngoriilemeyen degisiklikler ve
eksik bilgi nedeniyle zor bir siirectir ve baz1 yontemlerin uygulamalarda kisitlamalari
oldugu icin dogrulugun degerlendirilmesi gereklidir. LSTM’ler, uzun vadeli
bagimlilik sorununu 6nlemek icin acgik¢a tasarlanmistir. Tiim tekrarlayan sinir aglari
(RNN), birbirini tekrarlayan sinir ag1 modiillerinin bir zincir seklinde olusturdugu bir
yapiya sahiptir. Standart RNN’lerde bu tekrarlayan modiil, tek bir tanh katman1 gibi
basit bir yapiya sahiptir.
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Sekil 2 Klasik RNN Yinelenen Modiil

LSTM’ler de zincir seklinde bir yapiya sahip olmakla birlikte, tekrarlayan
modiiller farkli bir yapiya sahiptir. Bu aglar, birbirine bagli hiicrelerden (LSTM
bloklar1) olusur. Her LSTM blogu, sirasiyla giris kapist (input gate), ¢ikis kapisi
(output gate) ve unutma kapisi (forget gate) adinda ti¢ tip kapi icerir. Bu kapilar, hiicre
bellegindeki bilgilerin yazilmasi, okunmasi ve unutulmasi islemlerini gerceklestirir.
Her kapi, sigmoid aktivasyon fonksiyonunu kullanir ve bu sayede hiicrenin
bellegindeki bilgiyi belirli bir siire boyunca tutar. Bu 6zellik, LSTM’lerin uzun siireli
bagimliliklar1 6grenebilmesini saglar ve zaman serileri tahmini, dil modelleri ve dogal

dil isleme gibi alanlarda basarili sonuglar verir. (Siami-Namini, 2018)

1. LSTM Kullanim Alanlar1

LSTM modelleri, yiiksek boyutlu ve zamansal serilerin analizi i¢in son derece
etkili bir aragtir. Geleneksel sinir ag1 modellerine kiyasla daha yiiksek performans
gosterir ve Ozellikle uzun vadeli bagimliliklari modelleme konusunda oldukga
etkilidirler. Bu nedenle, bir¢cok sektdrde genis bir uygulama yelpazesine sahip

olmalariyla birlikte, biiyiik basarilar elde etmiglerdir. LSTM aglar1, konusma isleme,



dil gevirisi ve duyarlilik analizi gibi ¢esitli uygulamalarda basartyla kullanilmistir,

(Tai, 2015) (L1, 2021) (Pal, 2018). Baslica kullanim alanlar1 su sekildedir:

e Dogal Dil Isleme (NLP): LSTM modelleri, dil modellerinin olusturulmast,
kelime gomme (word embedding) ve duygusal analiz gibi NLP
uygulamalarinda yaygin olarak kullanilir.

e Ses Tanima: LSTM modelleri, ses tanima sistemlerinde siklikla kullanilir.
Ozellikle, konusma tanima, konusma sentezi ve arka plan giiriiltiisii
azaltma gibi uygulamalar i¢in kullanilir

e Goriintii Isleme: LSTM modelleri, griintii siniflandirma, nesne tanima,
yiiz tanima gibi uygulamalarda kullanilir. Ozellikle, resim dizilerinin
analizi i¢in kullanilirlar.

e Robotik: LSTM modelleri, robotik sistemlerde kullanilir. Ozellikle, hareket
kontrolii, hareket planlamasi ve nesne algilama gibi uygulamalar i¢in
kullanilir.

e Tip: LSTM modelleri, tip uygulamalarinda kullanilir. Ozellikle, hastalik
teshisi, ilag¢ kesfi ve hastalik geligme tahmini gibi uygulamalarda kullanilir.

e Finansal Tahmin: LSTM modelleri, finansal piyasa tahminlerinde
kullanilir. Ozellikle, hisse senedi fiyati tahmini, déviz kuru tahmini ve trend

tahmini gibi uygulamalarda kullanilir.

2. Parametreler

LSTM aglari, performanslarint artirmak i¢in optimize edilebilecek birkag
parametreye sahiptir (Greff, 2017) (Alamri, 2023). LSTM aglarinin en 6nemli
parametreleri, bellek hiicrelerinin sayisi, gizli birimlerin sayisi, 6grenme hizi, toplu
islem boyutu ve epoch sayisidir (Greff, 2017) (Alamri, 2023). Bellek hiicrelerinin
sayisi, agm bellek kapasitesini belirlerken, gizli birimlerin sayis1 modelin
karmasikligini kontrol eder (Greff, 2017). Ogrenme hizi, optimizasyon algoritmasinin
adim boyutunu kontrol ederken, toplu islem boyutu optimizasyon algoritmasinin her
iterasyonunda kullanilan 6rnek sayisini belirler (Alamri, 2023). Epoch sayisi, egitim
sirasinda tlim egitim veri kiimesinin agdan gecirilme sayisini belirler (Greff, 2017). Bu
parametrelerin yan1 sira, LSTM aglar1 da bilgi akisini kontrol eden birkag kapiya

sahiptir, bunlar arasinda giris kapisi, unutma kapisi ve ¢ikis kapisi bulunur (Okut,
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2021) (Khan, 2023) (Y. Fang, 2019). Bu kapilar, bilgi akisin1 kontrol etmek ve agin

performansini artirmak i¢in ayarlanabilir.

3. LSTM Aktivasyon Fonksiyonlar:

LSTM aglari, kapilarinda kullanilan dort farkli aktivasyon fonksiyonuna
sahiptir. Bu fonksiyonlar, sigmoid, hiperbolik tanjant (tanh), dogrultulmus lineer birim
(ReLu) ve lineer aktivasyon fonksiyonudur. Her bir aktivasyon fonksiyonunun farkli
bir amaca hizmet ettigi bilinmektedir. Sigmoid fonksiyonu, bellek hiicresine bilginin
akisin1 kontrol etmek icin kullanilirken, hiperbolik tanjant fonksiyonu bellek hiicresi
durumunu giincellemek i¢in kullanilir. ReLu fonksiyonu, dogrusal olmayan
ozelliklerin modelleme siirecini artirmak i¢in kullanilirken, lineer aktivasyon
fonksiyonu dogrusal islemler i¢in kullanilir. LSTM aginin her bir kapisinda dogru
aktivasyon fonksiyonlarinin kullanimi, agin daha etkili ve dogru sonugclar iiretmesini

saglar.
a. Sigmoid aktivasyon fonksiyonu

LSTM aglarinda, bellek hiicresine akisi kontrol etmek i¢in Sigmoid fonksiyonu
kullanilir. Bu fonksiyon, herhangi bir giris degerini 0 ile 1 arasinda bir degere esler ve
bu deger, girisin ilgili olma olasilig1 olarak yorumlanabilir. LSTM kapilarinin Giris (1)
ve Unutma (f) kapilari, sigmoid aktivasyon fonksiyonunu kullanir. Bu sayede, agin
ogrenme siirecinde bellek hiicresindeki bilginin akis1 kontrol edilebilir ve ag, girdiler

arasinda uygun bir iliski kurabilir. (Kizrak, 2019)

1

o) = ———7

"e", dogal logaritma tabanini temsil eder ve fonksiyonun denkleminde sabit bir

degerdir.

"x", sigmoid fonksiyonunun girdisidir ve herhangi bir say1 olabilir.
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Sekil 3 Sigmoid Fonksiyonu ve Tiirevi Grafigi (Kizrak, 2019)

b. Hiperbolik tanjant aktivasyon fonksiyonu

Hiperbolik tanjant (tanh) fonksiyonu, yapay sinir aglarinda o6zellikle bellek
hiicresi durumunu giincellemek i¢in siklikla kullanilir. Bu fonksiyon, herhangi bir giris
degerini -1 ile 1 arasinda bir degere esitler. Bu 6zelligi sayesinde, agin ¢iktilarinin

sinirlanmasi ve asirt uyumaya (overfitting) karsi korunmasi saglanir.

LSTM aglarinda ¢ikis kapist (output gate), tanh aktivasyon fonksiyonunu
kullanarak ¢ikt1 iiretir. Bu sayede, agin daha dogru sonuglar vermesi ve daha iyi
performans gostermesi saglanir. Tanh fonksiyonu, sigmoid fonksiyonuna benzer
ancak sigmoid fonksiyonundan farkli olarak simetrik bir yapiya sahiptir ve bu 6zelligi

sayesinde daha iyi sonuglar elde edilir.

Hiperbolik tanjant fonksiyonu, bir¢ok yapay sinir ag1 algoritmasinda kullanilan
etkili bir aktivasyon fonksiyonudur. Ayrica, agm geriye dogru yayilim
(backpropagation) sirasinda da tiirevlenebilir olmasi, agin egitim siirecinde basarili
olmasini saglar. (Kizrak, 2019)

X _ px

tanh(x) = ——
) e*+e™*

Burada "e" dogal logaritma tabanini, "x" ise fonksiyonun girdisini temsil eder.
Fonksiyon, girdinin pozitif veya negatif olmasina bagli olarak -1 ve 1 arasinda bir ¢ikis

degeri iiretir.
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Hiperbolik tanjant fonksiyonu, sigmoid fonksiyonuna benzer bir sekilde,
siklikla yapay sinir aglarinda kullanilir ve girdinin agirlikli toplamini bir sinirlandirma

islemiyle normalize eder.
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Sekil 4 Hiperbolik Tanjant Fonksiyon ve Tiirevi (Kizrak, 2019)

c. Diizeltilmis dogrusal birim aktivasyon fonksiyonu (ReLu)

Diizeltilmis Dogrusal Birim Aktivasyon Fonksiyonu, yapay sinir aglarinda
dogrusalligi bozmak ve non-lineerligi saglamak icin kullanilir. Bu basit bir
fonksiyondur ve giris degeri pozitifse ¢ikisi giris degeri olarak, negatifse ise sifir

olarak verir.

ReLu, LSTM aglariin bazi varyasyonlari ve Kapili Yinelemeli Birim (GRU)
aglarinda siklikla kullanilan bir aktivasyon fonksiyonudur. ReLu, &zellikle biiyiik
boyutlu veri kiimeleriyle ¢alisan aglar icin tercih edilir, ¢linkii hesaplamalart hizlidir

ve agin performansini artirir.

GRU aglarinda ReLu, kapilarin (gates) kontroliinde kullanilir ve bu sayede
agin daha dogru sonuclar vermesine yardimct olur. LSTM aglarinda ise ReLu, hiicre
durumunu giincellemek i¢in kullanilir. Diizeltilmis Dogrusal Birim Aktivasyon
Fonksiyonu ve ReLu gibi dogru aktivasyon fonksiyonlarinin se¢imi, yapay sinir
aglarinin daha iyi performans gostermesini ve daha dogru sonuglar vermesini saglar.

(Kizrak, 2019)

f(x) = max(0, x)
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Burada "x", fonksiyonun girdisini temsil eder ve "max" islemi, girdi degerinin sifirdan
biiyiik olup olmadigini kontrol eder. Eger girdi sifirdan biiyiikse, fonksiyon girdiyi

cikt1 olarak verir. Eger girdi sifir veya daha kiigiik ise, fonksiyon sifir ¢iktisi verir.

N

1.0-Dlullllil-ln’~::;

LL A ' [ 1 [ <
\\ l ' l [ L)

A\ 4

P Tdrevi
1.0+ W

v

RelLU Fonksiyonu ve Tirev

Sekil 5 ReLU Aktivasyon Fonksiyonu ve Tiirevi (Kizrak, 2019)

ReLu fonksiyonunun tek bir parametresi vardir, o da girdi degeridir. ReLu,
sifirin altindaki degerleri kestigi i¢in aktivasyon fonksiyonu olarak tercih edilir. Bu
sayede, yapay sinir aglarin daha hizli ve etkili bir sekilde 6grenmesine yardimei olur.
Ayrica, sigmoid ve hiperbolik tanjant gibi diger aktivasyon fonksiyonlarina gore

hesaplama maliyeti daha diisiiktiir.

Aktivasyon fonksiyonlari, yapay sinir aglariin temel bir bilesenidir ve dogru
bir sekilde secilmesi, agin performansini biiyiik 6l¢iide etkiler. (M. H. Essai Ali, 2022).
Aktivasyon fonksiyonlari, girdi verilerinin agirlikli toplamini alarak, ¢ikti degerini
belirler ve bu deger, bir sonraki katmana aktarilir. Bu nedenle, aktivasyon

fonksiyonlari, agin dogru ¢alismasi i¢in ¢ok 6nemlidir.

Eldeki verileri isleyerek bir¢ok farkli uygulama alaninda kullanilan yapay sinir
aglari, bircok farkli katman ve her katmanda bir¢ok farkli ndron ile olusturulurlar. Her
ndronun ¢iktisi, aktivasyon fonksiyonu ad1 verilen bir matematiksel isleme tabi tutulur.

Bu fonksiyonlar, agin 6grenme siirecini belirleyen 6nemli bir faktordiir.

Aktivasyon fonksiyonlari, dogrusal ve non-lineer fonksiyonlar olarak iki ana
gruba ayrilir. Dogrusal fonksiyonlar agin yapisini basitlestirerek dgrenme siirecini

hizlandirabilir ancak agin daha kompleks oOriintiileri 0grenmesini sinirlayarak

14



performansin1 kisitlayabilir. Non-lineer fonksiyonlar ise agin 6grenme kapasitesini
artirarak daha kompleks oOriintiileri 6grenmesine izin verir ve daha yiiksek bir

performans saglar.

Aktivasyon fonksiyonlarinin tiirevlenebilir olmasi, geriye dogru yayilim
(backpropagation) sirasinda kullanildigi i¢in oldukca dnemlidir. Bu sayede agin egitim
stireci basaril1 bir sekilde gergeklestirilebilir. Ayrica, aktivasyon fonksiyonlari, agin
ciktilarin1 belirli bir aralikta tutarak performansini artirabilir ve asirt uyumaya

(overfitting) kars1 koruma saglayabilir.

Aktivasyon fonksiyonlariin hesaplamalarinin hizli olmasi, biiytik boyutlu veri
kiimeleri ile ¢alisan aglar icin de olduk¢a O6nemlidir. Bu sayede agin performansi
artirllabilir ve egitim siireci hizlandirilabilir. Dogru aktivasyon fonksiyonlarinin
secimi, yapay sinir aglarinin daha iyi performans gostermesini ve daha dogru sonuglar

vermesini saglar.
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IV. VERI SETi VE YONTEM

Bu calismada kullanilan veriler, Avrupa Uzay Ajansi Iklim Degisikligi
Girisimi'nden (ESA CCI) elde edilmistir (Merchant C. E., 2019) (Merchant C. J.,
2020). Calisma Zonguldak ve Bartin illerimizi kapsayan 40.95°E enlem ve 31.25°N
boylam koordinatlarinda yer alan Karadeniz kiyilarin1 kapsamaktadir. Veri kiimesi,
Kelvin cinsinden giinliik ortalama deniz yiizeyi sicakligi (DYS) degerlerinin yan1 sira
santigrat derece cinsinden ortalama sicakligi, sicaklik belirsizligini ve deniz buzu ile
kaplt okyanusun oranini igerir. Veri seti 1982'den 2022'ye kadar olan donemi

kapsamaktadir.

Aylik ortalama DYS hesaplanarak hazirlanan verilere dayali olarak, aylik ve
yillik ortalamalar incelenmistir. Tablo 1'de, veri 6n isleme sonrast formatiyla birlikte

orneklenmistir.

Cizelge 1 Veri Isleme Sonras1 Format (Ornek)

Tarih Sicaklik (°K)
1 198501 300
2 198502 312
3 312 298

1981-2016 yillarii kapsayan kiiresel deniz yiizeyi sicakligimin (DYS) bir
iklim veri kaydi (IVK), termal kizilotesi parlakligin 4x10%2? &lgiimlerinden
gelistirilmistir. Piksel DYS tahminleriyle temsil edilen alan 1 km? ile 45 km?
arasindadir. Kaliteli gozlemlerin ortalama yogunlugu 13km~2 yil~ldir. DYS
belirsizligi veri basina degerlendirilir, piksel DYS'leri i¢in medyan belirsizlik
0,18 K'dir. Deniz samandira 6l¢iimlerine gore uzun donem degisim DY S'lerde yiiksek
giivenle sifirin 0,003 K yil~? igindedir, (20 yillik rekor). Veriler dogal ¢oziiniirliikte

saglanir, 0,05° enlem-boylam ¢oziiniirliiglinde gridlerde (bireysel sensorler) ve giinliik
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0,05°'lik gridler g6zoniine alinir. SST'leri, gilinliik dongiiye gore filtrelenmistir, farkli
derinliklerde DYS anomalileri Saptanir. Veri setinin hedef uygulamalar1 sunlar1 igerir:
Iklim ve okyanus modeli degerlendirmesi; denizdeki degisim ve degiskenligin
miktarinin belirlenmesi (deniz sicaklik dalgalar1 dahil); iklim ve okyanus-atmosfer
stirecleri ve okyanus ekolojisi, osinografi ve jeofizikteki 6zel uygulamalar vb. Veriler

MetOp uydular1 kullanilarak elde edilmistir.

Cizelge 2 Veri Seti Anahtar Kelimeler

Anahtar Kelimeler Agiklama
1 Olgiimler Su Sicaklig1
2 Teknoloji Tipi Uydu Goriintiileme
3 Faktor Tipleri Zaman - Cografi Konum
4 Ornek Karakteristik - Cevre Deniz
5 Ornek Karakteristik - Konum  Diinya (Gezegen)

Veriler, Diinya yériingesindeki uydulardan elde edilen 4x10%? termal kizil6tesi
(TIR) ol¢timlerinden kiiresel deniz ylizey sicakligi (DYS) verilerini igeren bir iklim
veri kaydi sunmaktadir. 11 AVHRR ve 3 ATSR sensorii kullanilarak elde edilen
veriler, bulutsuz, deniz buzu icermeyen okyanuslardan gecerli DYS degerleri saglar.
Her verinin gecerliligi ve belirsizligine gore bir degerlendirme saglanir ve iklim
uygulamalari igin Onerilen kalite seviyesi 4 veya 5’tir. Elde edilen verilerin yogunlugu

zamana ve mekana gore degisir Sekil 6.
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Sekil 6 Tam Céziiniirliiklii (L2P) Deniz Yiizey Sicakliklarmin Ozellikleri

e Okyanusun birim alam1 basina DYS go6zlemlerinin sayist (“gdzlem

yogunlugu’), zaman ic¢inde her bir sensor i¢in géz dniine alinir. Her nokta,
tek bir giiniin gdzlemlerini temsil eder. Ust panel, iklim uygulamalari igin

Onerilen kalite seviyeleri i¢in verileri gosterir. (QL 4 ve 5), alt panel ise QL

3’1 gosterir.

e Tiim sensorlerin birlestirilmis ve zaman serisi boyunca ortalamasi alinmig

birim alana gore enlem DYS yogunlugu elde edilmektedir.

e Tiim sensorlerin zaman serisi boyunca birlestirilmis DYS go6zlemlerinin

belirsizligi histogrami olusturulur.

e Tiim sensorlerin birlestirilmis zaman serisi boyunca degerlendirilmig DY'S

gozlemlerinin hassasiyeti histogrami olusturulur.
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Sekil 7 iklim Veri Kayitlarmin Uretim Asamasi

Sekil 7 farkli iirlin seviyelerinin iligkileri de dahil olmak {izere, iklim veri kayitlarinin

iiretim mantigia genel bir bakis saglar. Deniz yiizeyi sicakligi (DYS) i¢in iklim veri

kayitlarinin tiretimi soyle gerceklestirilir:

Kalibre edilmis, konumlandirilmis uydu verileri temel kaynak verilerini

olusturur.

Uydudan gonderilen elektromanyetik dalgalarin kalibrasyon tutarliligi i¢in

bir¢ok isleme parametresi belirlenir.

Gegerli DYS'lerin hangi piksellerde elde edilebilecegi olasiliklara dayali

(Bayesci) piksel siniflandirmasiyla belirlenir.

Cilt DYS'si ayarlanarak, termal 1sinlarin dogrudan iliskili oldugu SST'ye

(yerinde dl¢iimlerle karsilastirilabilir bir nominal derinlikte) tahmin edilir.

Gegmis atmosferik kosullarin tahminleri, geri alma ve yiizeyden derinlige

ayarlama adimlarinda kullanilir.

Diisiik seviyeli DYS iklim veri kayitlari, girig goriintiisii tam piksel
¢Oziiniirliiglindedir, ancak bulutlar nedeniyle bosluklar igerir. L2P DY S'ler,
sensor L3U iriinleri elde etmek i¢in 0,05°'lik bir gridler iizerinde

ortalamasi alinir.

L3U SST'ler, belirsizlik tahminleriyle birlestirilerek, birgok sensdrde

enterpolasyonlu, bosluklarla dolu bir L4 analizi olusturulur.
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A. Avhrr / 3 MetOp uydusu

(Avhrr MetOp, 2022) Gelismis Cok Yiiksek Coziiniirlikli Radyometre
(AVHRR/3), Ulusal Okyanus ve Atmosfer idaresi (NOAA) tarafindan MetOp-A, B ve

C'de ugmak tizere saglanan Amerikan cihazlarinin tamamlayicilarindan biridir.

AVHRR/3, Diinya yiizeyini 0,58- 12,5 mikron araliginda alt1 spektral bantta
tarar. Kara, su ve bulutlarin giindiiz ve gece goriintiilenmesini saglar, deniz yiizey

sicakligini, buz, kar ve bitki ortiislinil lger.

AVHRR/3, elektromanyetik spektrumun goriiniir ve kizilotesi (IR)
boliimlerindeki enerjiyi saptayan alt1 kanalli bir goriintiileme radyometresidir. Cihaz,
karadan, denizden, bulutlardan ve araya giren atmosferden yansiyan gilines enerjisini
(goriintir ve yakin kiziltesi) ve yayilan termal enerjiyi 6lcer. Cihaz, en diisiik seviyede
1,1 km (0,69 mi) nominal uzay ¢oziiniirliigii saglayan 1,3 mili radyan anlik goriis
alanina (IFOV) sahiptir. Siirekli donen eliptik bir tarama aynasi, Diinya'y1 nadirden +
55,4°'den tarayarak capraz tarama saglar. Ayna, siirekli kapsama alani saglamak i¢in

saniyede alt1 devirde tarama yapar.

Cihaz, diisiik 151k enerjisi tespiti saglayan giineste goriiniir kanallarda spektral
ve kazang iyilestirmeleri saglar. Kanal 3A, 1,6 mikronda kar, buz ve bulut ayrimi
saglar. Kanal 3A, bes siirekli veri kanali saglamak i¢in 3B olarak adlandirilan 3,7
mikronluk kanalla zaman paylasimli olacaktir. Aletin optik bosluguna ve
detektorlerine giines 15181 ¢arpmasini azaltmak i¢in harici bir giines kalkani ve dahili
bir bolme eklenmistir. MetOp uydusunun Diinya’ya en yakin yoriinge yiikseligi 530

km’dir (Europe’s first meteorological satellite in polar orbit ends its run, 2021).
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V. UYGULAMA

LSTM modeli, dogal dil isleme, konusma tanima, ceviri gibi alanlarda son
yillarda basarili sonuglar elde eden bir derin 6grenme modelidir. LSTM modeli, 6nceki
zaman adimlarinda aldigi bilgiyi hatirlama yetenegi sayesinde, zaman igindeki

bagimliliklar1 tanimlama konusunda oldukga basarilidir.

LSTM modelinin uygulanmasi, derin 6grenme Kkiitliphaneleri araciligiyla
kolayca gerceklestirilebilir. Bu kapsamda, Keras kiitiiphanesi LSTM modelinin
uygulanmasi i¢in popiiler bir tercih haline gelmistir. Keras kiitiiphanesi, basit bir
kullanim araylizii ve yiiksek seviye fonksiyonlar1 ile LSTM modelinin

yapilandirilmasini ve egitilmesini kolaylastirir.

LSTM modelinin egitimi ve test edilmesi, veri setinin boyutuna ve 6zelliklerine
gore degiskenlik gosterir. Bu nedenle, LSTM modelinin dogru sekilde egitilmesi ve
test edilmesi i¢in 6zenle secilmis veri setleri kullanilmalidir. Ayrica, LSTM modelinin
hiper parametrelerinin de dogru bir sekilde ayarlanmasi, modelin performansini biiyiik

olgtide etkileyebilir.

Bu nedenle, arastirma g¢alismalarinda LSTM modelinin dogru bir sekilde
yapilandirilmast ve egitilmesi icin literatiirdeki uygun yontemlerin incelenmesi
gerekmektedir. LSTM modelinin avantajlar1 ve dezavantajlar1 ayrica goz Oniinde
bulundurulmalidir. LSTM modeli, dogal dil isleme ve konusma tanima alanlarinda
olduk¢a basarili sonuglar vermesine ragmen, modelin karmasiklig1 nedeniyle diger
basit modellerle karsilastirildiginda daha yavas ¢aligabilir. Bu nedenle, LSTM modeli
uygulanmadan Once veri setinin Ozellikleri ve problemin gereklilikleri dikkate

alimmalidir. Bir LSTM modelinin akis semas1 Sekil 8’de gibidir.
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Sekil 8 LSTM Model Akis Semasi
A. Arastirmanin Amaci

Bu ¢aligma, deniz yiizeyi sicakliklarmin degisimlerini modellenmesi amaciyla
makine 6grenme teknikleri kullanilarak yapilmistir. Arastirma, iklim degisikliginin
etkilerini anlamak ve makine 6grenimi tabanli sicaklik tahmin modelinin dogrulugunu

artirmanin miimkiin olup olmadigini test etmektir.

B. Bulgular

Bu ¢alisma igerisinde kullanilan yontemlere ait bulgu sonuglar1 bu boliimde yer

almaktadir.

1. ARIMA Analiz Sonuc¢lar1

Elde edilen verilerin analizi sonucunda, deniz yiizey sicakliklarinin artig
trendinde oldugu gozlemlenmistir. Grafik iizerinde yapilan incelemelerde, en diisiik
sicakligin 1992-02-26 tarihinde 278.21 Kelvin derece, en yiiksek sicakligin ise 2010-
08-14 tarihinde 302.47 Kelvin derece olarak kaydedildigi goriilmiistiir. Ayrica, son
yillara bakildiginda sicakliklarin artis trendinin daha belirgin hale geldigi tespit

edilmisgtir.

Bu sonuglar, iklim degisikligi ve kiiresel 1sinma gibi ¢evresel faktorlerin deniz
ylizey sicakliklarina olan etkisini ortaya koyabilecegi gibi cevresel faktorler ve insan
aktiviteleri nedeniyle olusabilir. Ornegin, fosil yakitlarin kullamimi, sera gazi

emisyonlarina neden olarak atmosferdeki sicakligi artirir ve sonugta deniz yiizey

22



sicakliklarini da etkiler. Bu nedenle niifusun ve sanayinin artmasinin deniz ylizeyi
sicakliklarina olan etkisini arastirmak i¢in etkili bir neden olabilir. Bu veri setindeki

sicaklik trendleri, deniz yiizey sicakliklarinin arttigini gostermektedir.

(AT
U ELERERTAL
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295 ”
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Sekil 9 Yillara Gore Zonguldak-Bartin Sicaklik

ARIMA modellerinde AIC (Akaike Information Criterion) Akaike Sl¢iitii bir
modelin kalitesinin degerlendirilmesinde kullanilan bir 6lgiittiir. AIC, modelin
performansini hem uyum hem de asir1 uyum agisindan degerlendirir. AIC, diisiik
hatayla uyumlu bir modeli tercih ederken asir1 uyumdan kaginir. Bu nedenle, AIC

degeri diisiik olan bir model, daha iyi bir model olarak kabul edilir.

AIC degeri, modelin karmasikligi ile log-likelihood degerinin bir
fonksiyonudur. AIC degerinin hesaplanmasi igin, O6ncelikle modelin log-likelihood
degeri hesaplanir. Log-likelihood, modelin uyum kalitesinin bir Olgiisiidiir ve
logaritmik bir olasilik degeridir. Modelin karmasiklig: arttik¢a, log-likelihood degeri
azalir. AIC, log-likelihood degerine, modelin karmasikliginin (6rnegin, p, d ve q
degerleri gibi) giderilmesi i¢in eklenen bir terimle hesaplanir. Bu nedenle, daha

karmasik bir modelin AIC degeri daha yliksek olacaktir.

AIC, ozellikle regresyon analizi gibi biiyiik veri setleri lizerinde c¢alisan
aragtirmacilar tarafindan siklikla kullanilir. Ancak, yalnizca iki model arasindaki

karsilastirmalar i¢in kullanilmasi 6nerilir.

ARIMA modelin de order (diizenleme) (p, g, d) ve seasonal order (mevsimsel
diizen) i¢in hesaplanan AIC skorlar1 hesaplanmistir. En diisiik AIC skoru, ARIMA (1,
0, 1)x (0, 1, 1, 12) uygulama igerisinde kullanilmistir.
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Cizelge 3 AIC Degerleri Zonguldak-Bartin

ARIMA Parametreleri AIC Skor

1 ARIMA (0, 0,0)x (0, 0,0, 12) 6944.87
2 ARIMA (0, 0,0)x (0, 1,0, 12) 1511.11
3 ARIMA (0,0,0)x (1,0, 1, 12) 1271.88
4 ARIMA (0,0, 1)x (0, 0,0, 12) 6262.79
5 ARIMA (0,0, 1)x (0,1, 1, 12) 1133.97
6 ARIMA (0,0, 1)x (1,0, 1, 12) 1134.24
7 ARIMA (0, 1, 0)x (0, 0,0, 12) 2613.1
8

9 ARIMA (1,1, 1) x (0, 1, 1, 12) 1088.62
10 ARIMA (1,1, 1)x (1,0, 0, 12) 1360.91
11 ARIMA (1, 1, ) x (1,1, 1, 12) 1098.14

Tez galigmasinin ana amaci, modelin tahmin hatalariin ilintisiz olmasini ve
ortalamanin sifir ortalama ile normal dagilmasini saglamaktir. Eger mevsimsel
ARIMA modeli bu 6zellikleri karsilamiyorsa, bu modelin daha da iyilestirilmesi

gerektigi anlamina gelir.
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Sekil 10 ARIMA Modeli Egitim- Test / Zonguldak-Bartin

Eldeki veri setini kullanarak ARIMA egitim modeli uygulandiginda, 1982-
2018 yillar arasindaki verileri egitim amagl kullanirken, 2018 ve 2022 yillan
arasindaki verileri test etmek icin ayrilmistir. Bu siiregte, modelin performansini
Olemek icin ortalama kare hatas1 (MSE) oranini hesaplanmistir. Sonug olarak 0.0713
degerini elde edilmistir. Sekilden de anlasilacagi iizere, modelin basarili oldugu
gozlemlenmektedir. Bu sonuglar, modelin kullanilabilecegini ve gelecekteki deniz

yiizey sicakligi tahminlerinde dogru sonuclar saglayabilecegini gostermektedir.

Ancak, bu modelden tamamen emin olmak i¢in dinamik tahminler veri seti
olarak kullanilabilir. Bu durumda, zaman serisinden belirli bir noktaya kadar olan
bilgileri kullanip, bundan sonrasi i¢in onceki tahmin edilen zaman noktalarindan

alinan degerler kullanilarak yeni tahminler olusturulur.
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Sekil 11 ARIMA Modeli Egitim / Test Dinamik Veriler Zonguldak-Bartin

Dinamik tahminlerden elde edilen tahmin edilen yeni degerler, 0.16'lik bir
MSE verir. Bu bir 6nceki MSE oranindan 2 kat daha yiiksek olmasina ragmen yine

miihendislik uygulamalari i¢in bu modelin gegerli oldugunu dogrulamaktadir.

Elde edilen gegerli ARIMA modeli ile 2022 yilindan baslamak iizere gelecek

5 ve 10 yillik dénem ig¢in tahmin edilen deniz yiizeyi sicakliklar1 Sekil 12 ve Sekil
13°de ki gibidir.
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2. LSTM Analiz Sonug¢lar

Tim model RNN-LSTM  ozellikleri  kullanilarak  egitilmis  ve
degerlendirilmistir. Egitim ve dogrulama verileri i¢in 6zel bir yontem belirlenmis ve
veri miktar1 saptanmigtir. Egitim veri seti i¢in son 60 ayin verileri hari¢ tiim veriler
kullanilmistir. Test veri seti ise sadece son 60 ayin verileri géz oniine alinmistir.

Toplam veri boyu giinliik veri seti iizerinde yapilan islemler sonucu 491 olarak

belirlendi.

Tahmin modeline gore, bir sonraki ayin tahmin edilmesi i¢in son 12 ayin verisi
kullanilmis ve hiperparametreler bu diizen lizerine belirlenmistir. Se¢ilen modellerin
ogrenme orant 0.001, toplam veri boyutu 491 ve epoch sayisi 100 ve batch size 32'dir.

RNN-LSTM modeli asagidaki Cizelge 4’te detaylar belirtilmistir.

Cizelge 4 Model: "RNN-LSTM model parametreleri. Model: “model”™"

Layer (type) Output Shape Param #
1 Istm 1 (LSTM) (None, 64) 16896
2 dense 1 (DENSE) (None, 1) 65

Total params: 16,961
Trainable params: 16,961

Non-trainable params: 0

Kullanilan optimizasyon fonksiyonu ADAM, loss fonksiyonu ise MSE olarak

belirlenmistir. MSE sonucu 0.005 gibi diisiik bir oran olarak gézlemlenmistir.

Error! Reference source not found.’de goriilecegi iizere, egitim kayb1
degerleri degisken bir gorlinlime sahip olmasina ragmen 6grenim egrisi sabit degerlere

dogru azalarak degisim gostermektedir.
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Sekil 14 LSTM-Zonguldak/Bartin Loss/Epoch

Zonguldak-Bartin bolgesindeki deniz yilizey sicakliklarinin 2022  ve
oncesindeki verilerine bakildiginda azalma trendinde oldugu goézlemlenmektedir.
LSTM modeli tarafindan yapilan 5 yillik tahminler ise bu azalma trendinin devam

edecegini dogrulamaktadir Error! Reference source not found..
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Sekil 15 LSTM-Zonguldak/Bartin 5 Yillik Tahmin Grafik
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3. Egitim Performans Optimizasyonu ve Ol¢iimleri

Makine 6grenme algoritmalarinda, egitim siirecinin hizlandirilmasi, modelin
basar1 performansinda kritik bir rol oynamaktadir. Yiiksek performans gosteren
modeller, sinirli miktarda egitim verisiyle daha hizli bir sekilde egitilebilir ve daha

iistiin sonuglar tretebilir.

Egitim performansinin artirilmasi, makine 6grenme modelinin basarisin
olumlu yonde etkileyen 6nemli bir faktordiir. Daha hizli ve etkili bir egitim siireci,
modelin daha iyi bir sekilde 6grenmesini ve veriler arasindaki iliskileri daha dogru bir
sekilde yakalamasini saglar. Bu da daha keskin tahminler ve daha yiiksek dogruluk

oranlariyla sonuglanir.

Normalizasyon, genellikle makine 6grenmesi i¢in veri hazirhigi siirecinde
uygulanan bir tekniktir. Normalizasyonun amaci, veri setindeki sayisal siitunlarin
degerlerini ortak bir dlgege doniistiirmektir. LSTM gibi derin 6grenme modellerinde

normalizasyon, daha stabil bir egitim siireci saglar ve asir1 6grenmeyi azaltabilir.

Makine Ogrenimde en popiiler normalizasyon yontemi olan Min-Max
normalizasyonu, veri setindeki degerleri belirli bir araliga doniistiirmek i¢in kullanilan
bir normalizasyon yontemidir. Bu yontemde, veri setindeki her bir deger, minimum ve
maksimum degerler arasinda yeni bir deger araligina yeniden dlgeklendirilir. Min-

Max normalizasyonu asagidaki formiille uygulanir.

x — min(x)

- max(x) — min(x)

Burada, x, orijinal veri setindeki bir degeri temsil ederken, X' ise
normallestirilmis degerini ifade eder. min(x) veri setindeki en kiiciik degeri, max(x)

ise veri setindeki en biiylik degeri temsil eder.

Min-Max normalizasyonu, veri setindeki degerleri 0 ile 1 arasinda bir araliga
doniistiiriir. Bu, veri setinin dl¢geklendirilmesini ve karsilagtirmalarin daha anlamli hale
gelmesini saglar. Ayn1 zamanda, veri setindeki anormalliklerin etkisini minimize

ederek modelin daha istikrarli bir sekilde 6grenmesine yardimci olur.

Yaptigimiz normalizasyon testleri x86 mimarisine sahip Intel islemci, 16 GB

RAM ve 2100 MB/S okuma 2700 MB/S yazma kapasiteli bir SSD diske sahip bir cihaz
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tizerinde test edilmistir. Test sonucuna gore 14943 veri noktasinin normalizasyonu i¢in

0.0018 saniyede normalizasyon iglemi tamamlanmistir.
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VI. SONUC VE ONERILER

Bu ¢alismada, Deniz Yiizey Sicakliginin (DYS) ARIMA ydntemi kullanilarak
Zonguldak ve Bartin illerindeki sicaklik trendleri modellenmis ARIMA ve LSTM

yontemleri ile incelenmis ve gelecek tahmini yapilmistir.

Calisma 1982-2022’ye kadar olan déonemi kapsamaktadir. ARIMA model 0.07
gibi diisiik bir RMSE oranina sahip olmasina karsin LSTM modeli 0.005 gibi daha
diisiik bir RMSE oranina sahiptir. Bu durumda LSTM modelinin ARIMA modeline

gore daha dogru sonuglar verdigi gézlemlenmistir.

Analiz sonuglarina gore, ¢aligma donemi boyunca Zonguldak ve Bartin
bolgelerinde DYS'da yavas bir artis gozlemlenmistir. (Aydinl, 2022) Karadeniz
bolgesinde yapilan bagka bir ¢alismada deniz yiizey sicakligi tahminleri icin LSTM
modelinin 6nemli bir potansiyele sahip oldugu belirtilmistir. Dogrulama igin
kullanilan RMSE degerleri, Ordu, Samsun ve Sinop igin sirasiyla 0.914, 0.815 ve
0.802 RMSE olarak hesaplanmustir.

Cin Kiy1 denizlerinde yapilan (Zhang Q. W., 2017) calismast da LSTM
modelinin DY'S tahmininde etkili bir performans sergiledigini gostermektedir. Bohai

Denizi i¢in hesaplanan RMSE degeri 1.1363 olarak bulunmustur.

(Sarkar, Janardhan, & Roy, 2020) ¢alismasinda da LSTM modelinin deniz
yiizey sicakliklarinin tahmininde basarili oldugu goriilmektedir. Yapilan tahminlerde

RMSE degerleri 0.37'den kii¢iik bulunmustur.

Sonu¢ olarak, LSTM modeli DYS tahmininde etkili bir arag olarak
kullanilabilir. Bu ¢aligma, deniz yiizey sicakliginin gelecekteki egilimlerini belirlemek
ve ilgili bolgelerdeki iklim degisikliklerini anlamak i¢in onemli bir adimdir. Bir
sonraki ¢aligmada, gelecekteki calismalarda daha genis bir cografi kapsami ve daha

uzun siireli veri setleri kullanarak daha kapsamli analizler yapilabilir.
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EKLER

LSTM ALGORITMA

e TensorFlow, NumPy, Pandas, MinMaxScaler ve Matplotlib gibi gerekli
kitapliklar1 ige aktarin

e Veri setini (zonguldak-bartin-clean.csv) yiikleyin ve sicakligir Kelvin'den
Santigrat'a ¢evirerek ve tarih siitununu indeks olarak ayarlayarak énceden
isleyin

e Verileri aylik sikliga gore yeniden drnekleyin ve egitim ve test kiimelerine

ayirin
e Ozellik araligi (-1, 1) ile MinMaxScaler'1 kullanarak verileri 6l¢ceklendirin

e Olgeklenmis verileri ve dizi uzunlugunu girdi olarak alan ve iki say1sal dizi
X ve y dondiiren bir islev tanimlayarak LSTM modeli i¢in girdi ve ¢ikti
dizileri olusturun; burada X, girdi dizisini ve y tahmin edilecek c¢ikti

degerini temsil eder

e 64 birimli bir LSTM katmanindan ve tek ¢ikish bir Yogun katmandan
olusan Keras Sequential API'yi kullanarak LSTM modelini olusturun

e Modeli, kayip islevi ve Adam iyilestirici olarak ortalama karesel hata

(MSE) ile derleyin

e Egitim sirasinda her donemin sonunda MSE'yi yazdirmak i¢in bir geri

arama tanimlayin

e Egitim verileri ve dogrulama verileri ve yukarida tanimlanan geri arama

ile uyum yontemini kullanarak modeli egitin

e Son 12 aylik test verileriyle baglatarak ve bir sonraki degeri yinelemeli

olarak tahmin ederek sonraki 60 ay i¢in tahminler olusturun

e MinMaxScaler'1 kullanarak tahmin edilen sicakliklarin 6l¢egini kaldirin ve

bunlar1 Santigrat 6l¢egine doniistiiriin
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e Matplotlib kullanarak orijinal ve tahmin edilen sicakliklari ¢izin ve x

ekseni etiketlerini yillar1 gosterecek sekilde bigimlendirin.

ARIMA ALGORITMA

e Ilk adimda gerekli kiitiiphaneleri yiikliiyoruz. Bu adimda, kullanilacak

fonksiyonlar1 igeren kiitiiphaneler iceri aktarilir,

e Veri yiikkleme iglemi ikinci adimda gergeklestiriliyor. Burada, kullanilacak

veri seti ytiklenir,

e Verinin index'ini tarih kolonuna ayarlanir. Bu iglem, verinin daha iyi

islenebilmesi i¢in 6nemlidir.

e Sicaklik degerlerini index'e gore aylik ortalama sicaklik degerlerine
doniistiirme islemi dordiincii adimda gergeklestirilir. Bu islem, aylik bazda

sicaklik ortalamalarina ulagilmasini saglar.

e Verilerin normalizasyonu besinci adimda gerceklestirilir. Verilerin farkli
Olceklerde olmast durumunda, bu verileri normallestirerek farkli
Olgeklerdeki verileri ayn1 dlgege indirgeyerek daha dogru sonuglar elde
edilir.

¢ ARIMA modeli i¢in p, d, q degerleri belirlenir. Bu degerler, modelin dogru

calismasi i¢in 6nemlidir. Bu adimda, farkli p, d, q degerleri deneyerek en

uygun degerleri belirlenir.

e ARIMA icin AIC degerleri hesaplanir. AIC degeri, modelin kalitesini
Olemek i¢in kullanilir. Bu adimda, farkli p, d, q degerleri i¢cin AIC

degerlerini hesaplayarak en uygun degerler belirlenir.

¢ ARIMA modeli egitilir. Bu adimda, en uygun p, d, q degerlerini kullanarak

model egitilir.

e Gelecek donemler icin olusturulan model ile tahmin islemi yapilir. Bu
adimda, egitilmis modeli kullanarak gelecek donemlerde sicaklik degerleri

tahmin edilir.
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e Son olarak, sicaklik verileri ile grafik olusturma islemi gergeklestirilir. Bu
adimda, tahmin edilen sicaklik degerleri ile gercek sicaklik degerlerini

karsilastirmak icin bir grafik olusturulur.
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