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MAKINE OGRENMESI TEKNIKLERI KULLANILARAK KREDi RiSK
ANALIZI

OZET

Insanlarin  son donemlerde bankalardan kredi talepleri olduk¢a fazlalastig
goriilmektedir. Bu durum bankalar agisindan olumlu bir durum gibi géziikse de aymi
zamanda cok fazla risk teskil etmektedir. Banka ve finans sektorlerinde risk
yonetiminin dogru yapilmasi, mevcut olan kaynaklarin verimli ve iyi kullanilmasi,
olusacak riskleri tahmin ederek zamaninda 6nlem alinmasina ile baglantilidir. Sorun
teskil eden kredilerin 6ngdriilebilir olmasi bankalar i¢in kararlilik agisindan biiyiik
Oonem tagimaktadir. Kredi almak icin talepte bulunan kisilere, bankalarin kredi
vermesi, bankalarin temel faaliyetlerdendir. Fakat bu temel faaliyet ayn1 zamanda
riskli bir faaliyettir. Bankalar kurulus amaclar1 geregi risk almaktan kaginmazlar ve
alinan bu riskleri yonetmektedirler. Bu risk yonetimini yaparken, bankalarin verilen
kredi tutarlarindan olusabilecek zararlar1 en az seviyede tutabilecek sekilde risk
yonetimlerini yapmalar1 gerekir. Biitiin bu sebepler goz onilinde bulundurularak, son
donemlerde bankalarin kredilendirme islemlerini hizlandirmak ve olumlu kararlar
verebilmek adina veri madenciligi basta olmak {izere, farkli farkli algoritma
modelleri, algoritma siniflandirmalari, yapay sinir aglari gibi makine Ogrenmesi
tekniklerini kullanmaya bagladiklar1 goriilmektedir. Bu calismada ¢esitli makine
ogrenmesi tekniklerinden yararlanilarak kredi talebinde bulunan miisterilerin krediye
uygun olup, olmadiginin dogrulugu test edilmistir. Veri seti olarak german credit
data UCI’ de bulunan erisimi agik veri kiimesi kullanilmistir. Bu c¢alismadaki veri
kiimesinde bulunan 1000 adet miisteri baz alinarak XGBoost simiflandiricisinda
%75,60 basart oranit yakalanmistir. Bu basar1 oram1 daha o©nce XGBoost
siiflandiricist ile yapilan ¢alismalar arasinda en yiiksek basari oranina sahiptir.
Ayrica yapilan diger ¢alismalarda kullanilan algoritmalar igerisinde de en yiiksek

basar1 oran1 saglanmistir.

Anahtar Kelimeler: Kredi Risk Analizi, Makine Ogrenmesi, Veri Madenciligi
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CREDIT RISK ANALYSIS USING MACHINE LEARNING TECHNIQUES

ABSTRACT

It can be easily observed that the general public is putting in more and more loan
requests in the banking system recently, which can be regarded as a positive
development for the banks, while at the same time presenting a considerable risk.
Accurate risk management in the banking and finance sector is related to efficient
and optimized use of the current resources, assessment of possible risks and taking
timely precautions. It is of utmost importance for the banks to predict the
problematic loans in terms of long-term stability. Giving credits to the applicants is
one of the fundamental activities of the banks, however; the same activity brings
significant risks. As part of their founding purpose, the banks do not avoid taking
risks, and they choose to manage them. The banks should perform their risk
management in the way to keep the damages resulting from the amount of loans they
give to a minimum. Considering the above and in order to speed up the lending
procedures in banks while making advantageous decisions, different algorithmic
models and classifications, machine learning techniques such as artificial neural
networks were started to be used lately, data mining being at the first place. In this
study, the accuracy of the applicants’ eligibility status for loans was determined by
making use of several machine learning techniques. The open-access dataset from
the German Credit Data UCI was employed. Based on the 1000 customers in this
study’s dataset, a 75,60% success rate was achieved in the XGBoost classifier, which
has the best success rate among the studies conducted with the XGBoost classifier
previously. In addition, the success rate is the highest among the other algorithms

used in various studies made.

Keywords: Credit Risk Analysis, Machine Learning, Data Mining
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1. GIRIS

Toplumlarda kredi talep etme ve kullanma orani1 son donemlerde bir artig
gostermesinden dolayi, finans merkezli kurum ve kuruluslar kredi taleplerinin riskli
olup-olmadigin1 analiz etmeye daha fazla yogunlagsmaya ve Onem vermeye
baslamislardir. Bu 6nem dogrultusunda kredi talebinde bulunan miisterilerin, kredi
risk analizini daha 1yi ve verimli hale getirmek i¢in istatistiksel yontemler ve makine
O0grenmesi yontemlerini kullanmayi tercih etmislerdir. Kredi risk analizi, potansiyel
riske sahip olan miisterileri onceden belirleyip, hizli bir sekilde karar verme

asamasina gelmeyi amaglar.

Kredi talebinde bulunan miisterilerin risk analizi 2 sinifa ayrilabilir. Birincisi miisteri
basvuru skorlama, digeri ise miisteri davranis analizidir. Miisteri bagvuru skorlama
analizi, kredi talebinde bulunan miisterinin, krediye basvururken verdigi bilgiler ya
da gegmiste bir kredi talebi veya kredi kullanma durumu var ise gegmis bilgilerinden
yararlanilarak, kredi talebinde bulunan miisterinin, kredi durumunun tahmin
edilebilmesi amaglanir. Diger analiz yontemi olan davranig analizin de ise, kredi
talebinde bulunan kisinin belli bir zaman aralifindaki davraniglar1 gézlemlenerek
kisinin kredi ddemesinde problem yasayip-yasamayacagini tahmin etmeye yarar. iki
analiz arasindaki temel fark; birinci analiz yontemi sabit bilgileri kullanarak tahmin
etmeyi, ikinci analiz yontemi ise belirli bir periyottaki davranislar1 baz alarak analiz

yapmaktadir.

1.1 Literatiir Arastirmasi

Literatlir arastirmalar1 sonucunda kredi risk analizi makine O6grenmesi, istatistik
teknikleri, veri madenciligi ve bir¢cok teknik kullanilarak c¢alismalar yapilmstir.
Hasan Tahsin Oguz “Sakli Markov Modeli ile kredi risk analizi” adli ¢alismasinda
sakli markov modelini kullanarak kredi risk analizinin performansini dlgmek ve

siiflandirmak i¢in ¢aligsmasini yliriitmiistiir.



Giilnur Derelioglu “KOBI kredi risk analizinde modiiler yaklasim” adli calismasiyla
esnaf olan kisilerin islerini biiyiitmek ve gelistirmek igin kullandiklar1 KOBI
kredisini analiz edip, yorumlamistir. Giil Efsan ve Bozkurt Gonen’in ortak ¢aligmasi
olan “Oznitelik se¢me ve transfer 6grenme algoritmalar1 ve kredi risk analizi iizerine
uygulamalar1” adli ¢alismasinda O6znitelik belirlemek i¢in probit smiflandirict ve
coklu c¢ekirdek 6grenimini gelistirmislerdir. Bu gelistirmeler sonucunda kredi risk
analizi veri seti lizerinde kullanarak etkinligi verimliligini 6l¢cmektedir. Erkan Cetiner
“Siniflandirma tekniklerinin kredi risk analizi {izerindeki performansi” adh
calismasinda kredi risk analizi i¢in kullanilan siniflandirma Olgiitlerini gelistirerek
yeni bir siniflandirma yontemi olusturmay1 amaglamistir. Amir E. Khandani, Adlar J.
Kim, Andrew W. Lo ortak calismasi olan “Consumer credit-risk models via
machine-learning algorithms” adli ¢alismada miisterilerin kredi taleplerini makine
O0grenmesi  algoritmalart  kullanarak uygun olup olmadigin1 belirlemeye
calismiglardir. Lean Yu, Shouyang Wang, Kin Keung Lai kisilerinin “Credit risk
assessment with a multistage neural network ensemble learning approach” adh
caligmasinda ¢ok asamali bir sinir ag1 yapisi kullanarak kredi risk 6l¢iimii yapmay1
hedeflemislerdir. Zhu, Li, Wu, Wang, Liang, “Balancing accuracy, complexity and
interpretability in consumer credit decision making: A C-Topsis classification
approach” adli ¢alismasinda krediyi dogruluk, yorumlanabilirlik ve karmasikligini
ele alarak yeni bir simiflandirma ortaya cikarmislardir. Li, Shiue, Huang “The
evaluation of consumer loans using support vector machines” adl1 calismasinda kredi
talebinde bulunan miisterilerin taleplerini degerlendirmek i¢in destek vektor
makineleri yontemini kullanarak bir model olusturmuslardir. Huang, Chen, Wang
“Credit Scoring with a Data Mining Approach Based on Support Vector Machines”
adl caligmasinda kredi talebinde bulunan kisilerin 6zniteliklerinden bir kredi puani
olusturup degerlendirmek i¢in hibrid destek vektér makineleri yontemi kullanarak
kredi puanlama modeli olusturmuslardir. Saha, Bose, Mahanti, “A knowledge based
scheme for risk assesment in loan processing by banks” adli calismasinda
kredilendirme asamalarini denetimini saglamak icin bir dnerme gercgeklestirilmistir.
Malhotra, K. Malhotra, “Evaluating consumer loans using neural networks”, adli
calismasinda kredi talebinde bulunan kisileri degerlendirmede g¢oklu diskriminant
analizini ve yapay sinir aglar1 analizini ele alarak bu iki algoritmalarin
performanslarini karsilagtirmaktadir. Tsai, Lin, Cheng, Lin “The consumer loan

default predicting model — An application of DEA-



DA and neural network™ baglikli ¢alismasinda tliketici kredisi alan kisilerin
analizlerini ¢ikartarak, tiiketici kredisi i¢in basvuran kisiler i¢in bir model

olusturmuslardir.

1.2 Tezin Amaci

Bu calismada igerisinde 1000 veri bulunan German Credit Data UCI veri setinden
yararlanilmistir. Veri seti iizerinde makine 6grenmesi teknikleri kullanilarak kredi
cekme talebinde bulunan miisterilerin aslinda krediye uygun olup-olmadigini tahmin
etmek planlanmistir. Veri setinde bulunan 1000 kisilik veriden 300 kisisi risk teskil
etmektedir. Kisilerin cinsiyeti, yasi, meslek grubu, birikim hesabindaki tutari, kisinin
evi olup-olmamasi gibi kisilere 6zgii farkli degerler icermektedir. Bu ¢alismada kredi

almaya uygun kisiler 1, kredi almaya uygun olmayan kisiler 0 ile gosterilmektedir.

Krediye uygunluk durumunu degerlendirmek i¢in toplam 10 adet Oznitelik
kullanilmistir. Bu Oznitelikleri toplam da 10 adet makine 68renmesi ydntemi
uygulanmistir. Uygulanan yontemlerin sonuglar1 karsilagtirilip, en iyi sonucu veren

algoritma ile kredi uygunluk tahmini yapilmas1 amaglanmistir.



2. YONTEM

Bu boliimde, oncelikle makine 6grenmesi hakkinda genel bilgilendirme
yapilacaktir. Genel bilgilendirmeden sonra ¢alismada kullanilan makine 6grenmesi

yontemleri ve makine 6grenmesi siniflandiricilart hakkinda bilgiler verilecektir.

2.1 Makine Ogrenmesi

Bir bilgisayar programinin, insan etkilesimi olmaksizin kendi kendine tecriibe
yoluyla, verilen probleme ¢ézlim iiretmesini saglayan veri analizi teknigine makine
O0grenmesi denir. Makine oOgrenme algoritmalari, bir model olarak Onceden
belirlenmis bir denkleme dayanmaksizin, verileri "O0grenmek" i¢in hesaplama

yontemlerini kullanir. Ogrenme icin mevcut 6rnek sayisi arttika performans artar.

Biiytik verilerin artmasiyla, makine 6grenimi, bir¢ok alandaki sorunlar1 ¢6zmek igin
anahtar bir teknik haline gelmistir. Ornegin, Yiiz tanima, hareket algilama ve nesne
algilama i¢in goriintii isleme teknigi ve ses tanima uygulamalar1 i¢in dogal dil isleme
teknigi kullanilmistir. Makine 6grenme algoritmalari, girilen verilere uygun kaliplar
bulur, daha iyi kararlar ve tahminler yapilmasina yardimci olur. Tibbi teshis, ticari
hisse senedi, enerji yiikii tahmini ve daha pek ¢ok konuda kritik kararlar almak igin
her giin kullanilirlar. Ornegin, medya siteleri, size sarki veya film 6nermek icin
milyonlarca segenegi elden gegirmekte makine 6grenmesine giivenmektedir.

Cok miktarda veri ve bircok degisken i¢eren karmasik bir problemde bir formiil veya
denklem yoksa makine 6grenmesi kullanilabilir. Makine 6grenimi, bir¢ok teknik
kullanir. Birisi, dnceden tanimlanmis ve gruplanmis girdi ve cikti1 verileriyle bir
modeli egiten gozetimli o6grenme teknigidir. Onceden tanimlanmamis ve
gruplanmamus girdileri kullanarak bu verilerinde gizli kaliplar1 veya i¢sel yapilarmni

bulan 6grenme teknigine denetlenmeyen 6grenme denir.

2.1.1 Denetimli Ogrenme

Denetlenen bir 6grenme algoritmasi, bilinen bir veri girisi kiimesini ve verileri (¢ikt1)
bilinen yanitlar1 alir ve yeni verilere yanit i¢in makul tahminler iiretmek i¢in bir
modeli egitir. Tahmin etmeye c¢alisilan ¢ikt1 icin girilen veriler etiketlenmisse
genellikle denetimli 0grenme yontemi kullanilir. Denetlenen 6grenme, tahmini

modeller gelistirmek i¢in siniflandirma ve regresyon tekniklerini kullanir.



Siniflandirma teknikleri, 6rnegin, bir e-postanin spam olup olmadig1 veya tiimoriin
iyl huylu olup olmadig1 gibi farkli konularda tahmin tiretmektedir. Siniflandirma
modelleri, girdi verilerini kategorilere ayirir. Ornek olarak; medikal gériintiileme,
konusma-tanima ve kredi puanlamasi verilebilir. Veriler etiketlenebilir,
kategorilenebilir veya belirli gruplara ayrilabilirse, siniflandirma teknikleri kullanilir.
Ornegin, el yazis1 tanima uygulamalari, harfleri ve sayilari tanimak igin smiflandirma

teknigi kullanir.

Regresyon teknikleri siirekli degisim gosteren durumlarda verilen problem igin
yanitlar1 dngériir. Ornek olarak; sicakliktaki degisiklikler ve algoritmik ticaret
verilebilir. Regresyon tekniklerini kullanabilmek i¢in, ekipmanin arizalanmasina
kadar gecen siire gibi bir veri araligi ile calisilmasi gerekmektedir. Konuyu biraz
daha a¢gmak i¢in verilen bu 6rnege bakilabilir. Klinisyenler, regresyon tekniklerini
kullanarak bir kisinin bir yil i¢inde kalp krizi gecirip gecirmeyecegini tahmin
edebilirler. Bunun icin ellerinde daha 6nceki hastalarla ilgili yas, kilo, boy ve kan
basinct gibi veriler olmast ve bu hastalarin bir yil icinde kalp krizi gecirip
gecirmedigini bilmeleri yeterli olacaktir. Klinisyenler bu mevcut verileri kullanarak
regresyon tekniklerini yeni gelen bir kisinin bir yil i¢inde kalp krizi gegirip

gecirmeyecegini tahmin edebilecek bir modele gelistirebilirler.

2.1.2 Denetimsiz Ogrenme

Denetimsiz 6grenme, veri i¢indeki gizli kaliplar1 veya gruplanmalar1 bulmak ve kesif
amagli veri analizi i¢in kullanilir. Etiketli girdiler olmadan sadece verilerinden olusan
kiimelerden c¢ikarimlar yapar. Kiimeleme, en yaygin denetlenmeyen 6grenme
teknigidir. Kiime analizine 6rnek olarak; gen dizisi analizi, pazar arastirmasi ve
nesne tanima verilebilir. Konuyu daha anlasilir hale getirmek ic¢in siradaki 6rnek
verilmistir. Bir cep telefonu sirketi, miisterilerine daha iyi bir performans saglamak

i¢in yeni telefon kuleleri insa etmek istemektedir. Hangi alanlara insa ederse daha

verimli bir sonu¢ alacagini 6grenmek istemektedir. Bu nedenle telefon kulelerini
kullanma ihtimali olan insanlarin kiimelerinin sayilarini tahmin etmek i¢in makine
Ogrenimini kullanabilirler. Bir telefon ayn1 anda sadece bir kule ile baglantili olabilir.
Bu nedenle eger kiimeleme algoritmalar1 kullanilirsa, miisteri kiimeleri i¢in sinyal
alimin1 optimize edebilir ve hiicre kulelerinin en iyi yerlesimini tasarlayip bu sekilde

kuleleri inga edebilirler. Denetimli ve denetimsiz makine 6grenimi arasinda se¢im



yapma yonergeleri sunlardir: Eger sicaklik veya hisse senedi fiyati gibi siirekli
degisen etiketlenmis degerler i¢in smiflandirma yapmak isteniyorsa denetlenmis
ogrenme kullanilir. Ornek olarak, video goriintiilerinden otomobil markalarini
tanimlamak verilebilir. Ote yandan verileri kesfetmek gerekiyorsa ve verilerin
kiimelere boliinmesi gibi iyi bir i¢ temsil bulmak isteniyorsa denetimsiz 6grenme

kullanilir.

2.1.3 Yar1 Denetimli Ogrenme

Yar1 denetimli 6grenme, veri setinde egitim verisi olarak kullanilacak ve test verisi
olarak kullanilacak olan veriler arasinda olusturmak istenilen simiflandirma
modelinin, yeniden egitime girmesi gibi kisitlamalar1 kaldirmak amaci igin goriis
madenciliginde oldukc¢a kullanilmaktadir. Goriis siniflandirmada, yar1 denetimli
O0grenme yontemini Aue ve Gamon ¢alismalarinda temel olarak kullanmstir.

2.1.4 Takviyeli Ogrenme

Takviyeli 0grenme, bir sistemin hedefe ulagsmasinda dogru 6grenme yardimi ile
dogru kararlar almasinda yardimci olur. Takviyeli 6grenme, oyun programlama da

robotik yazilimlarda, hastalik teshisi koyma gibi alanlarda yaygin olarak kullanilir.

2.1.5 Regresyon ve Siniflandirma Yontemleri

Degiskenlerin bir bagimli ve bir bagimsiz olmasi durumunda bagimhi degiskenin
bagimsiz degisken {iizerinde fonksiyonu olmasi durumuna regresyon denir.
Regresyon analizi, degiskenler arasinda neden-sonug iliskisini bulmay:1 saglayan
analiz yontemidir.

Siiflandirma yontemi, sinifi belli olmayan verilerin siniflandirict makine 6grenmesi
yontemleri kullanarak smiflarini tahmin etmeye yarar. Siniflandirma yontemi de

regresyon analizi gibi danigmanli 6grenmedir.

2.1.6 Kiimeleme Analizi

Kiimeleme analizi veri setindeki bilgilerin birbirlerine yakinlik derecesin gore
gruplara ayrilmasi islemidir. Kiimeleme analizinde amag, heniiz smiflanmamis

kiimelerin, veri setindeki verilerin anlamli bir sekilde alt kiimelere ayrilmasidir.

2.1.7 Oznitelik Secimi / Cikarimi

Veriler lizerinde yapilacak analizlerin yapilmasi i¢in kaynak sayisini daha verimli

hale getirmek i¢in kullanilir. Veri seti igerisinde olusturulacak siniflandirmada



belirleyici olacak o6zellikler altkiimesi olarak belirlenir veya belirleyici olacak

ozelliklerin birlesiminden yeni bir 6zellik olusturulabilir.

2.1.8 Test Asamasi

Bir modelin makine 6grenmesi yardimiyla verilerin 6grenme kismi bittiginde
Ogrenilen model test edilmesi gerekir. Bu asamanin amaci, 6grenilen modelin veri
kiimesi lizerindeki basarisini 6lgmesidir. Test agsamasinda, veri kiimesinin egitime
sokulmayan %70’lik kismi kullanilir. Bu asamada, Ogretilen modelin hig

karsilagsmadig1 veriler i¢in dogruluk orani analiz edilmektedir.

2.1.9 Asir1 Ogrenme

Bazi durumda egitime sokulan veri ile teste sokulan veriler arasindaki dogruluk orani
arasinda ¢ok biiylik farklar olabilir. Bu durum egitime giren verilerin her tiirli
durumu degerlendirip ezberlemesi ve test asamasina giren verilerde de egitime giren
verilerin kopyasini aramasindan dolay1 olusmaktadir. Bu durumun olusmasina asiri

O0grenme denir. Asirt 6grenmenin Oniine gegmek i¢in veri kiimesi ¢esitlendirilebilir.

2.1.10 Capraz Dogrulama

Capraz dogrulama yonteminde veri kiimesi parcalara ayrilir ve ayrilan veriler farkli
egitim ve farkli test veri kiimelerini olusturur. Bu ayrilan veriler model {izerinde ayr1
ayr1 dogruluk oranlar1 hesaplanir. Cikan her sonug¢ toplanip, aritmetik ortalamasi
alinir. Alinan aritmetik ortalama sonucu dogruluk orani belirlenir. Veriler pargalanip
ayr1 ayr1 6grenmeye ve teste girdigi icin hem basar1 orani etkili olur hem de asir

O0grenme yaganmamasini saglar.

2.1.11 Performans Degerlendirme

Yapilan modelin performans degerlendirmesi igin genellikle karigiklik matrisi
kullanilir. Karigiklik matrisine gerek duyulmasinin sebebi de yapilan modelin kag

durumu dogru tahmin ettigi veya basar1 oraninin bilinmesi yeterli degildir.

2.1.11.1 Kansiklik Matrisi

Karnisiklik matrisi, yapilan modelin dogruluk ve kesinlik oranini 6lgmek igin
kullanilir. Bu matris veri kiimesinde olan durumlar1 ve yapilan modelin dogruluk
sayisi ve hata sayist tahminlerinin sayisin1 gostermektedir. Gosterilen tahmindeki
duruma gore NxN boyutunda matris seklinde sonuglar1 c¢ikartir. Sekil 2.1°de bir

karigiklik matrisi 6rnegi verilmistir. Sekilde TruePositive olan kisim kullanilan



modelin dogru tahmin ettigi pozitif degere( risk durumu 1 olanlarm) sahip verilerin

sayisint gosterir. TrueNegative olan kisim kullanilan modelin dogru tahmin ettigi

negatif degere ( risk durumu O olanlarin) sahip verilerin sayisin1 gosterir.

FalsePositive olan kisim kullanilan modelin yanlis tahmin ettigi pozitif degere sahip

verilerin sayisin1 gosterir. FalseNegative olan kisim kullanilan mo delin yanlis

tahmin ettigi negatif degere sahip verilerin sayisini1 gosterir.

ONGORULEN
GERCEK Positive Negative

Positive | True Positive (TP) | False Negative (FN)

Negative | False Positive (FP) | True Negative (TN)

Sekil 2.1 : Kanisiklik matrisi gosterimi

Karnsiklik matrisindeki bu degerlere gore bazi oranlar ¢ikartilabilir.

Hassasiyet (precision): Olusan biitiin siniflarda toplam dogru tahminin ne
kadar yapildigini Olger. Denklem 2.1°de verilmistir. Bu denklemde TP
truepositive degerleri, TN truenegative degerleri,FP falsepositive degerleri ve

FN de falsenegative degerleri kullanarak hesaplanir.

TP
TP + FP

2.1)

Isabet oram (recall): Modelde dogru tahmin yapilan toplam pozitif
degerlerin &lglimiidiir. Isabet orani miimkiin oldugunca yiiksek ¢ikmasi
modelin sonuglarmin iyi oldugunu gosterir. Denklem 2.2°de verilmistir. Bu
denklemde TP truepositive degerleri, TN truenegative degerleri, FP

falsepositive degerleri ve FN de falsenegative degerleri kullanarak hesaplanir.

TP
TP+ FN

2.2)



e Dogruluk orami: Kullanilan modelde yapilan dogru tahminin sikliginin
Olctimiidiir. Denklem 2.3’de verilmistir. Bu denklemde TP truepositive
degerleri, TN truenegative degerleri, FP falsepositive degerleri ve FN de

falsenegative degerleri kullanarak hesaplanir.

TP+TN
TP+TN+ FP+FN

2.3)

e Yanhs smiflandirma orami: Kullanilan modelde yapilan yanlis tahminin
sikligiin Olgiimiidiir.  Denklem 2.4’de verilmistir. Bu denklemde TP
truepositive degerleri, TN truenegative degerleri, FP falsepositive degerleri

ve FN de falsenegative degerleri kullanarak hesaplanir.

FP+FN
TP+TN+ FP +FN

2.4)

2.1.11.2 F1- skor Ol¢iimii

F1-skor Ol¢iimii, test asamasindan ¢ikan verilerin dogrulugunu degerlendirmek icin
kullanilmaktadir. F-1 skorun hesaplamasi denklem 2.5’de verilmistir. Isabet orani
(recall) ile hassasiyetin(precision) c¢arpiminin 2 katinin, hassasiyet oraninin

(precision) isabet orant ile toplamina bdliimiinden ¢ikartilir.

2 - Hassasiyet - Isabet Oram

Hassasiyet + Isabet Oran
2.5)

2.1.11.3 Ogrenme Egrisi

Ogrenme egrisi, genellikle bilyiik veri kiimeleri iizerinde hastalik teshisi olarak
kullanilir. Verilerin egitim asamasinda belirli araliklarda deger 6l¢iimii yapilarak
kullanilan modelin egitim asamasi ve test asamalarimi grafik olarak gdosterir. Sekil

2.2°de 6rnek olarak bir modelin 6grenme egrisi verilmistir.
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Sekil 2.2 : Ogrenme egrisi 6rnegi
Kaynak: (valamis.com, 2020)

2.2 Makine Ogrenmesinin Banka ve Finans Sektoriindeki Onemi

Makine Ogrenmesinin banka ve finans sektdriinde onemi ¢ok biiyiiktiir. Ciinkii
gelecege dair tahminler yapmada, yatinm planlanmasinda, enflasyon ve kredi
tahminlerinde ve piyasadaki dalgalanmalarin 6nceden belirlenmesine veya tahmin
edilmesine, ge¢miste kullanilan bilgiler dogrultusunda gelecege dair bir Ongorii
saglar. Ozellikle makine dgrenmesi biiyiik veriler iizerinde calisip yiiksek sonuglar
alinabilen algoritmalara sahiptir. Banka ve finans sektoriinde de elde mevcut halde
bulunan verilerin ¢ok biiyiik olmasi da makine 6grenmesinin tercih edilmesinde
olanak saglamaktadir. Bankalar agisindan sorun tegkil edebilecek, 6deme zorluklari
yasayabilecek miisterilerin belirlenmesinde ve bu konuda sistem iizerinden uyari
yapilmasina olanak saglayacaktir. Ge¢mise dayalt verileri kullanarak saglikli
sonuglar alinmasina katki saglayacaktir. Aym1 zamanda kredi talebinde bulunan
miisterilere hizli bir sekilde geri doniis yapilacagindan dolayi, bankalar ve miisteriler

i¢cin zamandan da tasarruf saglanmis olacaktir.

2.3 Kullamlan Makine Ogrenmesi Yontemleri

Bu boliimde yapilan calismada kullanilmis olan makine 6grenmeleri yontemleri

hakkinda bilgi verilecektir.
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2.3.1 Lojistik Regresyon

Lojistik Regresyon, genellikle kategori halinde olan verilerin siniflandirilmasi igin
kullanilmaktadir. Lojistik Regresyon yonteminde, bagimsiz olan degiskenin veya
degiskenlerin, sonug ¢iktis1 olan degiskenler ile iligkisini hesaplamak i¢in kullanilir.
Eger sonu¢ degiskeninin iki olasilikli sonucu var ise, ikili lojistik regresyon analizi
uygulanir. Bu modelde, bagimsiz ile bagimhi degiskenler arasindaki iliskiyi en az
degisken kullanarak, degiskenler arasi iliskiyi en iyi duruma gelecek sekilde
olusturulmak ve kabul edilebilir bir model haline getirmek amaciyla tasarlanmistir.
Denklem 2.6’da Lojistik regresyon formiilil verilmistir. Bu formiilde s, bagimsiz olan
x degiskeninin -0 ile +oo degerler arasinda deger alan dogrusal islevidir.
$ 1

e
f(s)_1+es_1+e‘5

(2.6)

2.3.2 Lineer Diskriminant Analizi

Lineer Diskriminant Analizi, bir bagimli degiskeni diger 6zelliklerin veya 6l¢iimlerin
dogrusal bir kombinasyonu olarak ifade etmeye ¢alisan varyans analizi (ANOVA)
ve regresyon analizi ile yakindan ilgilidir. LDA, kosullu olasilik
yogunlugunun c¢alistigin1 varsayarak soruna yaklasir. Lineer diskriminant analizinde
amac verilerin dogru smiflandirilmasin1 en az hata ile atamaktir. Denklem 2.7°de

Lineer diskriminant analizin formiilii verilmistir.

c=l(T—uT —1ug+ul ) —1
2 0 Ho T Hq Uy

Q.7

2.3.3 K-En Yakin Komsu

Verilerin siniflandirmasinda ve regresyon analizi sirasinda olusan sikintilar igin
kullanilir. En yakin komsu algoritmasinda veriler egitime girmezler. Bundan dolay1
bliyiik veri kiimelerinde kullanimi saglikli degildir. Veri kiimesinde siiflandirilmasi
planlanan her deger i¢in, o degere en yakin uzakliktaki x adet 6rnekler baz alinir. En
yakin uzakliktaki x tane 6rnek var olan siniflar igerisinde en fazla bulunuyorsa yeni
siniflandirilacak deger, icerisinde en fazla bulunan sinifa girer. Denklem 2.8’de en

yakin komsu degerini bulmak icin kullanilan Oklid mesafe hesaplamasi1 formiilii
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kullanilir. Bu formiilde noktalar arasinda degerler ayr1 ayr1 bulunup karesi alindiktan
sonra ¢ikan sonuglar toplanir. Toplam sonucun karekokii alinir. Cikan sonug

yakinlig1 gosterir.

.. 2 2 2
adi,j) = \/lxil — x|+ [z = x| e i — x5
2.8)

2.3.4 Karar Agac1

Karar agact modeli genellikle veri madenciligi alaninda kullanilir. Karar agaci
yonteminin amaci veri kiimesinde bulunan verileri siniflandirma islemi yapmaktir.
Bu amag¢ dogrultusunda, veri kiimesi icerisindeki Oznitelikler diigtimleri
olusturmaktadir. Bu diiglimler, belirlenen kriterlere gore ikiye ayrilir. Ayrilma
isleminden sonra, 6zellik vektorleri degerlendirilir ve en yiiksek sonuca ulastiran
diigiim dallanma islemi yapar. Bu islem biitiin verinin smiflandirilmasina kadar

tekrar eder. Karar agacinin yapraklar1 da sinif etiketlerini olugturmaktadir.

Sekil 2.3’de 6rnek karar agaci modeli verilmistir. Bu modelde hava durumunun nasil
oldugu ile alakali dallanma gosterilmistir.

Giinesli
e | Yagmuriu

b

‘Fijk.mlt Nulrmal EVET H{uw.uretﬁ

Hafif

-r"; |
HAYIR EVET )

HAYIR EVET

Sekil 2.3 : Karar Agact Model Ornegi

Karar agact modelinde Oncelikle entropi hesabi yapilir. Entropi, dngériilmeyen
durumlarin ve belirsiz durumlarin olma olasiligin1 hesaba katar. Denklem 2.9’da
entropi hesaplamasi formiilii verilmistir. Bu denklemde P(x) degiskeni herhangi bir

sinifa ait verilerin ylizdesi, H degiskeni ise entropi hesabini gosterir.

H=— Z P(x)logP(x)

2.9)
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Karar agact modelinde, cikan entropi degeri sonucundan sonra bilgi kazanci
hesaplanir. Denklem 2.10°da bilgi kazancinin formiilii verilmistir. Bu formiile goére
segilen D 6zelliginin S orijinal veri seti i¢in bilgi kazancinin sonucunu verir. Bilgi
kazancinin en yiiksek ciktig1 oOzellik secilir ve bu Ozellik {lizerinden dallanma

gerceklestirilir.

Gain(S,D) = H(S) — %H(V)

VeD

(2.10)

2.3.5 Naive Bayes

Naive Bayes algoritmasi, veri kiimesi igerisindeki degerlerin sik kullanimlarini ve
olusabilecek kombinasyonlar1 sayarak olasilik hesaplayan siniflandiricidir. Bu
yontem biiylik veriler ile kullanimi etkilidir. Naive Bayes algoritmasinda egitim
asamasi yoktur. Verileri siniflandirmak i¢in bagimli degisken ile bagimsiz degisken
arasindaki durumu inceler. Bu yontem bayes teoremini temel olarak alir. Denklem
2.11°de bayes teoremi formiilii gosterilmistir. Bu formiilde C; veri seti igerisindeki

sinif sayisidir. x/C; ifadesi j smifinda olan durumun x olma olasiligidir. Cj/x de tam

tersi x olan durumun j siifinda olma olasiligidir. P(C]) j sinifinin olasih@gidir. P(x)

de 6rnegin x olma olasiligidir.

o P(F) @)
P(%)=C}T

@2.11)

Naive Bayes yontemi ile smiflandirma islemi yapildiginda denklem 2.12°deki
esitsizlik hesaplanir. Olusan her sinif i¢in denklem 2.12°deki esitlik uygulanir ve

olasilik hesaplanmis olur. En yiiksek sonuca sahip sinif belirlenmis olur.

Y' « argmax,, P)ITZ P (x = xy:)
Vi o
= PODITEL P (x = x:]y:)

2.12)
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2.3.6 Rastgele Orman

Rastgele orman algoritmasi, egitim verisi ve test verisini karar agaci modeliyle
uygulayarak iyi sonuglar almay1 saglar. Rastgele orman algoritmasi, siniflandirma ve
regresyon analizi i¢in kullanilabilir. Diger siniflandirma ve regresyon modellerine
gore daha iyi sonuglar ¢ikartabilen bir modeldir. Bunun nedeni aga¢ sayisini istenilen

sekilde belirlenmesi ve en degerli 6zniteligi belirleme de kullanilabilir olmasidir.

Rastgele Orman algoritmasinda, degisken sayisini ve aga¢ sayisini kullanicidan
aliir. Parametreler alindiktan sonra veri kiimesinin 2/3 liikk kismi egitim alinir ve
o0grenme ic¢in kullanilir. Geriye kalan 1/3 liik kesim de test asamasi i¢in kullanilir.
Olusturulan her diiglim i¢in ayr1 ayri m degeri karisik bir sekilde segilir ve bu secilen
degerler arasinda en iyi sonucu veren dal belirlenir. Bu durum i¢in GINI dizini

kullanilir. Denklem 2.13’de P; her veri igin kendisinden kiigiik ve biiylik sayilarin

boliimiiniin karesini, n ise se¢ili olan veriyi gosterir.

GINI(T)= 1- zn 1(P]_)z
j=

(2.13)

Sekil 2.4’de Karar agaglarindan rastgele orman olusturulmasinin semasi verilmistir.

Agac1 N

Agac 2 X

o PN Cogunluk Rastgele

- 5 2 O S ——» Ormanin
p bo ‘d“bd bo’" o) Y S
O
Agac N }
< > / ./"

Jogog ed

Sobdo Jdo

Sekil 2.4 : Karar Agacglarindan Rastgele Orman Olusturulmasinin Semasi
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2.3.7 Destek Vektor Makineleri

Destek vektor makineleri(DVM), verileri birbirinden ayirmak i¢in kullanilan
algoritmadir.  Simiflandirma islemi yaparak ayirma islemini gerceklestirir. Bir
diizlemde yer alan orneklerin birbirleri arasina sinir ¢izilir. Diger algoritmalardan
ayiran Ozellik, siniflandirma sirasinda olusan problemi kareli optimizasyona ¢evirip,
problemi ¢ozmesidir. Bu durumdan kaynakli diger yontemlere gére daha hizli sonug
aliabilir. Bu sebepten dolay1 biiyilik veri kiimelerinde kullanimi elverislidir. Destek
vektor makineleri, dogrusal destek vektor makineleri ve dogrusal olmayan destek

vektor makineleri olarak 2 gruba ayrilir.

2.3.7.1 Dogrusal destek vektor makineleri

Dogrusal destek vektér makinelerinin denklemi 2.14°de verilmistir. Bu denklemde n
veriden olusan veri setinin X = {x;,y;},i = 1,2, ..., n oldugu disiiniilstin. y; € {—1,1}
etiket degerleri, x; € RY ozellikler vektoriidiir, w agirh@i, x verileri, b ise egitim terimi

olarak kullanilir. Bu terimlerin degeri hiper-diizlemin konumunu gosterir.

n
F(x) =WT.x+b=ZWi.xi+b

=1
(2.14)

Sekil 2.5’te dogrusal destek vektér makinelerinin ayrilabilme durumu 6rnek olarak

gosterilmistir.

Destek Vektdrleri

O D D y Optimum Hiper-Diizlem
> w*x+h=0
Y

Sekil 2.5 : Dogrusal Ayrilabilmede Optimum Hiper-Diizlem ve Destek Vektorleri
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2.3.7.2 Dogrusal olmayan destek vektor makineleri

Verilerin ¢ogu dogrusal sekilde ayrilmaya uygun degildir. Bu durumda dogrusal
olmayan destek vektor makineleri kullanilmaktadir. Cekirdek fonksiyonu verileri
kendi biinyesinden gecirerek 6zellik uzayina aktarir. Denklem 2.15, 2.16 ve 2.17°de

cekirdek fonksiyonlarinin formiilleri verilmistir.

Radyal tabanh ¢ekirdek fonksiyonu (RBF)

2
— x. — x.
K(xi,xj) = exp (—” 1202 ]” )

(2.15)
Polinom ¢ekirdek fonksyonu
K(x;, %) = (xiT.xj)d
(2.16)
Dogrusal ¢ekirdek fonksiyonu
K(xi %) = (x/.x;)
2.17)

Sekil 2.6’da lineer olmayan smiflandirma grafigi ve uzayda lineer diizlem ile

ayrilmasi gosterilmistir.

Input space Redescription space Output space
Ay ) 43 43
: Non linear
redescription h: Linear separation
. N
. " am
. o [ ] " [ ]
O O
K \} 2 0 o S
Col|0 o /m O6(o ®
[ u o]
u 22
- w

Sekil 2.6 : Dogrusal Olmayan Destek Vektor Makineleri Dogrusal Ayirma Gosterimi
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2.3.8 Extreme Gradient Boosting(XGBoost)

XGBoost, Tianqi Chen tarafindan bir arastirma projesi olarak adi duyulmustur. Tk
olarak bir libsvm yapilandirma dosyasi kullanilarak yapilandirilabilen bir terminal
uygulamasi olarak kullanilmistir. Higgs Machine Learning Challenge'in kazanan
¢Oziimiinde kullanildiktan sonra ML yarisma c¢evrelerinde taninmaya basladi. Kisa
bir siire sonra Python ve R paketleri olusturuldu ve XGBoost simdi Julia, Scala , Java

ve diger diller i¢in paket uygulamalarina sahiptir.

XGBoost, kaynaklart dogru ve verimli bir sekilde kullanmak ve Onceki gradient
boosting kisitlamalarindan kurtulmak i¢in olusturulmustur. Regresyon, Siniflandirma
ve Siralama gibi denetimli 6grenme gorevleri i¢in kullanilabilir. XGBoost, Gradient
Boosting konseptinin uygulamalarindan biridir, ancak XGBoost'u benzersiz kilan sey,
algoritmanin yazari Tianqi Chen'e gore ‘ asir1 uydurmayi kontrol etmek i¢in daha
diizenli bir model formalizasyonu” kullanmasidir. XGBoost kiitliphanesi R
kullanicilar1 arasinda oldukga popiiler kullanilmaktadir. Diger algoritmalara kiyasla
cok daha iyi tahmin performansi liretmekte ve ayni1 zamanda gorevleri hizl bir sekilde
tamamlamaktadir. Xgboost paketinin yazarlarima gore (Tianqi Chen, Tong He,
Michael Benesty, Vadim Khotilovich, Yuan Tang) mevcut gradyan artirma
paketlerinden 10 kat daha hizli olabilen tek bir makinede otomatik olarak paralel

hesaplama yapar.

XGBoost algoritmasinda, karar agaclar1 sirali olarak olusturulur. XGBoost'ta
agirliklar 6nemli bir rol oynar. Agirliklar, tiim bagimsiz degiskenlere atanir ve daha
sonra sonuglar1 tahmin eden karar agacina beslenir. Aga¢ tarafindan yanlis tahmin
edilen degiskenlerin agirligi artirtlir ve bu degiskenler daha sonra ikinci karar
agacina beslenir. Bu bireysel smiflandiricilar daha sonra gii¢lii ve daha kesin bir

model vermek i¢in toplanir.

2.3.9 Gradient Boosting

Gradient  Boosting  algoritmasi,  regresyon ve siniflandirma problemleri i¢in,
genellikle karar agaclar1 olan zayif tahmin modelleri toplulugu seklinde bir tahmin
modeli iireten bir makine Ogrenme teknigidir. Model, diger arttiric1 yontemlerin
yaptig1 gibi  asamali olarak insa ederve keyfi farklilagabilir  bir kayip
fonksiyonunun optimizasyonuna izin vererek onlar1 genellestirir. Gradyan yiikseltme

fikri, Leo  Breiman tarafindan artirmanin ~ uygun bir maliyet fonksiyonu
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izerinde bir optimizasyon algoritmast olarak yorumlanabilecegi gbzlemi sonucu
ortaya ¢cikmistir. Yani, negatif gradyan yonilinii gdsteren bir islevi (zayif hipotez)
yinelemeli olarak segerek maliyet fonksiyonunu islev alani iizerinde optimize eden
algoritmalardir. Giiglendirmenin bu islevsel gradyan goriiniimii, makine 6grenimi ve
istatistiklerin pek ¢ok alaninda regresyon ve smiflamanm otesinde giliglendirme

algoritmalarinin gelistirilmesine yol agmuistir.

2.3.10 Adaptive Boosting (ADA Boosting)

Adaptive Boosting(ADABoost), Performanst artirmak i¢in diger bir¢ok 6grenme
algoritmastyla birlikte kullanilabilir. Diger 6grenme algoritmalarmin  ¢iktist,
giiclendirilmis siniflandiricinin nihai ¢iktisin1 temsil eden agirlikli bir toplamda
birlestirilir. AdaBoost, smiflandiricilar tarafindan yanhs smiflandirilan 6rnekler
lehine ayarlanmasi anlaminda uyarlanabilir. AdaBoost aykiri
degerlere duyarlidir. Baz1  problemlerde, asir1 6grenme roblemine karsi  diger
Ogrenme algoritmalarina gore daha az duyarl olabilir. Her 6grenme algoritmasi bazi
sorun tlirlerine digerlerinden daha iyi uyma egilimindedir ve genellikle bir veri
kiimesinde en iyi performansi elde etmeden Once ayarlamak i¢in bir¢ok farkl
parametre ve yapilandirmaya sahiptir. AdaBoost genellikle en iyi ¢ikis olarak
adlandirilir. AdaBoost algoritmasinin her asamasinda, her egitim 6rneginin goéreceli
sertligi hakkinda toplanan bilgiler, daha sonraki agaclar daha sert odaklanma egilimi

gosterecek sekilde agag yetistirme algoritmasina beslenir. Ornekleri siniflandirir.

18



3. BULGULAR

Bu boéliimde, yapilan c¢alisma kapsaminda elde edilen analiz ve sonuglar
hakkinda detayli bir bilgi verilecektir. Oncelikle kullanilan veri seti ve veri seti
icindeki Oznitelik alanlar1 gosterilecektir. Veri seti igerisindeki verilerin birbirleri ile
iligkileri  karsilastirilacaktir.  Ardindan  veri  setine sirasiyla  algoritmalar
uygulanacaktir. Lojistik regresyon, lineer diskriminant analizi, k-en yakin komsu
analizi, karar agaci1 analizi, naive bayes, rastgele orman, destek vektdr makineleri,
extreme gradient boosting, gradient boosting ve adaptive boosting uygulanacaktir.

3.1 Veri Seti

Bu caligmada, 1000 kisinin ¢esitli 6zelliklerini barindiran german credit data UCI
veri seti kullanmilmistir. Calismada kullanilan grafikler icin Numpy, Pandas,
Matplotlib, Seaborn kiitliphaneleri, ¢alismada kullanilan algoritmalar i¢in ise Scikit-
Learn kiitliphanesi kullanilmistir. 1000 adet verinin 3/4(%75) egitime girmistir, kalan
1/4(%25) veri ise test i¢in kullanilmigtir. Tablo 3.1°de veri seti igerisinde bulunan

alanlarin ve bu alanlarin agiklamalar1 verilmistir.

Cizelge 3.1 : Veri seti igerisindeki alanlar ve agiklamalari

Veri Seti Icerisindeki Alan | Aciklamasi
Age Yas
Sex Cinsiyet
Job Meslek Grubu
Housing Ev Durumu(Kendinin, Kira)
Saving Accounts Birikim Hesaplar1
Checking Accounts Vadesiz Hesaplar
Credit Amount Kredi Miktari(Dolar)
Duration Vade(Ay)
Purpose Kredi amaci

Risk Risk durumu(1 yada 0)

3.2 Veri Seti Icerisindeki Alanlarin Karsilastirilmasi

Veri seti icerisinde yer alan alanlar, dogrudan risk durumunun analiz edilmesinde
onemli rol oynar. Kredi talebinde bulunan kisilerin yasi, meslek grubu, evi olup-

olmamasi1 gibi faktorler kisilerin kredilerini geri 6demelerinde zorluk yasayip-
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yasamayacaginin tahmin edilmesinde yardimci olur. Sekil 3.1°de ilk tabloda veri seti
ierisinde yer alan kisilerin yaslari ile frekans analizi yapilmustir. ikinci tablo da ise
risk durumu 1yi yada kotii olan kisilerin yaslari ile iliskisi gosterilmistir. Risk durumu
kotii olan yas olarak en yiiksek sonug¢ 23 yas oldugu gozlemlenmistir. Risk durumu

1yi olan yas olarak en yiiksek sonug ise 27 olarak gortilmuistiir.

Yas Dagilimi

0.05

0.04

0.03

0.02

0.00 -

Siklik
Riske Gore Yas Dagilimi

Risk
== good
bad

oII| ............. I”.”,I“,II,“I.,Il,l.ll,-.ll,-l.ll.ll 3

192021222324252627 282930 31 32 33 34 35 36 37 3839 40 41 42 4344454647 484950 51 52 53 54 55 56 57 58 59 60 6162 63 64 65 66 67 6870 74 75

N
S

5

Sekil 3.1 : Veriler icerisinde yas dagilimi ve riske gore yas risk dagilimi
Sekil 3.2°deki ilk tabloda kredi talebinde bulunan kisilerin meslek grubu ile talep

ettigi kredi miktar1 arasindaki iligki verilmistir. Meslek grubunda “0” olarak ifade
edilen grup, deneyimsiz ve gegici bir iste ¢alisan kisilerin olusturdugu gruptur. “1”
ile gosterilen grup ise deneyimsiz ama kalict bir iste calisan kisilerin olusturdugu
gruptur. “2” olarak gosterilen meslek grubu deneyimli kisileri, “3” olarak gosterilen
kisiler ise yiiksek deneyimi olan kisileri gostermektedir. Bu durumlar géz Oniine
alindiginda, birinci tabloda “0” meslek grubunda yer alan kisiler az miktarda kredi
talebinde bulunmuslardir. Bu kisilere de bakildiginda risk durumu genellikle iyi
kisilerdir. Meslek grubu “1” olan kisiler risk durumu dengeli olarak goziikmektedir.
Yani kredi talebinde bulunan kisiler, kredilerini ylizde elli sekilde 6deme ihtimali
vardir. Meslek grubu “2” olan kisiler gozlemlendiginde, risk durumu kotii olan
kisiler talepte bulundugu miktara oranla risk durumu iyi olan kisilerden fazladir. Bu
da meslek grubu “2” olan kisilerin kredi talepleri bir daha degerlendirilmesi
gerektigini gostermektedir. Son olarak meslek grubu “3” olan kisilerin de risk
durumu kotii olan kisiler talepte bulundugu miktara oranla risk durumu iyi olan
kisilerden fazladir. Ayn1 zamanda meslek grubu”3” olan kisilerin talepte bulundugu

kredi miktarlar1 da diger meslek gruplaria gore oldukea fazladir.

20



Ikinci tabloya bakildiginda kisilerin meslek gruplar1 ile yaslari arasindaki iligki
gosterilmistir. Bu tabloya bakildiginda meslek grubu “0” olan kisilerin 20 ile 30 yas
araliginda oldukgca risk teskil ettigi goriilmiistiir. Ayn1 zamanda yas grubu 60 ile 80
arasindaki kisilerin ise hi¢ sorun teskil etmeyecegi gézlenmistir. Yas araligi 40 ile 60
arasinda olan kisilerin ise ortalama risk teskil ettigi goriilmiistiir. Meslek grubu “17,
yas aralig1 20 ile 40 olan kisilerin hem yiiksek sekilde risk teskil ettigi hem de bir o
kadar da sorun teskil etmedigi gézlemlenmistir. Yas araligi 40 ile 60 arasinda olan
kisiler cogunlukla iyi durumda ve 60 ile 80 yas araliginda olan kisiler ise risk olarak
ortalamanin iizerinde iyi durumdadir. Meslek grubu “2”, yas aralii 20 ile 40
arasinda olan kisilerin hem yiiksek sekilde risk teskil ettigi hem de bir o kadar da
sorun teskil etmedigi gozlemlenmistir. Yas araligi 40 ile 60 arasinda olan kisiler
cogunlukla 1yi durumda ve 60 ile 80 yas araliginda olan kisiler ise risk olarak
ortalamanin iizerinde iyi durumdadir. Meslek grubu “3”, yas araligi 20 ile 40
arasinda olan kisilerin risk durumu ortalamanin {izerinde iyi durumdadir. Yag aralig
40 ile 60 arasinda olan kisiler risk teskil etmekte oldugu goriilmiistiir. Ayn1 zamanda

60 ile 80 yas araliginda olan kisiler ise risk olarak ortalamanin {izerinde kotii

durumdadir.
is kirlimina gore kredi adedi
Risk ¢
15000 { = good ¢ 4
I bad

Kredi Miktar
1=
3
3
3

8
8

o

¢
L ‘
0 1 2
Is Tipi Referansi

- Is Tipi Referansi x Yas

80 == good
= bad
6
40
2
0 1 2

Is Tipi Referansi

3

Yas

S

Sekil 3.2 : Veriler icerisinde meslek grubu ile kredi miktar1 ve yas risk dagilimi

Sekil 3.3’de Veri seti igerisinde yer alan kredi miktarlarinin frekans dagilimi
gosterilmistir.  Frekans dagilimi, verilerin tekrar sayilarmi gosterir. Frekans
gosteriminde en ¢ok tekrar eden tutar araligi 0 ile 5000 aras1 olarak goziikmektedir.

Buda demektir ki en fazla talepte bulunulan kredi tutar1 0 ile 5000 arasindadir.
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Kredi tutari frekans dagilimi

0.00035 A

0.00030 4

0.00025 1

0.00020 -

0.00015 -

0.00010 4

0.00005

0.00000 -

0 5000 10000 15000 20000
Credit amount

Sekil 3.3 : Veriler icerisinde kredi miktarinin frekans dagilim

Sekil 3.4°de birikim hesabinin meslek grubu ve kredi tutar1 dagilimi verilmistir.
Birinci tabloya bakildiginda birikim hesabi olan kisilerin hesaplarindaki tutar ile
siniflandirilmas1 gosterilmistir. Birikim hesab1 4 nitelik ile belirtilmistir. Bunlar
hesaptaki tutarin, az olmasi, olduk¢a zengin olmasi, zengin olmasi ve ortalama
olmasi olarak belirlenmistir. Birikim hesabindaki tutar az olan kisilerin risk durumu
ortalamanin iizerinde iyi durumdadir. Ama sorun teskil edebilecek kisiler de
azimsanmayacak kadar fazladir. Oldukga zengin olan kisilerin risk durumu iyi olarak
gozilkkmektedir. Aymi sekilde zengin olan kisilerin de risk durumu iyi olarak
gbziikmektedir. Ortalama durumu olan kisilerin risk durumu iyi olmakla birlikte, risk

durumu kétii olan kisilerde iyi olan kisilerin yaris1 kadardir.

Ikinci tabloda meslek grubu ile birikim hesabi durumu degerlendirilmistir. Meslek
grubu “0” olan kisiler ile birikim hesabinda az tutar olan kisilerin risk durumu koti
goziikmektedir. Meslek grubu “1” olan kisiler ile birikim hesabinda az tutar olan
kisilerin risk durumu degerlendirildiginde iyi olarak belirlenmistir. Meslek grubu “2”
olan kisiler ile birikim hesabinda az tutar olan kisilerin sayis1 oldukca fazladir. lyi
durumda olanlarin sayist fazladir ama kotii durumda olanlar da iyi olan kisilere
yakindir. Meslek grubu “3” olan kisiler ile birikim hesabinda az tutar olan kisiler
arasindaki iliski bakildiginda da risk durumu olarak kotii durum, iyi durumdan

fazladir. Meslek grubu “0” olan kisiler ile birikim hesabina gore oldukga zengin olan
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kisiler arasindaki risk durumu iyi goziikmektedir. Meslek grubu “1” olan kisiler ile
birikim hesabina gore olduk¢a zengin olan kisiler degerlendirildiginde risk durumu
kotii olarak belirlenmistir. Meslek grubu “2” olan kisiler ile birikim hesabina gore
oldukca zengin olan kisiler arasindaki iliskiye bakildiginda risk durumu iyi
gbziikmektedir. Ama risk teskil eden kisilerin sayisi da azimsanmayacak sekilde
fazladir. Meslek grubu “3” olan kisiler ile birikim hesabina gore olduk¢a zengin olan
kisiler arasindaki iligki bakildiginda da risk durumu oldukca 1yi durumdadir. Meslek
grubu “0” olan kisiler ile birikim hesabina gore zengin olan kisiler arasindaki risk
durumu oldukg¢a iyi goziikmektedir. Meslek grubu “1” olan kisiler ile birikim
hesabina gore zengin olan kisiler degerlendirildiginde de risk durumu oldukea iyi
olarak belirlenmistir. Meslek grubu “2” olan kisiler ile birikim hesabina gore zengin
olan kisiler arasindaki iliskiye bakildiginda risk durumu ortalama olarak
goziikmektedir. Hem risk teskil eden hem de iyi durumda olan kisilerin sayisi
fazladir. Meslek grubu “3” olan kisiler ile birikim hesabina gore zengin olan kisiler
arasindaki iliski bakildiginda da risk durumu ¢ok kotii durumdadir. Meslek grubu “0”
olan kisiler ile birikim hesabina gore orta derecede olan kisiler arasindaki risk
durumu incelendiginde risk durumu koétii sonug vermistir. Meslek grubu “1” olan
kisiler ile birikim hesabina gore orta derecede olan kisiler degerlendirildiginde risk
durumu ortalama olarak hem iyi hem de kotii sonug olarak belirlenmistir. Meslek
grubu “2” olan kisiler ile birikim hesabina gore orta derecede olan kisiler arasindaki
iliskiye bakildiginda risk durumu ortalamanin {izerinde iyi olarak goziikmektedir.
Hem risk teskil eden hem de iyi durumda olan kisilerin sayis1 fazladir. Meslek grubu
“3” olan kisiler ile birikim hesabina gore orta derecede olan kisiler arasindaki iliski
bakildiginda da risk durumu koétii durumdadir. Risk durumu kétii olan kisilerin sayist,

risk durumu 1yi olan kisilerin sayisinda fazladir.

Ucgiincii tabloya bakildiginda ise kisilerin birikim hesabi ile kredi tutarlar1 arasindaki
grafik gosterilmistir. Bu grafige gore birikim hesabinda az tutar olan kisilerin talepte
bulundugu kredi tutar1 baz alindiginda risk teskil etmektedirler. Ortalama olarak
5000 dolarin altinda kredi talepleri olmustur. Fakat 5000 dolarm {istiinde olacak
talepleri de risk durumu olarak kétii sonug¢lanmasi olanaklidir. Birikim hesabina gore
oldukc¢a zengin olan kisilerin talepte bulundugu kredi tutar1 baz alindiginda yine risk
teskil etmistir. Bu kisiler de kredi talepleri ortalama olarak 5000 dolardir. Birikim

hesabina gore zengin olan kisilerin talepte bulundugu kredi tutar1 baz alindiginda risk
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durumu koétii olanlarin iyi olanlara gore fazla oldugu goriilmiistiir. Ama ortalama
olarak birbirine en yakin sonu¢ veren durumdur. Birikim hesabina gore orta derecede
olan kisilerin talepte bulundugu kredi tutar1 baz alindiginda biitiin sonuglar gibi riskli

goziikkmektedir.
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Sekil 3.4 : Birikim hesabinin meslek grubu ve kredi tutari risk dagilinm

Sekil 3.5’de ii¢ tane tablo verilmistir. Bu tablolar say1 olarak kag kisinin hangi kredi
amacini sectigini, yas ile kredi amaci arasindaki iliskiyi ve kredi miktari ile kredi
amaci arasindaki iligkileri gostermektedir. Veri seti igerisinde kredi amaci alaninda
radyo ve televizyon, egitim, mobilya/ekipman, araba, is, ev aletleri, tamir ve
tatil/diger olarak siniflandirilmistir. Birinci tabloya bakildiginda radyo ve televizyon
icin kredi ¢eken kisilerin sayis1 toplam 250°den fazladir. Bu kisilerin 200’den biraz
fazlasinin risk durumu i1yi 50’den biraz fazla olan kisiler ise risk durumu kotii olan
kisilerdir. Egitim amagl kredi ¢eken kisilerin toplam sayis1 yaklasik 100 kisidir.
Ortalama olarak 45 kisinin risk durumu iyi, 35 kisinin risk durumu koétii olarak
goziikkmektedir. Mobilya/ekipman almak amaciyla kredi ¢eken kisilerin toplam sayisi
ortalama olarak 170 kisidir. Bu kisilerden 120 tanesinin risk durumu iyi, 50 tanesinin
risk durumu kotiidiir. Araba almak amaciyla kredi ¢eken kisilerin toplam sayisi
300°den fazladir. Bu kisilerden 200°den fazlasinin risk durumu iyi, 100 tanesinin risk
durumu kétiidiir. Is amaciyla kredi ¢eken kisilerin toplam sayis1 yaklasik olarak 100

isidir. Bu kisilerden yaklasik 60 kisinin risk durumu iyi, 30 tanesinin risk durumu
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kotiidiir. Ev aletleri almak amaciyla kredi ¢eken kisilerin toplam sayist yaklasik
olarak 30 kisidir. Bu kisilerden yaklasik 20 kisinin risk durumu iyi, 10 tanesinin risk
durumu kotidiir. Tamirat amaciyla kredi ¢eken kisilerin toplam sayis1 yaklasik
olarak 40 kisidir. Bu kisilerden yaklasik 25 kisinin risk durumu iyi, 15 tanesinin risk
durumu kotiidiir. Tatile ¢gikmak ya da diger amaciyla kredi ¢eken kisilerin toplam
sayis1 yaklagik olarak 20 kisidir. Bu kisilerden yaklasik 11 kisinin risk durumu iyi, 9

tanesinin risk durumu kotudiir.

Ikinci tabloya bakildiginda yas ile kredi amacmin arasindaki iliski grafigi
cikartilmigtir. Radyo ve televizyon almak amaciyla bagvuran kisilerin 20 ile 40 yas
araliginda risk durumu kotii olanlarin iyi olanlara gore fazla oldugu saptanmustir.
Radyo ve televizyon almak amaciyla bagvuran kisilerin 40 ile 60 yas araliginda risk
durumu oldukga iyi goziikmektedir. Radyo ve televizyon almak amaciyla bagvuran
kisilerin 60 ile 80 yas araliginda risk durumu da oldukea iyi goziikmektedir. Egitim
amaciyla basvuran kisilerin 20 ile 40 yas aralifinda risk durumu kétii olanlarin iyi
olanlara gore fazla oldugu saptanmistir. Egitim amaciyla bagvuran kisilerin 40 ile 60
yas aralifinda risk durumu iyi olanlarin kotii olanlara goére fazla oldugu saptanmustir.
Egitim amaciyla bagvuran kisilerin 60 ile 80 yas aralifinda risk durumu oldukea iyi
oldugu gozlemlenmistir. Mobilya/ekipman almak amaciyla bagvuran kisilerin 20 ile
40 yas araliginda risk durumu ortalama olarak goriilmektedir. Yaklasik olarak risk
durumu iyi olan ile risk durumu kétii olan kisi dagilimi esittir. Mobilya/ekipman
almak amaciyla basvuran kisilerin 40 ile 60 yas araliginda risk durumu ortalama
olarak goriilmektedir. Yaklasik olarak risk durumu iyi olan ile risk durumu kétii olan
kisi dagilimi esittir. Mobilya/ekipman almak amaciyla bagvuran kisilerin 60 ile 80
yas aralifinda talep bulunmamaktadir. Araba almak amaciyla bagvuran kisilerin 20
ile 40 yas araliginda risk durumu iyi olanlarin kotii olanlara gore fazla oldugu
saptanmistir. Araba almak amaciyla basvuran kisilerin 40 ile 60 yas araliginda risk
durumu 1iyi olanlar ile kotli olanlar yaklasik olarak birbirine yakindir. Araba almak
amaciyla bagvuran kisilerin 60 ile 80 yas araliginda risk durumu iyi olanlar ile kotii
olanlar yaklasik olarak birbirine yakindir. Is amaciyla basvuran kisilerin 20 ile 40 yas
araliginda risk durumu iyi olanlarin kotii olanlara gére fazla oldugu saptanmistir. Is
amaciyla bagvuran kisilerin 40 ile 60 yas araliginda risk durumu kotii olarak
gbzlemlenmektedir. Is amaciyla basvuran kisilerin 60 ile 80 yas arahginda risk

durumu kotii olarak gozlemlenmektedir. Ev aletleri almak amaciyla bagvuran
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kisilerin 20 ile 40 yas araliginda risk durumu iyi olanlarin kotii olanlara gore fazla
oldugu goriilmektedir. Ev aletleri almak amaciyla bagvuran kisilerin 40 ile 60 yas
araliginda risk durumu kétii olanlarin iyi olanlara gore fazla oldugu goriilmektedir.
Ev aletleri almak amaciyla bagvuran kisilerin 60 ile 80 yas aralifinda risk durumu
kotii olanlarin iyi olanlara gore fazla oldugu goriilmektedir. Tamirat amaciyla
bagvuran kisilerin 20 ile 40 yas araliginda risk durumu ortalama olarak dengeli
gozikkmektedir. Tamirat amaciyla basvuran kisilerin 40 ile 60 yas araliginda risk
durumu ortalama olarak dengeli goziikmektedir. Tamirat amaciyla bagvuran kisilerin
60 ile 80 yas aralifinda risk durumu iyi goziikkmektedir. Tatil veya diger amaciyla
bagvuran kisilerin 20 ile 40 yas aralifinda risk durumu kétiiye yakin goriilmektedir.
Tatil veya diger amaciyla bagvuran kisilerin 40 ile 60 yas aralifinda risk durumu
ortalama dengeli olarak goriilmektedir. Tatil veya diger amaciyla basvuran kisilerin

60 ile 80 yas araliginda risk durumu kétiiye yakin goriilmektedir.

Ucgiincii tabloda ise kredi tutarlar1 ile kredi amaglar1 arasindaki iliskileri gdsteren
grafik verilmistir. Radyo ve televizyon amaciyla kredi talebinde bulunan kisilerin
kredi tutar talepleri dogrultusunda risk durumunun kétii olanlarin iyi olanlara gore
fazla oldugu goriilmektedir. Egitim amaciyla kredi talebinde bulunan kisilerin kredi
tutar talepleri dogrultusunda risk durumunun kotii olanlarin iyi olanlara gore fazla
oldugu goriilmektedir. Mobilya/ekipman almak amaciyla kredi talebinde bulunan
kisilerin kredi tutar talepleri dogrultusunda risk durumunun koéti olanlarin iyi
olanlara gore fazla oldugu goriilmektedir. Araba almak amaciyla kredi talebinde
bulunan kisilerin kredi tutar talepleri dogrultusunda risk durumunun koétii olanlarin
iyi olanlara gore fazla oldugu goriilmektedir. Is amaciyla kredi talebinde bulunan
kisilerin kredi tutar talepleri dogrultusunda risk durumunun koéti olanlarin iyi
olanlara gore fazla oldugu goriilmektedir. Ev aletleri almak amaciyla kredi talebinde
bulunan kisilerin kredi tutar talepleri dogrultusunda risk durumunun koétii olanlarin
iyi olanlara gore fazla oldugu gorilmektedir. Tamirat amaciyla kredi talebinde
bulunan kisilerin kredi tutar talepleri dogrultusunda risk durumunun iyi olanlarin
kotii olanlara gore fazla oldugu goriilmektedir. Tatil veya diger amaciyla kredi
talebinde bulunan kisilerin kredi tutar talepleri dogrultusunda risk durumunun iyi

olanlarin kotii olanlara gore fazla oldugu goriilmektedir.

26



Kredi amacina gore adet Yasa gore kredi amacl

Risk 80 Risk
200 . good B qood
bad 60 £ bad
u 150 g
T 7 40
20
50
0
0 T T
voﬂé x\°° &Q‘@( .gf") (\&6 6\& &@ @ x°(\ ¢ ,(\47 (\z z@ &@
& & & & ¢ & & & K4 .Q@ & & & &
A A A S A &
& ¢ &
§ N
& Aﬁ\aglaraGore Kredi Tutar Da§|t|m| K ¢
R\ A
Risk
150001 B good L
3 El W
ke}
© 10000
T
g l i
- é -
0
radlo/TV educatlon furmture/eqmpment c busmess domestic app]lances repalrs vacatxonlothers
Amaglar

Sekil 3.5 : Kredi amacinin yasa gore ve kredi miktarina gore risk dagilimi

Sekil 3.6’da ii¢ tane tablo verilmistir. Bu tablolardan birincisi kredi ¢gekme talebinde
bulunan kisilerin sectikleri vade sayilari(ay olarak) gostermektedir. Ikinci tabloda
cekilen kredi miktar1 ile vade sayisinin risk durumunda etkisi grafik olarak
gosterilmistir. Ugiincii tabloda ise Vade sayisi ile risk durumu (iyi yada kotii)
olanlarin frekans dagilimlar1 gosterilmistir. Bu grafikte yer alan yesil cizgiler risk
durumu 1yi olanlari, kirmizi olan ¢izgi ise risk durumu kotii olanlar1 gostermektedir.
Birinci tablo ele alindiginda risk durumu i1yi olma olasilig1 vade olarak 12 ay ve 24
ay olarak goziikmektedir. Bu vade sayilarina gore hareket eden kisi sayilar1 toplam
200 kisiden fazladir. Risk durumu kétii olma olasiligl vade olarak yine 12 ay ve 24
ay olarak goziikmektedir. Yiizdelik olarak bakildiginda ise 4 ay, 8 ay, 11 ay, 13 ay,
20 ay ve 39 ay vade sayis1 olarak risk durumu iyi goziikmektedir. 27 ay, 36 ay,45 ay
ve 48 ay vade sayis1 olarak risk durumu kotii goziikmektedir. ikinci tablo ele
alindiginda kredi tutar1 ve vade sayisi karsilagtirilmistir. 54 ay vadede ¢ekilen 15000
dolarlik tutar risk durumu en kétii olan durumdur. Ayn1 zamanda 14 ay ve 6 ay
vadede ¢ekilen sirasiyla 10000 ve 5000 dolarlik tutarlik yiizdelik olarak risk teskil
eden durumlardir. Risk durumu en iyi olan 47 ay vade ile ¢ekilen 10000 dolarlik
durumdur. Ayrica 26 ay vade ile ¢ekilen 7500 dolar, 22 ay vade ile ¢ekilen 2000
dolar, 14 ay vade ile ¢ekilen 2000 dolar, 13 ay vade ile ¢ekilen 1500 dolar,11 ay vade
ile ¢ekilen 3000 dolar, 7 ay vade ile ¢ekilen 1500 dolar, 5 ay vade ile ¢ekilen 4000
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dolar, 4 ay vade ile c¢ekilen 1500 dolar risk durumu olarak iyi durumu

gostermektedir.

Ucgiincii tablo ele alindiginda vade sayilarinin iyi ve kétii risk ile frekansim
gostermektedir. 0 ile 20 ay vade araligi hem iyi hem de kotii risk kredi frekansi
olarak goziikmektedir.
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Sekil 3.6 : Vade sayisinin kredi miktar1 ve risk durumuna gore dagilimi

Sekil 3.7°de ¢ tane tablo verilmistir. Bu tablolardan birincisi kisilerin vadesiz
hesaplarindaki tutarlara gore az, orta ve zengin olma durumunda olan kisilerin
sayilarm gdstermektedir. Ikinci tabloda vadesiz hesap ile yas dagilimi gdsterilmistir.
Ucgiincii tabloda ise vadesiz hesap durumu ile kredi miktar1 karsilastirilmistir. Birinci
tablo ele alindiginda, vadesiz hesabindaki tutar az olan kisilerin say1 olarak risk
durumu iyi olanlarin kotii olanlara gore fazla oldugu goziikmektedir. Ayni sekilde
vadesiz hesabindaki tutar orta olan kisilerin say1 olarak risk durumu iyi olanlarin
kotii olanlara gore fazla oldugu goziikmektedir. Son olarak vadesiz hesabindaki tutar
zengin olarak adlandirilan kisilerin say1 olarak risk durumu iyi olanlarin koti

olanlara gore fazla oldugu goziikmektedir.
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Ikinci tablo ele alindiginda, vadesiz hesabindaki tutar az olan kisilerin, 20 ile 40 yas
araliginda olmast durumunda risk durumu koétii olanlarin iyi olanlara gore fazla
oldugu gorilmektedir. Vadesiz hesabindaki tutar az olan kisilerin, 40 ile 60 yas
aralifinda olmasi durumunda risk durumu neredeyse birbirine esittir. Vadesiz
hesabindaki tutar az olan kisilerin, 60 ile 80 yas araliginda olmasi durumunda risk
durumu iyi olanlarin kot olanlara gore fazla oldugu goriilmektedir. Vadesiz
hesabindaki tutar orta olan kisilerin, 20 ile 40 yas araliginda olmasi durumunda risk
durumu 1iyi olanlarin kotii olanlara gore fazla oldugu goriilmektedir. Vadesiz
hesabindaki tutar orta olan kisilerin, 40 ile 60 yas aralifinda olmas1 durumunda risk
durumu kot olanlarin iyi olanlara gore fazla oldugu goriilmektedir. Vadesiz
hesabindaki tutar orta olan kisilerin, 60 ile 80 yas araliginda olmasi durumunda risk

durumu kétii olanlarin 1yi olanlara gore fazla oldugu goriilmektedir.

Ucgiincii tablo ele alindiginda, vadesiz hesap durumu az olan kisilerin cektigi kredi
miktar1 ile karsilastirildiginda risk durumu koétii olanlarin iyi olanlara gore fazla
oldugu gozlemlenmistir. Risk durumu iyi olan kisilerin ¢ektigi ortalama tutar 2500
dolar, risk durumu kotii olanlarin ¢ektigi ortalama tutar 2500 dolardan biraz fazladir.
Vadesiz hesap durumu orta olan kisilerin ¢ektigi kredi miktar ile karsilagtirildiginda
risk durumu kotii olanlarin iyi olanlara gore fazla oldugu gozlemlenmistir. Risk
durumu iyi olan kisilerin ¢ektigi ortalama tutar 2500 dolardan biraz fazla, risk
durumu kétii olanlarin ¢ektigi ortalama tutar 3500 dolar civarindadir. Vadesiz hesap
durumu zengin olan kisilerin ¢ektigi kredi miktar ile karsilastirildiginda risk durumu
1yi olanlarin kotii olanlara gore fazla oldugu gézlemlenmistir. Risk durumu iyi olan
kisilerin ¢ektigi ortalama tutar 2000 dolar civarinda, risk durumu koétii olanlarin

cektigi ortalama tutar 1000 dolar civarindadir.
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Sekil 3.7 : Hesap durumu ile yas ve kredi miktar1 risk dagilimi

Sekil 3.8’de kredi ¢ekme talebinde bulunan kisilerin konut durumu ve meslek grubu
ile risk dagilimi verilmistir. Tabloya gore; meslek grubu “0” olan kisilerin, kendine
ait evi olmasi ile iliskisi bakildiginda risk durumu birbirine yakin durumdadir. K6ti
risk teskil edenler, i1yi risk durumu olanlara gore biraz daha fazladir. Meslek grubu
“1” olan kisilerin, kendine ait evi olmasi ile iligkisi bakildiginda risk durumu iyi
olanlarin kotii olanlara gore orani daha fazladir. Meslek grubu “2” olan kisilerin,
kendine ait evi olmasi ile iliskisi bakildiginda risk durumu iyi olanlarin kétii olanlara
gore orani oldukca daha fazladir. Meslek grubu “3 olan kisilerin, kendine ait evi
olmasi ile iligkisi bakildiginda risk durumu koétii olanlarin iyi olanlara gore oram
daha fazladir. Meslek grubu “0” olan kisilerin, iicretsiz evlerde kalmasi ile iligkisi
bakildiginda risk durumu iyi olanlarin kotii olanlara gore oran1 daha fazladir. Meslek
grubu “1” olan kisilerin, ticretsiz evlerde kalmasi ile iliskisi bakildiginda risk durumu
kotii olanlarin iyi olanlara gore oran1 daha fazladir. Meslek grubu “2” olan kisilerin,
ticretsiz evlerde kalmasi ile iliskisi bakildiginda risk durumu kétii olanlarin iyi
olanlara gore oran1 daha fazladir. Meslek grubu “3” olan kisilerin, iicretsiz evlerde
kalmas: ile iligkisi bakildiginda risk durumu iyi olanlarin kotii olanlara gore orani
daha fazladir. Meslek grubu “0” olan kisilerin, kiralik evlerde kalmas ile iligkisi
bakildiginda risk durumu kétii olanlarin iyi olanlara gére orani1 daha fazladir. Meslek
grubu “1” olan kisilerin, kiralik evlerde kalmasi ile iligkisi bakildiginda risk durumu

birbirine yakindir. Iyi risk durumu olanlarin sayis1 kétii risk durumunda olanlara gore
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biraz daha fazladir. Meslek grubu “2” olan kisilerin, kiralik evlerde kalmas1 ile
iliskisi bakildiginda risk durumu birbirine yakindir. Koétii risk durumu olanlarin sayisi
1yi risk durumunda olanlara gore biraz daha fazladir. Meslek grubu “3” olan kisilerin,
kiralik evlerde kalmas: ile iliskisi bakildiginda risk durumu birbirine yakindir. lyi

risk durumu olanlarin sayis1 kotii risk durumunda olanlara gore biraz daha fazladir.
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Sekil 3.8 : Konut durumu ile meslek grubu risk dagilimi
3.3 Verilere Lojistik Regresyon Uygulanmasi
Veri seti icerisindeki alanlarin birbirleri ile iligkileri dogrultusunda analizler
cikartilmistir. Bu analizler sonucunda ilk olarak lojistik regresyon analizi

uygulanmistir. Lojistik Regresyon uygulanirken ilk once lojistik regresyon

siiflandiricist tanimlanmastir. Sekil 3.9°da gosterilmistir.
| from sklearn. 1inear_11:r:ude-1 import LogisticRegression
Sekil 3.9 : Sklearn kiitiiphanesinden lojistik regresyon tanimlama

Sklearn kiitiiphanesinden lojistik regresyon tanimlama isleminden sonra egitim ve

test verilerinin tanimlamasi islemi yapilmistir. Sekil 3.10°da kod kismi gosterilmistir.

X train, X test, y train, y test = train test splic(k, y, test size = 0,25, random state=t])

Sekil 3.10 : Egitim ve test verilerinin se¢ilmesi
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Egitim ve test verilerinin se¢ilmesinden sonra dgrenme verisi olarak secilen veriler
“Fit” fonksiyonu ile olusturulan Ornek sayesinde modelin 6grenme iglemi
tamamlanmistir. Model, egitim isleminden sonra veri seti igerisindeki her veri igin
tahmin edilen bilgileri saglamak i¢in test verisi olarak secilen veriler i¢in “predict”
fonksiyonu kullanilmistir. Test islemi de tamamlandiktan sonra dogruluk oran,
karigiklik matrisi ve siniflandirma raporu ekrana yazdirilmistir. Sekil 3.11°de bu

boliimlerin kod kismi verilmistir.

model = LogisticRegression()

LR = LogisticRegression(class weight=lone, dual=False, fit_intercept=True,
intercept scaling=1, max_iter=100, multi class='warn', n_jobs=Hone,
k:enalt,y="_2‘, random state=lone, solver='warn',tol=0.0001, verbose=0, warm start=fa )

LR.fit(X train, y_train)
v pred = LR.predict (X_test)

print ('LogisticRegression Sonucu: ')
x=accuracy_score(y_test,v pred)

print (z)

print {("\n")

print (confusion matrix(y_test, y_pred))
print ("\n")

print (classification report(y_test, v_pred))
plt.show(x)

Sekil 3.11 : Lojistik regresyon i¢in modelin egitilmesi ve sonuglarin alinmasi

Bu modelde kullanilan parametreler; class weight,dual,fit intercept,
intercept_scaling, max_iter,multi_class,n jobs,penalty, random_ state, solver,tol,

verbose,warm_start’tir.

e Class_weight: Formdaki siniflarla iliskili agirhiklardir. Eger herhangi bir
deger verilmezse, tiim siniflarin bir tane agirhiga sahip olmasi gerekir.

e Dual: Cift veya primal formiilasyon olarak kullanilir. Cift formiilasyon
sadece liblinear ¢oziicii ile 12 ceza i¢in uygulanir.

e Fit_intercept: Karar islevine sabit eklenip eklenmeyecegini belirtir.

o Intercept_scaling: Yalnizca 'liblinear' c¢oziiciisii kullamldiginda  ve
self.fit_intercept degeri True olarak ayarlandiginda kullaniglidir. Bu durumda,
X [x, self.intercept_scaling] olur, yani drnek vektoriine intercept scaling'e esit
sabit degere sahip bir “sentetik™ 6zellik eklenir.

e Max iter: Coziciilerin yakinsamasi i¢in aliman maksimum yineleme
sayisidir.

e Multi_class: Secilen segenek 'ovr' ise, her bir etiket i¢in bir ikili problem
uygundur. 'Multinomial' i¢in en aza indirilen kayip, veriler ikili olsa bile
tim olasilik dagilimi boyunca multinomiyal kayip uyumudur . ¢oziicii =

'liblinear' oldugunda 'multinomial' kullanilamaz. 'auto' veri ikiliyse veya
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e coziicii = 'liblinear' ise 'ovr' segenegini, aksi takdirde 'multinomial' se¢enegini
secer.

e N jobs: Multi class = 'ovr' ise smiflar iizerinden paralellestirilirken
kullanilan CPU c¢ekirdegi sayist solver.multi class belirtilmis olsun ya da
olmasin, 'liblinear' olarak ayarlandiginda bu parametre yok sayilir. Bu
baglamda none olmadigi siirece 1 anlamina gelir.

e Penalty: Cezalandirmada kullanilan normu belirtmek i¢cin
kullanilir. 'Newton-cg', 'sag' ve 'lbfgs' c¢oziiciileri sadece 12 cezalarimi
destekler.

e Random_state: Verileri karistirirken kullanilacak sahte rasgele say1
tireticisidir.

e Solver: Optimizasyon probleminde ¢6ziim i¢in kullanilir.

e Tol: Durdurma kriterleri toleransidir.

e Verbose: Liblinear ve Ibfgs coziiciiler i¢in ayrintili olarak verbosity icin
herhangi bir pozitif sayiya ayarlanir.

e Warm_start: True olarak ayarlandiginda, Onceki cagrinin ¢dziimiini

baslatma olarak yeniden kullanilir.

Lojistik regresyon analizinin sonucunda %74,80 oraninda basarit saglanmistir. Bu
analiz sonucunun karigiklik matrisi tablo 3.2°de verilmistir. Ayrica tablo 3.3’de

lojistik regresyonun performans degerlendirme semasi verilmistir.

Cizelge 3.2 : Lojistik regresyon sonucu karigiklik matrisi

Lojistik Regresyon

159

19

44

28

Cizelge 3.3 : Lojistik regresyon performans degerlendirme

Precision Recall Fl-score | Support
0.78 0.89 0.83 178
0.60 0.39 0.47 72




3.4 Verilere Lineer Diskriminant Analizi Uygulanmasi

Lojistik regresyon analizinden sonra, lineer diskriminant analizi modele
uygulanmustir. Lineer diskriminant analizi uygulanirken ilk 6nce Lineer diskriminant

analizi siniflandiricist tanimlanmistir. Sekil 3.12°de gosterilmistir.

1 8klearn.discriminant analysiz import LinearDiscriminantAnalysis

Sekil 3.12 : Sklearn kiitiiphanesinden lineer diskriminant analizi tanimlama

Sklearn kiitiiphanesinden lineer diskriminant analizi tanimlama isleminden sonra
egitim ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra 6grenme verisi olarak secilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim
isleminden sonra veri seti igerisindeki her veri i¢in tahmin edilen bilgileri saglamak
icin test verisi olarak secilen veriler i¢in “predict” fonksiyonu kullanilmistir. Test
islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve
siniflandirma raporu ekrana yazdirilmistir. Sekil 3.13’de bu boliimlerin kod kismi

verilmigtir.

model = LinearDiscriminantBnalysis()

LDA = LinearDizcriminantAnalysis(solver='lsgr',shrinkage='auto’,n components=lone,tol=1.0e-4)
LDA.fit (X train, y train)

v _pred = LDR.predict (X_test)

print {'LinearDiscriminantAnalysis Scnucu: '}
y=accuracy score(y test,y pred)

print (v)

print ("\n")

print {(confusion matrix (v test, v pred))
print {"\n") - - -

print (classification report(y test, y pred))

Sekil 3.13 : Lineer diskriminant i¢in modelin egitilmesi ve sonuglarin alinmasi

Bu modelde kullanilan parametreler; solver,shrinkage,n components ve tol

parametreleridir.
Solver: svd': Tekil deger ayrisimi (varsayilan). Kovaryans matrisini hesaplamaz, bu nedenle
bu ¢oziicli ¢ok sayida ozellige sahip veriler i¢in Onerilir.'Isqr': En kiigiik kareler ¢ozeltisi,

biiziilme ile kombine edilebilir.'eigen": Ozdeger ayrismasi, biiziilme ile birlestirilebilir.

e Shrinkage: Biiziilmenin sadece 'Isqr' ve 'eigen' ¢oziciilerle ¢alismaktadir.
None: biiziilme yok (varsayilan). Auto: Ledoit-Wolf lemmas1 kullanilarak

otomatik biiziilme. Float between 0 and 1: sabit biiziilme parametresi.

34



e N_components: Boyut azalmasi i¢in bilesen sayisidir (<= min (n_classes - 1,
n_features)). None ise min olarak ayarlanir (n_classes - 1, n_features).

e Tol: SVD ¢oziiciisiinde sira tahmini i¢in kullanilan esiktir.
Lineer diskriminant analizinin sonucunda %73,60 oraninda basar1 saglanmistir. Bu
analiz sonucunun karigiklik matrisi tablo 3.4’de verilmistir. Ayrica tablo 3.5’de

Lineer diskriminant analizinin performans degerlendirme semasi verilmistir.

Cizelge 3.4 : Lineer diskriminant analizi sonucu karigiklik matrisi

Lineer diskriminant analizi
156 22
44 28

Cizelge 3.5 : Lineer diskriminant analizi performans degerlendirme

Precision Recall Fl-score | Support
0 0.78 0.88 0.83 178
1 0.56 0.39 0.46 72

3.5 Verilere En Yakin Komsu Uygulanmasi

Lineer diskriminant analizinden sonra, en yakin komsu algoritmasi modele
uygulanmistir. En yakin komsu algoritmasi uygulanirken ilk 6nce En yakin komsu

algoritmasi siiflandiricis1 tanimlanmistir. Sekil 3.14’de gosterilmistir.

sklearn.neighbors T ENeighborsClassifier

Sekil 3.14 : Sklearn kiitiiphanesinden en yakin komsu tanimlama

Sklearn kiitliphanesinden En yakin komsu algoritmasi tanimlama isleminden sonra
egitim ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra 6grenme verisi olarak secilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim
isleminden sonra veri seti i¢erisindeki her veri i¢in tahmin edilen bilgileri saglamak
icin test verisi olarak secilen veriler i¢in “predict” fonksiyonu kullanilmistir. Test

islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve

35



simiflandirma raporu ekrana yazdirilmistir. Sekil 3.15’de bu béliimlerin kod kismu

verilmigtir.

model = KNeighborsClassifier()

KN = KNeighborsClassifier(weights='distance',algorithm='auto',leaf size=30,n jobs=lione)
KIN.fic(X train, y train)

y_pred = FllN.predict (X test)

print {'ENeighborsClassifier Sonucu: ')
Z=accuracy score(y_test,y pred)
print(z)

print {"\n")

print (confusion matrix(y test, vy pred))
print {"\n") - - -

print (classification report(y test, y pred})

Sekil 3.15 : En yakin komsu ile modelin egitilmesi ve sonuglarin alinmasi

Bu modelde kullanilan  parametreler;  weights,algorithm,leaf size,n jobs

parametreleridir.

e  Weights: tahminde kullanilan agirlik fonksiyonudur.
e Algorithm: En yakin komsular1 hesaplamak i¢in kullanilan algoritmadir.
e Leaf size: Yaprak boyutudur. Optimal deger sorunun dogasina baghdir.

e N _jobs: Komsu arama i¢in ¢alistirilacak paralel is sayisidir.

En yakin komsu algoritmasit sonucunda %67,20 oraninda basar1 saglanmistir. Bu
analiz sonucunun karigiklik matrisi tablo 3.6’da verilmistir. Ayrica tablo 3.7°de En

yakin komsu algoritmasinin performans degerlendirme semasi verilmistir.

Cizelge 3.6 : En yakin komsu algoritmasi sonucu karigiklik matrisi

En yakin komsu algoritmasi
150 28
54 18

Cizelge 3.7 : En yakin komsu algoritmasi performans degerlendirme

Precision Recall Fl-score | Support
0 0.74 0.84 0.79 178
1 0.39 0.25 0.31 72
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3.6 Verilere Karar Agaci Uygulanmasi

En yakin komsu algoritmasindan sonra, karar agaci algoritmast modele
uygulanmigtir. Karar agaci algoritmasi uygulanirken ilk 6nce Karar agaci algoritmast

siiflandiricist tanimlanmastir. Sekil 3.16°da gosterilmistir.

|’. m sklearn.tree i oI DecizionTreeClassifier

Sekil 3.16 : Sklearn kiitiiphanesinden karar agaci tanimlama

Sklearn kiitliphanesinden Karar agaci algoritmasi tanimlama isleminden sonra egitim
ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra 6grenme verisi olarak secilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim
isleminden sonra veri seti igerisindeki her veri i¢in tahmin edilen bilgileri saglamak
icin test verisi olarak secilen veriler i¢in “predict” fonksiyonu kullanilmistir. Test
islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve
siniflandirma raporu ekrana yazdirilmistir. Sekil 3.17°de bu boliimlerin kod kismi

verilmigtir.

model = DecisionTreeClagsifier()

CART = DecisionTreeClassifier(class weight=] , criterion='gini', max depth= (max_features=lone,
max_leaf nodes=lione,min_impurity decrease=0.0, min impurity split=None,min samples leaf=s,
min gamples split=10,min weight fraction leaf=0.0, presort=Falss, random state=None,splitter='best')

CART.fit (X train, y_train)
y pred = CART.predict (X test)
print {'DecisionTree ucu: ')
W=accuracy_score (y_test,y pred)

print {w)

print{"\n")

print {confusion matrix(y test, y pred))
print {"\n")
print(classification report(y test, y pred))

Sekil 3.17 : Karar agaci ile modelin egitilmesi ve sonuglarin alinmasi

Bu modelde kullanilan parametreler; class weight, criterion, max_depth,
max_features, max_leaf nodes, min impurity decrease, min_impurity_ split,
min_samples_leaf, min_samples_split, min_weight fraction leaf, presort,

random_state,splitter parametreleridir.

e Class_weight: Formdaki siniflarla iliskili agirliklardir. Eger verilmezse, tim
siniflarin bir tane agirliga sahip olmasi gerekir.

e Criterion: Bélmenin kalitesini dl¢gme islevi i¢in kullanilir.
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e Max_depth: Agacin maksimum derinligidir.

e Max features: En iyi ayrimi ararken g6z oniinde bulundurulmasi gereken
ozellik sayisidir.

e Max_leaf nodes: En iyi digiimler safsizlikta goreceli azalma olarak
tanimlanir. None ise o zaman sinirsiz sayida yaprak diiglimii olusur.

e Min_impurity decrease: Eger bu ayrilma safsizligin bu degere esit veya bu
degere esit bir azalmasina neden olursa bir diigiim boliinecektir.

e Min_impurity split: Agac biiyiimesinde erken durma esigidir. Bir diigiim,
safs1zl1g1 esigin iizerinde oldugunda boliiniir, aksi takdirde bir yapraktir.

e Min_samples_leaf: Bir yaprak diigiimiinde olmasi gereken minimum O6rnek
sayisidir.

e Min_samples_split: Bir i¢ diigiimii ayirmak i¢in gereken minimum O6rnek
sayisidir.

e Min_weight_fraction_leaf: Bir yaprak diiglimiinde olmas1 gereken toplam
agirliklarin - toplammnin - (tim  girdi  6rneklerinin)  minimum  agirlhikh
fraksiyonudur.

e Random_state: rastgele say iiretecidir.

e Splitter: Her diigiimdeki boliinmeyi segmek i¢in kullanilan stratejidir.
Karar agaci algoritmasi sonucunda %71,60 oraninda basar1 saglanmistir. Bu analiz
sonucunun karigiklik matrisi tablo 3.8’de verilmistir. Ayrica tablo 3.9’da Karar agaci

algoritmasinin performans degerlendirme semasi verilmistir.

Cizelge 3.8 : Karar agac1 algoritmasi sonucu karigiklik matrisi

Karar agaci algoritmasi
147 31
40 32

Cizelge 3.9 : Karar agaci algoritmasi performans degerlendirme

Precision Recall Fl-score | Support
0.79 0.83 0.81 178
0.51 0.44 0.47 72




3.7 Verilere Naive Bayes Uygulanmasi

Karar agaci algoritmasindan sonra, naive bayes algoritmasi modele uygulanmstir.
Naive bayes algoritmasi uygulanirken ilk Once Naive bayes algoritmasi

siiflandiricist tammmlanmastir. Sekil 3.18’de gosterilmistir.

sklearn.naive bayes 1mpo: GaussianNB

Sekil 3.18 : Sklearn kiitiiphanesinden naive bayes tanimlama

Sklearn kiitiiphanesinden naive bayes algoritmasi tanimlama isleminden sonra egitim
ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra 6grenme verisi olarak secilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim
isleminden sonra veri seti igerisindeki her veri i¢in tahmin edilen bilgileri saglamak
icin test verisi olarak secilen veriler i¢in “predict” fonksiyonu kullanilmistir. Test
islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve
siniflandirma raporu ekrana yazdirilmistir. Sekil 3.19°da bu boliimlerin kod kismi

verilmigtir.

model = GaussianWEB ()

HNE = GaussianWE (var smoothing=le-3}
HNE.fit (X train, y train)

¥ _pred = HNE.predict (X test)

print {'GaussianNB Sonucu: ')
g=accuracy Score(y_ test,y pred)

print (qg)

print [("ywn"}

print (confusion matrix(y test, y pred))
print [("ywn"}

print (classification report(y test, y pred))

Sekil 3.19 : Naive Bayes ile modelin egitilmesi ve sonuglarin alinmast

Bu modelde kullanilan parametreler; var smoothing’dir. Bu smniflandiricinin
parametresi toplam 2 adettir. Digeri de priors parametresidir.

e Var_smoothing: Hesaplama kararliligi i¢in varyanslara eklenen tim
ozelliklerin en biiyiik varyansinin kismdir.

e Priors: Siiflarin dnceki olasiliklaridir.

Naive bayes algoritmasi sonucunda %64,80 oraninda basar1 saglanmistir. Bu analiz
sonucunun karisiklik matrisi tablo 3.10°da verilmistir. Ayrica tablo 3.11°de Naive

bayes algoritmasinin performans degerlendirme semasi verilmistir.
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Cizelge 3.10: Naive bayes algoritmasi sonucu karisiklik matrisi

Naive bayes algoritmasi
124 54
34 38

Cizelge 3.11: Naive bayes algoritmasi performans degerlendirme

Precision Recall Fl-score | Support
0 0.78 0.70 0.74 178
1 0.41 0.53 0.46 72

3.8 Verilere Rastgele Orman Uygulanmasi

Naive bayes algoritmasindan sonra, rastgele orman algoritmasi modele
uygulanmigtir. Rastgele orman algoritmas1 uygulanirken ilk 6nce Rastgele orman

algoritmasi siiflandiricist tanimlanmstir. Sekil 3.20°de gosterilmistir.

sklearn.ensemble 1 1 RandomForestClassifier

Sekil 3.20 : Sklearn kiitiiphanesinden rastgele orman algoritmasi tanimlama

Sklearn kiitiiphanesinden rastgele orman algoritmasi tanimlama isleminden sonra
egitim ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra Ogrenme verisi olarak segilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim
isleminden sonra veri seti i¢erisindeki her veri i¢in tahmin edilen bilgileri saglamak
icin test verisi olarak secilen veriler i¢in “predict” fonksiyonu kullanilmistir. Test
islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve
siniflandirma raporu ekrana yazdirilmistir. Sekil 3.21°de bu boliimlerin kod kismi

verilmistir.
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nodel = RandomForestClassifier()

RF = RandomForestClassifier (max depth=lione, max features='auto', n estimators=100, random state=l|
RF.Zit(X train, y train)

y pred = RF.predict (X test)

print('Random Forest Sonucu: ')

r=accuracy score(y test,y pred)

print(r)

print {"\n")

print (confusion matrix(y test, y pred))
print {"\n")

print (classification report(y test, y pred})

Sekil 3.21 : Rastgele orman ile modelin egitilmesi ve sonuglarin alinmasi

Bu modelde kullanilan parametreler; max depth, max features, n_estimators,
random_state parametreleridir.

e Max_depth: Agacin maksimum derinligidir.

e Max features: En iyi ayrimi ararken g6z oniinde bulundurulmasi gereken
ozellik sayisidir.

e N estimators: Ormandaki aga¢ sayisidir.

e Random_state: Hem  agaclar  olustururken kullanilan ~ 6rneklerin
onyiiklemesinin rastgeleligini hem de her bir diigiimde en iyi ayrimi ararken

dikkate alinmasi1 gereken 6zelliklerin 6rneklenmesini kontrol eder.

Rastgele orman algoritmasi sonucunda %73,20 oraninda basar1 saglanmistir. Bu
analiz sonucunun karigiklik matrisi tablo 3.12°de verilmistir. Ayrica tablo 3.13’de

Rastgele orman algoritmasinin performans degerlendirme semasi verilmistir.

Cizelge 3.12 : Rastgele orman algoritmasi sonucu karisiklik matrisi

Rastgele orman algoritmasi
160 18
49 23

Cizelge 3.13 : Rastgele orman algoritmasi performans degerlendirme

Precision Recall Fl-score | Support
0 0.77 0.90 0.83 178
1 0.56 0.32 0.41 72
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3.9 Verilere Destek Vektor Makineleri Uygulanmasi

Rastgele orman algoritmasindan sonra, destek vektor makineleri modele
uygulanmigtir. Destek vektor makineleri algoritmasi uygulanirken ilk once destek
vektor makineleri algoritmasi simiflandiricist  tanimlanmistir.  Sekil  3.22°de
gosterilmistir.

gklearn.svm import SVC

Sekil 3.22 : Sklearn kiitiiphanesinden destek vektor makineleri algoritmasi tanimlama

Sklearn kiitiiphanesinden destek vektdr makineleri algoritmasi tanimlama isleminden
sonra egitim ve test verilerinin tanimlamasi iglemi yapilmistir. Egitim ve test
verilerinin se¢ilmesinden sonra Ogrenme verisi olarak secilen veriler “Fit”

fonksiyonu ile olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmastir.

Model, egitim isleminden sonra veri seti igerisindeki her veri i¢in tahmin edilen
bilgileri saglamak i¢in test verisi olarak secilen veriler i¢in “predict” fonksiyonu
kullanilmistir. Test islemi de tamamlandiktan sora ekrana dogruluk orani, karisiklik
matrisi ve smiflandirma raporu ekrana yazdirilmistir. Sekil 3.23°de bu bdliimlerin

kod kism1 verilmistir.

model = SVC()

LS\’H = 5SVC(C=0.95, cache size=200, class weight=lone, coef0=0.0,decision function shape='ovr',
degree=3, gamma='auto deprecated', kernel='rbf',K max iter=-1, probability=False,
random gtate=42, shrinking=True, tol=0.001, verbose=Falze)

SWM.fit (X train, y train)
v pred = 5WM.predict (X test)

print ('5VM Sonucu: ')

u=accuracy score(y_test,y pred)

print {u)

print(™\n"}

print (confusion matrix(y test, y pred))
print {"\n"}

print(classification report(y_test, y pred))

Sekil 3.23 : DVM ile modelin egitilmesi ve sonuglari alinmasi

Bu modelde kullanilan parametreler; c¢, cache size, class weight, coef0,
decision_function shape, degree, gamma, kernel, max iter, probability,

random_state, shrinking, tol ve verbose parametreleridir.

e (C: Diizenleme parametresidir.

e Cache size: Cekirdek onbelleginin boyutunu belirtmek i¢in kullanilir.
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o Class_weight: Eger deger verilmezse, tiim siniflarin bir tane agirliga sahip
olmasi gerekir.

e Coef0: Cekirdek fonksiyonunda bagimsiz terimdir.

e Decision_function_shape: karar fonksiyonunun dondiiriiliip
dondiiriilmeyecegi belirler(n_samples , n_classes * (n_classes - 1) / 2).

e Degree: Polinom ¢ekirdek fonksiyonunun derecesidir.

e Gamma: ¢ekirdek katsayisidir.

e Kernel: Algoritmada kullanilacak c¢ekirdek tiiriinii belirtir.

e Max iter: Coziicii icindeki yinelemelerde sabit sinir veya sinirsiz -1 olarak
kullanilir.

e Probability: Olasilik tahminlerinin etkinlestirilip etkinlestirilmeyecegi
belirler.

e Random_state: Kullanilan s6zde rastgele say1 iiretecisidir.

e Shrinking: Kiiclilen bulussal yontemlerin kullanilip kullanilmayacagi
belirler.

e Tol: Kriteri durdurma toleransidir.

e Verbose: Ayrintili ¢ciktiy1 etkinlestirmek i¢in kullanilir.

Destek vektor makineleri algoritmasi sonucunda %71,60 oraninda basari
saglanmistir. Bu analiz sonucunun karigiklik matrisi tablo 3.14’de verilmistir. Ayrica
tablo 3.15’te destek vektor makineleri algoritmasinin performans degerlendirme

semasi verilmistir.

Cizelge 3.14 : Destek vektor makineleri algoritmasi sonucu karisiklik matrisi

Destek vektor makineleri algoritmasi
172 6
65 7

Cizelge 3.15 : Destek vektdr makineleri algoritmasi performans degerlendirme

Precision Recall Fl-score | Support
0 0.73 0.97 0.83 178
1 0.54 0.10 0.16 72

3.10 Verilere XGBoost Algoritmasi Uygulanmasi
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Destek vektor makineleri algoritmasindan sonra, XGBoost modele uygulanmistir.
XGBoost algoritmast uygulanirken ilk 6nce XGBoost algoritmasi siniflandiricisi

tanimlanmistir. Sekil 3.24°de gosterilmistir.

xghoast impor XGBClass=sifier

Sekil 3.24 : Sklearn kiitiiphanesinden xgboost algoritmasi tanimlama

Sklearn kiitliphanesinden XGBoost algoritmasi tanimlama isleminden sonra egitim
ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra Ogrenme verisi olarak secilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim
isleminden sonra veri seti i¢erisindeki her veri i¢in tahmin edilen bilgileri saglamak
icin test verisi olarak secilen veriler icin “predict” fonksiyonu kullanilmigtir. Test
islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve
simiflandirma raporu ekrana yazdirilmistir. Sekil 3.25°te bu boliimlerin kod kismu

verilmistir.

model = XGEClassifier()

XGB = XGEClagsifier (base score=0.3, booster='gbtres', colsample bylevel=l, colsample bytree=l,
gamma=0, lsarning rate=0.1, max delta step=0,max depth=3, min child weight=1,
misging=lione, n_estimators=70,n jobs=1, nthread=lione)

XGB.fit (X train, y train)

y_pred = XGB.predict (X test)

print ('XGE Sonucu: ')
k=accuracy score(y test,y pred)

print (k)

print ("\n")

print (confusion matrix({y test, y pred)}
print ("\n") B - B

print(classification report(y test, y pred))

Sekil 3.25 : XGBOOST ile modelin egitilmesi ve sonuglar1 alinmasi

Bu modelde kullanilan parametreler; base score, booster, colsample bylevel,
colsample bytree, gamma, learning_rate, max_delta_step, max_depth,

min_child weight, missing, n_estimators,n_jobs ve nthread parametreleridir.

e Base score: Tiim 6rneklerin baglangi¢ tahmin puanidir.

e Booster: Hangi gii¢lendirici kullanilacagini belirler.

e Colsample bylevel: her seviye i¢in siitunlarin alt 6rnek oranidir.

e Colsample bytree: Siitunlarin alt 6rneklemesi i¢in bir parametre ailesidir.

e Gamma: Agacin yaprak diigiimiinde daha fazla bolim olusturmak igin

gereken minimum kayip azaltimidir.
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e Max_delta_step: Her bir yaprak cikisina izin verilen maksimum delta
adimidir.

e Max_depth: Bir agacin maksimum derinligidir.

e Min_child_weight: minimum 6rnek agirlhigidir.

e N estimators: Agac sayisidir.

e N _jobs: Paralel is sayisidir.

e Nthread: XGBoost'u calistirmak i¢in kullanilan paralel is pargacigi sayisidir.

XGBoost algoritmasi sonucunda %75,60 oraninda basar1 saglanmistir. Bu analiz
sonucunun karisiklik matrisi tablo 3.16’da verilmistir. Ayrica tablo 3.17°de asiri
gradyan ylikseltme algoritmasinin performans degerlendirme semasi verilmistir.

Cizelge 3.16 : XGBoost algoritmasi sonucu karisiklik matrisi

XGBoost algoritmast
166 12
49 23

Cizelge 3.17 : XGBoost algoritmasi performans degerlendirme

Precision Recall Fl-score | Support
0 0.77 0.93 0.84 178
1 0.66 0.32 0.43 72

3.11 Verilere Gradient Boosting Algoritmasi Uygulanmasi

XGBoost algoritmasindan sonra, Gradient Boosting algoritmasi modele
uygulanmistir. Gradient Boosting algoritmas: uygulanirken ilk Once gradient

boosting algoritmasi siniflandiricist tanimlanmistir. Sekil 3.26°da gosterilmistir.

1 gklearn.ensemnble YO X GradientBoostingClaszifier

Sekil 3.26 : Sklearn kiitiiphanesinden gradient boosting algoritmasi tanimlama

Sklearn kiitliphanesinden Gradient Boosting algoritmasi tanimlama isleminden sonra
egitim ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra 6grenme verisi olarak secilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim

isleminden sonra veri seti igerisindeki her veri i¢in tahmin edilen bilgileri saglamak
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icin test verisi olarak secilen veriler i¢in “predict” fonksiyonu kullanilmistir. Test
islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve
siniflandirma raporu ekrana yazdirilmistir. Sekil 3.27°de bu boliimlerin kod kismi

verilmistir.

model = GradientBoostingClassifier()

Gradient = GradientBoostingClassifier(criterion='friedman mse',
init=None,learning rate=0.1, logs='deviance', max depth=3,max_features=None,
max leaf nodes=lone,min impurity decrease=0.0, min impurity split=lone,min samples leaf=l,
min samples split=2,min weight fraction leaf=0.0, n estimators=100,n iter no change=) ’
presort='zuto', random state= -, subsample=1.0, tol=0.0001, validation fraction=0.1,verboze=0,
warm start=fa )]

Gradient.fit (X train, y train)

y_pred = Gradient.predict (X _test)

print ("GRAB Sonucu: ')
n=accuracy_score(y_test,y pred)

print (n)

print ("\n")

print (confusion matrix(y test, y_pred))
print ("\n")

print (classification report(y test, y pred))

Sekil 3.27 : Gradient Boosting ile modelin egitilmesi ve sonuglari alinmast
Bu modelde kullanilan parametreler; criterion, init, loss, max depth, max_features,

max_leaf nodes, min_impurity decrease, min_impurity split, min_samples_leaf,
min_samples_split, min weight fraction leaf, n_estimators, n_iter no change,
presort, random_state, subsample, tol, validation fraction, verbose, warm_start

parametreleridir.

e Criterion: Bolmenin kalitesini 6l¢me islevidir.

e [Init: ilk tahminleri hesaplamak igin kullanilan bir tahminci nesnesidir.

e Loss: optimize edilecek kayip fonksiyonudur.

e Max_depth: Bir agacin maksimum derinligidir.

e Max_features: En iyi ayrimi ararken géz Oniinde bulundurulmasi gereken
ozellik sayisidir.

e Max_leaf nodes: En iyi digiimler safsizlikta goreceli azalma olarak
tanimlanir. None ise o zaman sinirsiz sayida yaprak diiglimii olusur.

e Min_impurity decrease: Eger bu ayrilma safsizligin bu degere esit veya bu
degere esit bir azalmasina neden olursa bir diigiim boliinecektir.

e Min_impurity_split: Agac biiylimesinde erken durma esigi.

e Min_samples_leaf: Bir yaprak diigiimiinde olmasi gereken minimum 6rnek
sayisidir.

e Min_samples_split: Bir i¢ diigiimii ayirmak i¢in gereken minimum O6rnek

sayisidir.
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e Min_weight_fraction_leaf: Bir yaprak diiglimiinde olmas1 gereken toplam
agirliklarin ~ toplamimin  (tiim girdi  orneklerinin) minimum agirhikh
fraksiyonudur.

e N _estimators: Agac sayisidir.

e N _iter_no_change: Gegerlilik puani iyilesmediginde egitimi sonlandirmak
icin erken durdurmanin kullanip kullanmayacagina karar vermek i¢in
kullanilir.

e Random_state: Verileri kanistirirken kullanilacak sahte rasgele sayi
tireticisidir.

e Subsample: Bireysel temel 6grencilerin uyumu i¢in kullanilacak 6rneklerin
oranidir.

e Tol: Durdurma kriterleri toleransidir.

e Validation fraction: Erken durma i¢in dogrulama seti olarak ayrilacak
egitim verilerinin oranidir.

e Verbose: Liblinear ve Ibfgs coziiciiler i¢in ayrintili olarak verbosity icin
herhangi bir pozitif sayiya ayarlanir.

Gradient Boosting algoritmasi sonucunda %70,80 oraninda basar1 saglanmistir. Bu
analiz sonucunun karisiklik matrisi tablo 3.18’de verilmistir. Ayrica tablo 3.19°da

gradyan yiikseltme algoritmasinin performans degerlendirme semasi verilmistir.

Cizelge 3.18 : Gradient Boosting algoritmasi sonucu karigiklik matrisi

Gradient Boosting algoritmast
160 18
55 17

Cizelge 3.19 : Gradient Boosting algoritmas1 performans degerlendirme

Precision Recall Fl-score | Support
0 0.74 0.90 0.81 178
1 0.49 0.24 0.32 72

3.12 ADABoost Algoritmasi Uygulanmasi
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Gradient Boosting algoritmasindan sonra, ADABoost algoritmast modele
uygulanmistir. ADABoost algoritmasi uygulanirken ilk 6nce uyarlamali gliglendirme
algoritmasi siiflandiricis1 tanimlanmistir. Sekil 3.28’de gdsterilmistir.

sklearn.ensemble import AdaBoostClassifier

Sekil 3.28 : Sklearn kiitiiphanesinden Ada Boost algoritmasi tanimlama

Sklearn kiitliphanesinden ADABoost algoritmasi tanimlama igleminden sonra egitim
ve test verilerinin tanimlamasi islemi yapilmistir. Egitim ve test verilerinin
secilmesinden sonra 6grenme verisi olarak secilen veriler “Fit” fonksiyonu ile
olusturulan 6rnek sayesinde modelin 6grenme islemi tamamlanmistir. Model, egitim
isleminden sonra veri seti igerisindeki her veri i¢in tahmin edilen bilgileri saglamak
icin test verisi olarak secilen veriler i¢in “predict” fonksiyonu kullanilmistir. Test
islemi de tamamlandiktan sora ekrana dogruluk orani, karigiklik matrisi ve
siniflandirma raporu ekrana yazdirilmistir. Sekil 3.29°da bu boliimlerin kod kismi

verilmigtir.

model = AdaBoostClassifier()

ADA = AdaBoostClassifier(algorithm='3A
ADA.fit(X train, y train)

y pred = ADA.predict (X test)

print {'ADAR Sonucu: ')

m=accuracy score(y test,y pred)

print (m)

print {"\n")

print {confusion matrix(y test, y pred))
print {"\n") B B B

print (classification report(y test, y pred))

Z.R', bage esvimator=lone,learning rate=1.0, n estimacors=30, random state=lione)

Sekil 3.29 : ADABoost ile modelin egitilmesi ve sonuglar1 alinmast

Bu modelde kullanilan parametreler; algorithm, base estimator, learning rate,

n_estimators, random_state parametreleridir.

o Algorithm: Algoritma belirlemeye yarar.

o Base_estimator: Gliclendirilmis toplulugun insa edildigi temel
tahmincidir.

. Learning_rate: Ogrenme oramdir.

o N_estimators: Ormandaki aga¢ sayisidir.
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o Random_state: Verileri kanistirirken kullanilacak sahte rasgele say1
treticisidir.
ADABoost algoritmast sonucunda %70 oraninda basar1 saglanmistir. Bu analiz
sonucunun karigiklik matrisi tablo 3.20°de verilmistir. Ayrica tablo 3.21°de

uyarlamali giiclendirme algoritmasinin performans degerlendirme semasi verilmistir.

Cizelge 3.20 : ADABoost algoritmas1 sonucu karisiklik matrisi

ADABoost algoritmasi
158 20
55 17

Cizelge 3.21 : ADABoost algoritmasi performans degerlendirme

Precision Recall Fl-score | Support
0 0.74 0.89 0.81 178
1 0.46 0.24 0.31 72

Bu algoritmalar1 sonuglarini ele alirsak, Lojistik Regresyon yontemi ile veri kiimesi
islem gordiiglinde ¢ikan dogruluk orami 9%74,80 olarak saptanmistir. Lineer
Diskriminant analizi yontemi ile %73,60 basar1 oran1 yakalanmistir. En yakin komsu
yontemi ile %67,20 ile ¢alismanin en diisiik 2. Basar1 oram1 saglanmistir. Bir diger
algoritma olan Karar Agac1 Algoritmasinda testler sonucunda maksimum dallanma
sayis1 5 ve rastgelelik durumu none oldugu takdirde elde edilen sonug ise %71,20
olarak saptanmistir. Naive Bayes yontemi kullanilarak yapilan calismada %64,80 ile
caligmanin en diisiik sonucu alinmistir. Rastgele orman algoritmasi ile %73,20 oran
yakalanmistir. Destek vektdr makineleri yontemiyle de %71,60 oran yakalanmistir.
XGBoost Modeli ile calismanin en yiliksek dogruluk orani olan %75,60 degeri
alinmistir. Gradient Boosting siniflandiricis1 %71,60 basarili olmustur. Son olarak
ADA Boosting siniflandiricisinda %70 basar1 oran1 gerceklesmistir. Bu 10
algoritmanin da parametreleri ve metotlar1 iizerinde ¢alisilmis olup, Sekil 3.30°da

goriildiigii gibi en yiiksek sonu¢ XGBoost Siniflandiricisinda goriilmiistiir.
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Algorithm Comparison

LDA KNN CART NB RF XGB  GRADIENTBOOST ADABOOST

Sekil 3.30: Algoritma sonuglarinin karsilagtirilmasi
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4.SONUC VE ONERILER

Kredi talebinde bulunan kisilerin risk teskil edip etmedigi Onceden
belirlenmesi banka ve finans sektorii i¢in biliylik 6nem arz etmektedir. Bu calisma
1000 kisi arasinda 300 kisinin risk teskil ettigi, 10 tane kisisel alandan olusan veri
kiimesindeki kisilerin krediye uygunluk durumunun tahmin edilmesi konusunda
simdiye kadar yapilan c¢alismalar arasinda en yiliksek basar1 oraninda tespit
edilebildigi goriilmiistiir. Veri setini egitilmesi i¢in en uygun ve yiiksek orani veren

algoritma XGBoost algoritmasi olmustur.

Bu konuda yapilan g¢alismalarda en yiliksek oran rastgele orman algoritmasi ile
%73,60 iken bu c¢alismada bulunan oran %75,60 olarak XGBoost algoritmasinin
misterilerin krediye uygunluk durumunu tahmin etmek amaciyla simdiye kadar

yapilan ¢alismalarda basar1 oran1 en yiiksek uygulama oldugu goriilmiistiir.

Ayrica kaynak olarak kullanilan c¢alismadaki algoritmalarinda dogruluk orani
artirllmigtir. Ancak XGBoost siniflandiricisinin basari orani en yiiksek oldugu i¢in bu
algoritma iizerinde durulmustur. Egitime entegre edilen Oznitelikler ile birlikte
islenen algoritmadaki en yiiksek dogruluk orani bulunmus ve krediye uygunluk

durumu tahmin edildigi gézlemlenmistir.
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