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MAKINE OGRENMESI YONTEMLERIYLE OYUN SUNUCU
YUKUNUN TAHMIN EDILMESI

OZET

Sunucu yiikii tahmini kavrami, dagitik sistemlerde yiik dengelemesinde ve yiik
paylasiminda goriiliir. Dagitik sistem uygulamalarinda yiik tahmini i¢in makine
O0grenme yontemlerinin uygulanmasi kullanilabilirligi ve performansi artirabilir.
Sunucu yiikii tahmini i¢in bugiine kadar bircok makine Ogrenme yodntemi
uygulanmistir. Bu ¢alisma, verimli ylik dengesi saglayarak ve ana bilgisayar yiik
anomalilerini tespit ederken is yiikiini dogru tahmin ederek oyun sunucularinin
performansini artirmaya odaklanmaktadir. Tahmin i¢in Naif Bayes, Genellestirilmis
Dogrusal Model, Lojistik Regresyon, Hizl1 Biiyiik Marj, Konvoliisyonel Sinir Agi,
Karar Agaclari, Random Forest, Gradyan Arttirilmis Agaclar ve Destek Vektor
Makinesi igeren bir model kurulmustur. Egitim asamasinda kullanilan veriler, veri
aktarimi ve ag kullanimi1 miktarinin kapsamli bir analizi yapilarak tiretilmistir. Analiz
asamasinda, kesin kaynak gereksinimlerini ortaya ¢ikarmak i¢in iyi verimlilik g6z
oniinde bulundurulmustur. Yiiksek dogrulukta performans analizi i¢in ¢esitli kosullar
altinda kapsamli simiilasyonlar gerceklestirilmistir. Deneyler, sonucglarda ortaya
¢ikan algoritmanin, literatiirde bulunan diger algoritmalara kiyasla yiik tahmini

acisindan timit verici bir performans sundugunu gostermektedir.

Anahtar Kelimeler: Makine Ogrenmesi,. Sunucu Yiikii Tahmini, Oyun Sunuculari,
Siniflandirma, Ozellik Cikarimi, Veri On Isleme
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PREDICTING GAME SERVER LOAD BY USING MACHINE
LEARNING ALGORITHMS

ABSTRACT

The concept of server load estimation is seen in load balancing and load sharing in
distributed systems. Applying machine learning methods for load estimation in
distributed system applications can improve availability and performance. To date,
many machine learning methods have been applied for server load estimation. This
study focuses on improving the performance of game servers by providing efficient
load balance and accurately predicting workload while detecting host load anomalies.
For the estimation, a model including Naive Bayes, Generalized Linear Model,
Logistic Regression, Fast Large Margin, Convolutional Neural Network, Decision
Trees, Random Forest, Gradient Enhanced Trees and Support Vector Machine were
established. The data used in the training phase was produced through a
comprehensive analysis of the amount of data transfer and network usage. In the
analysis phase, goodput was taken into consideration to reveal the exact resource
requirements. Comprehensive simulations were performed under various conditions
for high accuracy performance analysis. The results of the experiments show that the
algorithm obtained in the results offers a promising performance in terms of load

estimation compared to other algorithms found in the literature.

Keywords: Machine Learning, Server Load Prediction, Gaming Servers,

Classification, Feature Extraction, Data Preprocessing
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|. GIRIS

Makine Ogrenmesi (Machine Learning - ML), heterojen veri setleri ile birlikte
calisabilmesi nedeniyle giin gectikce Onem kazanmaktadir. ML algoritmalar
dogrudan veriden 6grenir, gizli bilgileri iiretir ve gelecekteki sonuglart grenme
temelinde tahmin edebilir (Batra & Sachdeva, 2016). Tahminler siniflandirma veya
regresyon yaklasimi ile yapilabilir. Tahminlerin siiflandirma dogrulugu, verilerin
kalitesine baglidir. Cesitli kaynaklardan iiretilen veriler eksik, giiriiltiilii, tutarsiz,
hacimli ve sinif dengesiz olabilir (David ve Shwartz, 2014). Bu kusurlu verileri daha
fazla analiz i¢in temizlemek ve hazirlamak, veri hazirlama asamasini gerektirir
(Dorian, 2006). Veri kalitesinin elde edilmesi i¢in, makine 6grenmesi, veri on isleme
ad1 verilen en anlamli adimlardan birini gerektirir. Bu adim genellikle 6nemli
miktarda zaman alir ve genel model performansini iyilestirmek icin dikkatli bir
sekilde uygulanmalidir (Duggal S. ,vd. 2016). Bu ¢alismada, oyun sunucu yiiklerinin
tahmin edilmesi i¢in makine Ogrenmesi yontemlerinin kullanilmast ve bu
algoritmalarinin ~ verdigi  sonuglarinin  karsilagtirllmasit  amacglanmistir.  Bu
karsilasmanin saglikli yiiriitiilebilmesi ve tahmin seviyesinin yiiksek olmasi i¢in veri
on isleme metotlarindan faydalanilmistir. Eksik veriler tamamlanmais, tutarsiz veriler
diizeltilmig, Ozellik ¢ikarimi yapilabilmesi i¢in uygun hale getirilmistir. Makine
O0grenmesi yapilacak olan her veride uygulanmasi beklenen bu metotlar sonucun
tyilestirilmesini, egitim siliresinin diisiirilmesini ve maliyet acisindan optimum
degerlere ulasilmasini saglayacaktir. Bunlarin yaninda verilere diisiik varyans filtresi,
yiiksek korelasyon filtresi ve temel bilesenler analizi uygulanmistir. Oyun sunucu
yiiklerinin dogru bir sekilde tahmin edilebilmesi, hem oyunun kalitesi, hem bu
oyunun kullanilabilirliginin kalitesini arttiracak, ayn1 zamanda bu sunucu yiiklerinin
elektrik kullaniminin en uygun hale getirilip operasyonel hatalarin diisiiriilmesini
saglayarak gereginden fazla elektrik harcamayip maliyet acgisindan uygun hale
getirecektir. Niifusun artmasiyla birlikte elektrik talebi hizla arttigindan, bu talebi
verimli bir sekilde yonetmek icin akilli sebekeler kullanilmaktadir. Bu akilh

sebekelerde talep tarafi yonetiminin ana ozelligi, akilli sebekenin operatdrlerinin

1



verimli ve etkili kararlar vermelerine olanak saglamasi nedeniyle yiik tahminidir. Ug
farkli yiik tahmini kategorisi vardir, bunlardan ilki kisa vadeli yiik tahmini (Short
Term Load Forecasting - STLF, birkag saat ila birka¢ giin arasinda degismektedir),
ardindan orta vadeli yiik tahmini (Mid Term Load Forecasting - MTLF, birka¢ giin
ila birkag¢ ay arasinda) ve son olarak uzun vadeli yiik tahminidir (Long Term Load
Forecasting - LTLF, bir yila esit veya daha biiyik). Bu c¢alisma, tahmin
mekanizmalarinin her durumda iyi ¢alisabilmesi i¢in sahip olunan veriden ve makine
O0grenme algoritmalarinin giiciinden faydalanacaktir. Bahsi gegen {li¢ farkli tahmin
icin de veriler toplanmis ve birlestirilmistir. Bu sayede operasyon sirasinda, yakin
zamanlt ve gelecege yonelik calismalarda planli ve programli hareket etmeyi
saglayacaktir. Yiik tahmini, cok degiskenli ve ¢ok boyutlu bir tahmin problemidir ki
burada sayisal yontemler kullanarak egri uydurma (curve fitting) gibi tahmin
yontemleri, rastgele trendleri dogru bir sekilde izlemekte basarisiz olduklari i¢in
dogru sonuglar vermez ki bu da makine 6grenmesi algoritmalarinin gerekliligini

gostermistir.

A. Problem

Bu tezde, cevaplanmak istenilen sorunlar sunlardir:
e Oyun Sunucularinin yiikii tahmin edilebilir mi?
¢ Bu tahmin, makine 6grenmesi yontemleri kullanilarak gerceklestirilebilir
mi?
e Kullanilacak veri seti {izerinden, hangi makine 6grenmesi daha iyi bir

tahmin yliriitebilir?

1. Motivasyon

Devamli gelisen teknolojiler ve donanimlar, bu donanimlar: kullanarak gelistirilen
oyunlar ve bu oyunlarin oynandigi ¢esitli platformlar tasarlanirken ve
yapilandirilirken karsilasilan en Onemli sorunlardan biri olan sunucu yiiki
problemidir. Oldukca fazla insanin eglenmek veya baska amaclarla katildigi bu
oyunlar, 1y1 kontrol edilmez ve yiik esit dagitilmaz ise bir kdbusa doniigebilir ki bu
hem memnuniyetsizlik hem de mali kayip yaratir. Bundan yola ¢ikarak yiiklerin
durumuna gore degisebilen sistemler getirilebilir (Ornegin shard mekanizmasi, layer

mekanizmas1) ama bunun da etkin bir sekilde yapilmasi icin yiikiin dogru tahmin
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edilebilmesi gereklidir. Iste bu tahminin nasil yapilacagi ve en iyi sonucu hangisinin

verecegi sorunu, bu yiiksek lisans tezinin motivasyonunu olusturmaktadir.

2. Hedefler

Bu tez calismasinda ulasilmasi planlanan hedefler asagidaki gibidir:

. Veri setinin tahsis edilmesi ve veri On islemesi

. Secilen makine Ogrenme metotlarinin agiklanmast ve veri setinde
uygulanmasi

. Veri setinin her bir algoritma i¢in ayr1 egitim ve sonucunun ¢ikartilmasi

. Tahmin sonuglarinin karsilagtirilarak sahip olunan veri setinde hangi

algoritmanin daha iyi performans sundugunun gosterilmesi

. Bu tahmini arttirmak ve gergek hayata gecirmek i¢in yapilabilecekler

3. Taslak

Bolim I’de tez’e girig, problem motivasyon ve hedefler anlatilmaktadir. Boliim 1I°de
literatlir taramasi, yapay zeka ve makine 6grenmesi, veri filtrelemesi ve 6znitelik
secimi, ardindan smiflandirma ve tahmin, istatiksel siniflandirma yontemleri ve
yapay Sinir aglar1 ve son olarak sunucu yiikii tahmini probleminden bahsedilecektir.
Bolim III’de materyal ve metotlar, verinin hazirlanmast ve filtrelenmesi ve
kullanilan metodoloji, ardindan makine 6grenmesi yontemleri anlatilacaktir. Bolim
IV’de bulgular ve tartisma, V. boliimde ise sonuglar ve gelecek aragtirmalara yonelik

Oneriler verilecektir.






Il. LITERATUR TARAMASI

Yapay zeka ve makine 6grenmesi tekniklerinin gegmisten gliniimiize nasil tagindig
ve ne gibi gelismeler oldugu, hangi biiylik firmalar tarafindan ne amaglarla
kullanildigr anlatilmistir. Ayrica tezin igerisinde kullanilan algoritmalarin tarihinden
de bahsedilerek giincel 6rnekler verilmis, bu konular hakkinda yapilan ayrintili

literatiir taramasindan bahsedilmistir. Konular, kronolojik siraya gore verilmistir.

A. Yapay Zeka ve Makine Ogrenmesi

Yapay zeka olarak adlandirilan teknolojinin ilk adimlarini, 1936 yilinda Alan Turing
atmistir. Ingiliz matematik¢i Alan Turing, teorilerini, “Turing makinesi” olarak
bilinen bir bilgisayar makinesinin, birden fazla bireysel adimda pargalanip bir
algoritma ile temsil edilmeleri kosuluyla biligsel siirecleri uygulayabilecegini
kanitlamak i¢in kullanmigtir (Turing, 1936). 1956 yazinda, bilim adamlar1 New
Hampshire'daki Dartmouth College'da bir konferans i¢in toplandiklarinda, insan
zekasmin diger ozelliklerinin yani sira 6grenmenin Ozelliklerinin de makinelerle
simiile edilebilecegine inaniyorlardi. Programci John McCarthy, bu durumun yapay
zeka olarak adlandirilmasini 6nermistir. Konferansta, bir diizine matematik teoremini
ve verisini kanitlamay1 basaran, diinyanin ilk Al programi olan mantik teorisidir
(Url-18). 1966 yilinda Alman Teknoloji Enstitiisi'nden Alman Amerikali bilgisayar
bilimcisi Joseph Weizenbaum, insanlarla iletisim kuran bir bilgisayar programi
gelistirmistir. ELIZA, psikoterapist gibi ¢esitli konusma ortaklarii taklit etmek i¢in
komut dosyalarmi kullanmistir. Weizenbaum, ELIZA'nin bir insan konugsma ortagi
yanilsamasi yaratmasi i¢in gerekli araglarin basitliginden etkilendiginden
bahsetmistir (Url-16). 1972 yilinda MYCIN ile yapay zeka tibbi uygulamalara giris
yapmustir. Stanford Universitesi'nde Ted Shortliffe tarafindan gelistirilen uzman
sistem, hastaliklarin tedavisinde kullanilmistir. Uzman sistemler, uzman alan i¢in
bilgiyi formiiller, kurallar ve bilgi veri tabami kullanarak birlestiren bilgisayar
programlaridir ve tipta tani ve tedavi destegi i¢in kullanilirlar (Url-3). 1986 yilinda

bilgisayara ilk defa bir ses verilmistir. Terrence J. Sejnowski ve Charles Rosenberg,
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'NETtalk' programlarini, 6rnek ciimleler ve fonem zincirleri girerek konugmay1
ogretmislerdir. NETtalk kelimeleri okuyabilme ve dogru telaffuz edebilme, bilmedigi
kelimelere de Ogrendiklerini uygulayabilme yetenegine sahiptir. Bu, biiyiikk veri
setleriyle birlikte verilen ve bu temelde kendi sonuglarini ¢ikartabilen programlar
olan yapay sinir aglarindan biridir. Yapay sinir aglarinin bu yapilari ve islevleri insan
beynine benzerlik gostermektedir (Sejnowski ve Rosenberg, 1986). 1997 yilinda
IBM'den Al satrang bilgisayar1 ‘Deep Blue’ gorevdeki satrang diinyast sampiyonu
Garry Kasparov’u bir turnuvada yenmistir. Bu, daha 6nce insanlarin egemen oldugu
bir alanda tarihi bir basar1 olarak kabul edilmistir. Ancak elestirmenlerin Deep Blue
hakkinda bulduklart hata, Deep Blue'nun biligsel zekadan ziyade tiim olas1
hareketleri hesaplayarak hareket etmesine yapay zekd demenin ne kadar dogru
olacagidir (Url-9). Donanim ve yazilim alanlarindaki teknolojik sigramalar, yapay
zekanin glnliikk hayata girmesinin Oniinii a¢gmustir. Bilgisayarlardaki, akill
telefonlardaki ve tabletlerdeki giiglii islemciler ve grafik kartlari, tiiketicilerin Al
programlarina diizenli erisimini saglanustir. Ozellikle dijital asistanlar biiyiik
poplilerlige ulasmislardir: Apple’in “Siri’s1 2011°de pazara giris yapmis, Microsoft
2014’te Cortana’y1 piyasaya siirmiis ve Amazon, Amazon Echo’yu 2015’te ‘Alexa’
adli ses servisi ile seslendirmistir (Url-4; Url-24; Url-22). 2011 yilinda "Watson" adli
bilgisayar programi, bir ABD televizyon yarismasi programinda animasyonlu bir
ekran sembolii seklinde yarigmistir ve insan oyunculara karsi kazanmistir. Bunu
yaparken, Watson dogal dili anladi§in1 ve zor sorulara hizlica cevap verebildigini
kanitlamigtir (Url-23). Bu iki 6rnek yapay zekanin yeteneklerini ortaya koymustur.
2018 Haziran ayinda, IBM’den ‘Project Debater’, iki ana tartigmaciyla karmagsik
konular1 tartigmis ve oldukga iyi bir performans gostermistir. Google bir konferansta
Al programinda ‘Duplex’in bir kuafore nasil telefon actigimi ve nasil randevu
aldigmni, bunu hattin diger ucundaki hanimefendi'ye makine oldugunu fark
ettirmeden yaptigimi gostermistir (Url-7). Tim bunlara ragmen yapay zeka, on
yillarca siiren aragtirmalara ragmen heniiz baslangi¢c asamasindadir. Otonom siiriis
veya ila¢ gibi hassas alanlarda kullanilmadan 6nce disaridan miidahalelere kars1 daha
giivenilir ve giivenli olmas1 gerekir. Bir bagska amag¢ da Al sistemlerinin kararlarini
aciklamayr Ogrenmesidir, bOylece insanlar onlar1 kavrayabilir ve Al'm nasil

diistindiigiinii daha iyi aragtirabilir.



Makine Ogrenmesi adina ilk adim, 1943’te norofizyolog Warren McCulloch ve
matematik¢i Walter Pitts'in noéronlar ve nasil calistiklart hakkinda bir yazi
yazmasidir. Bir elektrik devresi kullanarak bunun bir modelini yaratmaya karar
vermislerdir ve bu sayede yapay sinir aglar1 ortaya ¢ikmistir (McCulloch ve Pitts,
1943). 1950 yilinda, Alan Turing diinyaca tinlii Turing Testini gelistirmistir. Bu testi
bir bilgisayarin gegmesi igin, bir insani, bir bilgisayar degil de bir insan olduguna
ikna edebilmesi gerekir (Turing, 1950). Calistig1 gibi 6grenebilecek ilk bilgisayar
programi, 1952 yilinda Arthur Samuel tarafindan gelistirilmis dama oynayan bir
oyundur ve bu 1959 yilinda IBM Journal tarafindan yayinlanmistir (Samuel, 1959).
Frank Rosenblatt, 1958'de Perceptron adli ilk yapay sinir agini tasarlamistir: Bu
perceptron'un temel amaci model ve sekil tanima olmustur (Rosenblatt, 1958). Sinir
agmin son derece erken bir 6rnegi de 1959'da Bernard Widrow ve Marcian Hoff'un
Stanford Universitesi'nde iki model yarattiklart zaman gelmistir. ilki ADELINE
olarak adlandiriliyordu ve ikili kaliplar1 tespit edebiliyordu. Ornegin, bir bit akisinda,
bir sonrakinin ne olacagimi tahmin edebilmekteydi. Yeni nesil MADELINE olarak
adlandirildi ve telefon hatlarinda yankiy1 ortadan kaldirabiliyordu ki bu teknoloji
giinimiizde halen kullanilmaktadir. MADELINE'In basarisina ragmen, 1970'lerin
sonlarina kadar bir¢ok nedenden dolayi, 6zellikle de Von Neumann mimarisinin
popiilaritesi gibi pek fazla ilerleme olmamistir (Url-6). Bu mimari, talimatlarin ve
verilerin ayni hafizada saklandigi, sinir aglarindan daha anlasilmasi kolay olan bir
mimaridir ve pek ¢ok insan buna dayanarak programlar gelistirmistir. 1982'de John
Hopfield, noronlarin gergekte nasil ¢alistigina benzer bir sekilde ¢ift yonlii hatlar
olan bir ag kurmay1 6nerdiginde, sinirsel aglara olan ilgi yeniden artmaya baslamistir
(Hopfield, 1982). Ayrica 1982'de Japonya, Amerikan finansmanini bolgeye tesvik
eden ve boylece bolgede daha fazla arastirma yapan daha gelismis sinir aglarma
odaklandigini agiklamistir (Url-12). Sinir aglart geri yayilimi kullanir ve bu 6nemli
adim 1986'da Stanford psikoloji boliimiinden ii¢ arastirmaci, Widrow ve Hoff
tarafindan 1962'de olusturulan bir algoritmay1 genisletmeye karar verdiginde ortaya
cikmistir (Rumelhart vd. , 1986). Bu, sinir aginda birden fazla katmanin
kullanilmasina izin vermistir ki 6§renme siiresi uzun siirecek olan 'yavas 6grenenler’
olarak bilinir. 1980'lerin ve 1990'larin sonlari makine 6grenme adina ¢ok biiyiik
gelismelere tanik olmamustir. Ancak 1997 yilinda, satrang oynayan bir bilgisayar
olan IBM bilgisayar1 Deep Blue diinya satrang sampiyonunu yendiginde, bu

gelismelerin ciddiyeti farkindalik yaratmaya baglamistir (Url-9). O zamandan beri,
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AT&T Bell Laboratories’in rakam tanima konusundaki arastirmasinin 1998’de
oldugu gibi ABD Posta Servisi’nden el yazisi ile yazilmis posta kodlarin tespitinde
iyi bir dogrulukla sonuglandigi ki bunda geri yayilim algoritmas: kullaniliyordu,
kaydedilmistir (Rey, 1983). 21. Yiizyilin basindan beri birgok isletme, makine
O0grenmesinin hesaplama potansiyelini arttiracagim1 fark etmistir. Bu nedenle
rekabetin Oniinde kalmak i¢in makine 6grenmesi adina olduk¢a yogun aragtirma

yapmaya devam etmektedirler. Bu projelerden bazilar1:

GoogleBrain: 2012-Google’dan Jeff Dean tarafindan olusturulan ve goriintii ve
videolarda kalip algilamaya odaklanan derin bir sinir agidir. Google’in kaynaklarini
kullanabildigi i¢in bu da onu daha kiiglik sinir aglartyla karsilastiritlamaz hale
getirmistir. Daha sonra YouTube videolarindaki nesneleri tespit etmek icin

kullanilmustir (Url-8).

AlexNet: AlexNet, 2012'de ImageNet yarismasini bilyiik bir farkla kazanmistir; bu
da GPU'larin ve Konvoliisyonel Sinir Aglarinin makine 6greniminde kullanilmasin
saglamistir. Ayrica CNN'lerin verimliligini biiyiik 6l¢iide artiran bir aktivasyon islevi

olan ReLU'yu yaratmiglardir (Krizhevsky, vd. 2012).

DeepFace: Facebook'un gelistirdigi ve insanlari bir insanin bildigi hassasiyetle

taniyabildiklerini iddia ettikleri bir Derin Sinir Agidir (Tagman, vd. 2014).

DeepMind: Bu sirket Google tarafindan satin alinmistir ve temel video oyunlarini
insanlarla ayni1 seviyelerde oynayabilecegini sdylemislerdir. Deepmind 2016 yilinda,
diinyanin en zor tahta oyunlarindan biri olarak kabul edilen Go oyununda

profesyonel oyuncuyu yenmeyi basarmistir (Url-19).

OpenAl: Elon Musk ve diger ekip arkadaglar1 tarafindan, insanhiga fayda
saglayabilecek giivenli bir yapay zeka olusturmak i¢in 2015 yilinda yaratilan, kar

amaci glitmeyen bir organizasyondur (Url-13).

Amazon Machine Learning Platform: Bu, Amazon Internet Servislerinin 2015
yilinda iretilen bir pargasidir ve ¢ogu biiyiik sirketin makine 6grenmesine nasil
katilmak istedigini gosterir. Arama Onerileri ve Alexa gibi diizenli olarak kullanilan
hizmetlerden Prime Air ve Amazon Go gibi daha deneysel olanlara kadar ic

sistemlerinin birgogunu yonlendirdiginden bahsetmislerdir (Url-1).

ResNet: Resnet, evrisimli sinir aglarinda 6nemli bir gelisme olarak kabul

edilmektedir ve 2015 yilinda ortaya atilmistir(Url-2).
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U-net: Biyomedikal goriintii segmentasyonunda uzmanlagsmis 2015 de ortaya atilan
bir evrisimli sinir ag1 mimarisidir (Url-20). Amazon Web Hizmeti Makine Ogrenme
platformlarin1 giiglendirmek i¢in Nvidia kullanilmistir. Bunun nedeni, O6zellikle
makine 0grenmesi i¢in GPU'lar olusturmalaridir, 6rnek olarak Mayis 2017'de ilan
edilen Tesla V100 gosterilebilir (Url-11). Makine 6grenmede matris aritmetigi igin

kullanilan Tensor Cekirdeklerini kullanmislardir.

1. Veri Filtreleme

Bu boliimde, veri hazirlama ve filtreleme kisminda kullanilacak olan tekniklerinden
bahsedilecektir. Veri filtreleme, gereksiz bilgilerin kaldirilmas: i¢in satirlarin yani
vakalarin elimine edilmesi anlamma gelir. Bu, modellenecek degiskenlerin sinyalini
netlestirmek i¢in yapilir. Gereksiz bilgilerin kaldirilmasi, analiz seviyesinin altindaki
giiriiltliyli azaltir. Sinyal bu sekilde ifade edildiginde, sinyal isleme yapiliyormus gibi
diistiniilebilir; ancak, buradaki sinyal bir radar sinyali degil, veri sinyalidir. Her iki
tiir sinyal de sadece altta yatan bir bilgi alaninin ifadesidir. Bir radar sinyali, altta
yatan mesafe ve konum alaninin ifadesidir. Bir uydu goriintiisii sinyali gorsel bir
alanin bir ifadesidir. Benzer sekilde, kurumsal bir veri tabanindaki miisteri yipratma

sinyali, bir sirketteki miisteri tutma alaninin bir ifadesidir.
a. Aykir1 Degerlerin Kaldirilmas:

Aykir1 degerlerin iistesinden gelmenin en basit yolu, onlar1 igeren satirlar
kaldirmaktir. Bazen, aykir1 yani anormal degerlerin saklanmasini istemek gerekebilir.
Aslinda, bazi aykir1 degerler, kredi riski, sahtekarlik ve ag miidahaleleri gibi diger
nadir olaylarin modellenmesinde birincil ilgi alanina girmektedir. Normal yanit
modellerinde, asir1 aykirt siranin silinmesi ya da degerin sabit ya da orta ya da
ortancaya gore tahmin edilmesiyle ¢ikarmak iyi bir fikir olabilir. Bunun nedeni,
normal yaniti tanimlamaya yardimci olan verileri modellemek istenmesidir. Aykiri
degerler veri kiimesinde birakilirsa, yalnizca modelin tahmin edilebilirligini
azaltacak sekilde giiriiltii enjekte ederler. Ancak, tiim degerler verilerde tutulmasi
gerektigine itiraz edilebilir, ¢linkii modelin iiretim operasyonlarda bunun gibi
degerlerin puanlanmasi gerekir. Hawkins, aykirilig farkli bir mekanizma tarafindan
yaratildig1 stiphesini uyandiran diger gozlemlerden ¢ok sapan bir gézlem olarak
tanimlamistir. Hawkins, dort cesit aykiri algilama algoritmasini tartigmaktadir

(Hawkins, 1980):



* Kritik mesafe ol¢iitlerine dayali olanlar
* Yogunluk 6lgiitlerine dayali olanlar

* Projeksiyon 6zelliklerine dayali olanlar
* Veri dagitim 6zelliklerine dayali olanlar

Baz1 veri madenciligi paketlerinde aykir1 degerlerin belirlenmesi i¢in 6zel yordamlar
vardir. Ornegin, Statistica Data Miner, belirli bir deger araliginin veya frekans
dagiliminin oraninin 6tesinde aykir1 degerlerin otomatik olarak kontrol edilmesini ve
kaldirilmasin1 saglayan bir tarif modiilii saglar. Bu aractaki dagitim aykin
seceneginin kullanilmasi, kuyruklardaki durumlari ortalama degerden uzaklik igin
giiven araliginin Otesinde kesecektir. Zaman serisi verilerini analiz ederken daha
karmagik filtreleme gerekli olabilir. Ve zaman serisi verilerinin analizinde iletim ve

goriintii sinyallerinin sinyal islemesi i¢in en yakin analojileri goriiliir (Url-15).
b. Zaman Serisi Filtreleme

Zaman serisi verilerinin filtrelenmesinin en iyi uygulamalarindan biri Timothy
Masters tarafindan saglanmaktadir (Masters, 1995). Masters, filtrelemenin ne oldugu
ve zaman serisi verilerinin modellenmesine yardimci olmak i¢in nasil etkili bir
sekilde kullanilabilecegi konusunda sezgisel agiklamalar saglamistir. Sinyal filtreleri,
araligin tepesindeki, araligin altindaki veya her ikisindeki yiiksek frekansli sinyal
dalgalanmalarini yani titresimleri kaldirir. Once algak gegisli bir filtre uygulanir ki
bu verileri belirtilen en yiiksek kabul edilebilirlik seviyesinin altina iletir. Ardindan
yiiksek gecis filtresi uygulanir bu filtre ise algak gegis filtresinin tersi islemini yapar;
verileri belirlenmis bir diisitk kabul edilebilirlik seviyesinin iistiine ¢ikarir. Son
olarak ise bant gecis filtresi calisir bu da yalnizca diisiik bir degerin {izerindeki ve

yiiksek bir degerin altindaki verileri iletir.

Cogu veri kiimesi zaman serisi degil modelleme i¢in hazirlanmalidir. Bunun nedeni,
sinyal isleme tekniklerinin zaman serisi verileri disindaki veri kiimelerine ¢ok etkili
bir sekilde uygulanabilmesidir. Bu teknikler, bir faturalandirma sistemlerinden gelen
zaman serisi verilerini analiz etmek ve kayitlar1 satin almak icin kullanilabilir. Bir
tahmin degiskeni, bir hedef degiskeninin Ongoriisiindeki katkis1 baglaminda

goriildiigiinde, bu katki oranini hedef degiskenin durumunun veya seviyesinin bir
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sinyali olarak diisiinebiliriz. Bazi degiskenler daha giiglii bir sinyal saglayabilir ki bu
daha tahmin edilebilir olmasin1 saglar ve diger degiskenler daha az olabilir. Ongorii
degiskeninin degerlerinde belirli bir miktar giiriiltii yani hedef sinyalde karisiklik
olacaktir. Zaman giiriiltiisii sinyal filtrelemesine ¢ok benzer sekillerde bu giiriiltiiniin
bir kismi segici olarak kaldirilabilir. Algak gecisli bir veri filtresi, belirli bir esik
degerin altindaki degerlere sahip durumlar1 ortadan kaldirarak uygulanabilir. Bu
islemin etkisi modelleme algoritmasina dnemsiz girdileri kaldirmak olacaktir. Ote
yandan, yiiksek esikli bir filtre, bir esigin tstiindeki durumlar1 yani aykir1 degerleri
kaldirmak i¢in kullanilabilir. Veri madenciliginde var olan 6nemli noktalardan biri,
bu operasyonlar i¢in dogru esikleri segmektir ki bunu dogru yapmak i¢in veri alanini

cok iyi bilmek gerekir.
c. Oznitelik Se¢imi

Oznitelik secimi iizerine arastirmalar son yillarda oldukga aktif bir sekilde devam
etmistir (Kira ve Rendell, 1992; Koller ve Sahami, 1996; Kohavi ve John, 1997
Pupil ve Novovicova, 1998; Chapellle, vd. 2002; Gilad-bachrach, vd. 2004; Hilario
ve Kalousis, 2008). Bu boliim var olan algoritmalar1 kisaca gézden gegirir ve 6nceki
caligmalarla ilgili baz1 6nemli konular1 tartigir. Mevcut algoritmalar, konuyla ilgili
Oznitelikleri aramak i¢in kullanilan kistaslar acisindan geleneksel olarak sarici yani
wrapper veya filtre yontemleri olarak kategorize edilebilir (Kohavi ve John, 1997).
Saric1 yontemlerde, segilen bir 6znitelik alt kiimesinin dogrulugunu degerlendirmek
icin bir siiflandirma algoritmasi kullanilirken, filtre yontemlerinde kistas islevleri
Oznitelik alt kiimelerini olusum i¢i igerikleriyle, tipik olarak siniflar arasi
mesafeleriyle 6rnegin fisher skoru veya istatistiksel olgtimler kullanir (6r. Herhangi
bir 6zel 6grenme algoritmasinin performansini dogrudan optimize etmek yerine, t-
testinin p degeri). Bu nedenle, filtre yontemleri hesaplama olarak ¢ok daha

verimlidir, ancak genellikle sarma yontemleri kadar iyi performans gostermezler.

Sarict yontemlerle ilgili en biiylik sorunlardan biri, ¢ok sayida siniflandirici
yetistirme gereksinimi nedeniyle yliksek islem karmasikliklaridir. Bu sorunu
gidermek icin bircok sezgisel algoritma (6rnegin ileri ve geri se¢imi (Pudil ve
Novovicova, 1998)) onerilmistir. Bununla birlikte, sezgisel niteliklerinden dolayz,
higbiri uygun deger garantisi veremez. Gen ekspresyonunda mikro dizi veri
analizinde oldugu gibi, on binlerce 6zellik ile bir hibrit yaklagim genellikle kabul
edilir, burada 6zellik sayist dnce bir filtre metodu kullanilarak azaltilir ve daha sonra
11



azaltilmig Ozellik setine bir sarma metodu uygulanir. Bununla birlikte, sarma
yonteminde kullanilan siniflandiriciya bagli olarak, aramay1 gergeklestirmek hala
birka¢ saat siirebilir. Karmasiklig1 azaltmak icin pratikte basit bir siniflandirici
(6rnegin dogrusal siniflandirict), 6zellik altkiimelerinin iyiligini degerlendirmek igin
siklikla kullanilir ve segilen 6zellikler daha sonra veri analizinde daha karmasik bir
smiflandiriciya beslenir. Bu 6zellik, 6znitelik ¢ikariminin ortaya ¢ikmasina neden
olur - bazi durumlarda bir simiflandirici i¢in en uygun olan bir 6znitelik altkiimesi
digerleri i¢in iyi ¢alismayabilir (Hilario ve Kalousis, 2008). Bir saric1 yontemiyle
iligkilendirilen bir baska sorun, ¢ok sinifl1 sorunlar i¢in 6zellik se¢imi gerceklestirme
kabiliyetidir. Biiyiik dl¢lide, bu 6zellik, ¢ok sinifli problemlerin iistesinden gelmek
i¢in bir saric1 yonteminde kullanilan bir siniflandiricinin yetenegine baglhidir. Pek ¢ok
durumda, bir adet coklu smif problemi ilk 6nce bir hata-dogru kod yontemi
(Dietterich ve Bakiri, 1995; Sun, vd. 2005) kullanilarak birka¢ ikili probleme
ayristirilir ve daha sonra her ikili problem i¢in 6znitelik se¢imi yapilir. Bu strateji, bir
saricl yonteminin hesaplama yiikiinii daha da arttirir. Literatiirde nadiren deginilen
bir konu algoritmik uygulamadir. Bir¢ok sarici metodu, ¢ok sayida siiflandiricinin
egitilmesini ve birgok parametrenin manuel olarak tanimlanmasini gerektirir. Bu
onlarin uygulanmasini saglar ve makine 6greniminde olduk¢a karmasik, talepkar bir
uzmanlik kullanir. Bu, muhtemelen filtre yontemlerinin biyomedikal toplumunda

daha popiiler olmasinin ana nedenlerinden biridir (Veer, 2002; Wang, 2005).

Yukarida belirtilen sorunlari dogrudan sarici yontemi g¢ercevesinde ele almak zordur.
Bu zorlugun tistesinden gelmek igin, gomiilii yontemler son zamanlarda artan bir ilgi
gormiistiir (Weston, vd. 2001; Ng, 2004; Guyon ve Elisseeff, 2003; Chapelle, vd.
2006; Lal, vd. 2006; Guyon, vd. 2002; Zhu, vd. 2004). Gomiilii yontemler, bir
siiflandiricinin 6grenme siirecine 6znitelik se¢imini igerir. Bir 6grenme siirecindeki
ozelliklerin 6nemini belirtmek icin genellikle ikili degerler yerine gercek degerli
sayilar1 kullanan bir 6zellik agirliklandirma stratejisi benimsenir ki bu stratejinin
birgok avantaji vardir. Ornegin, ilgili &zelliklerin sayisinin belirlenmesine gerek
yoktur. Ayrica, bir kombinasyonel arastirmayi onlemek igin standart optimizasyon
teknikleri (6rnegin, dereceli algalma) kullanilabilir. Bu nedenle, gomiilii yontemler
genellikle sarma yontemlerinden daha hesaplamalidir. Yine de, hesaplamalarin
karmagikligi, Ozniteliklerin asir1 derecede fazla olmasi durumunda Onemli bir

konudur. Algoritma uygulamasi, 6zniteliklerin disa aktarilabilirligi ve c¢ok sinifli
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sorunlara genisletme gibi diger konular da devam etmektedir. Yakin zamanda
gelistirilen baz1 gomiilii algoritmalar, belirli varsayimlar altinda biiytik 6l¢ekli 6zellik
secimi sorunlar1 i¢in kullanilabilir. Ornegin, (Weston, vd. 2001; Chapelle, vd. 2002)
dogrudan SVM formiilasyonunda sekillendirme 06zelligi se¢imi Onerir; burada
Ol¢eklendirme faktorleri, hata oranma teorik bir {ist sinir gradyani kullanilarak
ayarlanir. RFE (Guyon, vd. 2002), 6zellikle mikro-dizi veri analizi i¢in tasarlanmis
1yl bilinen bir 6zellik se¢cim yontemidir. Gegerli bir dizi 6zellige sahip bir SVM
siniflandiricisini yinelemeli olarak egiterek ve ardindan kiigiik 6zellik agirliklar1 olan
Ozellikleri bulugsal olarak kaldirarak calisir. Sarma yontemlerinde oldugu gibi,
SVM'nin yapisal parametrelerinin, drnegin yinelemeler sirasinda ¢apraz dogrulama
kullanilarak yeniden tahmin edilmesi gerekebilir. Ayrica, dogrusal bir ¢ekirdek
genellikle hesaplama nedenleriyle kullanilir. 11-SVM ile dogrusal bir ¢ekirdege (Zhu,
vd. 2004), uygun bir parametre ayarlamasiyla, sadece ilgili dzelliklerin sifir agirlik
almadig1 yerlerde, seyrek bir ¢dziime yol acabilir. Benzer bir algoritma 11
diizenlemesi olan lojistik regresyondur. (Ng, 2004) tarafindan 11 diizenli lojistik
regresyonun Ozelliklerin sayisina goére logaritmik bir ornek karmasikligina sahip
oldugu kanitlanmistir. Ancak, bu yaklagimlardaki veri modellerinin dogrusallik

varsayimlari genel sorunlara uygulanabilirliklerini sinirlamaktadir.

B. Simiflandirma ve Tahmin Algoritmalar:

Makine Ogrenimi ve istatistikte siniflandirma, bilgisayar programinin kendisine
verilen veri girisinden 6grendigi ve daha sonra yeni gézlemleri siniflandirmak i¢in bu
o0grenmeyi kullandig1r denetimli bir 6§renme yaklasimidir. Bu veri seti basitce iki
siif olabilir (kisinin erkek mi kadin m1 oldugu, postanin spam mi yoksa spam
olmayan mi oldugu gibi) veya c¢ok smnifli da olabilir. Bazi siniflandirma
problemlerine konusma tanima, el yazisi tanima, biyometrik tanimlama, dokiiman
smiflandirma 6rnek gosterilebilir. Bu  bdliimde istatistiksel —siniflandirma
algoritmalarindan, yapay sinir aglarindan ve sunucu yiikii tahmini probleminden

bahsedilecektir.
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1. Istatistiksel Stmiflandirma Algoritmalar:

Istatistiksel smiflandirmanin ¢ok ¢esitli uygulamalar1 bulunmaktadir. Ornegin X-151m
mamografisini kullanarak bir timdriin iyi huylu veya habis olarak teshisi, bir
siniflandirma gorevidir ki burada simiflar1 iyi ve kotii huylu timoérler olusturur
(Remes ve Haindly, 2015). Ayrica optik karakter tanima (OCR) problemi de buna bir
ornektir (Sultane, vd. 2017). OCR'daki gorev el yazisi harflerinin resimlerini tanimak
ve bunlar1 yirmi dort siiftan birine atamaktir. Bir e-postanin spam veya tehlikeli
olarak ongoriilmesi (Jiddiga ve Sammulal, 2013), bilgisayarli gériide yiiz tespiti
(Zhang, vd. 2017), kredi karti islemlerinde sahtekarlik tespiti (Naik ve Kanikar,
2019) ve biyoinformatikte mikrodizi verilerinin siniflandirilmas1 (Hameed, vd. 2018)
iyi bilinen simiflandirma 6rnekleridir. Siniflandirma goérevi su sekilde tanimlanabilir:
Bir 6rnek, bir dizi 6zellik ve bir sinif etiketi (kategori) ile temsil edilen bir nesne
olsun. Bir 6grenme algoritmasit (siniflandirici) esasen Ozelliklerden bir sinif etiket
setine kadar bir esleme islevidir. Denetimli makine oOgrenmesi baglaminda,
siiflandirma gorevi, etiketlenmis durumlardan olusan bir veri kiimesinin varligini
tistlenir. Etiketli veriler tizerinde siniflar1 otomatik olarak ongorecegi ve gelecekteki
durumlar i¢in kullanilabilecegi sekilde bir smiflandirict olusturulur. Siniflandirma
gorevi, etiketli veri setinin getirdigi kisitlamalara tabi olarak, olasi tiim haritalama

fonksiyonlarindan bir siniflandirici aramaktir.

2. Yapay Sinir Aglarn

Yapay Sinir Aglari, beyindeki ndronlarin biyolojik modelinden esinlenen dogrusal
olmayan bir makine dgrenme algoritmalar1 sinifidir (Bishop, 1995). Iki ana denetimli
O0grenme gorevini, smiflandirma ve regresyonu gerceklestirebilen karmagsik
modellerdir. Yapay sinir aglari, yapilandirilmis veri, goriintii, ses vb. farkli veri
bi¢imlerinden 6grenme yetenegine sahiptir. Yapay sinir aglar1 6zellikle bi¢im tanima
gorevlerini yerine getirmede iyidir; dolayisiyla, uygulamalarinin ¢ogu bu alandadir.
Yapay sinir aglarinin giiglii yonlerinden biri, girdi verileri hakkinda herhangi bir
varsayimda bulunmadiklari, ancak girdiler ve ¢iktilar arasindaki iligkiyi 6rnek olarak
ogrenmeye calistiklaridir. Bu, insan beyninin nasil 0grendigine benzerlik
gostermektedir. Dolayisiyla, yapay sinir aglari, girdiler ve ¢iktilar arasindaki temel
iligkinin bilinmedigi problem ortamlarinda ¢ok faydalidir. Sinir sisteminin ¢aligma
prensibi ve insan davranislar1 baz alan ¢alismalar (McCulloch ve Pitts, 1943; Hebb,

1949; Russel ve Norvig, 1995), perseptron g¢aligsmalart (Minsky ve Papert, 1988;
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Smelser ve Baltes, 2001), geri yayilim algoritmasi (Rumelhart, vd. 1986; Werbos,
1994), boyutsal azaltma (Hinton ve Salakhutdinov, 2006), c¢ekirdek yani kernel
makinesi ¢alismalar1 (Bottou, vd. 2007), ses tanima (Url-26), GPU kullanimina
baslanmasi (Raina, vd. 2009), el yazis1 tanima (Ciresan, vd. 2010), Google ve IBM
ekibinin derin sinir ag1 ¢aligmalar1 (Ciresan, vd. 2010), Google Search (Url-10), ileri
beslemeli yapay sinir aglart (Glorot ve Bengio, 2010), ileri beslemeli yapay sinir
aglarinin veri biiytikligi ile ilgili sorunlara yeni bir bakis agis1 (Hinton, vd. 2012) ve
evrisimli sinir aglar1 (Krizhevsky, 2012), yapay sinir aglarinin kullanildigi genis

cergeveye Ornek olarak gosterilebilir.

C. Sunucu Yiikii Tahmini Problemi

Son yillarda, internet ¢ok hizli biiyiidiik¢e, sunucular ve sistemler gittikge daha
karmagik hale gelmistir ve bu nedenle performanslarini kontrol etmek ve dengelemek
daha da 6nemli bir sorun olmaya baslamistir. Veri isleme sunuculara odaklanmaya
basladiginda, sunucu yiikii katlanarak artmistir ve performans yonetimindeki diger
zorluklar baslamistir. Mevcut is kaynaklarini en uygun diizeyde ve israf etmeden
kullanirken, performans is ylikiinii (kullanici istekleri - is yiikii) verimli ve dogru bir
sekilde tahmin etmek ¢ok onemlidir. Dogru tahminler, sunucularin performansini
artiracak ki bu da kullanici memnuniyetini saglayacaktir, bunun ardindan bu
tahminlerle kurulacak bir sistem ve acil durum mekanizmasi olusturularak riskler ve

kayiplar en aza indirilecektir.

Sunucular, diger tiim elektronik cihazlar gibi enerji tiiketir. Uzun siire yiliksek
performansla c¢alistiklarinda, ¢ok fazla elektrik tiiketirler ve gereksizce kaynaklari
bosa harcarlar. Bu yliksek performans: kontrol etmek cok fazla is yiikii yaratir ve
basit bir hata bile sogutma sorunlari, bant genisliginde azaltma, yiiksek gecikme
stiresi, ani yiikselmeler ve daha fazlasi gibi bir dizi problem yaratabilir. Tiim bu
sorunlar bir araya geldiginde, kaginilmaz goriinen ve {listesinden gelinemeyen bir
sorun ortaya ¢ikabilir. Ponemon Institute tarafindan yiiriitiilen ve Emerson Network
Power tarafindan desteklenen bir ¢aligmaya gore, tek bir veri merkezi kesintisinin
ortalama maliyeti 700.000 ila 900.000 dolar arasindadir ki bu da 6nemli Slgiide
artabilir. Ornegin, Delta Airlines veri merkezi Agustos 2016'da kisa bir siire hizmet
dis1 kalsa da, bu olay yaklasik iki bin ugusun iptal edilmesine neden olmus ve sirket

i giin boyunca 150 milyon ABD Dolar tutarinda zarar gérmistiir (Url-5). Farkli
15



enduistrilerdeki veri merkezi kesintilerinin maliyetlerinin analiz edildigi bir calismada
(Cao, vd. 2018), enerji sektoriinde veri merkezi arizasi maliyetinin 2,1878 milyon
dolar, telekomiinikasyon sektoriinde 2,0662 milyon dolar ve finans sektoriinde
1,4951 milyon dolar oldugu belirtilmektedir. 2012'de, UPTIME Enstitiisii diinya
genelinde 94 bilgisayar odasini inceleyerek, toplamda 291 olay ve 8 basarisizliktan
olusan bir rapor hazirlamigtir (Url-25). 291 olaydan % 39'u asin1 yiiklemeden, 8
basarisizliktan ise ayni sekilde % 25't operasyonel sorunlardan kaynaklandigini
belirtmislerdir. Bu olaylardan ise sadece % 13' linlin miidahale ile telafi edildigini ve

kurtarildigini ortaya koymuslardir.
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1. MATERYAL VE METOTLAR

Bu béliimde, secilen makine 6grenmesi algoritmalarinin egitimi i¢in kullanilacak
olan veri setinin nasil elde edildiginden, bu veri setinin igeriginden ve karsilastirma

yapilacak olan algoritmalarin metodolojisinden bahsedilecektir.

A. Sunucu Yiikii Tahmini Veri Seti

Egitimde kullanilacak olan veri seti, diinya lizerinde en ¢ok oynanan “MMORPG”
oyunlarindan (Cok sayida insanin ayni anda katildig1 c¢evrimici rol yapma video
oyunu) birinin veri merkezinden elde edilmistir. Bu veri merkezinde 9 adet yedek
sunucu, 20000 farkli sistem ve dinleyiciler, 13250 ana blade sunucu, 75000 cpu
cekirdegi, 38 farkli sinif ve 16 tane ana siniftan olusan bu yapi, gelip giden network
trafigini kontrol edip kayit altinda tutmaktadir. Bu trafikten belirli zaman
araliklartyla veriler ¢ekilmis ve birlestirilmistir. Ortaya ¢ikan bu veri 6.732.829.683
farkli satirdan olusmaktadir. Egitim siiresinin kisaltilmasi ve tahmin sonucunun
arttirilmasi agisindan boyutsal kiigiiltme, normalizasyon, diisiik varyasyon filtresi ve
yiiksek korelasyon filtresi uygulanmistir. Bu algoritmalar i¢in 33,321 adet model
olusturulmus ve sonuglar elde edilmistir. Verilerin gizliligi ve kotiiye kullanimi
riskine karsi olarak, bu smiflar ve asil verileri paylasilmamistir. Normalizasyon
uygulandiktan sonra elde edilen sonuglarin bir kisminin ekran goriintiisii sekil-1’de

gosterilmistir:
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0,51513 0,901377 0,707216 0,452277 0,845251 0,673901 0,302939 0,033033 0,893014 0,435069 0,723393 0,70519¢ 0,473254 0,340938 0,384998 0,840502
0,556862 0,667654 0,233042 0,544111 0,80591 0,756664 0,690132 0,517381 0,407574 0,112282 0,308461 0,562495 0,295423 0,864831 0,848528 0,26449
0,550466 043739 0,621109 0,781719 0,083888 0,338202 0,031854 0,839941 0,493642 0,792892 0,940874 0,362768 0,364197 0,273355 0,012802 0,697807
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0,354511 0,78206 0,866683 0,120617 0,876827 0,216669 0,327004 0,805%47 0,888909 0,172672 0,736025 0,832914 0,341833 0,443868 0,158662 0,161625
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Sekil 1. Normalizasyon Sonras1 Verilerden Bir Ekran Goriintiisii

B. Veri Hazirhig ve Filtreleme

Bu boliimde, veri setinin egitime nasil uygun hale getirildigi, veri 6n isleme
adimlarinda hangi yontemlerin nasil uygulandigi ve ulagsmak istenilen sonuca

gelmekte nasil yollar izlendigi hakkinda bilgi verilecektir.

1. Temel Bilesenler Analizi (Principal Component Analysis - PCA)

Temel Bilesenler Analizi (PCA) Aslen Karhunen—Loéve doniisiimii (KLT) olarak
bilinir (Hotelling, 1933). PCA, ¢ok sayida degiskenin daha az sayida temel degisken

tarafindan temsil edilmesini agiklar. Belirli bir p-boyutlu veri kiimesi X ig¢in, 1, m,n
asal eksenler T1,T2,T3,...,Tm olmak iizere burada 1<m<p, lizerinde tutulan

varyansin yansitilan alanda maksimum oldugu ortonormal eksenlerdir. Daha sonra,
matris Tcan, Ornek kovaryans matrisinin Onde gelen Ozvektorleri tarafindan

verilebilir (Kara ve Direngali, 2007)

C :%i(xi -a)T(xi -a) 3-1

Burada xi e X , a &rnek ortalama, N ise 6rnek sayisidir. Oyle ki,

CT.=IT.i€l2..m 3-2
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Burada | , C'nin I ninci en bilyiik 6z degerleridir. Verilen bir gozlem vektoriiniin

V=LY Ve Y T T o TR T s

X € X 'in ana bilesenleri asagidakiler tarafindan verilir:

X 'in ana bilesenleri, dngoriilen alanda birbirleriyle iliskilendirilir. Bu ana bilesenler

egitim seti olarak alimiyorsa, y boyutu x boyutundan daha kii¢iikk oldugundan

bilgisayarin zamanindan ve belleginden tasarruf etmek miimkiin olacaktir.

2. Normalizasyon (Normalization, N)

Normalizasyonun amaci, Oklid normu matrisiyle elde edilebilecek 0 dan 1 e kadar
olan tasarim degerlerine karakter kazandirmaktir. Oklid norm matrisi, gerekli temel
standartlardan biridir. Matris elemanlarinin karelerinin toplaminin karekokii olarak

tanimlanir.

3-4

Burada a. matrisin i-inci satir ve | -inci siitundaki elemani, n satir sayisi, m ise
U]

siitun sayisidir. Normalizasyon sonucunda veri kiimesindeki sayisal siitunlarin
degerleri, degerler araligin1 bozmadan ortak bir 6lcege yerlestirilmis olur (Bkz. Sekil

1)

3. Diisiik Varyasyon Filtresi (Low Variance Filter — LVF)

Veri setinde, arasinda kiiciik degisiklikler olan veri siitunlar1 ¢ok az bilgi tasir.
Bunlan filtrelemek icin diisiik varyans filtresi uygulanir. Bu filtre, kullanicinin
tanimladig1 bir esigin altinda kalan kolonlar1 egitimin disinda tutmaya yarar.
Varyansi diisiik siitunlar bazi 6grenme algoritmalarinin 6zellikle de mesafeye dayali
olan oOgrenme algoritmalarin1i sonucunu negatif yonde etkileyebilecegi icin
filtrelenmesi gerekir. Varyansin yalnizca sayisal siitunlar i¢in hesaplanabilecegine
dikkat etmek gerekir, yani bu boyutluluk azaltma ydntemi yalnizca sayisal siitunlar

icin gegerlidir. Ayrica, varyans degerinin siitun sayisal aralifina bagli oldugunu
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unutmamak gerekir. Bu nedenle, varyans degerlerini siitun alani araligindan bagimsiz
hale getirmek i¢in varyanslarii hesaplamadan Once veri siitunu araliklar
normallestirilmelidir. ilk 6nce bir normalizer diigiimii tiim siitun araliklarin1 [0, 1]
olarak normallestirir; daha sonra, diisiik varyansl filtre diigiimii siitun varyansini
hesaplar ve siitunlart belirlenmis bir esigin altinda bir varyansa gore filtreler; son
olarak, kalan tiim siitunlar orijinal sayisal araliklarina geri donecek sekilde

normallestirilir.

4. Yiiksek Korelasyon Filtresi (High Correlation Filter — HCF)

Cok yakin egilimlere sahip veri siitunlarinin benzer bilgiler tagimasi olasidir. Bu
durumda, yalnizca biri makine 6grenme modelini beslemek i¢in yeterli olacaktir.
Burada niimerik siitunlar arasinda ve nominal siitunlar arasinda sirasiyla Pearson’un
Moment Katsayis1 (Url-14) ve Pearson ki kare degeri (Bolboaca vd. , 2011) olan
korelasyon katsayis1 hesaplanir. Korelasyon katsayisi esikten daha yiiksek olan siitun
ciftleri yalnizca bir taneye diisiiriiliir. Koreldsyonun 6l¢ege duyarli olmasi nedeniyle

anlamli bir korelasyon karsilagtirmasi i¢in siitun normalizasyonu gereklidir.

C. Metodoloji

Segilen makine Ogrenmesi algoritmalarindan bahsedilmekte ve bahsi gegen
algoritmalar kullanilirken elde edilen grafikler, tablolar ve sekiller gosterilmektedir.
Biitiin matematiksel hesaplama ve sonug¢ ¢ikarimi i¢in Python, C ve C++ dillerinden,
sekillerin ortaya ¢ikarilmasi igin de RapidMiner (RapidMiner Studio 9.4.001 (rev:
db3dae, platform:WIN64) programindan faydalanilmistir. Algoritmalar uygulanirken
once veri kiimesi yiiklenmis ve on islemeler gergeklestirilmistir. Tiim etiketli veri
noktalar1 ve modelin daha sonra uygulanmasi gereken etiketlenmemis olanlar1 ortaya
cikartilmistir. Bu veri setinden bir egitim ve dogrulama seti olusturulmustur ki bu
dogrulama (validation) seti, saglam bir ¢oklu performans hesabinda kullanilacaktir.
Bu yapilan islemlere veri 6n isleme adi verilir. Bu makine 6grenmesi yontemlerini
karsilastirmak icin gerekli olan veri setimizde sirasiyla normalizasyon, diisiik
varyans filtresi, yiiksek korelasyon filtresi ve temel bilesenler analizi kullanilmistir.
Ardindan model egitimi ve otomatik hiperparametre ayar1 (parametre optimizasyonu)
gerceklestirilmistir ki buna 6zellik miithendisligi ya da modelleme denmektedir. Ayni

on isleme ve Ozellikleri kullanarak dogrulama verileri (hedef deger bilinmektedir)
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doniistiiriilmiistiir ve ardindan ayni 6n isleme ve ozellikleri kullanarak puanlama
verileri (hedef deger bilinmemektedir) doniistiiriilmiistiir. Modelin gegerliligine ve
puanlama verisine yonelik puanlama verilerini uygulanmistir ve tahminlerle birlikte
modele 0zgii agirliklar hesaplanmistir. Bunlarin ardindan daha kiiciik ¢alisma
stirelerine sahip ¢apraz onaylamaya benzer performans tahmini kalitesi saglayan
saglam kestirim ile ¢oklu bir onaylama seti dogrulamasi gerceklestirilmistir ve
ardindan model simiilatorii olusturulmustur. Daha sonra birlesik egitim ve onaylama
veri setlerinde ayn1 parametrelere sahip bir model egitilerek son bir iiretim modeli
olusturulmustur. Bunlardan sonra calisma siireleri toplanmistir ve ¢ikan sonuglar,

sonu¢ baglanti noktalarina gonderilmistir.

1. Naif Bayes (Naive Bayes — NB)

Naif Bayes (NB) smiflandiricisi, kolay ve hizli bir sekilde tanimlanir, ¢ilinki
smiflandirma i¢in parametreleri (degisken ve ara¢ degiskenleri) tahmin etmek igin
kiigiik bir egitim verisi gerektirir (Keramati ve Yousefi, 2011). NB siirecinin
arkasindaki ana fikir, veri kiimelerinin 6zniteliklerini bagimsiz olarak arastirmaktir
(Kim, 2009; Hou ve ark. , 2010; Murphy, 2006) ve ¢ok biiyiik veri setleri i¢in modeli
genisletmek kolaydir. Bu siiflandirict metodu, bir dokiiman smiflandirmasi

algoritmasini 6grenir ve Bayes kuralinin basit kullanimina dayanur.

P(d[c)P(c)
P(d)
Burada ¢ bir siif, d bir belge, P ( ¢ ) bir olasilik, P ( d ) belgenin olasiligi, P (

P(c|d) = 3-5

d | ¢ ) verilen d belgesi i¢in siifin sarth olasiligi, P (¢ | d ) ise d belgesinin c
smifina ait kosullu olasiligidir. Naif Bayes modelinden bir parametrenin goriintiisii

Sekil 2°de gosterilmistir

—range2 —range1
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Sekil 2. Naif Bayes Algoritmas1 Agirliklarindan Birinin Yogunluk Grafigi
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Naif Bayes siiflandiricisinda kullanilan agirliklar Cizelgel’deki gibidir.

Cizelge 1. Naif bayes algoritmasi agirliklar

Nitelik Agirhk
0.329169068 0,2
0.04058144 0,1
0.340776522 0,1
0.304858309 0,1
0.350843754 0,1
0.950809496 0,1
0.090783852 0,1
0.218576167 0,1
0.591770924 0,1
0.09923022 0,1
0.804403656 0,1
0.215261493 0,1
0.086314274 0,1
0.788656772 0,1
0.937680009 0,1
0.495146927 0

Simiilasyonda ¢ikmasi muhtemel sonug¢ Sekil 3’de gosterilmistir. Burada, veri
diizgiinlestirme icin gruplama (Binning) yoOntemiyle ilgilenilmistir. Bu yontemde
veriler once siralanir ve ardindan siralanan degerler birka¢ kova veya kutuya
dagitilir. Binicilik yontemleri degerlerin bulundugu lokasyona basvurdugundan, lokal

diizeltme islemi gerceklestirir.

En basit gruplama yaklasimi, degiskenin araligimi k esit genislik araliklarma
bolmektir. Aralik genisligi basitce degiskenin k ile boliinen degiskenin [A, B]

araligidir,

w = (B-A) /k 3-6

Béylece, aralik aralig [A + (i-1)w, A+ iW] olacaktir, burada i = 1, 2, 3... .k

olarak kabul edilir. Bu yonteme de esit genislik ya da mesafe gruplamasi denir. Bu
gruplamalardan sonra simiilasyon, muhtemel gruplamalardan hangisinin daha iyi
sonug verecegini ortaya ¢ikartacaktir. Bu sonug, naif bayes algoritmasi i¢in sekil 3’de

gosterilmistir.
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Most Likely: range1
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Sekil 3. Naif Bayes Algoritmasi Simiilasyon Gruplamasi Sonucu

Bu muhtemel sonug i¢in 6nemli faktorler Sekil 4’deki gibidir.

Important Factors for range1

0.950800496
0.804403656
0.086314274
0591770924
0218576167

0.340776522

0.495146927
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@ Supporis 'range1’ @ Contradicts 'range 1’

Sekil 4. Naif Bayes Algoritmas1 Uzaklik-1 i¢in Onemli Faktorler

Naif Bayes Lift Chart (Yikseltme Grafigi) , bir model kullanarak (Karar Agaci /
Lojistik Regresyon gibi) rastgele tahmin tahminlerini herhangi bir makine 6grenme
modeli olmadan 6l¢gmek igin kullanilir. Rastgele tahminden kaynaklanan tahminin bu
sekilde iyilestirilmesine yiikseltme (lift) denir. Naif Bayes algoritmasinin yiikseltme

algoritmas1 Sekil 5'de gosterilmistir.

Naive Bayes - Lift Chart

& Cumulative Coverage of range1 I Correct in Confidence Segment

ToUT Tov ToT" o ToU
100%

95%
90%
85%
80%
5%
0%
65%
60%
55%
% 50%
= oas%
40%
35%
0%
235%
20%
15%
0%
5%
0%

70% 80% 90% 100%

Sekil 5. Naif Bayes Algoritmasi Yiikseltme Grafigi
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Naif bayes algoritmasi, hesaplamali verimlilik, diigiik varyans, artan Ogrenme,
giriiltiye dayaniklilik ve eksik degerlerde saglamlik agisindan iyi performans
gostermektedir (Sammut ve Webb, 2017).

2. Genellestirilmis Dogrusal Model (Generalized Linear Model — GLM)

E[Y]=u=Q (Xa) 37

Dogrusal bir belirleyici olan X e« , bilinmeyen parametre olan a'larin dogrusal bir
birlesimidir ve g, link islevi olarak adlandirilir. Link fonksiyonu, bagimli degiskenin
ortalamasimin bir doniisiimiidiir, dyle ki bu donistiiriilmiis degisken, regresyon

parametrelerinin dogrusal bir islevidir.

Yanit degiskeninin varyans’t tipik olarak asagidaki gibi ortalamanin bir

fonksiyonudur:

var[Y]:V(y):V[g_l(Xa)} 38

Bilinmeyen parametre olan a genellikle, analitik olarak ¢oziilemeyen bir denklem
sisteminden maksimum olasilik, Yari-maksimum olabilirlik veya Bayesian

tahmincisi gibi teknikler kullanilarak tahmin edilir.
Genellestirilmis dogrusal model, asagidaki gibi {i¢ unsurdan olusur
1) Ustel bir dagilim ailesinden f bir dagitim fonksiyonu

2) Dogrusal bir tahmin saglayict 7 = X

3)  EIYI=u4=9-1") gini bir link fonksiyonu

Genellestirilmis dogrusal modelde kullanilan model Cizelge 2’deki gibidir.
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Cizelge 2 — Genellestirilmis dogrusal model’in modeli

Attribute Coefficient Std. Coefficient
0.215261493 -14.338 -4.140
0.329169068 -14.347 -4.147
0.788656772 -14.366 -4.142
0.950809496 -14.321 -4.128
0.591770924 -14.444 -4.163
0.86314274 -14.385 -4.155
0.804403656 -14.394 -4.145
0.350843754 -14.412 -4.167
0.9923022 -14.483 -4.193
0.4058144 -14.246 -4.105
0.218576167 -14.329 -4.137
0.90783852 -14.457 -4.189

Genellestirilmis dogrusal modelde kullanilan agirliklar Cizelge 3’de verilmistir.

Cizelge 3 — Genellestirilmis dogrusal model agirliklar

Nitelik Agirhk
0.329169068 0,2
0.04058144 0,1
0.304858309 0,1
0.340776522 0,1
0.350843754 0,1
0.950809496 0,1
0.090783852 0,1
0.218576167 0,1
0.591770924 0,1
0.09923022 0,1
0.215261493 0,1
0.804403656 0,1
0.086314274 0,1
0.937680009 0,1
0.788656772 0,1
0.495146927 0

Esit genislik gruplamasindan sonra simiilasyonda ortaya ¢ikan gruplama sonucu sekil

6’daki gibidir.

25



Most Likely: range1
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Sekil 6. Genellestirilmis Dogrusal Model Algoritmasi i¢in Simiilasyon Sonucu

Bu muhtemel sonug i¢in 6nemli faktorler Sekil 7°de gosterilmistir

Important Factors for range1

0.950809496
0.804403656
0.086314274
0591770924
0.218576167
0.340776522

0.495146927
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Sekil 7. Genellestirilmis Dogrusal Model Uzaklik-1 icin Onemli Faktorler
Genellestirilmis dogrusal model algoritmasi i¢in yiikseltme grafigi Sekil 8’deki
gibidir.

Generalized Linear Model - Lift Chart

8- Cumulative Coverage of range1 H Correct in Confidence Segment
ToUT o T o

100%

Target %
i

10% 20% 30% 40% 50% 60% 0% 0% 0% 100%
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Sekil 8. Genellestirilmis Dogrusal Model Yiikseltme Grafigi

Bu modelin iyi yanlari, normal bir dagilima sahip olmasi i¢in Y yanitinin (cevap
degiskeninin olasilik dagilimi) degismesine gerek olmamasi, baglanti se¢imi rastgele

bilesen se¢iminden ayri1 oldugundan modelleme konusunda daha fazla esneklige
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sahip olmasi, eger baglant1 ilave etkiler yaratiyorsa sabit varyansa ihtiya¢c olmamasi,
modellerin maksimum olabilirlik tahmini ile donatilmis yani tahmin edici 6zelliklerin
optimum c¢alismasi, log-linear ve lojistik regresyon icin kullanilan tim ozellik
cikarim aracglar1 ve model kontrollerinin bu algoritmada da calisiyor olmasi (6rnegin
ward ve olabilirlik orani testleri, sapma, artiklar, giiven araliklari, asir1 dagilma)
ayrica yazilimlarda bu modelleri yakalamak igin prosediirler olmasidir (Ornegin

R’daki SAS ya da glm() PROC GENMOD )
3. Lojistik Regresyon

Genel olarak, veri setindeki her veri noktasi i¢in sablon gorevi gorebilen X =
X1, X2,...,Xn ozelliklerinin bir vektoriiyle baglar. Hayatta kalmay1 6ngoren ikili bir
Y siniflandiricist  olusturulmalidir. Bu yapim temel olarak egitim veri setinin
Ozelliklerine dayanmaktadir. Klasik regresyonda (Lin ve ark. 2008), X vector

ozellik vektorii denklemdeki veri noktasina uymasi i¢in kullanilir:

P(X) =8, + BX,+ Xy + .t BX, 3-9

Bu deger mutlaka 0 ile 1 arasinda olmadigindan, veri noktasina bir sinif atamak i¢in

olasilik olarak kullanilamaz. Genel olarak, bir link fonksiyonu logit, X : toa’y1 0

ile 1 arasinda bir degere doniistiirmek i¢in kullanilir.

eﬂo +/ X+ B X+ B X

P 3-10

- 1+ eﬂo+ﬂ1xl+ﬂzxz+---+ﬂnxn

Egitim verileri, Denklem 3-10'un katsayilarini tahmin etmek i¢in kullanilir. Simif

atamasina karar vermek icin log olasiig: tercih edilir. ikili simflandirma igin, her

egitim verisi noktast X i bir sinif atamas1 yi (6r. survival i¢in 0, non-survival i¢in

1). Daha sonra olasiligini hesaplamak i¢in denklem 3-10'daki bir veri noktasi

degistirilir. Bunun logaritmik ihtimali,

n
Z y;log p; + @+v;)log(1+ p;) 3-11
i=1
Denklem 3-11, verilerden katsayilar i¢cin Maksimum Olabilirlik Tahmini (Maximum
Likelihood Estimation - MLE) elde etmek i¢in sayisal olarak ¢oziiliir.

Lojistik regresyonda kullanilan model Cizelge 4’deki gibidir.
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Cizelge 4 — Lojistik regresyon modeli

Attribute Coefficient Std. Coefficient
0.215261493 -14.338 -4.140
0.329169068 -14.347 -4.147
0.788656772 -14.366 -4.142
0.950809496 -14.321 -4.128
0.591770924 -14.444 -4.163
0.86314274 -14.385 -4.155
0.804403656 -14.394 -4.145
0.350843754 -14.412 -4.167
0.9923022 -14.483 -4.193
0.4058144 -14.246 -4.105
0.218576167 -14.329 -4.137
0.90783852 -14.457 -4.189

Bu modelde kullanilan agirliklar Cizelge 5’deki gibidir

Cizelge 5 — Lojistik regresyon’da kullanilan agirliklar

Nitelik Agirhk
0.329169068 0,2
0.04058144 0,1
0.304858309 0,1
0.340776522 0,1
0.350843754 0,1
0.950809496 0,1
0.090783852 0,1
0.218576167 0,1
0.591770924 0,1
0.09923022 0,1
0.215261493 0,1
0.804403656 0,1
0.086314274 0,1
0.937680009 0,1
0.788656772 0,1
0.495146927 0

Simiilasyon gruplamasi sonucu Sekil 9°da gosterilmistir.
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Most Likely: range1
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Sekil 9. Lojistik Regresyon Algoritmasi Simiilasyon Gruplamasi Sonucu

Bu algoritma i¢in 6nemli faktorler Sekil 10°da gdsterilmistir.

Important Factors for range1
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Sekil 10. Lojistik Regresyon Algoritmasi Uzaklik-1 icin Onemli Faktorler
Bu algoritma igin yiikseltme grafigi ise Sekil 11°deki gibidir.

Logistic Regression - Lift Chart
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Sekil 11. Lojistik Regresyon Yiikseltme Grafigi

Lojistik Regresyon, yaygin bir sekilde kullanilan bir tekniktir ¢linkii verimli ¢aligir
ve ¢ok fazla hesaplama kaynagi gerektirmez. Kolay yorumlanabilirligi, girdi

ozelliklerinin 6lgeklendirilmesini gerektirmemesi, herhangi bir ayar gerektirmemesi,
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diizenlenmesinin kolay olmasi ve iyi kalibre edilmis tahmin edilen olasiliklar
vermesi tercih sebeplerinden olmustur. Lojistik regresyon, ¢ikti degiskeniyle ilgili
olmayan nitelikleri ve birbirine ¢ok benzeyen (iliskili) nitelikler kaldirildiginda daha
iyi ¢alisir. Bu nedenle, Ozellik Miihendisligi, Lojistik ve Dogrusal Regresyon
performansi agisindan 6nemli bir rol oynamaktadir. Sadeligi ve nispeten kolay ve
hizl1 bir sekilde uygulanabilmesi nedeniyle, Lojistik Regresyon, diger daha karmagsik

Algoritmalarin performansini 6lgmek i¢in kullanilabilecek iyi bir temeldir (Url-21).

4. Karar Agaclan

19601 yillardan beri, karar agact yontemi, siniflandirma, tahmin ve kural olarak
cesitli alanlarda yaygin olarak uygulanmaktadir. Geleneksel karar agacinin, X > Ti
gibi bir sart1 ortaya koyarken bir esik degeri yapmasi gibi bir¢ok dezavantaji vardir;
bu nedenle, eger resmi degisken deger esik degerin istiinde degisirse, sonug
stireksizlik olarak adlandirilan akut degisecektir. Sonug, esik degerine karsi ¢ok
hassastir ve bilgi anlayisi ¢ok iyi degildir. Bahsedilen dezavantajlarin ¢oziimleri,
bulanik dagilimin hedef degiskene eksprese edilmesidir. Bulanik karar agaci
anlasilirhgr artirmak ve karar sonuglarinin siirekliligini saglamak ve siniflandirmak

icin benimsenebilir.

E = D1 x D2 x... Dn boyutunun n oldugu sonlu vektor alani olarak Dn ve Dj
sonlu dagihm isaretleme toplamisidir, E'deki ¢ = e =(V4 v2,...vn) olarak
adlandirilan 6geye 6rnek vj e Dj, j = 1,2, ..., ndenir. PE ve NE, pozitif ve negatif
ornek toplayicilar olarak adlandirilan E'nin 6rnek toplayicilaridir. Simdi, PE ve NE
'nin p ve n oldugunu, ID3 temelli, dogru karar agacinin siniflandirilma olasiliginin,

E'deki pozitif ve negatif 6rnekleme ihtimaliyle tutarli oldugunu ve bire yonelik
dogru siniflandirma kestirimi yapmanin bilgi bitiyle tutarli oldugunu gésterir. Ornek
asagidaki gibidir:
I(p,n):ilogziilogzi 3-12
p+n p+n p+n p+n
E, karar agacinin kokii olarak E'yi v alt sinifina bdlen v degerine sahip A niteligi

yapsa, bu arada Ei'de pi pozitif 6rnekler ve ni negatif 6rnekler oldugunu varsayalim,

Ei'nin beklenen bilgisi | (pi, ni) ve A'ya dayanan bekleme bilgisi:
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n.n. +n
E(A) =g%l(pi,ni) 313

Yani A’nin kazanimi,
gain(A) =1(p,n)—E(A) 3-14

ID3 algoritmasi, A niteligini, ( A) kazancini en biiyiik hale getirebilecek, siradan bir
Ozellik olarak seger ve bu yontem, daha hizli smiflandirma hizini elde etmek icin
karar agaci ortalama derinligini daha sig hale getirebilir. Ancak uygulama, bu
standardin daha fazla deger alabilecek niteliklere sahip olmanin kolay oldugunu

kanitlamistir. Artim orani;

gain—ratio(A) = gain(A)/ IV (A) 3-15

Olmak iizere,

IV (A) = Z%I (p.,n) 316
i=1

A oOzelliginin degerinin olusturulmasi hakkinda bilgi dl¢timiidiir. Kullanilan karar

agact modeli Sekil 12°deki gibidir.

0.218576167

range2

range2 -

Sekil 12. Karar Agac1t Modeli
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Karar agaci algoritmasindaki agirliklar Cizelge 6’da gosterilmistir.

Cizelge 6 — Karar agac1 algoritmasinda kullanilan agirliklar

Nitelik Agirhk
0.218576167 0,1
0.937680009 0
0.495146927 0
0.09923022 0
0.350843754 0

Simiilasyon gruplamasi sonucu Sekil 13’°de gosterilmistir.

Most Likely: range2

100%
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70%
60%

50%
40%
30%
20%
10%

0%

range2 rangel

Sekil 13. Karar Agaci Algoritmasi Simiilasyon gruplamasi sonucu

Bu muhtemel sonug i¢in 6nemli faktorler Sekil 14°de gosterilmistir.

Important Factors for range2

0.495148927

0.218576167 ‘
0.08923022 ‘

0.350843754

0.937680008 ‘
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@8 Supports range2’ @B Contradicts 'range2’

Sekil 14. Karar Agac1 Algoritmasi i¢cin 6nemli faktorler

Bu algoritma i¢in Yiikseltme Grafigi Sekil 15°deki gibidir.
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Decision Tree - Lift Chart

& Cumulative Coverage of range1 HCorrect in Confidence Segment

Target %
@
&
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15%

Population %

Sekil 15. Karar Agac1 Algoritmasi Yiikseltme Grafigi

Karar agaci algoritmas1 uygulanmasi sirasinda ortaya ¢ikan optimal parametrelerden

7.5 10 125 15 175

Maximal Depth

birkac1 Sekil 16°da gosterilmistir.

Error Rates for Parameters
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Sekil 16. Karar Agacinin Optimum Parametreleri

4
® Error Rate: 49.9

20 225 25

Karar agacglarinin anlamasi, yorumlamasi, gorsellestirmesi basit olarak sayilmaktadir.
Bu agaglar ortiilii olarak degisken tarama veya 6zellik secimi yaparlar. Hem sayisal
hem de kategorik verileri yonetebilir ve ¢ok ¢ikislt sorunlar1 da ¢ozebilirler. Karar
agaclari, verilerin hazirlanmasi asamasinda daha az c¢aba ister. Ayrica, parametreler

arasindaki dogrusal olmayan iliskiler karar agaglar1 performansini etkilemez.

Karar agacit egitimleri, verileri 1iyi genellestirmeyen karmasik sistemler
olusturabilirler. Buna asir1 uyma denir (over-fitting). Karar agaclar1 kararsiz olabilir,
clinkii verilerdeki kiiclik farkliliklar tamamen farkli bir agacin {iretilmesine neden
olabilir. Buna torbalama ve gili¢lendirme gibi yontemlerle indirilmesi gereken
varyans denir. A¢g0zlii algoritmalar global olarak en uygun karar agacini geri
getirmeyi garanti edemez. Bu oOzelliklerin ve Orneklerin degistirmeyle rastgele
orneklendigi birden fazla agaci egiterek hafifletebilir. Karar agaci 6grenenler, bazi
siiflarin hakim olmasi durumunda onyargili agaglar olusturur. Bu nedenle karar

agacina uymadan Once, ayarlanan verilerin dengelenmesi onerilir.
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5. Rastgele Orman (Random Forest — RF)

Topluluk ya da grup Ogrenmesi, bireysel Ogrenicileri egiterek ve tahminlerini
kaynagtirarak smiflandirmay1 6grenen koleksiyonlar veya smiflandiricilar toplulugu
iireten algoritmalari ifade eder. Bir agag toplulugu yetistirmek ve en popiiler sinifa oy
vermelerini saglamak, siniflandirma dogrulugunda iyi bir gelisme saglamistir.
Genellikle, topluluktaki her agacin biiylimesini kontrol eden rastgele vektorler
olusturulur. Topluluk 6grenme yontemleri iki ana gruba ayrilabilir: torbalama ve
giiclendirme. Torbalamada, ardisik agaglarin Onceki agaclara bagli olmadigi
modeller paraleldir. Her aga¢ bagimsiz olarak veri kiimesinin Onyiikleme Ornegi
kullanilarak olusturulur. Cogunluk oyu Ongoriiyii belirler. Gii¢lendirmede, ardisik
agacglarin dnceki model tarafindan kotii bir sekilde Ongodriilen bu gozlemlere ek
agirlik atadig: yerlerde sirali olarak modeller uygundur. Agirlikli oylama, 6ngoriiyli
belirtir. Rastgele bir orman, torbalamaya ek bir rastgele derece derecesi ekler. Her
agag, veri kiimesinin farkl: bir 6nyiikleme 6rnegi kullanilarak olusturulmus olmasina
ragmen, agaglarin smiflandirildign yontem gelistirilmistir. Rastgele bir orman
tahmincisi, bireysel bir siniflandirma agaci tahmincisi grubudur. Her goézlem i¢in, her
bir aga¢ bir sinifa oy verirken, orman ¢ok sayida oy alan sinifi tahmin eder.
Kullanici, her bir diglimdeki en iyi bdliinme icin aranacak rastgele secilen

degiskenlerin (mtry) sayisini belirtmek zorundadir.

Bir diiglim standart agaglardaki tiim degigkenler arasinda en iyi boliinme kullanilarak
boliiniirken, rastgele bir ormanda diigiim, o diigiimde rastgele segilen bir belirtec¢ alt
kiimesi arasinda en iyiyi kullanarak boliiniir. Miimkiin olan en biiyiik agag yetistirilir
ve budanmaz. Ormandaki her agacin kok diiglimii, egitim seti olarak orijinal
verilerden bir Onylikleme Ornegi icerir. Egitim setinde bulunmayan gozlemlere
“canta dig1” gozlemler denir. Tek bir agacin acilmamis olmasi nedeniyle, terminal
diiglimleri sadece az sayida gozlem icerebilir. Antrenman verileri her bir agacin
tizerinden gecirilir. Eger gozlemler 1 ve j'nin ikisi de ayni terminal diiglimiinde sona
ererse, 1 ve j arasindaki benzerlik bir artirilir. Orman ingaatinin sonunda benzerlikler
simetrik hale getirilir ve aga¢ sayisina boliinilir. Bir gézlem ve kendisi arasindaki
benzerlik bir olarak belirlenmistir. Nesneler arasindaki benzerlikler simetrik bir
matris olusturur ve her giris birim araliginda yer alir. Breiman rastgele orman’1 su

sekilde tanimlamistir (Breiman, 2001):
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Rastgele Orman, aga¢ yapili smiflandirici  koleksiyonundan olusan bir

smiflandiricidir.

{h(X,0,),k=1..} 3-17

Olmak fizere ®k bagimsiz olarak ayni sekilde dagitilmis rasgele vektorlerdir ve her

aga¢ X girisindeki en popiiler smif i¢in bir oy kullanir. Siniflandirma i¢in Rastgele

Orman algoritmasi su sekilde 6zetlenebilir:
e Orijinal verilerden ntree bootstrap 6rnekleri ¢izilir

e Onyiikleme 6rneklerinin her biri icin, asagidaki degisikliklerle birlikte,
onceden tanimlanmamis bir siiflandirma agaci blyiitiiliir: her bir
diigiimde, tim yordayicilar arasinda en iyi ayrimi se¢mek yerine,
yordayicilarin rasgele mtry secilir ve bu degiskenler arasindan en iyi

ayrmmu segilir. Torbalama, MIry = P yordayici sayist elde edildiginde

elde edilen rastgele ormanin 6zel durumu olarak diistiniilebilir.

e ntree agaglarinin tahminlerini toplayarak yeni verileri tahmin edilir ki
bunlar da cogunluk oylar siniflandirma igin, ortalama oylar regresyon
i¢cindir

Bir aga¢ rastgele orman’in genelleme hatasi, forest’teki tek tek agaclarin giicline ve
aralarindaki korelasyon'a baglidir. Her diigimii bolmek igin rastgele bir ozellik
se¢imi  kullanmak, AdaBoost (Freund ve Schapire, 1999:771-780) ile
karsilastirildiginda hata oranlar1 verir. Antrenman verilerine dayanarak hata oraninin

bir tahmini su sekilde elde edilebilir (Liaw ve Wiener, 2002):

e Her bir dnyiikleme yinelemesinde, onyiikleme 0rnegi ile biiyiitiilen agaci
kullanarak, "torba dis1" olarak adlandirilan 6nyiikleme 6rneginde olmayan

veriler tahmin edilir.

e Torba disi tahminleri toplanir: Ortalama olarak, her bir veri noktasi,
zamanin % 36's1 kadar1 tilkenmez olacaktir, bu nedenle bu tahminler
toplanir. Hata orani hesaplanir ve hata oraninin “torba dis1” tahmini

olarak adlandirilir.
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6. Gradyan Arttirilmis Agaclar (Gradient Boosted Trees — GBT)

Gradyan artirilmis agaclar, agac toplulugu modeline aittir (Friedman, 2001:1189-
1232). Bir agagta, her bir egitim O6rnegi X1, bir yapraga smiflandirilir. Her bir
yaprak, Orneklerini bir w agirlik agirligr ile tahmin eder. Bir aga¢ olusturduktan
sonra, GBT karsilik gelen yaprak agirligimi ekleyerek her bir vakanin tahminini
giinceller. Sonra GBT bir sonraki agaca taginir. GBT, her yapinin 6ngorii sinifini
verdigi karar agacindan ziyade, bir yapraga siirekli tahminsel agirlik veren regresyon

agacini benimser. Tiim agaglar bitirdikten sonra, GBT tiim agac¢larin tahminlerini

nihai tahmin olarak toplar (Friedman J. , vd. 2000:337-407).

)
V=2 (X)) 3-18
t=1

T ’ninci agag icin asagidaki diizenli hedefin en aza indirgenmesi gerekir

=0 =i|(yi’yi(t))+g( f)= il(yi,yf“l) + f,(x)+Q(f,) 319

Burada |, tahmin ve verilen lojistik kayip gibi hedefe verilen zarar1 hesaplayan bir

kayip fonksiyonudur. {2 | asir yerlestirmeyi onlemek igin ceza islevini gosterir.
LogitBoost (Friedman J. , vd. 2000:337-407), F(t) 'yi ikinci dereceden yaklastirma ile

genisletir. gi ve hi, 1'nin birinci ve ikinci dereceden gradyanlaridir.

N 1
t t-1 2
FO < ) ) R [ract) s
i=1
Optimum  ¢oziimiin  bulunmasi i¢cin  miimkiin olan her aga¢c yapis
numaralandirilabilir. Bununla birlikte, bu sema pratikte kullanigsizdir. Bu nedenle,
genellikle aga¢ diiglimlerinin basarili bir sekilde boliinmesi i¢in Sekil 17°de goriilen

acg0zIi bir algoritma (Jiang J., vd. 2017) kullanilir.

m: # features, n: # instances, k : # split candidates
for m=1to mdo
generate k split candidates sm = {sm1,sm2,...smk}
end for
for m=1tomdo
loop n instances to generate gradient histogram with k bins
gmk = Y, gi where Smk — 1 < xim < smk
hmk = Y hi where Smk — 1 < xim < smk
end for
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gainmax=0,9g=Y~,gi ,h=YN_ hi
form=1tomdo
gl =0,hl=0
for k=1to k do
gl =gl + gmk, hl = hl + hmk
gr=g-gl,hr=h-hl
G2l G2R G?
Hl+a+Hr+a+H+a

gainmax = max(gainmax,

end for
end for

)

Sekil 17. Gradyan Arttirilmig Agaclar i¢in A¢ GozIii Algoritma

Her ozellik i¢in K adet béliinmiis adaylar géz oniine alindiginda, gradyan
istatistiklerini 6zetleyen bir gradyan histogrami olusturmak i¢in diigiimiin tim
ornekleri dongii icine alinir (satir 4-8). Tiim 6zelliklerin gradyan istatistiklerini iceren
gradyan histogrami olusturulduktan sonra, tiim histogram kutulari numaralandirilir

ve maksimum objektif kazang saglayan parga bulunur (satir 10-17).

(Zlel g ) (Zlel g ) (Z, |g )

Gain=— -y 3-21

Z.e h +2A Z.e h +2A Zleh+x

Burada IL ve IR ayrildiktan sonra ortaya gikan sol ve sag diigiimlerdir. Kesin teklif,

tim Ornekleri her Ozellige gore siralar ve olasi tim bdlmeleri kullanir. Ancak,
yinelemeli siralama ¢ok zaman alicidir. Sonug olarak, yaygin olarak kullanilan bir
strateji, Ozellik dagiliminin yiizdelerine gore sinirli boliinmiis adaylar onermektir.
Asirt uyumu Onlemek icin kullanilan iki yaygin teknik, biiziilme ve 0Ozellik
orneklemesidir. Biiziilme, denklemdeki yaprak agirligim1i 68renme orani olarak

adlandirilan hiper-parametresi 7] ile garpar. Ozellik Srnekleme teknigi, pratikte etkili

oldugu kanitlanan her agac i¢in bir 6zellik alt kiimesini 6rneklemektedir (Chen ve

Guestrin, 2016:785-794).

Gradyan Arttirtlmis Agaglar yontemini uygulanirken kullanilan model Sekil 18’deki
gibidir. Agirlik sayilar1 ve aga¢ yapisinin kiimelemesinden dolay1 seklin boyutu
kiigiik goziikmektedir.

Sekil 18. Gradyan Arttirilmis Agaclar Modeli
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Bu algoritmada kullanilan nitelikler ve agirliklar1 Cizelge 7°deki gibidir.

Cizelge 7 — Gradyan arttirilmis agaglar kullanilan nitelikler ve agirliklar

Nitelik Agirhk
0.329169068 0,2
0.04058144 0,1
0.304858309 0,1
0.340776522 0,1
0.350843754 0,1
0.950809496 0,1
0.090783852 0,1
0.218576167 0,1
0.591770924 0,1
0.215261493 0,1
0.804403656 0,1
0.09923022 0,1
0.086314274 0,1
0.937680009 0,1
0.788656772 0,1
0.495146927 0,1

Gradyan arttirllmis agaclarin simiilasyonu sonucunda ¢ikabilecek muhtemel uzaklik

Sekil 19’da gosterilmistir.

Most Likely: range1

100%
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10%

0%

range2 rangel

Sekil 19. Gradyan Arttirilmis Agaclar Simiilasyon Gruplamasi Sonucu

Bu muhtemel sonug i¢in 6nemli faktorler Sekil 20°deki gibidir.
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Important Factors for range?

0.804403656
0.591770924
0.086314274
0.950809496
0.090783852
0.495148927

0.340776522
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Sekil 20. Gradyan Arttirilmig Agaclar Uzaklik-1 i¢in 6nemli faktorler
Bu algoritmanin yiikseltme grafigi ise Sekil 21°deki gibidir.

Gradient Boosted Trees - Lift Chart

@~ Cumulative Coverage of ranget ECorrectin Confidence Segment

Target %

Bonulation %

Sekil 21. Gradyan Arttirllmig Agaclar i¢in Yiikseltme Grafigi
Gradyan arttirilmis agaglarin optimal parametreleri ise Sekil 22°de gosterilmistir.

Gradient Boosted Trees - Lift Chart

& Cumulative Coverage of ranget ECorrectin Confidence Segment

A00% 1o 10T ToUT T

Target
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Sekil 22. Gradyan Arttirilmig Agaclar Optimal Parametreleri

Daha fazla 6zellik uygulamada genellikle daha yiiksek tahmine dayali dogruluk
sagladigindan, endiistriyel uygulamalarda kullanilan birgok veri kiimesi genellikle

cok fazla ozellik igerir. GBT'nin, her yineleme sirasindaki tiim 6zellikler i¢in gradyan
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histogramlarinin  birlestirilmesini ~ gerektirdigini gdz Oniinde bulundurarak,
ozelliklerin boyutu arttiginda, model toplanmasinin iletisim maliyeti de orantili
olarak artar. Bununla birlikte, mevcut sistemler verimsiz model toplamalarindan
dolayr bu yiikksek boyutlu senaryoyu verimli bir sekilde ele almayi
basaramamaktadir. Ornegin, MLIib (Url-17) egitim sirasindaki parametreleri
birlestirmek i¢in harita azaltma ¢er¢evesini kullanirken, XGBoost (Chen ve Guestrin,
2016:785-795) yerel ¢oziimleri 6zetlemek igin all-down MPI'yi segmistir. Oldukca
bliyiik boyutta olan parametreler i¢in, hem harita azaltma hem de tiimii azaltma ile
tek noktadan olusan bir tikaniklikla karsilagilir. Bu nedenle, model toplama
paradigmalar1 yiiksek boyutlu 6zellikler i¢cin uygun degildir. Harita kiigiiltme ve
azaltma islemine bir alternatif, tek noktadan gelen tikanmayi Onlemek i¢in
parametreleri hizmet makineleriyle bolen parametre sunucusu mimarisidir. Ne yazik
ki, Petuum (Wei J. , vd. 2015:381-394) ve TensorFlow (Abadi M., vd. 2016) gibi
yaygin parametre sunucusu sistemleri, GBT'nin dagitilmis egitim siireci yukarida
bahsedilen ML algoritmalarindan daha karmasik oldugu icin GBT i¢in ¢dzlimler

sunmamaktadir.

7. Destek Vektor Makinesi (Support Vector Machine — SVM)

Destek vektor makinesi, ¢ok g¢esitli alanlarda yiiksek smiflandirma dogrulugu
nedeniyle bir¢ok arastirmacinin dikkatini ¢eken faydali ve iyi bilinen denetimli
O0grenme algoritmalarindan biridir (Vapnik, 1995; Baesens ve ark. , 2003). SVM,
dogrusal olmayan problemleri ¢6zme yetenegini kanitlamistir (Martens ve ark.
2009). Bununla birlikte, SVM, biiylik veri uygulamasi ile bellek ve zaman
tiiketiminin kullaniminin artmasina neden olan yiiksek islemsel karmasikliga sahiptir.
Dogrusal olmayan uygulamalarda calisma prensibi, egitim setini yiiksek boyutlu
ozellige eslemektir. Smiflar arasinda en uygun hiper diizlemi (hiper diizlemi
ayirarak) inceleyerek maksimum bir smir bulmak i¢in dogrusal olarak ayrilabilir

(Huang ve digerleri, 2002).

Gauss radyal ¢ekirdek fonksiyonu, genellikle dogrusal olmayan verileri yliksek
boyutlu bir 6zellik uzayina aktarmak i¢in kullanilir (Burbidge vd. 2001). Cekirdek

islevi,
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2
]

K(x;.x;) =exp — 3-22

Burada X, , egitim setinin girdisi olarak tanimlanir. Lemma kullanarak siniflandirma

arastirmasi i¢in SVM ayirici hiperplani gosterilebilir,

F(X) =sgn(>_a yk(x;.x;) +b) 3-23

a;, verileri yiikksek boyutlu alana eslemek icin kullanilan Lagrang usulii oldugunda,
¥; » X; sintfinin etiketidir ve b bias, sgn ise 6rnekleri agiklayan islevidir; yani, pozitif

bir sinif i¢in + 1 veya negatif sinif i¢in -1’dir.
Destek vektor makinesi uygulanirken kullanilan model, asagidaki gibidir:

Cekirdek Model
Destek Vektorii Toplam Adedi: 2168
Tahminlerin sagsma degeri: -6.431

w[0.215261493] = 547973.246
W[0.788656772] = 530154.894
W[0.950809496] = 546957.686
W[0.591770924] = 539235.049
W[0.804403656] = 528858.216
Ww[0.350843754] = 526661.712
w[0.09923022] = 539813.643

W[0.04058144] = 532475.502

W[0.218576167] = 544046.364
w[0.090783852] = 536527.857
w[0.937680009] = 540722.249
w[0.495146927] = 533016.412
w[0.340776522] = 540139.120
W[0.304858309] = 542932.603

smif sayisi: 2
uzaklik1 igin destek vektor sayisi: 1085
uzaklik? i¢in destek vektor sayisi: 1083

Destek vektor makinesinde kullanilan agirliklar Cizelge 8’de gosterilmistir.
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Cizelge 8 — Destek vektor makinesi nitelikleri ve agirliklart

Nitelik Agirhk
0.090783852 0,1
0.218576167 0,1
0.350843754 0,1
0.304858309 0,1
0.340776522 0,1
0.215261493 0,1
0.788656772 0,1
0.04058144 0,1
0.804403656 0,1
0.495146927 0,1
0.937680009 0,1
0.950809496 0,1
0.591770924 0,1
0.09923022 0,1

Simiilasyon gruplamasi sonucu Sekil 23’°de gosterilmistir.

Most Likely:
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Sekil 23. Destek Vektor Makinesi Simiilasyon Gruplamasi Sonucu

Bu muhtemel sonug i¢in 6nemli faktorler Sekil 24°deki gibidir.
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Important Factors for range

0.000783852
0.937680008
0.495146927

0.09923022
0.340776522
0.788656772

0.218576187
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Sekil 24. Destek Vektor Makinesi Uzaklik-1 i¢in 6nemli faktorler

Destek vektor makinesi yiikseltme grafigi ise Sekil 25°deki gibidir.

Support Vector Machine - Lift Chart

Target %

Sekil 25. Destek Vektor Makinesi Yiikseltme Grafigi
Destek vektor makinesinin optimal verileri Sekil 26’da gosterilmistir.

Destek Vektdr Makinesi Optimal Parametreler
Parametreler icin hata oranlan

Gamma - 0.010 o - : : . .
C: 1000 ' ’

= ——
w s L LES | "

Hata Oranlan
Sekil 26. Destek Vektor Makinesi Optimal Parametreleri

8. Hizh Biiyiik Marj (Fast Large Margin — FLM)

Hizli Biiyiikk Marj operatorii, R.E. Fan, K.W. Chang, C.J. Hsieh, X.R. Wang ve C.J.

Lin tarafindan Onerilen lineer destek vektorlii 6grenme diizenine dayanan bir hizli
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marj Ogrenicisi uygular. Sonug, klasik SVM veya lojistik regresyon uygulamalari
tarafindan sunulanlara benzer olmasimna ragmen, bu dogrusal smiflandirici,
milyonlarca 6rnek ve nitelik igeren veri kiimesi iizerinde ¢alisabilir. Standart SVM,
bir giris veri seti alir ve ongoriilen her giris icin, iki olasi siniftan hangisinin girisi
icerdigini tahmin eder, bu da SVM'yi olasiliksiz bir ikili dogrusal siniflandirict yapar.
Her biri iki kategoriden birine ait olarak isaretlenmis bir dizi egitim 6rnegi gbz dniine
alindiginda, bir SVM egitim algoritmasi, bir kategoriye veya digerine yeni 6rnekler
atanan bir model olusturur. Bir SVM modeli, orneklerin uzayda nokta olarak
gosterilip, ayr1 kategorilere ait 6rneklerin miimkiin oldugunca genis agik bir aralikla
boliinmesi icin eslenen bir temsilidir. Yeni ornekler daha sonra ayni alana eslestirilir
ve aralarindaki farkin hangi tarafinda olduklarina dayanarak bir kategoriye ait oldugu

tahmin edilir.

Bir destek vektorii makinesi, siniflandirma, regresyon veya diger gorevler igin
kullanilabilen yiiksek veya sonsuz boyutlu bir alanda bir hiper diizlem veya hiper
diizlem seti olusturur. Sezgisel olarak, herhangi bir sinifin en yakin egitim veri
noktalarina (sozde islevsel marj) en biiyilkk mesafeye sahip olan hiper diizlem
tarafindan iyi bir ayrim elde edilir, ¢linkii genel olarak sinir marji, siniflandiricinin
genelleme hatasi azalir. Orijinal problem sonlu boyutlu bir uzayda belirtilebilse de,
genellikle ayrimciliga ugrayan kiimelerin o uzayda dogrusal olarak ayrilmamasi olur.
Bu nedenle, orijinal sonlu boyutlu uzayin ¢ok daha yiiksek boyutlu bir alana
haritalanmast ve muhtemelen bu alanda ayrilmayr kolaylastirmasi Onerildi.

Hesaplama yikiinii makul tutmak i¢in, SVM semalar1 tarafindan kullanilan
haritalama, secilen bir cekirdek fonksiyonu K (X, y) cinsinden tanimlanarak,

nokta iirlinlerin orijinal alandaki degiskenler acisindan kolayca hesaplanmasini
saglamak tizere tasarlanmistir. Yiiksek boyutlu uzaydaki hiper diizlemler, i¢ ¢carpimi
o uzaydaki bir vektor ile sabit olan noktalarin kiimesi olarak tanimlanir. Hizli biiyiik
marj operatorii bu islemleri ¢cok biiyiik veri setlerinde uygulayabildigi i¢in tercih

sebebi olmustur.

Hizli Biiylik Marj’da kullanilan agirliklar Cizelge 9°de verilmistir.
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Cizelge 9 — Hizl biiylik marj algoritmasi nitelikleri ve agirliklar

Nitelik Agirhk
0.329169068 0,2
0.04058144 0,1
0.304858309 0,1
0.340776522 0,1
0.350843754 0,1
0.950809496 0,1
0.090783852 0,1
0.218576167 0,1
0.591770924 0,1
0.09923022 0,1
0.215261493 0,1
0.804403656 0,1
0.086314274 0,1
0.937680009 0,1
0.788656772 0,1
0.495146927 0

Simiilasyon gruplamasi sonucu Sekil 27°deki gibidir.

Most Likely: range1
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10%
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range2 rangel

Sekil 27. Hizli Biiyiik Marj algoritmasi Simiilasyon gruplamasi sonucu

Bu muhtemel sonug i¢in 6nemli faktorler Sekil 28°deki gibidir.
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Important Factors for range1

0.950800498
0.604403656
0.086314274
0.591770924
0.218576167

0.340776522

0.495146927

-0.25 -0.20 -0.15 -0.10 -005 000 0.05 010 015 020 025

@ Supports 'range1” @ Contradicts range!’

Sekil 28. Hizl1 Biiyiik Marj Algoritmas: Uzaklik-1 i¢in 6nemli faktorler
Hizli biiylik marj’a ait ylikseltme grafigi Sekil 29°da gosterilmistir.

Fast Large Margin - Lift Chart

@ Cumulative Coverage of range1 HCorrectin Confidence Segment

o AL U o %

Target %
*

Population %

Sekil 29. Hizli Biiyiikk Marj Algoritmasi Yiikseltme Grafigi

Bu algoritmanin optimal parametreleri ise Sekil 30°da gdsterilmistir.

Fast Large Margin - Optimal Parameters

Optimal Parameters Error Rates for Parameters
G:10

0.001 0.01

i
g
= 1%
E
E
- .
Q.1 1 10 100 1k
C

Sekil 30. Hizl1 Biiyiik Marj Algoritmasi Optimal Parametreleri

9. Konvoliisyonel (Evrisimli) Sinir Ag1 (Convolutional Neural Network — CNN)

Derin Sinir A1, ¢ok sayida gizli katmana sahip Yapay Sinir Agidir (YSA) ve ¢ok

miktarda veri isleme yetenegine sahiptir. Konvoliisyonel Sinir Agi, en eski ve en
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popliler derin sinir aglarindan biridir. Adi, evrisim adi verilen matrisler arasindaki
dogrusal operatdrden gelir. Bir CNN ¢oklu katmanlardan olusur: evrisim katmani,
havuz katmani, tamamen bagli katman ve dogrusal olmayan katman. CNN'ler
Ozellikle goriintii siniflandirma, bilgisayarla gorme ve dogal dil isleme alanlarinda
umut verici bir sekilde performans gosteriyor. Bu ¢aligmada, CNN'lerin bilgisayar
vizyonunda popiilerligini artiran ilk mimari olan AlexNet kullanilmistir. AlexNet'te,
degisen evrisimsel tabakalar ve havuzlama tabakalar1 yerine tim evrisimsel tabakalar
bir araya getirilmistir. Bu nedenle, LeNet ve onun gelistirilmis versiyonu ile

karsilastirildiginda daha fazla derinlik ve boyut saglar.

Kullanilan model su sekildedir:

Model Metrikleri Tiirli: Binom

Aciklama: 10040 ornek ile gegici egitim ¢ercevesinde rapor edilen metrikler
model numarast: rm-h20-model-model-390517

cerceve numarasi: rm-h20-frame-model-615009.temporary.sample.28.49%
MSE: 0.0026381898

R"2:0.98944676

AUC: 0.99996436

logloss: 0.009106332

KM: Karmagiklik Matrisi (dikey: gercek; karsisinda: ngoriilen):

Uzaklik2 Uzaklikl Hata Oran

Uzakhik2 4964 22 0.0044 = 22/ 4,986

Uzaklikl 6 5048 0.0012 = 6/5,054

Toplam 4970 5070 0.0028 =28/10,040
Kazang/Kaldirma Cizelgesu (Avg response rate: 50.34 %):

Noron Katmanlariin durumu (tahmin 0, 2-smif siniflandirma, bernoulli dagitima,
CrossEntropy kaybi, 3,502 Agirliklar/bias, 47.5 KB, 351,000 egitim 6rnegi, mini-
parti boyutu 1):

H20 versiyon: 3.8.2.6-rm9.0.0

Kullanilan agirliklar, Cizelge 10°da verilmistir.
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Cizelge 10 — Konvoliisyonel sinir aginda kullanilan nitelikler ve agirliklart

Nitelik Agirhk
0.329169068 0,2
0.04058144 0,1
0.304858309 0,1
0.340776522 0,1
0.350843754 0,1
0.950809496 0,1
0.090783852 0,1
0.218576167 0,1
0.591770924 0,1
0.09923022 0,1
0.215261493 0,1
0.804403656 0,1
0.086314274 0,1
0.937680009 0,1
0.788656772 0,1
0.495146927 0

Simiilasyon gruplamasi sonrasi ¢ikan deger Sekil 31°de gosterilmistir.

Most Likely: range1
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range2 rangel

Sekil 31. Konvoliisyonel Sinir Ag1 Simiilasyon Gruplamasi Sonucu
Uzaklik-1 i¢in 6nemli faktorler Sekil 32°de gosterilmistir.

Important Factors for range1

0.950809496 4
0.804403656 q
0.086314274
0.591770924 4
0.218576167 4

0.340776522 4

0495146927 4

-0.25 -0.20 -015 -0.10 -0.05 0.00 0.05 0.10 015 0.20 0.25
@@ Suppors range!’ @ Contradicts ‘range1’
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Sekil 32. Konvoliisyonel Sinir Ag1 Uzaklik-1 i¢in 6nemli faktorler

Bu algoritma i¢in yiikseltme grafigi Sekil 33’deki gibidir.

-@-Cumulative Coverage of range1 [ Correct in Confidence Segment

Target %
a
b

15%

Sekil 33. Konvoliisyonel Sinir Ag1 Yiikseltme Grafigi

Siniflandirmada sinir aglarinin i1yl olmasinin matematiksel nedeni, evrensel yaklagim
teoremidir. Bir sinir aginin, kompakt bir alt kiimede siirekli gercek degerli herhangi
bir islevi yerine getirebilecegini belirtir. Yaklasimin kalitesi ndronlarin sayisina
baglidir. Ayrica ndronlar1 mevcut katmanlara eklemek yerine ek katmanlara
eklemenin yaklastirma kalitesini daha hizli arttirdigi gosterilmistir. Ayrica sinir
aglari, verilerdeki karmagik desenleri bile aciklayabilen islevleri olusturma

yetenegine sahip oldugu i¢in de tahmin uygulamalarinda kullanilmaktadir.
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IV. BULGULAR

A. Naif Bayes (Naive Bayes — NB)

Naif Bayes modeli performanslari1 ve tahmin sonuglart asagidaki sekillerde
gosterilmistir. Degerlendirilen 6zellik kiimesi sayis1 425 ve liretilen 6zellik sayisi

37°dir. Naif Bayes performans sonuglarindan ilki Sekil 34’te gosterilmistir.

Maliyet ve Faydalar

Toplam Maliyet/Fayda: 25432
Ortalama Maliyet / Fayda: 0.978
En 1yi secenek i¢in toplam(uzaklik?2) : 72
Kazang: 25360

Sekil 34. Naif Bayes Maliyet ve Faydalari
Naif Bayes Algoritmas1 Hata Matrisinden gelen sonuglar Cizelge 11°deki gibidir

Cizelge 11 - Naif bayes hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 98.9% +0.1%
Siniflandirma Hatasi 1.1% +0.1%
Egrinin Altindaki Alan 100.0% +0.0%
Hassasiyet 98.1% +0.1%
Geri Cagirma 99.8% +0.1%
Testin Dogrulugu 98.9% +0.1%
Gergek Pozitifler Orani 99.8% +0.1%
Belirlilik 98.1% +0.1%

Naif Bayes Algoritmasinin Hata Matrisi Degerleri Cizelge 12°deki gibidir.
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Cizelge 12. Naif bayes hata matrisi degerleri

Kriter Deger Standart Sapma
Dogruluk 98.9% +0.1%
Siniflandirma Hatas1 1.1% +0.1%
Egrinin Altindaki Alan 100.0% +0.0%
Hassasiyet 98.1% +0.1%
Geri Cagirma 99.8% +0.1%
Testin Dogrulugu 98.9% +0.1%
Gergek Pozitifler Orani 99.8% +0.1%
Belirlilik 98.1% +0.1%

B. Genellestirilmis Dogrusal Model (Generalized Linear Model - GLM)

Genellestirilmis Dogrusal Model performanslar1 ve tahmin sonuglari asagida
gosterilmistir. Degerlendirilen 6zellik kiimesi sayist 722 ve lretilen 6zellik sayisi

55°tir. Genellestirilmis Dogrusal Model performans sonuglarindan ilki Sekil 35°te

gosterilmistir.

Maliyet ve Faydalar
Toplam Maliyet/Fayda: 25698
Ortalama Maliyet / Fayda: 0.988
En iyi se¢enek icin toplam(uzaklik2) : 72
Kazang: 25626

Sekil 35. Genellestirilmis Dogrusal Model Maliyet ve Faydalari

Genellestirilmis Dogrusal Model Algoritmasi1 Hata Matrisinden gelen sonuglar

Cizelge 13’teki gibidir.

Cizelge 13 - Genellestirilmis dogrusal model hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 98.9% +0.1%
Siniflandirma Hatas1 1.1% +0.1%
Egrinin Altindaki Alan 100.0% +0.0%
Hassasiyet 98.1% +0.1%
Geri Cagirma 99.8% +0.1%
Testin Dogrulugu 98.9% +0.1%
Gergek Pozitifler Orant 99.8% +0.1%
Belirlilik 98.1% +0.1%

Genellestirilmis Dogrusal Model Algoritmasinin Hata Matrisi Degerleri Cizelge
14°teki gibidir.
52



Cizelge 14 - Genellestirilmis dogrusal model hata matrisi degerleri

Hata Matrisi Asil agirhk2 Asil agirhk1 Sinif hassasiyeti
Tahmini uzakhk2 9183 0 100.00%
Tahmini uzakhk1 110 9279 98.83%
Sinif geri cagirma 98.82% 100.00%

C. Lojistik Regresyon (Logistic Regression — LR)

Lojistik Regresyon performanslari ve tahmin sonuglari asagida goOsterilmistir.
Degerlendirilen 6zellik kiimesi sayis1 1164 ve iiretilen 6zellik sayis1 79°dur. Lojistik

Regresyon performans sonuglarindan ilki Sekil 36’da gosterilmistir.

Maliyet ve Faydalar

Toplam Maliyet/Fayda: 21,930
Ortalama Maliyet / Fayda: 0.843
En iyi se¢enek i¢in toplam(uzaklik?2) : 72
Kazang: 21,858

Sekil 36. Lojistik Regresyon Maliyet ve Faydalari
Lojistik Regresyon Algoritmasi Hata Matrisinden gelen sonuglar Cizelge 15°teki
gibidir.

Cizelge 15 - Lojistik regresyon hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 92.1% +0.3%
Siniflandirma Hatas1 7.9% +0.3%
Egrinin Altindaki Alan 99.6% +0.0%
Hassasiyet 86.4% +0.6%
Geri Cagirma 100.0% +0.0%
Testin Dogrulugu 92.7% +0.4%
Gergek Pozitifler Orani 100.0% +0.0%
Belirlilik 84.4% +0.6%

Lojistik Regresyon Algoritmasinin Hata Matrisi Degerleri Cizelge 16’daki gibidir.
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Cizelge 16. Lojistik regresyon hata matrisi degerleri

Kriter Deger Standart Sapma
Dogruluk 92.1% +0.3%
Smiflandirma Hatas1 7.9% +0.3%
Egrinin Altindaki Alan 99.6% +0.0%
Hassasiyet 86.4% +0.6%
Geri Cagirma 100.0% +0.0%
Testin Dogrulugu 92.7% +0.4%
Gergek Pozitifler Orani 100.0% +0.0%
Belirlilik 84.4% +0.6%

D. Karar Agaclar: (Decision Trees — DT)

Karar Agaglart performanslar1 ve tahmin sonuglar1 asagida gosterilmistir.
Degerlendirilen 6zellik kiimesi sayis1 1223 ve iiretilen 6zellik sayist 95°tir. Karar

Agaclar1 performans sonuglarindan ilki Sekil 37°de gosterilmistir.

Maliyet ve Faydalar

Toplam Maliyet/Fayda : -1646

Ortalama Maliyet / Fayda: -0.063
En iyi secenek i¢in toplam(uzaklik?2) : 72
Kazang: -1,718

Sekil 37. Karar Agac1 Maliyet ve Faydalar
Karar Agaclar1 Algoritmasi Hata Matrisinden gelen sonuglar Cizelge 17°deki gibidir.

Cizelge 17 - Karar agaci hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 46.9% +0.2%
Siniflandirma Hatas1 53.1% +0.2%
Egrinin Altindaki Alan 46.8% +0.4%
Hassasiyet 34.3% +2.0%
Geri Cagirma 7.0% +0.4%
Testin Dogrulugu 11.6% +0.6%
Gergek Pozitifler Orani 7.0% +0.4%
Belirlilik 86.7% +0.5%

Karar Agaclar1 Algoritmasimin Hata Matrisi Degerleri Cizelge 18’deki gibidir.
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Cizelge 18 - Karar agaci hata matrisi degerleri

Hata Matrisi Asil agirhk2 Asil agirhk1 Sinif hassasiyeti
Tahmin uzakhk2 8061 8623 48.32%
Tahmin uzakhk1 1240 647 34.29%
Sinif geri ¢cagirma 86.67% 6.98%

E. Rastgele Orman (Random Forest — RF)

Rastgele Orman performanslar1 ve tahmin sonuglar1 asagida gosterilmistir.
Degerlendirilen 6zellik kiimesi sayis1 911 ve iretilen 6zellik sayis1 82°dir. Random

Forest performans sonuglarindan ilki Sekil 38’de gosterilmistir.

Maliyet ve Faydalar

Toplam Maliyet/Fayda: 2652
Ortalama Maliyet / Fayda: 0.106
En iyi secenek i¢in toplam(uzaklik2) : 70
Kazang: 2582

Sekil 38. Rastgele Orman Maliyet ve Faydalari
Rastgele Orman Algoritmas1 Hata Matrisinden gelen sonuglar Cizelge 19’daki
gibidir

Cizelge 19 - Rastgele orman hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 55.4% +0.3%
Siniflandirma Hatas1 44.6% +0.3%
Egrinin Altindaki Alan 68.8% +1.0%
Hassasiyet 53.0% +0.6%
Geri Cagirma 94.5% +0.4%
Testin Dogrulugu 67.9% +0.4%
Gergek Pozitifler Orant 94.5% +0.4%
Belirlilik 16.4% +0.9%

Rastgele Orman Algoritmasinin Hata Matrisi Degerleri Cizelge 20°deki gibidir.

Cizelge 20 - Rastgele orman hata matrisi degerleri

Hata Matrisi Asil agirhk?2 Asil agirhk1 Sinif hassasiyeti
Tahmin uzakhk2 1467 489 75.00%
Tahmin uzakhk1 7472 8429 53.01%
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Simif geri ¢cagirma 16.41% 94.52%

F. Gradyan Arttirllmis Agaglar (Gradient Boosted Trees — GBT)

Gradyan Arttirilmis  Agaclar performanslar1  ve tahmin sonuglart asagida
gosterilmistir. Degerlendirilen 6zellik kiimesi sayisi 296 ve {iretilen 6zellik sayisi

26’dir. Gradyan Arttirllmis Agaclar performans sonuglarindan ilki Sekil 39°da

gosterilmistir.

Maliyet ve Faydalar
Toplam Maliyet/Fayda: 21964
Ortalama Maliyet / Fayda: 0.879
En iyi secenek i¢in toplam(uzaklik2) : 70
Kazang: 21894

Sekil 39. Gradyan Arttirilmis Agaclar Maliyet ve Faydalari

Gradyan Arttirllmis Agaglar Algoritmas: Hata Matrisinden gelen sonuglar Cizelge
21°deki gibidir.

Cizelge 21 - Gradyan arttirilmis agaglar hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 94.0% +0.4%
Siniflandirma Hatas1 6.0% +0.4%
Egrinin Altindaki Alan 99.1% +0.1%
Hassasiyet 91.7% +0.8%
Geri Cagirma 96.7% +0.4%
Testin Dogrulugu 94.1% +0.5%
Gergek Pozitifler Orani 96.7% +0.4%
Belirlilik 91.2% +0.7%

Gradyan Arttirllmis Agaclar Algoritmasinin Hata Matrisi Degerleri Cizelge 22°deki
gibidir.

Cizelge 22 - Gradyan arttirilmis agaclar hata matrisi degerleri

Hata Matrisi Asil agirhk2 Asil agirhkl1 Simif hassasiyeti
Tahmin uzakhk2 8154 295 96.51%
Tahmin uzakhkl 785 8623 91.66%
Sinif geri ¢cagirma 91.22% 96.69%
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G. Destek Vektor Makinesi (Support Vector Machine — SVM)

Destek Vektor Makinesi performanslari ve tahmin sonuglar1 asagida gosterilmistir.
Degerlendirilen 6zellik kiimesi sayis1 2907 ve tiretilen 6zellik sayis1 177°dir. Destek

Vektor Makinesi performans sonuglarindan ilki Sekil 40°ta gosterilmistir.

Maliyet ve Faydalar

Toplam Maliyet/Fayda: 4600
Ortalama Maliyet / Fayda: 0.767
En iyi secenek icin toplam(uzaklik2) : 16
Kazang: 4584

Sekil 40. Destek Vektor Makinesi Maliyet ve Faydalari

Destek Vektor Makinesi Algoritmas1 Hata Matrisinden gelen sonuglar Cizelge
23’teki gibidir.

Cizelge 23 - Destek vektor makinesi hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 88.4% +0.7%
Siniflandirma Hatas1 11.6% +0.7%
Egrinin Altindaki Alan 95.9% +0.5%
Hassasiyet 87.1% +0.6%
Geri Cagirma 90.2% +1.3%
Testin Dogrulugu 88.6% +0.7%
Gergek Pozitifler Orani 90.2% +1.3%
Belirlilik 86.6% +0.9%

Destek Vektor Makinesi Algoritmasinin Hata Matrisi Degerleri Cizelge 24’teki
gibidir.

Cizelge 24 - Destek vektor makinesi hata matrisi degerleri

Hata Matrisi Asil agirhk?2 Asil agirhkl1 Sinif hassasiyeti
Tahmin uzakhk2 1857 210 89.84%
Tahmin uzakhkl1 287 1932 87.07%
Sinif geri ¢cagirma 86.61% 90.20%

H. Hizh Biiyiik Marj (Fast Large Margin — FLM)

Hizli Biiylik Marj performanslart ve tahmin sonuglart asagida gosterilmistir.
Degerlendirilen 6zellik kiimesi sayis1 375 ve iiretilen Ozellik sayist 32°dir. Hizh

Biiylik Marj performans sonuclarindan ilki Sekil 41°de gosterilmistir.
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Maliyet ve Faydalar

Toplam Maliyet/Fayda: 24100
Ortalama Maliyet / Fayda: 0.927
En iyi secenek i¢in toplam(uzaklik2) : 72
Kazang: 24028

Sekil 41. Hizli Biiyiilk Marj Maliyet ve Faydalar1
Hizli Biiyiik Marj Algoritmas1 Hata Matrisinden gelen sonuglar Cizelge 25°teki
gibidir.

Cizelge 25 - Hizl1 biiylik marj hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 96.3% +0.1%
Siniflandirma Hatas1 3.7% +0.1%
Egrinin Altindaki Alan 99.8% +0.0%
Hassasiyet 93.0% +0.3%
Geri Cagirma 100.0% +0.0%
Testin Dogrulugu 96.4% +0.1%
Gergek Pozitifler Orani 100.0% +0.0%
Belirlilik 92.6% +0.1%

Hizli Biiyiik Marj Algoritmasimin Hata Matrisi Degerleri Cizelge 26’daki gibidir.

Cizelge 26 - Hizli biiylik marj hata matrisi degerleri

Hata Matrisi Asil agirhk2 Asil agirhkl1 Simif hassasiyeti
Tahmin uzakhk2 8630 0 100.00%
Tahmin uzakhkl1 694 9248 93.02%
Sinif geri ¢cagirma 92.56% 100.00%

i. Konvoliisyonel Sinir Aglar1 (Convolutional Neural Networks — CNN)

Konvoliisyonel Sinir Ag1 performanslari1 ve tahmin sonuglar1 asagida gosterilmistir.
Degerlendirilen ozellik kiimesi sayis1 339 ve iretilen oOzellik sayis1 32°dir.

Konvoliisyonel Sinir Aglar1 performans sonuclarindan ilki Sekil 42°de gosterilmistir.

Maliyet ve Faydalar

Toplam Maliyet/Fayda: 22274
Ortalama Maliyet / Fayda: 0.857
En iyi secenek icin toplam(uzakhik2) : 72
Kazang: 22202

Sekil 42. Konvoliisyonel Sinir Aglar1 Maliyet ve Faydalari

Konvoliisyonel Sinir Aglar1 Algoritmasi Hata Matrisinden gelen sonuglar Cizelge

27°deki gibidir.
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Cizelge 27 - Konvoliisyonel sinir aglar1 hata matrisi sonuglari

Kriter Deger Standart Sapma
Dogruluk 92.8% +0.3%
Siniflandirma Hatas1 71.2% +0.3%
Egrinin Altindaki Alan 100.0% +0.0%
Hassasiyet 87.4% +0.5%
Geri Cagirma 100.0% +0.0%
Testin Dogrulugu 93.3% +0.3%
Gergek Pozitifler Orani 100.0% +0.0%
Belirlilik 85.7% +0.5%
Konvoliisyonel Sinir Aglar1 Algoritmasinin Hata Matrisi Degerleri Cizelge 28’deki
gibidir.
Cizelge 28 - Konvoliisyonel sinir aglar1 hata matrisi degerleri

Hata Matrisi As1l agirhk2 Asil agirhkl Simif hassasiyeti

Tahmin uzakhk2 100.00%

Tahmin uzakhk1 87.40%

Sinif geri ¢cagirma

100.00%
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V. SONUC VE ONERILER

Bu boliimde, kullanilan algoritmalara ait sonuglar ve karsilastirmalar gosterilmistir.
Toplamda 33,321 adet model iiretilmistir. Algoritmalara ait sonuglar, hata matrisinin
formiillerine gore hesaplanmig, nasil hesaplandiklar1 gosterilmis ve veriler
paylasilmis ardindan grafiklendirilmistir. TP, TN, FP, FN sirastyla gercek pozitif,
gercek negatif, yanlis pozitif ve yanlis negatif anlamina gelir. True Positive (TP),
False Positive (FP), True Negative (TN) ve False Negative'in (FN) neye karsilik
geldigi asagida agiklanmistir:

Gergek pozitif (TP): Sunucu yiikiinliin bilindigi ve modelin de bildigi sekilde

ongordiigii durumdur.

Gergek negatif (TN): Sunucu ylikiiniin bilinmedigi ve modelin de bilinmedigi sekilde

Oongordiigii durumdur.

Yanlis pozitif (FP): Sunucu yiikiiniin bilinmedigi ama modelin bildigi sekilde

Oongordiigii durumdur.

Yanlis negatif (FN): Sunucu yiikiiniin bilindigi ama modelin bilinmedigi sekilde

ongordigi durumdur.

(TP + TN)

A Dogruluk) = >—1
ccuracy(Dogruluk) (TP + FP + FN + TN)
Precision(H yet) = ar) 52
recision(Hassasiye = (TP + FP)
Recall(Geri Gagirma) = 102 >-3
eca eri Cagirma) = (TP + FN)
TP
Sensitivity(Gergek Pozitifler Orant) = ﬁ 5—4
FP + FN
Classification Error(Siniflandirma Hatast) = (TP+(FP n FN)+ TN) 5-5
Specificity(Belirlilik) = — 56
pecificity(Belirlilik) = (TN + FP)
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. ) 5 (2« TP)
F Measure(Deneyin Dogrulugu) = (2 * TP + FP + FN) 7

Area Under Curve (Egri Altindaki Alan), ikili siniflandirma problemi i¢in kullanilir.
Siniflandiricinin AUC'si, siiflandiricinin rastgele segilen bir negatif 6rnekten daha
yiiksek olarak rastgele secilen bir pozitif érnek siralama olasiligia esittir. Iki nokta
arasindaki bir egri altindaki alan, iki nokta arasinda belirli bir integral yaparak
bulunabilir. Y = f (x) egrisinin altindaki alan1 x = a ve x = b arasinda bulmak igin,
integralin a ve b sinirlar1 arasinda y = f (x) seklinde yapilmasi gerekir. Grafikler

olusturulurken, diisiikten yiiksege gore siralanmislardir.

A. Dogruluk (Accuracy) Analizi
Dogruluk

1,2

1,0

0,
0,
0,
0,
0,0
DT RF SVM LR CNN GBT FLM NB GLM

Sekil 43. Dogruluga Dayali Performans Analizi

oo

[e)]

»

N

Dogruluga Dayali Performans Analizinde Genellestirilmis Dogrusal Model en iyi

performansi gostermistir ve ardindan Naif Bayes, Hizli Biiylik Marj gelmistir.
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B. Siniflandirma Hatasi (Classification Error) Analizi

Siniflandirma Hatasi

0,6

0,5

0,4

0,3

0,2

0,1 I
o — — m N H B

NB GLM FLM GBT CNN LR SVM RF DT

Sekil 44. Siniflandirma Hatasina Dayali Performans Analizi

Siniflandirma Hatasina Dayali Performans Analizinde Genellestirilmis Dogrusal
Model en iyi performansi gdstermistir yani en az hata oranina sahiptir ve ardindan

Naif Bayes, Hizli Biiyiik Marj gelmistir.

C. Egrinin Altindaki Alan (AUC) Analizi

Egrinin Altindaki Alan

1,2

1,0

0,
0
0
0,
0,0
DT RF SVM GBT LR FLM NB CNN

Sekil 45. Egrinin Altindaki Alana Dayali Performans Analizi
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)

S

N

GLM
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Egrinin Altindaki Alana Dayali Performans Analizinde Genellestirilmis Dogrusal
Model en iyi performansi gostermistir ve ardindan Konvoliisyonel Sinir Agi, Naif

Bayes gelmistir.

D. Hassasiyet (Precision) Analizi
Hassasiyet

1,2

1,0

0,
0,
0
)
0,0
DT RF LR SVM CNN GBT FLM NB GLM

Sekil 46. Hassasiyete Dayali Performans Analizi
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Hassasiyete Dayali Performans Analizinde Genellestirilmis Dogrusal Model en iyi

performansi gostermistir ve ardindan Naif Bayes, Hizl1 Biiyiikk Marj gelmistir.

E. Geri Cagirma (Recall) Analizi

Geri Cagirma

1,2

1,0
0,
0,
0,
0,
0,0 .
DT SVM RF GBT NB GLM LR FLM
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Sekil 47. Geri Cagirmaya Dayali Performans Analizi

Geri Cagirmaya Dayali Performans Analizinde Konvoliisyonel Sinir Ag1 en iyi
performanst gostermistir ve ardindan Hizli Biiyilkk Marj, Lojistik Regresyon

gelmistir.
F. Testin Dogrulugu (F-measure) Analizi

Testin Dogrulugu

1,2

1,0

0,
0,
0,
0,
0,0 .
DT RF SVM LR CNN GBT FLM NB GLM

Sekil 48. Testin Dogruluguna Dayali Performans Analizi

[ee)

[e)])

IS

N

Testin Dogruluguna Dayali Performans Analizinde Genellestirilmis Dogrusal Model

en 1yi performansi gostermistir ve ardindan Naif Bayes, Hizl1 Biiylik Marj gelmistir.
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G. Gercgek Pozitifler Orani (Sensitivity) Analizi

Gercek Pozitifler Orani

1,2

1,0
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0,0 .
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Sekil 49. Gergek Pozitifler Oranina Dayali Performans Analizi

(o]
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D

N

Gergek Pozitifler Oranina Dayali Performans Analizinde Konvoliisyonel Sinir Ag1 en
iyl performansi gostermistir ve ardindan Hizli Biiyiikk Marj, Lojistik Regresyon

gelmigtir.

H. Belirlilik (Specificity) Analizi
Belirlilik

1,2

1,0

0,
0,
0,
0,
0,0 l
RF LR CNN SVM DT GBT FLM NB

Sekil 50. Belirlilige Dayal1 Performans Analizi
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Belirlilik bazinda Genellestirilmis Dogrusal Model en iyi performansi géstermistir ve

ardindan Naif Bayes, Hizl1 Biiyiik Marj gelmistir.

I. Tartisma ve Oneriler

Hata Matrisi(Confusion Matrix — CM) hesaplamalar1 kullanilarak her bir
algoritmanin  farkli  Olglitlerde  sonuglart  gdsterilmistir. Bu  algoritmalarin
matematiksel gosterimlerinden ve kullanis bigimlerinden bahsedilmistir. Kullanilan
kodlar paylasilmig, bu matematiksel gosterimlerin anlamlar1 anlatilmistir. Ayrica
neden bu algoritmalarin secildigi de, bu algoritmalar anlatilirken agiklanmustir.
Secilen filtreleme yontemleri, neden faydali olacaklar1 agiklanarak tanimlanmistir. 9
adet algoritma kullanilmig, bunlarin 8 farkli hata matrisi formiilii ayr1 ayr
hesaplanarak, toplamda minimum 72 adet farkli sonu¢ kombinasyonu ortaya
cikarilmistir. Genel anlamda bakildiginda kullanilan veri setine ve uygulanan 6n
isleme tekniklerine, ayrica segilen ozelliklere ve veri setlerin boliinme yiizdelerine
gore, en iyi performansi genellestirilmis dogrusal model vermistir. Daha sonra Naif
Bayes, Hizl1 Biiyiik Marj, Konvoliisyonel Sinir Ag1 ve Lojistik Regresyon gelmistir.
Burada algoritmanin sahip oldugu hiz, bu tahminin sonucunu asagi ya da yukari
yonde oynatabilmektedir. Karar Agaglar1 ve Rastgele Orman algoritmalari en hizl
sonu¢ vermesine ragmen tahmin sonug¢ degerleri digerlerinden oldukca distiik
cikmistir. Buradan su fikir ¢ikartilabilir: bir algoritmanin hizli ¢alistig, iyi calistigi
anlamina gelmeyebilir. Tabiki de makine 6grenmesi yontemleri uygulanirken ve
arastirilirken fark edilecektir ki, bu arastirmalar tamamiyle duruma 6zgii hesaplanir
ve su algoritma otekine gore daha iyi c¢alisir diye bir genelleme yapmak ¢ok dogru
olmayacaktir. Bu sonugclar, yapilan calismadan ¢ikan tek sonuglar degildir. Bunlarin
standart sapmalari, kazanimlar1 (gain), toplam gecen siireleri, egitim siireleri, ¢ikis
(output) alma siireleri gibi kistaslar da, ayr1 birer calisma konusu olabilir. Veri 6n
isleme yapilmayarak sonuglar alinabilir, ve ardindan veri 6n isleme adimi yapilarak
hesaplanabilir bu sekilde bu adimlarin (preprocessing) ne kadar onemli ve etkili
olabilecegine dair bir ¢alisma da yapilabilir. Bu alanda kullanilan makine 6grenme
yontemleri ve bunlarin analizleri, bu analizlerin sonuglarimi1  kullanarak
tahmin(prediction), siniflandirma(classification), veri on isleme(data preprocessing),
Ozellik ¢ikarimi(feature extraction) alanlarinda ¢aligmalar yapilabilir. Giinliik islenen

ve kaydedilen veri miktar1 her gecen giin artarken, bu veriyi analiz edecek ve
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anlamlandirabilecek kisilere ve calismalara her zamankinden daha fazla ihtiyag
duyulmaktadir. Veri madenciligi ve makine O6grenme algoritmalarinin
kullanilabilecegi bu veriler, birgok alanda fayda saglayabilir 6rnegin maliyet azaltma,
risk raporlari, potansiyel kar arttirimi, saglik uygulamalarinda iyilestirme, insan
sagligina fayda bulunma gibi birgok alanda kullanilabilir ve biiylik faydalar
saglayabilir. Var olan algoritmalar incelenip eksikleri veya yanlislar1 varsa ortaya
farkli caligmalar ¢ikabilir ya da matematiksel bir diisiince varsa yeni bir algoritma
ortaya atilabilir ki bu literatiir acisindan olduk¢a degerli bir durumdur. Bu tez
okunarak gelecek calismalar i¢in bir fikre sahip olunabilir ya da fikirlerin
degismesini, giincellenmesini saglayacak tecriibeler ortaya cikabilir. Bu testleri
yapabilecek daha baska yazilimlar denenebilir veya burada goriilen bilgileri test
etmeye yarayacak bagka siiflandirma yontemleri, kiimeleme yontemleri ve veri 6n
isleme yontemleri karsilagtirilabilir. Bagka veri setleri ayn1 yontemler kullanilarak
karsilastirma yapilabilir ve bunlar bir araya getirilerek yeni sonuglar ortaya atilabilir.
Bu tezde bahsedilen algoritmalar disinda daha baska bir¢ok algoritma, yontem ve
fikir bulundugundan; bunlar kapasitesi fazla ve eklentiler ile genisleyebilen

yazilimlarda uygulayarak cesitli veriler iizerinden birgok farkli c¢ikarimlar elde
edilebilir.
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EK-A

A.1: Normalizasyon Python Kodu

import pandas pd

from sklearn.preprocessing import MinMaxScaler
scaler = MinMaxScaler()

from sklearn.linear_model import Ridge
X_train, X_test, y_train, y_test = train_test_split(X_crime, y_crime,
random_state = 0)

X_train_scaled = scaler.fit_transform(X_train)
X_test_scaled = scaler.transform(X_test)

linridge = Ridge(alpha=20.0).fit(X_train_scaled, y_train)

EK-B

B.1: Naif Bayes Python Kodu

from csv import reader
from math import sqrt

from math import exp

from math import pi

# Load a CSV file
def load_csv(filename):
dataset = list()
with open(filename, 'r') as file:
csv_reader = reader(file)
for row in csv_reader:
if not row:
continue
dataset.append(row)
return dataset

# Convert string column to float
def str_column_to_float(dataset, column):
for row in dataset:
row[column] = float(row[column].strip())

# Convert string column to integer
def str_column_to_int(dataset, column):
class_values = [row[column] for row in dataset]
unique = set(class_values)
lookup = dict()
for i, value in enumerate(unique):
lookup[value] =i
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print('[%s] => %d' % (value, 1))
for row in dataset:

row[column] = lookup[row[column]]
return lookup

# Split the dataset by class values, returns a dictionary
def separate_by_class(dataset):
separated = dict()
for i in range(len(dataset)):
vector = dataset][i]
class_value = vector[-1]
if (class_value not in separated):
separated[class_value] = list()
separated[class_value].append(vector)
return separated

# Calculate the mean of a list of numbers
def mean(numbers):
return sum(numbers)/float(len(numbers))

# Calculate the standard deviation of a list of numbers

def stdev(numbers):
avg = mean(numbers)
variance = sum([(x-avg)**2 for x in numbers]) / float(len(numbers)-1)
return sqrt(variance)

# Calculate the mean, stdev and count for each column in a dataset
def summarize_dataset(dataset):
summaries = [(mean(column), stdev(column), len(column)) for column in
zip(*dataset)]
del(summaries[-1])
return summaries

# Split dataset by class then calculate statistics for each row
def summarize_by_class(dataset):
separated = separate_by_class(dataset)
summaries = dict()
for class_value, rows in separated.items():
summaries[class_value] = summarize_dataset(rows)
return summaries

# Calculate the Gaussian probability distribution function for x
def calculate_probability(x, mean, stdev):

exponent = exp(-((x-mean)**2 / (2 * stdev**2)))

return (1 / (sqrt(2 * pi) * stdev)) * exponent

# Calculate the probabilities of predicting each class for a given row
def calculate_class_probabilities(summaries, row):
total_rows = sum([summaries[label][0][2] for label in summaries])
probabilities = dict()
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for class_value, class_summaries in summaries.items():
probabilities[class_value] = summaries[class_value][0][2]/float(total_rows)
for i in range(len(class_summaries)):
mean, stdev, _ = class_summaries[i]
probabilities[class_value] *= calculate_probability(row[i], mean,
stdev)
return probabilities

# Predict the class for a given row
def predict(summaries, row):
probabilities = calculate_class_probabilities(summaries, row)
best_label, best_prob = None, -1
for class_value, probability in probabilities.items():
if best_label is None or probability > best_prob:
best_prob = probability
best_label = class_value
return best_label

EK-C
C.1: Genellestirilmis Dogrusal Model Python Kodu

import numpy as np
import scipy.stats as sts
import patsy as pt

from .utils import (check_types, check_commensurate, check_intercept,
check_offset, check_sample_weights, has_converged,
default_X_names, default_y name)

from .families import Gaussian

class GLM:

def __init__ (self, family, alpha=0.0):
self.family = family
self.alpha = alpha
self.formula = None
self.X_info = None
self.X_names = None
self.y _name = None
self.coef = None
self.deviance = None
self.n = None
self.p = None
self.information_matrix_ = None

def fit(self, X, y=None, formula=None, *,
X_names=None,
y_name=None,
**Kkwargs):
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check_types(X, y, formula)
if formula:
self.formula = formula
y_array, X_array = pt.dmatrices(formula, X)
self.X_info = X_array.design_info
self.X_names = X_array.design_info.column_names
self.y _name =y array.design_info.term_names[0]
y_array =y_array.squeeze()
return self._fit(X_array, y_array, **kwargs)
else:
iIf X_names:
self.X_names = X_names
else:
self.X_names = default_X_names(X)
if y_name:
self.y _name =y names
else:
self.y _name = default_y name()
return self._fit(X, y, **kwargs)

def _fit(self, X, y, *,
warm_start=None,
offset=None,
sample_weights=None,
max_iter=100,
tol=0.1**5):

check_commensurate(X, y)
check_intercept(X)
if warm_start is None:
initial_intercept = np.mean(y)
warm_start = np.zeros(X.shape[1])
warm_start[0] = initial_intercept
coef = warm_start
if offset is None:
offset = np.zeros(X.shape[0])
check_offset(y, offset)
if sample_weights is None:
sample_weights = np.ones(X.shape[0])
check_sample_weights(y, sample_weights)

family = self.family

penalized_deviance = np.inf

is_converged = False

n_iter=0

while n_iter < max_iter and not is_converged:
nu = np.dot(X, coef) + offset
mu = family.inv_link(nu)
dmu = family.d_inv_link(nu, mu)
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var = family.variance(mu)
dbeta = self._compute_dbeta(X, y, mu, dmu, var, sample_weights)
ddbeta = self._compute_ddbeta(X, dmu, var, sample_weights)
if self._is_regularized():

dbeta = dbeta + self._d_penalty(coef)

ddbeta = self._dd_penalty(ddbeta, X)
coef = coef - np.linalg.solve(ddbeta, dbeta)
penalized_deviance_previous = penalized_deviance
penalized deviance = family.penalized_deviance(

y, mu, self.alpha, coef)
is_converged = has_converged(

penalized_deviance, penalized_deviance_previous, tol)
n_iter+=1

self.coef = coef

self.deviance_ = family.deviance(y, mu)

self.n = np.sum(sample_weights)

self.p = X.shape[1]

self.information_matrix_ = self._compute_ddbeta(X, dmu, var, sample_weights)
return self

def predict(self, X, offset=None):

if not self._is_fit():

raise ValueError(

"Model is not fit, and cannot be used to make predictions.")

if self.formula:

rhs_formula = '+'".join(self.X_info.term_names[1:])

X = pt.dmatrix(rhs_formula, X)
if offset is None:

return self.family.inv_link(np.dot(X, self.coef ))
else:

return self.family.inv_link(np.dot(X, self.coef ) + offset)

def score(self, X, y):
return self.family.deviance(y, self.predict(X))

@property
def dispersion_(self):

if not self._is_fit():
raise ValueError("Dispersion parameter can only be estimated for a"
"fit model.")
if self.family.has_dispersion:
return self.deviance_ / (self.n - self.p)
else:
return np.ones(shape=self.deviance_.shape)

@property
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def coef_covariance_matrix_(self):
if not self._is_fit():
raise ValueError("Parameter covariances can only be estimated for a"
"fit model.")
return self.dispersion_ * np.linalg.inv(self.information_matrix_)

@property
def coef_standard_error_(self):
return np.sqrt(np.diag(self.coef_covariance_matrix_))

@property
def p_values_(self):

if self.alpha !=0:

raise ValueError("P-values are not available for
"regularized models.")

p_values =]

null_dist = sts.norm(loc=0.0, scale=1.0)

for coef, std_err in zip(self.coef , self.coef standard_error_):
z = abs(coef) / std_err
p_value = null_dist.cdf(-z) + (1 - null_dist.cdf(z))
p_values.append(p_value)

return np.asarray(p_values)

def summary(self):

variable_names = self.X_names
parameter_estimates = self.coef
standard_errors = self.coef standard_error_
header_string = "{:<10} {:>20} {:>15}".format(

"Name", "Parameter Estimate", "Standard Error")
print(f*{self.family.__class__._ name__} GLM Model Summary.")
print('="*len(header_string))
print(header_string)
print('-"*len(header_string))
format_string = "{:<20} {:>10.2f} {:>15.2f}"
for name, est, se in zip(variable_names, parameter_estimates, standard_errors):

print(format_string.format(name, est, se))

def clone(self):
return self.__class__(self.family, self.alpha)

def _is_fit(self):
return self.coef _is not None

def _is_regularized(self):
return self.alpha > 0.0

def _compute_dbeta(self, X, y, mu, dmu, var, sample_weights):
working_residuals = sample_weights * (y - mu) * (dmu / var)
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return - np.sum(X * working_residuals.reshape(-1, 1), axis=0)

def _compute_ddbeta(self, X, dmu, var, sample_weights):
working_h_weights = (sample_weights * dmu**2 / var).reshape(-1, 1)
return np.dot(X. T, X * working_h_weights)

def _d_penalty(self, coef):
dbeta_penalty = coef.copy()
dbeta_penalty[0] = 0.0
return dbeta_penalty

def _dd_penalty(self, ddbeta, X):
diag_idxs = list(range(1, X.shape[1]))
ddbeta[diag_idxs, diag_idxs] += self.alpha
return ddbeta

EK-D
D.1: Lojistik Regresyon C++ Kodu
#include <iostream>
#include <fstream>
#include <ctime>
#include <cmath>
#include "logistic_regression.h"

using namespace std;

LogisticRegression::LogisticRegression(const char* configure)

{

int status=CommonTool::load_configure(configure,this->conf_dict);
if(status<0)

{

cout<<"load configure file:"<<configure<<" faild."<<endl,

return;

}

IInew (&dummyConvertor)DummyConvertor(conf_dict["dummy_conf"].c_str());
dummyConvertor=DummyConvertor(conf_dict["dummy_conf"].c_str());
this->p_data_stream=new istringstream();

this->cursor=0;

this->Ibfgs_iterations=0;
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this->save_intermediate_peroid=10;

}

Ibfgsfloatval_t LogisticRegression::evalute(const Ibfgsfloatval t *w,Ibfgsfloatval_t
*g,const int n,const Ibfgsfloatval_t step)

{

cout<<"evalute start"<<endl;

if(g!=0)

memset(g,0,sizeof(g)*n);

Il new (&(this->data_stream)) istringstream(this->data_buffer);
this->prepare_read();

vector<string> field_vec;
CommonTool::split(this->conf_dict[string("filter:field_name_vec™)],',",field_vec);
string line;

vector<string> record,;

set<string> fields;

Ibfgsfloatval t NLL=0.0;

int line_cnt=0;

time_t t=time(0);

while(get_line(line))

{

line_cnt++;

if(line_cnt%1000000==0)

{

t=time(0);

cout<<"progress:"<<line_cnt<<" time:"<<asctime(localtime(&t))<<endl;
¥

CommonTool::split(line,\t',record);

[*

int yi=atoi(record.back().c_str());
LogisticRegression::convert_record(record,fields,field_vec);
Ibfgsfloatval_t ti=0.0;

for(set<string>::const_iterator iter=Ffields.begin();iter!=fields.end();iter++)

{
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int i=this->dummyConvertor.convert(*iter);

/I cout<<"index="<<i<<" record:"<<line<<endl;
/I cout.flush();

if(i>=n)

{

cout<<"Error index:"<<i<<" for item:"<<*iter<<endl;
}

ti+=wl[i];

}

Ibfgsfloatval _t ui=CommonTool::sigmod(ti);
Ibfgsfloatval_t gradient=ui-yi;
for(set<string>::const_iterator iter=fields.begin();iter!=fields.end();iter++)
{

int i=this->dummyConvertor.convert(*iter);
g[i]+=gradient;

}

*/

int yi=atoi(record.front().c_str());

Ibfgsfloatval_t ui=predict(record,w);
Ibfgsfloatval_t gradient=ui-yi;

if(g!=0)

{

for(int j=1;j<record.size();j++)

{

int k=this->dummyConvertor.convert(record[j]);
g[k]+=gradient;

}

}

NLL+=-(yi*log(ui)+(1-yi)*log(1-ui));

}

this->finish_read();

this->lbfgs_iterations++;

if(this->1Ibfgs_iterations%this->save_intermediate_peroid==0 && this-
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>intermediate_file_prefix.size()>0)

{

string parameter_values;
this->get_parameter_values(parameter_values);
ostringstream sout;
sout<<this->intermediate_file_prefix<<"."<<this->Ibfgs_iterations;
ofstream fout(sout.str().c_str());
fout<<parameter_values;

fout.close();

}

cout<<"end evalute,NLL="<<NLL<<endl;
return NLL;

}

int LogisticRegression::optimize(const string& intermediate_file prefix,string&
final_para_results)

{

this->1bfgs_iterations=0;
this->intermediate_file_prefix=intermediate_file_prefix;
int n=dummyConvertor.get_length();
this->parameters=Ibfgs_malloc(n);
if(this->parameters==0)

{

cout<<"malloc memery for parameters faild."<<endl;
return -1;

}

double rmax=(double)RAND_MAX;

for(int i=0;i<n;i++)

{

this->parameters[i]=(rand()/rmax)*2-1;

¥

/11 end of random initialize

Ibfgsfloatval t NLL=-1.0;

time_t t=time(0);
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cout<<"begin LBFGS, time:"<<asctime(localtime(&t))<<endl;

int status=Ibfgs(n,this->parameters,&NLL, evalute,0,this,0);

t=time(0);

cout<<"end LBFGS. NLL="<<NLL<<" time:"<<asctime(localtime(&t))<<endl;
get_parameter_values(final_para_results);

Ibfgs_free(this->parameters);

return status;

}

int LogisticRegression::get_parameter_values(string &result)const
{

int n=this->dummyConvertor.get_length();

ostringstream sout;

for(int i=0;i<n;i++)

sout<<this->parameters[i]<<endl;

result.assign(sout.str());

return n;

}

int LogisticRegression::load_parameter_from_file(const char* filename)
{

ifstream fin(filename);

if('fin)

{

cout<<"Error, open "<<filename<<" failed."<<endl;
return -1;

}

vector<string> lines;

string line;

while(getline(fin,line))

{

lines.push_back(line);

}

this->parameters=new Ibfgsfloatval_t[lines.size()];
if(this->parameters==0)
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{

cout<<"Error, allocate memery faild."<<endl;
return -1;

}

for(size_t i=0;i<lines.size();i++)

{

this->parameters[i]=atof(lines[i].c_str());

}

return lines.size();

}

double LogisticRegression::predict(const char *parameters_file,const char
*test_file,const char *output)

{

if(this->load_parameter_from_file(parameters_file)<0)
return -1.0;

ifstream fin(test_file);

if('fin)

{

cout<<"Error, open test file:"<<test_file<<" failed."<<endl;
return -1.0;

¥

ofstream fout(output);

if(!fout)

{

cout<<"Error,open output file:"<<output<<" failed."<<endl;
return -1.0;

}

string line;

vector<string> record,;

double NLL=0.0;

while(getline(fin,line))

{

CommonTool::split(line,\t',record);
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double ui=this->predict(record,this->parameters);
int yi=atoi(record.front().c_str());
NLL+=-(yi*log(ui)+(1-yi)*log((1-ui)));
fout<<ui<<","<<record.front()<<endl;
¥

fin.close();

fout.close();

if(this->parameters!=0)

delete this->parameters;

return NLL;

¥

double LogisticRegression::predict(const vector<string>& record, const
Ibfgsfloatval _t *w)const

{

double ti=0.0;

for(int j=1;j<record.size();j++)

{

int k=this->dummyConvertor.convert(record[j]);
ti+=w[k];

}

double ui=CommonTool::sigmod(ti);

return ui;

}

int LogisticRegression::init_data_buffer(const char* train_file)
{

ifstream fin(train_file);

if(!fin)

{

cout<<"open file:"<<train_file<<" faild."<<endl;
return -1;

}

fin.seekg(0,fin.end);

unsigned int file_size=fin.tellg();
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fin.seekg(0,fin.beg);
[* char *buffer=new char|[file_size+1];
if(buffer==0)
{
cout<<"alloct memory faild, file size="<<file_size<<endl,
return -1;
}
*/
this->data_buffer.resize(file_size);
fin.read(&(this->data_buffer[0]),file_size);
fin.close();
cout<<"read file,size="<<this->data_buffer.size()<<endl;
return O;
}
int LogisticRegression::prepare_read()
{
/I this->data_stream.seekg(0);
/I this->p_data_stream=new (this->p_data_stream)istringstream(this->data_buffer);
this->cursor=0;
return O;
}
int LogisticRegression::finish_read()
{
/I this->p_data_stream->~istringstream();
/I this->data_stream.close();
return O;
}
/*
istream& LogisticRegression::get_line(string &line)
{
return getline(*(this->p_data_stream),line);
}
*/
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bool LogisticRegression::get_line(string &line)
{

if(this->cursor>=this->data_buffer.size())
return false;

line.clear();

while(this->cursor<this->data_buffer.size() && this->data_buffer[this-
>cursor]!'="\n")

{
line.push_back(this->data_buffer[this->cursor]);
this->cursor++;

}

this->cursor++;

return true;

}
LogisticRegression::~LogisticRegression()
{

if(p_data_stream!=0)

delete p_data_stream;

}

int LogisticRegression::convert_record(const vector<string>& record,set<string>&
result,const vector<string>& field_vec)

{

result.clear();

if(record.size()!=field_vec.size())

return -1;

for(int i=0;i<field_vec.size()-1;i++) // last field is label
{

if(field_vec[i].substr(0,3)==string("tag"))

{

if(record[i]=="1")

result.insert(field_vec[i]);

}else{

result.insert(field_vec[i]+":"+record[i]);
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¥
¥

return O;

b

[*

int LogisticRegression::read_dataset(const char* filename, const char* configure)
{

map<string,string> conf_dict;

int status=CommonTool::load_configure(configure,conf_dict);
if(status<0)

{

cout<<"load configure file:"<<configure<<" faild."<<endl;
return -1;

}

vector<string> field_vec;

int n=CommonTool::split(conf_dict["filter:field_name_vec"],",",field_vec);
string line;

ifstream fin(filename);

int cnt=0;

while(getline(fin,line))

{

cnt++;

vector<string> record,;

set<string> result;

CommonTool::split(line,\t',record);
this->labels.push_back(atoi(record.back().c_str()));
if(record.size()!=field_vec.size())

{

cout<<"error line:(fields="<<record.size()<<",required
"<<field_vec.size()<<")"<<line<<endl,

continue;

}

convert_record(record,result,field_vec);
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this->dataset.push_back(result);
if(cnt%1000000==0)

{

time_t t=time(NULL);

cout<<"progress:"<<cnt<<" time now:"<<asctime(localtime(&t))<<endl;

}
}
cout<<"read records:"<<cnt<<endl;
}
*/
EK-E

E.1: Gradyan Arttirilmis Agaclar Python Kodu

import numpy as np
import matplotlib.pyplot as plt
import pandas as pd

# Importing the dataset

dataset = pd.read_csv('data.csv’)
X = dataset.iloc[:, 3:13].values
y = dataset.iloc[:, 13].values

# Encoding categorical data
from sklearn.preprocessing import LabelEncoder, OneHotEncoder
labelencoder_X 1 = LabelEncoder()

X[:, 1] = labelencoder_X_1.fit_transform(X[:, 1])
labelencoder X 2 = LabelEncoder()

X[:, 2] = labelencoder_X_2.fit_transform(X[:, 2])
onehotencoder = OneHotEncoder(categorical_features = [1])

X = onehotencoder.fit_transform(X).toarray()
X=X[:;, 1]

# Splitting the dataset into the Training set and Test set
from sklearn.model_selection import train_test_split
X _train, X _test, y train, y_test = train_test_split(

X, Y, test_size = 0.2, random_state = 0)

# Fitting XGBoost to the training data

import xgboost as xgb
my_model = xgh.XGBClassifier()
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my_model.fit(X_train, y_train)

# Predicting the Test set results
y_pred = my_model.predict(X_test)

# Making the Confusion Matrix
from sklearn.metrics import confusion_matrix
cm = confusion_matrix(y_test, y_pred)

EK-F
F.1: Destek Vektor Makinesi Python Kodu

import numpy as np
import matplotlib.pyplot as plt
import pandas as pd

datasets = pd.read_csv('dataset.csv')
X = datasets.iloc[:, [2,3]].values
Y = datasets.iloc[:, 4].values

from sklearn.model_selection import train_test_split
X _Train, X_Test, Y_Train, Y_Test = train_test_split(X, Y, test_size = 0.25, random_state
= 0)

from sklearn.preprocessing import StandardScaler
sc_X = StandardScaler()

X_Train = sc_X.fit_transform(X_Train)

X_Test = sc_X.transform(X_Test)

from sklearn.svm import SVC
classifier = SVC(kernel = 'linear', random_state = 0)
classifier.fit(X_Train, Y_Train)

Y _Pred = classifier.predict(X_Test)

from sklearn.metrics import confusion_matrix
cm = confusion_matrix(Y_Test, Y_Pred)

from matplotlib.colors import ListedColormap

X _Set, Y_Set=X_Train, Y_Train

X1, X2 = np.meshgrid(np.arange(start = X_Set[:, 0].min() - 1, stop = X_Set[:, 0].max() +
1, step = 0.01),

np.arange(start = X_Set[:, 1].min() - 1, stop = X_Set[:, 1].max() + 1, step =

0.01))

plt.contourf(X1, X2, classifier.predict(np.array([X1.ravel(),
X2.ravel()]).T).reshape(X1.shape),
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alpha = 0.75, cmap = ListedColormap(('red’, ‘green’)))

plt.xlim(X1.min(), X1.max())
plt.ylim(X2.min(), X2.max())
for i, j in enumerate(np.unique(Y_Set)):

plt.scatter(X_Set[Y_Set ==j, 0], X_Set[Y_Set ==, 1],

¢ = ListedColormap((‘red’, 'green"))(i), label = j)

plt.title("Support Vector Machine (Training set)")
plt.xlabel('Age’)
plt.ylabel('Estimated Salary’)
plt.legend()
plt.show()

from matplotlib.colors import ListedColormap
X Set, Y_Set=X Test, Y_Test
X1, X2 = np.meshgrid(np.arange(start = X_Set[:, 0].min() - 1, stop = X_Set[:, 0].max() +
1, step = 0.01),
np.arange(start = X_Set[:, 1].min() - 1, stop = X_Set[:, 1].max() + 1, step =
0.01))
plt.contourf(X1, X2, classifier.predict(np.array([X1.ravel(),
X2.ravel()]).T).reshape(X1.shape),
alpha = 0.75, cmap = ListedColormap((‘red’, ‘green’)))
plt.xlim(X1.min(), X1.max())
plt.ylim(X2.min(), X2.max())
for i, j in enumerate(np.unique(Y_Set)):
plt.scatter(X_Set[Y_Set ==j, 0], X_Set[Y_Set ==, 1],
¢ = ListedColormap((‘red', 'green"))(i), label = j)
plt.title("Support Vector Machine (Test set)’)
plt.xlabel('Age’)
plt.ylabel('Estimated Salary’)
plt.legend()
plt.show()

EK-G1
G1: Konvoliisyonel Sinir Aglar1 Siniflandiricisi

import torch
from . import networks
from os.path import join

from util.util import seg_accuracy, print_network

class ClassifierModel:
""" Class for training Model weights
:args opt: structure containing configuration params

e.g.,
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--dataset_mode -> classification / segmentation)
--arch -> network type

def __init__ (self, opt):

self.opt = opt

self.gpu_ids = opt.gpu_ids

self.is_train = opt.is_train

self.device = torch.device('cuda:{}'.format(self.gpu_ids[0])) if self.gpu_ids else
torch.device('cpu’)

self.save_dir = join(opt.checkpoints_dir, opt.name)
self.optimizer = None

self.edge_features = None

self.labels = None

self.mesh = None

self.soft_label = None

self.loss = None

#

self.nclasses = opt.nclasses

# load/define networks

self.net = networks.define_classifier(opt.input_nc, opt.ncf, opt.ninput_edges,
opt.nclasses, opt,

self.gpu_ids, opt.arch, opt.init_type, opt.init_gain)
self.net.train(self.is_train)

self.criterion = networks.define_loss(opt).to(self.device)

if self.is_train:

self.optimizer = torch.optim.Adam(self.net.parameters(), Ir=opt.Ir, betas=(opt.betal,
0.999))

self.scheduler = networks.get_scheduler(self.optimizer, opt)

print_network(self.net)

if not self.is_train or opt.continue_train:

self.load_network(opt.which_epoch)
def set_input(self, data):
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input_edge_features = torch.from_numpy(data['edge_features']).float()

labels = torch.from_numpy(data['label]).long()

# set inputs

self.edge_features = input_edge_features.to(self.device).requires_grad_(self.is_train)
self.labels = labels.to(self.device)

self.mesh = data['mesh']

if self.opt.dataset_ mode == 'segmentation’ and not self.is_train:

self.soft_label = torch.from_numpy(data['soft_label'])

def forward(self):
out = self.net(self.edge_features, self.mesh)

return out

def backward(self, out):
self.loss = self.criterion(out, self.labels)

self.loss.backward()

def optimize_parameters(self):
self.optimizer.zero_grad()

out = self.forward()
self.backward(out)

self.optimizer.step()

HEHEHHHHBHB R

def load_network(self, which_epoch):

"""load model from disk™""

save_filename = '%s_net.pth' % which_epoch
load_path = join(self.save_dir, save_filename)
net = self.net

if isinstance(net, torch.nn.DataParallel):

net = net. module

print('loading the model from %s' % load_path)
# PyTorch newer than 0.4 (e.g., built from

# GitHub source), you can remove str() on self.device
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state_dict = torch.load(load_path, map_location=str(self.device))
if hasattr(state_dict, '_metadata’):
del state_dict._metadata

net.load_state dict(state_dict)

def save_network(self, which_epoch):

"""'save model to disk™"

save_filename = '%s_net.pth' % (which_epoch)
save_path = join(self.save_dir, save_filename)

if len(self.gpu_ids) > 0 and torch.cuda.is_available():
torch.save(self.net.module.cpu().state_dict(), save_path)
self.net.cuda(self.gpu_ids[0])

else:

torch.save(self.net.cpu().state_dict(), save_path)

def update_learning_rate(self):

""'update learning rate (called once every epoch)"""
self.scheduler.step()

Ir = self.optimizer.param_groups[O]['Ir"]

print(‘learning rate = %.7f % Ir)

def test(self):

"""tests model

returns: number correct and total number

with torch.no_grad():

out = self.forward()

# compute number of correct

pred_class = out.data.max(1)[1]

label_class = self.labels
self.export_segmentation(pred_class.cpu())

correct = self.get_accuracy(pred_class, label_class)

return correct, len(label_class)
def get_accuracy(self, pred, labels):
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if self.opt.dataset_ mode == ‘classification':

correct = pred.eq(labels).sum()

elif self.opt.dataset_mode == 'segmentation’:

correct = seg_accuracy(pred, self.soft_label, self.mesh)

return correct

def export_segmentation(self, pred_seq):
if self.opt.dataset_ mode == 'segmentation":

for meshi, mesh in enumerate(self.mesh):
mesh.export_segments(pred_seg[meshi, :])

EK-G2
G2: Konvoliisyonel Sinir Agi
import torch
import torch.nn as nn
from torch.nn import init
import functools
from torch.optim import Ir_scheduler
from models.layers.mesh_conv import MeshConv
import torch.nn.functional as F
from models.layers.mesh_pool import MeshPool

from models.layers.mesh_unpool import MeshUnpool

S R R
HEHBHH R

# Helper Functions

S R R
HEHBHH R

def get_norm_layer(norm_type='instance’, num_groups=1):

if norm_type == "batch".

norm_layer = functools.partial(nn.BatchNorm2d, affine=True)
elif norm_type == "instance".

norm_layer = functools.partial(nn.InstanceNorm2d, affine=False)
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elif norm_type == 'group".

norm_layer = functools.partial(nn.GroupNorm, affine=True,
num_groups=num_groups)

elif norm_type =='none":

norm_layer = NoNorm

else:

raise NotimplementedError('normalization layer [%s] is not found' % norm_type)

return norm_layer

def get_norm_args(norm_layer, nfeats_list):

if hasattr(norm_layer, ' _name__'") and norm_layer._ _name__ =='NoNorm’"
norm_args = [{'fake": True} for f in nfeats_list]

elif norm_layer.func.__name__ =='GroupNorm":

norm_args = [{'num_channels': f} for f in nfeats_list]

elif norm_layer.func.__name__ =="'BatchNorm":

norm_args = [{'num_features": f} for f in nfeats_list]

else:

raise NotimplementedError('normalization layer [%s] is not found' %
norm_layer.func.__name_ )

return norm_args

class NoNorm(nn.Module): #todo with abstractclass and pass
def __init_ (self, fake=True):

self.fake = fake

super(NoNorm, self).__init_ ()

def forward(self, x):

return x

def __ call__(self, x):

return self.forward(x)

def get_scheduler(optimizer, opt):
if opt.Ir_policy == 'lambda’":
def lambda_rule(epoch):

Ir_I'=1.0 - max(0, epoch + 1 + opt.epoch_count - opt.niter) / float(opt.niter_decay +
1)
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return Ir_|I
scheduler = Ir_scheduler.LambdaLR(optimizer, Ir_lambda=lambda_rule)
elif opt.Ir_policy == 'step".

scheduler = Ir_scheduler.StepLR(optimizer, step_size=opt.Ir_decay_iters,
gamma=0.1)

elif opt.Ir_policy == 'plateau’:

scheduler = Ir_scheduler.ReduceLROnNPIlateau(optimizer, mode="min’, factor=0.2,
threshold=0.01, patience=5)

else:

return NotImplementedError(‘learning rate policy [%s] is not implemented',
opt.Ir_policy)

return scheduler

def init_weights(net, init_type, init_gain):
def init_func(m):
classname =m. class__. name

if hasattr(m, ‘weight") and (classname.find('Conv'") != -1 or classname.find('Linear")
I=-1):

if init_type == 'normal:

init.normal_(m.weight.data, 0.0, init_gain)

elif init_type == 'xavier".
init.xavier_normal_(m.weight.data, gain=init_gain)

elif init_type == 'kaiming":
init.kaiming_normal_(m.weight.data, a=0, mode="fan_in")
elif init_type == 'orthogonal":
init.orthogonal_(m.weight.data, gain=init_gain)

else:

raise NotimplementedError(‘initialization method [%s] is not implemented’ %
init_type)

elif classname.find('BatchNorm2d') 1= -1:

init.normal_(m.weight.data, 1.0, init_gain)

init.constant_(m.bias.data, 0.0)

net.apply(init_func)

def init_net(net, init_type, init_gain, gpu_ids):
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if len(gpu_ids) > 0:
assert(torch.cuda.is_available())
net.cuda(gpu_ids[0])

net = net.cuda()

net = torch.nn.DataParallel(net, gpu_ids)
if init_type !="none".

init_weights(net, init_type, init_gain)

return net

def define_classifier(input_nc, ncf, ninput_edges, nclasses, opt, gpu_ids, arch,
init_type, init_gain):

net = None

norm_layer = get_norm_layer(norm_type=opt.norm, num_groups=opt.num_groups)

if arch == 'mconvnet’:

net = MeshConvNet(norm_layer, input_nc, ncf, nclasses, ninput_edges, opt.pool_res,
opt.fc_n,

opt.resblocks)

elif arch == 'meshunet"

down_convs = [input_nc] + ncf

up_convs = ncf[::-1] + [nclasses]

pool_res = [ninput_edges] + opt.pool_res

net = MeshEncoderDecoder(pool_res, down_convs, up_convs, blocks=opt.resblocks,
transfer_data=True)

else:

raise NotimplementedError('Encoder model name [%s] is not recognized' % arch)

return init_net(net, init_type, init_gain, gpu_ids)

def define_loss(opt):

if opt.dataset_mode == 'classification':

loss = torch.nn.CrossEntropyLoss()

elif opt.dataset_mode == 'segmentation’.

loss = torch.nn.CrossEntropyLoss(ignore_index=-1)

return loss
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# Classes For Classification / Segmentation Networks

HH A A
T

class MeshConvNet(nn.Module):

"""Network for learning a global shape descriptor (classification)

def __init_ (self, norm_layer, nf0, conv_res, nclasses, input_res, pool_res, fc_n,
nresblocks=3):

super(MeshConvNet, self).__init_ ()

self.k = [nf0] + conv_res

self.res = [input_res] + pool_res

norm_args = get_norm_args(norm_layer, self.k[1:])

for i, ki in enumerate(self.k[:-1]):

setattr(self, ‘conv{}'.format(i), MResConv(ki, self.k[i + 1], nresblocks))
setattr(self, 'norm{}".format(i), norm_layer(**norm_args[i]))
setattr(self, 'pool{}".format(i), MeshPool(self.res[i + 1]))

self.gp = torch.nn.AvgPoolld(self.res[-1])
# self.gp = torch.nn.MaxPool1d(self.res[-1])
self.fcl = nn.Linear(self.k[-1], fc_n)

self.fc2 = nn.Linear(fc_n, nclasses)
def forward(self, x, mesh):

for i in range(len(self.k) - 1):

x = getattr(self, ‘conv{}".format(i))(x, mesh)
x = F.relu(getattr(self, 'norm{}".format(i))(x))
x = getattr(self, ‘pool{}".format(i))(x, mesh)

x = self.gp(x)
X = x.view(-1, self.k[-1])

x = F.relu(self.fc1(x))
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x = self.fc2(x)

return X

class MResConv(nn.Module):

def __init_ (self, in_channels, out_channels, skips=1):
super(MResConv, self).__init_ ()

self.in_channels = in_channels

self.out_channels = out_channels

self.skips = skips

self.conv0 = MeshConv(self.in_channels, self.out_channels, bias=False)
for i in range(self.skips):

setattr(self, 'on{}".format(i + 1), nn.BatchNorm2d(self.out_channels))
setattr(self, ‘conv{}'.format(i + 1),

MeshConv(self.out_channels, self.out_channels, bias=False))

def forward(self, x, mesh):

x = self.convO(x, mesh)

x1=x

for i in range(self.skips):

x = getattr(self, 'on{}'.format(i + 1))(F.relu(x))
x = getattr(self, ‘conv{}".format(i + 1))(x, mesh)
X +=x1

x = F.relu(x)

return x

class MeshEncoderDecoder(nn.Module):

""'Network for fully-convolutional tasks (segmentation)

def __init_ (self, pools, down_convs, up_convs, blocks=0, transfer_data=True):
super(MeshEncoderDecoder, self).__init_ ()

self.transfer_data = transfer_data

self.encoder = MeshEncoder(pools, down_convs, blocks=blocks)

unrolls = pools[:-1].copy()

unrolls.reverse()
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self.decoder = MeshDecoder(unrolls, up_convs, blocks=blocks,
transfer_data=transfer_data)

def forward(self, x, meshes):

fe, before_pool = self.encoder((x, meshes))

fe = self.decoder((fe, meshes), before_pool)

return fe

def _ call__(self, x, meshes):

return self.forward(x, meshes)

class DownConv(nn.Module):

def __init_ (self, in_channels, out_channels, blocks=0, pool=0):
super(DownConv, self).__init_ ()

self.on =]

self.pool = None

self.convl = MeshConv(in_channels, out_channels)
self.conv2 =]

for _in range(blocks):
self.conv2.append(MeshConv(out_channels, out_channels))
self.conv2 = nn.ModuleList(self.conv2)

for _in range(blocks + 1):
self.bn.append(nn.InstanceNorm2d(out_channels))

self.bn = nn.ModuleList(self.bn)

if pool:

self.pool = MeshPool(pool)

def _ call__(self, x):

return self.forward(x)

def forward(self, x):

fe, meshes = x

x1 = self.convl(fe, meshes)
if self.bn:

x1 = self.bn[0](x1)

x1 = F.relu(x1)
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x2 =x1

for idx, conv in enumerate(self.conv2):
x2 = conv(x1, meshes)

if self.bn:

x2 = self.bn[idx + 1](x2)
X2 =x2 +x1

x2 = F.relu(x2)

x1=x2

X2 = x2.squeeze(3)
before_pool = None

if self.pool:

before_pool = x2

x2 = self.pool(x2, meshes)

return x2, before_pool

class UpConv(nn.Module):

def __init_ (self, in_channels, out_channels, blocks=0, unroll=0, residual=True,
batch_norm=True, transfer_data=True):

super(UpConv, self).__init_ ()

self.residual = residual

self.on =]

self.unroll = None

self.transfer_data = transfer_data

self.up_conv = MeshConv(in_channels, out_channels)

if transfer_data:

self.convl = MeshConv(2 * out_channels, out_channels)
else:

self.convl = MeshConv(out_channels, out_channels)
self.conv2 =]

for _in range(blocks):
self.conv2.append(MeshConv(out_channels, out_channels))
self.conv2 = nn.ModuleList(self.conv2)

if batch_norm:
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for _in range(blocks + 1):
self.bn.append(nn.InstanceNorm2d(out_channels))
self.on = nn.ModuleList(self.bn)

if unroll:

self.unroll = MeshUnpool(unroll)

def _call_(self, x, from_down=None):

return self.forward(x, from_down)

def forward(self, x, from_down):
from_up, meshes = x

x1 = self.up_conv(from_up, meshes).squeeze(3)
if self.unroll:

x1 = self.unroll(x1, meshes)

if self.transfer_data:

x1 = torch.cat((x1, from_down), 1)
x1 = self.convl(x1l, meshes)

if self.bn:

x1 = self.bn[0](x1)

x1 = F.relu(x1)

X2 =x1

for idx, conv in enumerate(self.conv2):
X2 = conv(x1, meshes)

if self.bn:

x2 = self.bn[idx + 1](x2)

if self.residual:

X2 =x2 +x1

x2 = F.relu(x2)

X1 =x2

x2 = x2.squeeze(3)

return x2

class MeshEncoder(nn.Module):

def __init__ (self, pools, convs, fcs=None, blocks=0, global_pool=None):
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super(MeshEncoder, self).__init_ ()

self.fcs = None

self.convs =[]

for i in range(len(convs) - 1):

if i + 1 <len(pools):

pool = pools[i + 1]

else:

pool =0
self.convs.append(DownConv(convs[i], convs[i + 1], blocks=blocks, pool=pool))
self.global_pool = None

if fcs is not None:

self.fcs =[]

self.fcs_bn =]

last_length = convs[-1]

if global_pool is not None:

if global_pool == 'max":

self.global_pool = nn.MaxPoolld(pools[-1])
elif global_pool =="avg"

self.global_pool = nn.AvgPoolld(pools[-1])
else:

assert False, 'global_pool %s is not defined' % global pool
else:

last_length *= pools[-1]

if fcs[0] == last_length:

fcs = fes[1:]

for length in fcs:
self.fcs.append(nn.Linear(last_length, length))
self.fcs_bn.append(nn.InstanceNorm1d(length))
last_length = length

self.fcs = nn.ModuleL.ist(self.fcs)

self.fcs_bn = nn.ModuleList(self.fcs_bn)
self.convs = nn.ModuleList(self.convs)

reset_params(self)
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def forward(self, x):

fe, meshes = x

encoder_outs =[]

for conv in self.convs:

fe, before_pool = conv((fe, meshes))
encoder_outs.append(before_pool)
if self.fcs is not None:

if self.global_pool is not None:

fe = self.global_pool(fe)

fe = fe.contiguous().view(fe.size()[0], -1)
for i in range(len(self.fcs)):

fe = self.fcs[i](fe)

if self.fcs_bn:

x = fe.unsqueeze(1)

fe = self.fcs_bn[i](x).squeeze(1)

if i <len(self.fcs) - 1:

fe = F.relu(fe)

return fe, encoder_outs

def _ call__(self, x):

return self.forward(x)

class MeshDecoder(nn.Module):

def __init__ (self, unrolls, convs, blocks=0, batch_norm=True, transfer_data=True):
super(MeshDecoder, self).__init_ ()

self.up_convs =]

for i in range(len(convs) - 2):

if i <len(unrolls):

unroll = unrolls[i]

else:

unroll =0

self.up_convs.append(UpConv(convs[i], convs[i + 1], blocks=blocks, unroll=unroll,

batch_norm=batch_norm, transfer_data=transfer_data))
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self.final_conv = UpConv(convs[-2], convs[-1], blocks=blocks, unroll=False,
batch_norm=batch_norm, transfer_data=False)
self.up_convs = nn.ModuleList(self.up_convs)

reset_params(self)

def forward(self, x, encoder_outs=None):
fe, meshes = x

for i, up_conv in enumerate(self.up_convs):
before_pool = None

if encoder_outs is not None:

before_pool = encoder_outs[-(i+2)]

fe = up_conv((fe, meshes), before_pool)

fe = self.final_conv((fe, meshes))

return fe

def _ call__(self, x, encoder_outs=None):

return self.forward(x, encoder_outs)

def reset_params(model): # todo replace with my init
for i, m in enumerate(model.modules()):

weight_init(m)

def weight_init(m):
if isinstance(m, nn.Conv2d):

nn.init.xavier_normal_(m.weight)
nn.init.constant_(m.bias, 0)
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EK-H1
H1: Bin Median Fonksiyonu

import numpy as np

from sklearn.linear_model import LinearRegression
from sklearn import linear_model

# import statsmodels.api as sm

import statistics

import math

from collections import OrderedDict

x =[]
print(“enter the data")
x = list(map(float, input().split()))

print(“enter the number of bins")
bi = int(input())

# X_dict will store the data in sorted order
X_dict = OrderedDict()

# x_old will store the original data

x_old ={}

# x_new will store the data after binning
x_new ={}

for i in range(len(x)):
X_dict[i]= x[i]
x_old[i]= x[i]

x_dict = sorted(X_dict.items(), key = lambda x: x[1])

# list of lists(bins)

binn =[]

# a variable to find the mean of each bin
avrg =[]

20
=0
num_of data_in_each_bin = int(math.ceil(len(x)/bi))
# performing binning
for g, hin X_dict.items():
if(i<knum_of data_in_each_bin):
avrg.append(h)
i=i+1
elif(i == num_of data_in_each_bin):
k=k+1
i=0
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binn.append(statistics.median(avrg))
avrg =[]

avrg.append(h)

izi+1l

binn.append(statistics.median(avrg))

# store the new value of each data
i=0
j=0
for g, h in X_dict.items():
if(iknum_of data_in_each_bin):
x_new[g]= round(binnl[j], 3)
izi+1l
else:
i=0
j=i+1
x_new[g]= round(binn[j], 3)
=i+l

print("number of data in each bin")
print(math.ceil(len(x)/bi))
for i in range(0, len(x)):
print(‘index {2} old value {0} new value {1}'.format(x_old[i], x_new[i], 1))

EK-H2
H2: Bin Boundary Fonksiyonu

import numpy as np

from sklearn.linear_model import LinearRegression
from sklearn import linear_model

# import statsmodels.api as sm

import statistics

import math

from collections import OrderedDict

x =[]
print(“enter the data")
x = list(map(float, input().split()))

print(“enter the number of bins")
bi = int(input())

# X_dict will store the data in sorted order
X_dict = OrderedDict()

# x_old will store the original data

x_old ={}

# x_new will store the data after binning
x_new ={}
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for i in range(len(x)):
X_dict[i]= x[i]
x_old[i]=x[i]

x_dict = sorted(X_dict.items(), key = lambda x: x[1])

# list of lists(bins)

binn =[]

# a variable to find the mean of each bin
avrg =[]

num_of data_in_each_bin = int(math.ceil(len(x)/bi))

for g, h in X_dict.items():
if(iknum_of data_in_each_bin):
avrg.append(h)
i=i+1l
elif(i == num_of data_in_each_bin):
k=k+1
i=0
binn.append([min(avrg), max(avrg)])
avrg =[]
avrg.append(h)
i=i+1
binn.append([min(avrg), max(avrg)])

i=0
j=0
for g, h in X_dict.items():
if(iknum_of data_in_each_bin):
if(abs(h-binn[j][0]) >= abs(h-binn[j][1])):
x_new[g]= binn[j][1]

i=i+1
else:
x_new[g]= binn[j][0]
i=i+1
else:
i=0
j=j+1

if(abs(h-binn[j][0]) >= abs(h-binn[j][1])):
x_new[g]= binn[j][1]

else:
x_new[g]= binn[j][0]

=i+l

print("number of data in each bin")
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print(math.ceil(len(x)/bi))
for i in range(0, len(x)):
print(‘index {2} old value {0} new value {1}".format(x_old[i], x_new([i], i))

EK-H3
H3: Bin Mean(Ortalama) Fonksiyonu

import numpy as np

from sklearn.linear_model import LinearRegression
from sklearn import linear_model

# import statsmodels.api as sm

import statistics

import math

from collections import OrderedDict

x =[]
print(“enter the data")
x = list(map(float, input().split()))

print(“enter the number of bins")
bi = int(input())

# X_dict will store the data in sorted order
X_dict = OrderedDict()

# x_old will store the original data

x_old ={}

# x_new will store the data after binning
x_new ={}

for i in range(len(x)):
X_dict[i]= x[i]
x_old[i]= x[i]

x_dict = sorted(X_dict.items(), key = lambda x: x[1])
# list of lists(bins)
binn =[]

# a variable to find the mean of each bin
avrg=0

num_of data_in_each_bin = int(math.ceil(len(x)/bi))
# performing binning

for g, h in X_dict.items():
if(i<num_of data_in_each_bin):
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avrg=avrg + h
=i+l
elif(i == num_of data_in_each_bin):
k=k+1
i=0
binn.append(round(avrg / num_of_data_in_each_bin, 3))
avrg=0
avrg =avrg + h
=i+l
rem = len(x)% bi
if(rem == 0):
binn.append(round(avrg / num_of _data_in_each_bin, 3))
else:
binn.append(round(avrg / rem, 3))

# store the new value of each data
i=0
j=0
for g, h in X_dict.items():
if(i<num_of data_in_each_bin):
X_new[g]= binn[j]
=i+l
else:
i=0
j=i+1
x_new[g]= binnl[j]
=i+l
print("number of data in each bin")
print(math.ceil(len(x)/bi))

for i in range(0, len(x)):

print(‘index {2} old value {0} new value {1}'.format(x_old[i], x_new[i], i))

EK | — Ekstradan Bulgular
I.1: Naif Bayes

Compladty

Error

C- Used feature set © Optimal trade-offs [J Original feature set © Shown below

Bu grafik, 6zellik miihendisligi ¢alismasinin sonucunu gosterir. Her nokta farkli bir
Ozellik kiimesini, yani orijinal slitunlarin bir alt kiimesini veya hatta ozellik
olusturma durumunda yeni olusturulan bazi 6zellikleri iceren bir grubu temsil eder.
Bir 6zellik seti, 6rnegin 5'in karmasikligina sahip olabilir ve % 18 ya da 0.18 hata
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oranina ulasabilir. Bu hata oraninin, 6zellik miihendisliginin kendisinin egitim hata
orani oldugunu unutmamak gerekir. Bir uzatma setinde dogrulanan test hatasi,
bundan daha yiiksek olacaktir ve performans sekmesinde ve modele genel bakista
gosterilecektir. En iyi 6zellik setleri, diisiik karmasiklik ve diisiik hata oranlariyla sol
alt kosededir. Ayn1 anda hata oranmni arttirmadan karmasikligi en aza indirmenin
mimkiin olmadigim1 unutmamak gerekir. Bununla birlikte, birgok durumda, ortaya
cikan 6zellik bosluklar1 (yuvarlak noktalar) daha az karmasiktir ve yine de orijinal
Ozellik alanindan (kare) daha hassastir. Daha az 6zellik kullanmak, modellerin daha
hizli egitilebilecegi anlamina gelir. Son modeli olusturmak i¢in kullanilmis olan

Ozellik seti daha biiyiik gosterilmistir.

Name

Expression

Complexity

0.215261493

[0.215261493]

1

0.329169068

[0.329169068]

0.788656772

[0.788656772]

0.950809496

[0.950809496]

0.591770924

[0.591770924]

0.086314274

[0.086314274]

0.804403656

[0.804403656]

0.350843754

[0.350843754]

0.09923022

[0.09923022]

0.04058144

[0.04058144]

0.218576167

[0.218576167]

0.090783852

[0.090783852]

0.937680009

[0.937680009]

0.495146927

[0.495146927]

0.340776522

[0.340776522]

0.304858309

[0.304858309]

RRrRrR R RrRRR R R R R R -

12: Genellestirilmis Dogrusal Model

Optimal Trade-offs |

[ 1

Comp ety

C‘ Used feature set

petweern

@ Optimal trade-offs
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Name Expression Complexity
0.215261493 [0.215261493] 1
0.329169068 [0.329169068] 1
0.788656772 [0.788656772] 1
0.950809496 [0.950809496] 1
0.591770924 [0.591770924] 1
0.086314274 [0.086314274] 1
0.804403656 [0.804403656] 1
0.350843754 [0.350843754] 1

0.09923022 [0.09923022] 1
0.04058144 [0.04058144] 1
0.218576167 [0.218576167] 1
0.090783852 [0.090783852] 1
0.937680009 [0.937680009] 1
0.495146927 [0.495146927] 1
0.340776522 [0.340776522] 1
0.304858309 [0.304858309] 1

13:Lojistik Regresyon

Optimal Trade-offs between

[

Commp exty

O Used feature set

@ Optimal trade-offs

Complexity and Error

[0 Original feature set
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Name Expression Complexity
0.215261493 [0.215261493] 1
0.329169068 [0.329169068] 1
0.788656772 [0.788656772] 1
0.950809496 [0.950809496] 1
0.591770924 [0.591770924] 1
0.086314274 [0.086314274] 1
0.804403656 [0.804403656] 1
0.350843754 [0.350843754] 1
0.09923022 [0.09923022] 1
0.04058144 [0.04058144] 1
0.218576167 [0.218576167] 1
0.090783852 [0.090783852] 1
0.937680009 [0.937680009] 1
0.495146927 [0.495146927] 1
0.340776522 [0.340776522] 1
0.304858309 [0.304858309] 1
I4:Karar Agaclan
Optimal Trade-offs between Complexity and Error

Cormpex ty

O Used feature set

@ Optimal trade-offs

[ Original feature set @ Shown below

Name Expression Complexity
0.937680009 [0.937680009] 1
0.495146927 [0.495146927] 1

0.09923022 [0.09923022] 1
0.218576167 [0.218576167] 1
0.350843754 [0.350843754] 1
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I15:Random Forest

Optimal Trade-offs between Complexity and Error

15.0 L1
- 12.5
=
s 10.0
-
£ @ - <
50 <o
2
@b @
v, 1.00 2.0 0 1.0 “ O .._..Q'!. 7.0 ¥ {0 -1:..-.'_
Error

O Used feature set @ Optimal trade-offs [0 Original feature set @ Shown below

Name Expression Complexity
0.329169068 [0.329169068]
0.09923022 [0.09923022]
GenSym111 [0.04058144]*[0.215261493]
0.090783852 [0.090783852]
0.086314274 [0.086314274]
0.804403656 [0.804403656]
0.350843754 [0.350843754]

RRR RN R -

16: Gradyan Arttirilmis Agaclar

Optimal Trade-offs between Complexity and Error

L=
- 12.5
£ & L
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»
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- L)
17. B0 20.00%: 22 50% 25.00% Z7.50% 30.00% 3Z2.50% 35.00% 37.50% 40 00%
Error

O Used feature set @ Optimal trade-offs [0 Original feature set © Shown below
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Name Expression Complexity
0.215261493 [0.215261493] 1
0.329169068 [0.329169068] 1
0.788656772 [0.788656772] 1
0.950809496 [0.950809496] 1
0.591770924 [0.591770924] 1
0.086314274 [0.086314274] 1
0.804403656 [0.804403656] 1
0.350843754 [0.350843754] 1
0.09923022 [0.09923022] 1
0.04058144 [0.04058144] 1
0.218576167 [0.218576167] 1
0.090783852 [0.090783852] 1
0.937680009 [0.937680009] 1
0.495146927 [0.495146927] 1
0.340776522 [0.340776522] 1
0.304858309 [0.304858309] 1
I7: Destek Vektor Makinesi
Optimal Trade-offs between Complexity and Error
- =1
25l @ @
1 e

O Used feature set @ Optimal trade-offs

[ Original feature set

@ Shown below

Name Expression Complexity
0.215261493 [0.215261493] 1
0.788656772 [0.788656772] 1
0.950809496 [0.950809496] 1
0.591770924 [0.591770924] 1
0.804403656 [0.804403656] 1
0.350843754 [0.350843754] 1

0.09923022 [0.09923022] 1
0.04058144 [0.04058144] 1
0.218576167 [0.218576167] 1
0.090783852 [0.090783852] 1
0.937680009 [0.937680009] 1
0.495146927 [0.495146927] 1
0.340776522 [0.340776522] 1
0.304858309 [0.304858309] 1
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18: Hizh Biiyiik Marj
Optimal Trade-offs between Complexity and Error

= e

15
12.5 e
10

Carmpenty
0

2.5 L]

O Used feature set

@ Optimal trade-offs

[0 Original feature set

© Shown below

Name Expression Complexity
0.215261493 [0.215261493] 1
0.329169068 [0.329169068] 1
0.788656772 [0.788656772] 1
0.950809496 [0.950809496] 1
0.591770924 [0.591770924] 1
0.086314274 [0.086314274] 1
0.804403656 [0.804403656] 1
0.350843754 [0.350843754] 1

0.09923022 [0.09923022] 1
0.04058144 [0.04058144] 1
0.218576167 [0.218576167] 1
0.090783852 [0.090783852] 1
0.937680009 [0.937680009] 1
0.495146927 [0.495146927] 1
0.340776522 [0.340776522] 1
0.304858309 [0.304858309] 1

I9: Konvoliisyonel Sinir Ag:

Optimal Trade-offs between Complexity and Error

18
12.5
10

Compexty

O Used feature set

L]

@ Optimal trade-offs

[0 Original feature set
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Name Expression Complexity
0.215261493 [0.215261493] 1
0.329169068 [0.329169068] 1
0.788656772 [0.788656772] 1
0.950809496 [0.950809496] 1
0.591770924 [0.591770924] 1
0.086314274 [0.086314274] 1
0.804403656 [0.804403656] 1
0.350843754 [0.350843754] 1

0.09923022 [0.09923022] 1
0.04058144 [0.04058144] 1
0.218576167 [0.218576167] 1
0.090783852 [0.090783852] 1
0.937680009 [0.937680009] 1
0.495146927 [0.495146927] 1
0.340776522 [0.340776522] 1
0.304858309 [0.304858309] 1

Model Metrics Type: Binomial
Description: Metrics reported on temporary training frame with 10040 samples
model id: rm-h20-model-model-390517
frame id: rm-h20-frame-model-615009.temporary.sample.28.49%
MSE: 0.0026381898
R"2:0.98944676
AUC: 0.99996436
logloss: 0.009106332
CM: Confusion Matrix (vertical: actual; across: predicted):
range2 rangel Error Rate
range2 4964 22 0.0044 = 224,986
rangel 6 5048 0.0012 = 6/5,054
Totals 4970 5070 0.0028 =28/10,040
Gains/Lift Table (Avg response rate: 50.34 %):
Group Cumulative Data Fraction Lower Threshold
Cumulative Response Rate Capture Rate Cumulative Capture Rate

Lift Cumulative Lift Response Rate
Gain Cumulative Gain

1 0.31424303 1.000000 1.986545 1.986545  1.000000 1.000000
0.624258 0.624258 98.654531 98.654531

2 0.40000000 1.000000 1.986545 1.986545  1.000000 1.000000
0.170360 0.794618 98.654531 98.654531

3 0.50000000 0.612599 1.974674 1.984171  0.994024 0.998805
0.197467 0.992085 97.467353 98.417095

4 0.60000000 0.000000 0.079145 1.666667  0.039841 0.838977
0.007915 1.000000 -92.085477 66.666667

5 0.70000000 0.000000 0.000000 1.428571  0.000000 0.719124
0.000000 1.000000 -100.000000 42.857143

6 0.80000000 0.000000 0.000000 1.250000  0.000000 0.629233
0.000000 1.000000 -100.000000 25.000000

7 0.90000000 0.000000 0.000000 1.111111  0.000000 0.559318
0.000000 1.000000 -100.000000 11.111111

8 1.00000000 0.000000 0.000000 1.000000  0.000000 0.503386
0.000000 1.000000 -100.000000 0.000000

Status of Neuron Layers (predicting 0, 2-class classification, bernoulli distribution, CrossEntropy loss,
3,502 weights/biases, 47.5 KB, 351,000 training samples, mini-batch size 1):
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Layer Units  Type Dropout L1 L2 Mean Rate Rate RMS Momentum Mean Weight Weight
RMS Mean Bias Bias RMS

1 16 Input 0.00 %

2 50 Rectifier 0.00 % 0.000010 0.000000 0.001663 0.001707 0.000000 0.000248 0.187112
0.496939 0.102252

3 50 Rectifier 0.00 % 0.000010 0.000000 0.006981 0.011044 0.000000 0.000320 0.176389
0.968082 0.058068

4 2 Softmax 0.000010 0.000000 0.002517 0.001864 0.000000 0.024380 0.439828
0.000356 0.008649
Scoring History:

Timestamp Duration Training Speed Epochs Iterations ~ Samples Training MSE Training

R"2 Training LogLoss Training AUC Training Lift Training Classification Error

2019-09-30 20:14:52 0.000 sec 0.00000 0 0.000000 NaN NaN
NaN NaN NaN NaN

2019-09-30 20:14:54 1.655 sec 23046 rows/sec 1.00000 1 35100.000000 0.01094
0.95622 0.03591  0.99966 1.98655 0.01026

2019-09-30 20:14:56 3.218 sec 23549 rows/sec 2.00000 2 70200.000000 0.00600
0.97600 0.02099  0.99980 1.98655 0.00697

2019-09-30 20:14:57 4.744 sec 23926 rows/sec 3.00000 3105300.000000 0.00533
0.97869 0.01845  0.99981 1.98655 0.00667

2019-09-30 20:14:59 6.236 sec 24269 rows/sec 4.00000 4 140400.000000 0.00686
0.97257 0.02201  0.99988 1.98655 0.00568

2019-09-30 20:15:00 7.704 sec 24562 rows/sec 5.00000 5175500.000000 0.00454
0.98183 0.01506  0.99993 1.98655 0.00428

2019-09-30 20:15:02 9.149 sec 24837 rows/sec 6.00000 6 210600.000000 0.00534
0.97866 0.01675 0.99994 1.98655 0.00428

2019-09-30 20:15:03 10.575 sec 25081 rows/sec 7.00000 7 245700.000000 0.00414
0.98343 0.01357  0.99994 1.98655 0.00418

2019-09-30 20:15:04 12.002 sec 25279 rows/sec 8.00000 8 280800.000000  0.00504
0.97982 0.01606  0.99993 1.98655 0.00448

2019-09-30 20:15:06 13.393 sec 25498 rows/sec 9.00000 9 315900.000000  0.00365
0.98540 0.01210  0.99992 1.98655 0.00438

2019-09-30 20:15:07 14.778 sec 25687 rows/sec 10.00000 10 351000.000000 0.00264
0.98945 0.00911  0.99996 1.98655 0.00279

H20 version: 3.8.2.6-rm9.0.0
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EK-J Ekstradan Sonuclar

J1: Dogruluk (Accuracy) Bazinda
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J2: Siiflandirma Hatasi (Classification Error) bazinda
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J3: Egrinin Altindaki Alan (AUC) bazinda

AUC
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J4: Hassasiyet (Precision) bazinda
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J5: Geri Cagirma (Recall) bazinda

Recall
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J6: Testin Dogrulugu (F-Measure) bazinda
F Measure
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J7: Gergek Pozitifler Orani (Sensitivity) bazinda
Sensitivity

100.0%
756.0%
50.0%
25.0%:

0.0%

Runtimes (ms)

2
3,000,000 2,500 &
2 ' 2,000 g—'
(= 2,000,000 1,500 —
= 1,000 G
= 1,000,000 . . 8
= 1,000, 500 =
o < o = -
‘b'r"\“- = - 4 “?‘e .'_61"‘ 4 < < Q‘F i A oy
= =™ =3 = ~> Sl & T B
& 2= o = &5 & &
P A A R T
o 2 “«
J8: Belirlilik (Specificity) bazinda
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OZGECMIS

OGRENIM DURUMU - Yiiksek Lisans (Devam Etmekte)
e LISANS : Istanbul Kiiltiir Universitesi — Fen
Edebiyat
Fakiiltesi — Matematik&Bilgisayar (2008-
2012)
e YUKSEK LISANS : istanbul Aydin Universitesi - Bilgisayar

Miihendisligi
Ana Bilim Dal1 - Bilgisayar Miihendisligi
Programi

Serbest Yazilim Gelistirici (Mart 1998 — Kasim 2013)

Matematik Ogretmeni (Fatih Dersanesi)(Kasim 2013 — Mart 2014)

Yazilim Uzmani (ideasoft) (Mart 2014- Nisan 2015)

Yazilim Uzmani (OZYURT A.S.) (Mayis 2015 — Ekim 2015)

Yazilim ve Sistem Uzmani ( Perkotek ) (Ekim 2015- Temmuz 2016)

Yazilim ve Entegrasyon Uzmani (SETMODA) (Agustos 2016 — Ekim 2017)
Software Developer & APl & Integration Executive, Team Leader (Travelport
Turkey, Travtech Solutions) (Ekim 2017-Aralik 2018)

Aragtirma Gorevlisi, Yazilim Miihendisligi(ingilizce) , Istanbul Aydm Universitesi
(Aralik 2018-%*)
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