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MAKINE OGRENMESI YONTEMLERI iLE KALP HASTALIGININ
TESHIS EDILMESI

OZET

Kalp hastaliklari, kalbe giden damarlarda tikaniklik, kalp kapak¢iginda acgiklik ya da
kalbin beklenmedik herhangi bir yerinde olusan bir sorun ile ortaya cikar. Kalp
Hastalig1 riskini arttiran iki 6nemli faktor vardir. Bunlar Genetik Faktorler ve Cevresel
Faktorlerdir. Kalp hastaliklarinda en yaygin goriinen damarlardaki plaklanmadan
dolay1 olan kalp krizidir. Kalp hastaliklarinin en 6nemli belirtisi gogiis agrisidir ve
arastirmalar bu agrilar ile karsilasan insanlarin yas ortalamasinin giinden giine
diistiigiinii gostermektedir. Diinya Saglik Orgiitiiniin verilerine gore dolagim sistemi
hastaliklar1 adi altinda Diinya’da her yil 17,9 milyon insan kalp hastaliklarindan,
Tiirkiye’de ise Tiirkiye Istatistik Kurumu verilerine gore ortalama 168 bin insan
hayatin1 kaybetmektedir. Kalp Hastaligi Gogiis Agrisi, nefes darligi, bayilma, yorulma
ve halsizlik gibi etkileri olan ve giinliikk yasantinizi olumsuz yonde etkileyecek bir
hastaliktir. Erken teshis konuldugunda hastaligin ileri safhalara gegmemesi ve
tedavinin baslamasi hastanin hayatin1 kurtarir. Bu calismada 165’1 Kalp hastas1 olan
303 denekten olusan Heart Disease UCI veri seti iizerinde cinsiyet, diyabet, yas,
kolesterol, gogiis agrisi tiirleri gibi 6zelliklerle ¢esitli makine 6grenmesi yontemleri
uygulanmistir. Lojistik Regresyon, K-En Yakin Komsu, Destek Vektor Makineleri,
Naive Bayes, Karar Agaci, Rastgele Orman, LightGBM Model, XGBoost Model,
Ridge Model ve Bagging Model algoritmalar1 karsilastirilmis, ¢ikan sonuglar
degerlendirilmis ve farkli parametreler kullanilarak Rastgele Orman Algoritmasi ile
%90,16 oraninda dogruluk deger elde edilmistir.

Anahtar Kelimeler: Kalp Hastaligi Tahmini, Makine Ogrenmesi, Rastgele Orman
Algoritmasi
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DIAGNOSING HEART DESEASE BY MEANS OF MACHINE LEARNING
METHODS

ABSTRACT

Heart diseases emerge as a result of a complication presenting itself in an unexpected
part of the heart, as an infarction in the veins leading to the heart or an orifice in the
cardiac valve. There are two important factors increasing the risk of heart disease.
These are the genetic factors and environmental factors. The most common among
the heart diseases is cardiac arrest, which occurs due to the plaque build-up in the
veins. The most important symptom of heart disease is chest pain, and the researchers
suggest that the average age of people experiencing these pains go down day by day.
According to World Health Organization data, 17,9 million people die due to heart
disease every year under the name of circulatory system diseases, and an average of
168 thousand people pass away in Turkey according to the Turkish Statistical Institute
data. Heart diseases cause chest pain, shortness of breath, fainting, fatigue and
exhaustion symptoms and affect peoples’ life negatively. When diagnosed at an early
stage, the patient’s life can be saved by starting treatment and preventing the disease
from advancing. In this research, various machine learning methods were applied on
the Heart Disease UCI dataset comprised of 303 subjects including 165 cardiac
patients, with factors such as sex, diabetes, age, cholesterol, and types of chest pain.
Logistic Regression, K-Nearest Neighbor, Support Vector Machines, Naive Bayes,
Decision Tree, Random Forest, LightGBM Model, XGBoost Model, Ridge Model and
Bagging Model algorithms were compared, the results were evaluated, and 90,16%
truth value was obtained with Random Forest Algorithm using different parameters.

Keywords: Heart Disease Estimation, Machine Learning, Random Forest Algorithm
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1. GIRIS

Insanlarin varolusundan beri siire gelen zamanda yiyecek, barinma gibi ihtiyaclari
olmustur. Bu ihtiyaglar karsilanamadiginda, yasam siliresi boyunca genetik ya da
cevresel etkenlerden dolayi gesitli hastaliklara yakalanmislardir. Bu hastaliklarin bir
tlrd de kalp rahatsizliklaridir. Kalp hastaliklar1 kalbin ana damarlar1 ya da tasima
damarinda olusan tikaniklik, kalp kapakg¢iklarinda ya da kalp odaciklarinda olusan bir
problemden dolay1 ortaya ¢ikan erken teshiste hayat kurtarilabilen ve tedavisi miimkiin
olan hastaliklardir. Kalp hastaliklar1 Gogiis Agrisi, bayillma, nefes alamama, ¢abuk
yorulma gibi etkileri olan ve hayat standartlarimizi biiyiikk o6lciide etkileyecek
hastaliklardir. Hastanin Agri cesidine, cinsiyetine, yasina, kandaki yag oranina,
kandaki seker oranina vb. degerlere gore teshis konulabilir. Ancak hastalik ilerlemisse
hayat boyu kullanilacak ilaglar tedavi siirecine dahil edilir, bu durum hastanin giinliik
yasantisini da etkiler. Dolayistyla teshis hastaligin ileri safhalarmma gelmeden

konulmalidir.

BOH’lar igerisinde, kalp ve damar hastaliklar: tiim 6liim nedenleri arasinda ilk sirada
yer almakta, 6zellikle iskemik kalp hastaliklar1 ve serebrovaskiiler hastaliklar ilk iki
6liim nedenini olusturmaktadir. Kalp ve damar hastaliklarinin kiiresel 6lgekte uzun bir
stire daha bir numarali 6liim sebebi olmaya devam edecegi tahmin edilmektedir(Tc

Saglik Bakanligi, 2015).

Sekil 1.1: K”alp Hastalig1

Kaynak: (Google.com, 2019)



Icerisinde kalp hastasi olan ve olmayan belirli bir gruptan alman Cinsiyet, yas, hasta
olup olmama durumu, kolesterol, diyabet vb. degerlere sahip olan verilere makine

o0grenmesi teknikleri uygulandiginda erken teshis yapilabilmektedir.

Kalp hastaliginin tespit edilmesinde makine Ogrenmesi ile ilgili kavramlar

anlatilmaktadir ve kullanilmaktadir.

Tezin birinci boliimiinde Kalp hastaliklarinin ¢esitleri, nedenleri, belirtileri, erken
teshis edilmesinin 6nemi gibi bilgiler verilmistir. ikinci béliimiinde tezde kullanilan
yontemler, makine Ogrenmesi tarihi, algoritmalari, tip alaninda kullanimi ve
oneminden bahsedilmistir. Ugiincii boliimiinde veri seti, teshisi saglayan en etkili
algoritma ve modelin detaylar1 ele almmigtir. Dordiincli boliimiinde tezin
degerlendirmesi yapilmistir. Besinci ve son boliimde ise sonuglar ve etkisi konu

alinmustir.
1.1 Tezin Amaci

Bu calismada igerisinde 303 veri bulunan Heart Disease UCI veri setinden
yararlanilmistir. Veri seti lizerinde makine 6grenmesi yontemleri kullanilarak bir
kisinin kalp hastasi olup olmama durumu tespit edilmeye c¢aligilmistir. Veri setinde
bulunan 303 veriden 165’1 kalp hastasidir. Kisilerin cinsiyeti, yasi, kalp hastasi olup
olmama durumu, gdgilis agrisinin tiirli, kolesterol orani, diyabet, Kalp atis hizi,
elektrokardiyografik 6l¢iim degerleri gibi kisilere 6zgii farkli degerler icermektedir.
Veri setinde Plot grafiklerinde de belirtildigi gibi cinsiyet, kan sekerinin (<120)
olmasi, kiside kalp hastaliginin olup olmama durumu boolean degerler (0 ve 1) ile
gosterilmektedir. Calismada kalp hastaligi olan kisiler 1 olmayan kisiler O ile

gosterilmektedir.

target

Sekil 1.2: Kalp Hastas1 Olup Olmama Durumu



Kalp hastalarinin tespit edilebilmesi igin toplam 303 kisinin 13 Oznitelik bilgisi
kullanilmig, 10 makine Ogrenmesi algoritmasi Ozniteliklere uygulanmus,
algoritmalardan gelen sonuglar karsilastirilmis ve en iyi sonucu veren algoritma ile

kalp hastalig1 teshisi konulmasi amaglanmaistir.

1.2 Literatiir Arastirmasi

Tip alaninda bir¢ok ¢alisma yapilmistir. Ancak makine 6grenmesi algoritmalarinin
kalp hastaliklarinin teshisinde kullanildigi az sayida calismaya rastlanilmistir.
Bunlardan biri 2016 yilinda Faruk BULUT tarafindan Adaboost kullanilarak yapilan
calismada yiiksek tansiyonun kalp krizi tespitinde %87,89 oraninda etkisi oldugu
saptanmistir. Murat KARAKOYUN ve Mehmet HACIBEYOGLU tarafindan
yiiriitiilen biyomedikal veri setleri ile makine 6grenmesi algoritmalar karsilastirilmasi
yapilarak DVM smiflandirmasi kullanilarak kalp hastaliklar1 teshis etmede %59,72
oraninda basarim elde edilmistir. Elif KARTAL ve Mehmet Erdal BALABAN
tarafindan 2018 yilinda yaymlanan c¢alismada makine 6grenmesi yontemleriyle
kardiyak risk analizi yapilmis ve en yiiksek oran karar agaci ile %98,2 olarak tespit
edilmistir. Omer Faruk BOYRAZ, Volkan SEYMEN, Mehmet Recep BOZKURT ve
Ozdemir CETIN tarafindan yapay sinir aglari yontemi kullanilarak yapilan

arastirmada %90 oraninda sonug elde edilmistir.

1.3 Konu ile Tlgili Kavramlar
Makine 6grenmesi uygulanan kalp hastalig ile ilgili temel kavramlardan
bahsedilmektedir. Kalp hastaliginin tanim, belirtileri, nedenleri, agr tiirleri konu

alinmistir.
1.3.1 Kalp Hastaliklar:

Omiir boyunca siirekli ¢alisan ve tiim viicuda kan dagitan insan anatomisinin énemli
organlarinin basinda gelen kalp bazen c¢esitli engellerden dolay1 gorevini
aksatabilmektedir. Kalp ortalama olarak dakikada 70, giinde 105.000 ve yilda 37
milyon kez kasilarak, i¢indeki kan1 viicuda pompaliyor. Kalp Krizi, ritim bozuklugu,
damar tikanikliklari, dogumsal problemler, kapakc¢ik hastaliklart gibi rahatsizliklar
kalbin diizgiin ¢caligmasina, kan1 viicuda pompalamasina engel olur ve insan yasamini
biylk olcude etkileyip yasam kalitesinin diigiiriir. Bu hastaliklar bazen etkili bir

bigimde hastaya kendini hissettiriyor ve bir uzmana danisildig1 zaman teshis



konulabiliyor. Bazen de hastalik hastanin hissetmeyecegi, hastay: rahatsiz etmeyen
gizli bir sekilde ilerliyor ve hasta belirli bir rahatsizlik hissetmedigi i¢in bir uzmana

gitmiyor. Sonu¢ olarak hastaligin teshisinde ge¢ kalinmis olunabiliyor.

Diinya Saglk Orgiitii verilerine gore 2020 yilinda diinya iizerindeki tiim Sliimlerin
%36’s1 kalp damar hastaliklarina bagli olarak gergeklesecektir. Tiirkiye’de ise
ontimiizdeki 10 yi1lda koroner kalp hastasi sayisinin iki kat artis gostererek 5,6 milyona
ulagmas1 bekleniyor. Hal boyle olunca gerek bilim adamlar1 gerekse endiistri kalp
damar hastaliklarina (KDH) biiylik ilgi duymakta ve her giin bu hastaliklarin
tedavisine yonelik yeni gelismeler kaydedilmektedir (Giileg, 2009)

1.3.2 Nedenler

Kalp hastaliginin nedenlerini ¢evresel ve genetik nedenler olarak ayirabiliriz. Cevresel
nedenler insanlarin yasadigi ¢evrenin etkileri, genetik nedenler ise insanlarin aileden
gelen rahatsizliklarinin nesilden nesile aktarilmasiyla hastalik formlarinin kisilerde

olusmasidir.
1.3.2.1 Cevresel Nedenler

Gevresel nedenler, insanlarin yasadiklari ¢evreden kaynakli sagliklarinin etkilenip
sonraki evrelerde saglik problemlerine yol agan nedenlerdir. Yas, cinsiyet, tiitiin tiriinii

kullanimi, diyabet, kilo bu nedenler arasinda sayilabilir ve incelenebilir.
1.3.2.2 Genetik Nedenler

Genetik nedenler, katilimsal olarak aile bireylerinden gen haritasinin olugsmasindan
dolay1 yeni dogan bir bireye aktarilan genlerin igerisinde barindirdigi hastaliklardir.
Arastirmalar kalp hastaliklarina etki eden kolesterol ve tansiyon Ozniteliklerinin

cevresel nedenlerden daha ¢ok genetik nedenlere bagli oldugu iizerinde durulmustur.
1.3.3 Risk Faktorleri

1.3.3.1 Kolesterol

Kolesterol orani, canli viicudunda dolagimi saglayan ve tiim hiicrelerde bulunan kanin,
icerisindeki yaglanma oranma denir. Kalp rahatsizliklarini olusturan risk

faktorlerinden en énemlisi kabul edilir, fakat ilaclar ile tedavisi mimkindur. Vicutta



fazla olan kolesterolii karacigere tasiyan iyi huylu kolesterol ve fazla kolesteroli

viicutta tastyan ve damar duvarlarinda yag birikimine yol agan koétii kolesterol vardir.

Saghkl Damar Daralmis Damar

Kolesterol
Yaglarinin
Damarda Birikmesi

Sekil 1.3: Damardaki Kolesterol Olusumu

Kaynak: (Tlrk Kardiyoloji Vakfi, 2019)

Kisinin kolesterol diizeyi ne kadar yiiksekse, kalp hastasi olma ihtimali de o kadar
yiiksektir. Tiirkiye’de birinci sirada gelen 6lim nedeni Kkalp-damar hastaligidir
(William, 1959).

Kolesterol yiiksekligi ile Kardiyovaskiler hastalik arasindaki iligskinin en dramatik
kanit1 ailevi hiperkolesterolemide kendini gostermektedir. Homozigot ailevi
hiperkolesterolemide ¢ok yiiksek olan LDL-kolesterol diizeyleri daha 2. dekatta

yaygin ateroskleroz ve 6liimciil klinik sonuglara yol agmaktadir (Kayik¢ioglu, 2014).

1.3.3.2 Tansiyon

Vicuda kan dolagimi sirasinda atardamarlardaki kan basincina tansiyon denmektedir.
Kan basimciin artmasi durumuna yiiksek tansiyon, azalmasi durumuna ise diisiik
tansiyon denir. Yasin ilerlemesi, asir1 seker ve tuz tiiketimi, Alkol tiikketimi, stres gibi

faktorler tansiyon riskini arttirmaktadir.



Yapilan ¢alismalar tansiyon hastalarinda kolesterol diisiiriicli tedavinin kan basincini

kontrol etmek kadar yararli olabilecegini gostermektedir (Giileg, 2009).
1.3.3.3 Tiitiin Uriinii Kullanim1

Titiin tirtinleri kullanimi1 her toplumu ilgilendiren ve hayati bir sorundur. Tiitiin sadece

kalbe degil etki ettigi her organa zarar veren bir maddedir.

Bugiin yasayan 500 milyon insanin tiitlin kullaniminin sonuglarindan 6lmesi
beklenmektedir. 21. ylizyilda 1 milyar insanin tiitlinden 6lecegi tahmin edilmektedir.
Oliimlerin yaris1 35-69 yas insanlarda olmaktadir. 1995 yilinda diinyada 1.1 milyon
kisinin sigaraya bagli kanser nedeniyle 6ldiigii, bu dliimlerin 765.000’den fazlasinin
gelismis iilkelerde gergeklestigi, bu saymin da 500.000’ini akciger kanserinin
olusturdugu bildirilmektedir (Karlikaya, 2006).

Yapilan arastirmaya gore, tiitlin kullanimi tim kronik akciger hastaliklarinin
%80’inden, kalp hastaligi ve kansere bagli o6liimlerin de iicte birinden sorumlu

bulunmustur (US Department of Health and Human Services, 1982).

1.3.3.4 Diyabet

Kanda bulunan seker oranina kan sekeri denmektedir. Diyabetin en ¢ok etki ettigi
bolge damarlardir. Ciinkii damarlarda dolasan kan sekerle birlikte yogunlasarak
plaklasmaya neden olmaktadir. Bu durumda da damar tikanikliklar

g6zlemlenmektedir.

Bir arastirmada, Tiirkiye'nin 59 yerlesim biriminde 20 yas ve iizerindeki 3687 kiside
yapilan taramada, diyabet prevalansi incelendi. Diyabet tanis1 kapsamina kendilerinde
bu taninin kondugunu 6ne stirenler ile taramada aclik kan sekeri 130 mg/dl veya 2 saat
postprandiyal degeri 170 mg/dl'in tizerinde bulunan kisiler girdi. 83 erigkine (% 2.25)
diyabet varligim bildirdi; geri kalanlarda % 1.6 oraninda yeni diyabet kesfedildi. 35-
64 yaslarmni ilgilendiren yas standardizasyonu ile diyabet prevalansi kadinlarda % 6.3,
erkeklerde % 4.6 bulundu. Anilan oranlar uluslararasi kiyaslamada erkeklerde orta
diizeyi, kadinlarda olduke¢a yiiksek diizeyi temsil etti. Kirsal kesime gore sehirlerde

tiim eriskinlerde anlamli bir prevalans fark: yoktu, ancak erkeklerde diyabete sehirde



daha sik (p<0.03) rastland1 (Onat ve digerleri, 1991). Bu durumda diyabetin varliginin

kalp hastaliklarina azzimsanmayacak derecede etkisi vardir.

1.3.3.5 Kilo

VKI insan sagligr i¢in ¢ok Onemlidir. Risk faktorleri birbirlerini tetikler ve kilo
viicuttaki seker ve kolesterolii etkileyen en biiylik etkendir. Dolayisiyla VKI yiiksek
olan insanlarda kolesterol ve sekerin fazla olmasinin da etki ettigini géz Oniine

alindiginda kalp hastas1 olma ihtimali daha yiiksektir(Onat ve digerleri, 1991).

Obesite'nin ¢esitli kardiyovaskiiler risk faktorlerini arttinc1 etkisi taramalarda
dogrulanmistir ve Diyabetin de obesiteyle bagintili bicimde siklastigi bu tararnada

desteklenmistir.

1.3.4 Kalp Hastalhig1 Belirtileri
Kalp hastaliginin, hastalar1 hekimlere yonlendiren ve teshis konmasini kolaylastiran

cesitli belirtileri vardir. Bunlar; gogiis agrisi, nefes darligi, carpinti ve bayilmadir.

1.3.4.1 Gogiis Agrisi

Gogiis agrist kalp ile ilgili olan sikayetlerin en 6nemli belirtilerindendir. Tanim olarak;
soguk hava, sik egzersiz ve stres gibi faktorler ile birlikte gégiis kafesinin ortasinda
baski, sikisma, yanma gibi etkiler olarak bilinir. Bu ¢alismada da 6zniteliklerden birisi

goglis agrist siddetini  belirtmektedir ve dort tip goglis agrist tipi vardir.

1.3.4.2 Nefes Darhg
Egzersiz yapildig: sirada ya da giinliik olarak yapilan yiiriiyiislerde ortaya ¢ikabilen
rahat nefes alamama durumu olarak belirtilir. Ayrica nefes darlig1 egzersizler haricinde

stabil dinleme durumunda da gorulebilir ve kalp rahatsizliginin belirtisi olabilir.



1.3.4.3 Carpinti

Belirtiler arasinda bulunan carpinti, kalp atis hizinin aniden ¢ok yiikselmesi ya da ¢cok
diismesi ile olusan diizensiz kalp atislarina bagli olarak hissedilen bir duygudur.
Carpintiya etki eden faktorler kalp hastaliklarina etki eden faktorler ile aynidir. Kalp

carpintisi tagikardi olarak ta bilinir.

1.3.4.4 Senko (Bayilma)
Kisinin genellikle kan basincindaki ani degisimler sebebiyle bilincinin kapanmasi
durumudur. Bayilma ciddi bir kalp hastaliklarinin belirtisi olabilecegi gibi bir¢ok ciddi

hastaliginda habercisi olabilir.

1.3.5 Kalp Hastah Tiirleri
Kalp hastaliklarinin genetik ve gevresel faktorlerin etki ederek rahatsizliga yol agan
farkli tiirleri vardir. Bu tiirler; koroner hastaliklar, kapak¢ik hastaliklari, anevrizma,

ritim bozukluklar1 ve konjenital hastaliklar olarak belirtilebilir.

1.3.5.1 Koroner Hastahklar

Koroner Arter Hastaligi, koroner arterlerin duvarlarinda olusan plaklardan Gtiirii
ortaya ¢ikan bir hastaliktir. Koroner kalp hastalig1 veya kisaca CHD (Coronary Heart
Disease) olarak da adlandirilir(Bridget, 2010). Bu hastaliklar genellikle yash
yetigkinlerde goriilse de 6zellikle ateroskleroz, (damar tikanikligl) ge¢misi ¢ocukluk
cagma dayandigindan birincil korunma ¢abalar1 yasamin erken donemlerinde

baglamalidir (McGill ve digerleri, 2008).

Fatty Deposits

Sekil 1.4: Koroner Kalp Hastaliklarinin Olusumu

Kaynak: (wikipedia.org, 2013)



1.3.5.2 Kalp Kapag1 Hastahklar1

Kalp toplamda 4 odadan ve 4 kapaklarindan olusur. Kalbin her kasilmasinda kapaklar
acilip kapanir ve bu yasam boyu devam eder. Ancak kapaklar yeteri kadar acilip
kapanmadiginda baz1 saglik problemleri ile karsilasilir. Belirtisini gostermeyebilir.

Mekanik arizalar oldugu i¢in ilagla tedavisi miimkiin degildir.

1.3.5.3 Aort Anevrizmasi

Anevrizma bir damarin normal ¢apinin 1,5 kat veya daha fazla genislemesi olarak
tanimlanmaktadir. Anevrizmalar insan viicudunda en sik aort da olmak (izere herhangi
bir arterde olusabilir. Aort anevrizmalarinin sikligi, tan1 yontemlerindeki gelismeler
ve yash populasyon oranindaki artisa paralel olarak son 20 yilda artig gOstermistir
(Nalbant ve digerleri, 2019). Aort anevrizmasi belirtisini gdsteren bir hastalik olmadigi

i¢in tant hemen konulamayabilir.

Aort anevrizmalari Amerika Birlesik Devletleri’'nde 6lim nedenleri arasinda on

uclncl sirada yer almaktadir (Sakalihasan ve digerleri, 2005).

1.3.5.4 Ritim Bozukluklar:

Kalbin normal atis hizinin azalmasi ya da artmast ile belirtilerini gésteren artimi olarak
ta bilinen olagan dis1 farkliliklardir. Kalbin calismasi sirasinda yasanan atim
bozukluklar1 ve duraksamalar da ritim bozuklugu olarak adlandirilir. Her yasta

gorulebilir.

1.3.5.5 Konjenital Kalp Hastaliklar1

Konjenital kalp rahatsizliklar1 dogustan gelen kalp rahatsizliklar1 olarak tasvir
edilebilir. Genellikle yeni doganlarda belirtisiz olabilecegi gibi kalp tiflirmesi ya da
huzursuzluk vb. ¢esitli sikayetlerle de hekimlere bagvurulabilir. Yetigkin bireylerde ise
belirtilerini gosterir ve dogustan gelen bu hastalik ansizin ¢ikabilir. Hastaligin erken

tahmin etme durumunda tedavi ¢ok daha kolay saglanabilecegi dngdriilmektedir.



1.4 Hipotez

Aragtirmalar sonucunda bugiine kadar kalp hastaliklar1 i¢in kullandigimiz Heart
Disease UCI veri seti ile ilgili akademik ¢alismalarda “Rastgele Orman” yOntemi
kullanilmis ancak basar1 orani bu ¢alismadaki basar1 oranindan daha ¢ok daha diisiik
bulunmustur. Rastgele orman algoritmasi egitecegi veriyi rastgele sececegi i¢in karigik
durumdaki veri setleri i¢in oldukca elverisli oldugu ve parametre olarak agacin daha
fazla dallanmasmin, budama isleminin kisaltilmasinin sonuca buyuk oOlcude etkisi

olacagi Ongorulmiis ve kullanilmustir.
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2.YONTEMLER

2.1 Yapay Zeka

Yapay zekayi kisaca tanimlamak gerekirse makinelerin insanlar gibi diisiiniip zekasini
kullanarak insanlar gibi becerikli bir sekilde bazi kararlar1 verdikleri mekanizmalardir.
1950 yillarinda ortaya cikartilmistir. Insanlar tarafindan olusturulan yapay zekalar
zayif ya da giiglii olabilir. Zayif yapay zekalar sadece insanlarin programladiklar
kadar diistinebilir ve karar verebilirler. Giglu yapay zekalar ise kendi kendine
Ogrenebilen algoritma kullanilarak hesaplarda bulunurken kendi programini
gelistirebilen ve hata yaptiginda bu hatalar tekrar etmemek icin ¢alisan, hatalardan
ders alan bir sistemdir. Yapay zeka calismalar1 zaman ilerledikge hizlanmis ve farkli
bilgiler de agiga ¢ikmistir. Calismalar sonucunda makine 6grenmesi ile derin 6grenme

bulunmus yapay zeké kullanimi artmis ve daha da giiglenmistir.

2.2 Makine Ogrenmesi ve Derin Ogrenme

Makine Ogrenmesi bilgisayar sisteminde verilen veriler ile islem yapan algoritmik ve
istatistiksel yontemlerin yardimiyla 6grenme ve 6grendiklerini teste tabi tutarak sonug
cikartma islemidir. Makine 6grenmesi yapay zekd ile birlikte ¢alisir, yapay zekanin
alt kiimelerinden birisi olan makine 6grenmesi egitim verisini algoritma igerisine
alarak karar verir ve matematiksel olusturulan model karara destek olur (Bishop,
2006). Tahmin edilmesi i¢in olusturulan bu model gelecek zamana yonelik tahmin
edici gorevini tistlenir. Sonug olarak veriler egitim verisi ve test verisi olarak ayrilir.

Algoritmaya dahil edilen verilerden yiizdelik olarak ¢ikarim saglanir.

Makine 6grenmesinin tarihinde bilim insan1 Alan Turing, kendi soyadin1 verdigi test
olan Turing testi ile yapay zeka ¢alismalarinin baslangici sayilabilecek bir adim
atmistir. Ikinci Diinya Savasinda Almanya’nin ordu haberlesme aleti olan Enigma’nin
sifrelerinin kirilmasinda ve savasin kisalmasinda en biiyiik etkenin Alan Turing’ te

oldugu bilinmektedir.

11



1956 yilinda Darmounth Kolejinde diizenlenen bir yaz okulunda Stanford
Universitesi'nden McCarthy ilk kez yapay zeka terimini kullanmstir. Yapay zeka
terimi kullanilmadan once Turing’in kullandig1 terim olan makine zekasi terimi
kullanilmaktaydi. 1959 yilinda Arthur Samuel tarafindan olusturulan dama
programinda yapay zekanin en fazla kullanilan alanlarindan biri olan makine
O0grenmesi ismi ilk kez kullanilmistir. Bu tarihten itibaren makine 6grenmesi {lizerine
caligmalar siirdiirtilmiis ancak devrim niteliginde bir ilerleme kaydedilmemistir ta ki
teknolojilerin oyunlar {izerine yogunlasarak ‘Farkli ne yapilabilir?” Sorusuna cevap
arayana kadar. 1990’11 yillardan sonra oyunlarinda yardimiyla giiniimiizde oynanan
oyunlar, goriintii isleyiciler, dil isleyiciler, veri madenciligi, robotik kodlama gibi pek

cok alanda yapay zeka ve makine 6grenmesi kullanilmaktadir (Topal, 2017).

Turing ve McCarthy ¢alismalarinda her zaman insan beyninin diisiinebilen bir makine
olma olasiligindan bahsetmistir. McCarthy’ ye gore belirli bir diizen igerisinde bir
bebegin beyni sagduyulu ve egitim alabilecek bir makine olarak degerlendirilmektedir.
Turing’e gore ise insanlarin nasil diisiindiiglinii arastirmay1 hedeflemistir ve diistinen
bir makine yapmak insanlarin diisiince sistemini ¢6zmek i¢in yardimei olabilir. Yani
ona gore ‘Bilgisayar Mekanizmasi ve Zekd’ adli makalesinde dedigi gibi akill
davranabilen bir bilgisayar olma olasilig1 vardir. Turing’e gore zayif ve giiclii yapay
zekalar arasinda net bir farklilik vardir. Insan diisiincesini taklit eden bir yapay zeké
ise zayif bir zekaya sahiptir. Ancak iyi programlanmis bir yapay zeka adeta bir zihindir
ve gucluddr (Topal, 2017).

Derin 6grenme, makine dgrenmesine gore daha az dokunus gerektiren ama daha ¢ok
veriye ihtiyaci olan makine 6grenmesinin alt dalidir. Derin 6grenme 2010’1u yillarda
kullanim1 yayginlagmistir ve biiytik veri icerisinde roliinii almistir. Derin 6grenme ile
birlikte makine 6grenmesinde bir¢ok katmanda islenen veriyi tek bir seferde isleyen,
yine makine Ogrenmesinin kiitiiphanelerini kullanan ve igerisinde tanimlanan
parametreleri de kendisi bulan, hangi parametrenin en 1yi degeri verecegi, en iy1 orani
¢ikartacagini hesaplayan ve isleyen ¢alismalarda ve arastirmalarda daha homojen ve

sonuglar bulan bir yontem hayatimiza girmistir.
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2.2.1 Ogrenme Teknikleri

Yiiksek boyutlarda karmasik bir veri setinin i¢erisinden anlamli ve saf veri ¢ikarma
islemine veri madencilii demektedir. Veri madenciliginin kesfedilmesi en fazla
makine 6grenmesine katki saglamistir. Bu sayede derin 6grenme ile calisilmaya
baslanmigtir. Makine 6grenmesini kesfedildigi tarihten bu yana yontemler siirekli
gelismeye devam etmektedir. Gelisen bu yontemler sayesinde biribirinden farkli
metotlar bilime katki saglamistir. Katki saglayan bu yontemleri algoritmalar1 goz

Oniine alinarak su sekilde siralayabiliriz.

e Yar Gozetimli Ogrenme
o Gozetimli Ogrenme
e Gozetimsiz Ogrenme

e Takviyeli Ogrenme

Algoritmalar1 farkli konulara ve veri setlerinden dogru sonuglar alabilmek i¢in veri
setine uygun yontemler kullanilmasi gerekir. Bu yontemler Siniflandirma, kiimeleme,
regresyon, Oznitelik ve veri iligkisi belirleme olarak bilinir ve veri setine etki ederek

daha saglikli sonuglar verir.
2.2.1.1 Gozetimli Ogrenme

Gozetimli 6grenmede sistemin etiketli veriler kullanan bir veri setinin kullanicinin
istedigi giris ve cikislar1 barindiran ve algoritmalarin bu giris ve ¢ikiglara nasil
ulagabilecegini bulan bir yontem gelistirmektedir. Verinin ayristig1 siniflar bilinir ve
bu smiflara gore hareket edilir. Bu 6grenme seklinde algoritma tahminde bulunur

makine ise bunu diizenler ve bu durum yiiksek oran bulana kadar devam eder.

Gozetimli  0grenme  tekniklerinde belirleyici olarak 2  gdrev  bulunur:

Siniflandirma ve Regresyon

Siniflandirma: Veri setindeki verilerin kendi 0zelliklerine gore ayrilmasidir. Makine

Ogrenmesiyle gézlemlenen verilerden ¢ikan sonuclarin kategorize edilmesidir.
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Sekil 2.1: Siniflandirma

Regresyon: Regresyon tekniginde makine Ogrenmesi algoritmalari degiskenler
arasindaki iligkileri anlamali ve tahmin etmelidir. Bagimli bir degiskene ve diger
bagimsiz bir grup degiskene odaklanir ve egilimleri tahmin etmek analiz etmek i¢in

kullanilir.

Datapoints
Regression

0.2 0.4 0.6 0.8 1.0

Sekil 2.2: Regresyon Dogrusu

2.2.1.2 Yan Gozetimli Ogrenme

Veri setlerinde genellikle etiketlenmis veri miktar1 etiketlenmemis veri sayisindan
daha azdir. Bu etiketlenmemis veriler diger tekniklerde fazla kullanilmaz yan
gozetimli 6grenme ise etiketlenmemis verilere kullanim sansi veren gozetilen bir
O0grenme bi¢imidir. Yapilan arastirmalarda etiketlenmemis verilerin kiiglik miktarlarda

etiketlenmis verilerle kullanildiginda daha homojen ve saglikli oranlar verdigi

14



gozlenmenmis ve kanitlanmigtir. Yar1 gézetimli 6grenme gozetimli ve gozetimsiz

O0grenmenin tam ortasinda kalir.

2.2.1.3 Gozetimsiz Ogrenme

Gozetimsiz 6grenmede direktif verebilecek bir insan operatorii yoktur. Sadece makine
karar mekanizmasidir, veri setinden gelen verileri analiz ederek iliskileri ve
korelasyonlar1 belirler. Cikan sonuglari yorumlama tamamen makine O0grenmesi
algoritmasina birakilmistir. Ne kadar fazla veri isleme girerse karar mekanizmasi

becerisi o kadar artmaktadir. Yontem olarak kiimeleme yontemini kullanir.

Kiimeleme: Tanimlanmis kriterlere gore benzer verileri farkli gruplara ayirmaktir.
Verilerin birkag kiime olacak sekilde ayrilmasi daha kolay ve seffaf bir analiz

yapilmasini saglamaktadir.

Predicted clusters
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Sekil 2.3: Kimeleme
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2.2.1.4 Takviyeli Ogrenme

Veri setinden elde edilen bir dizi eylem, siif parametreleri ve son degeri igeren
diizenli Ogrenme siiregleri olan bir 6grenme yontemidir. Makine 6grenmesi
algoritmasi farkli sonuglart ve segenekleri degerlendirerek sonug elde etmeye ¢alisir.
Tavsiyeli makine Ogrenmesi hatayr Ogretir hatalardan sonug ¢ikartarak tekrar
edilmemesini saglar. Eski deneyimlerinden ¢ikarimlar yaparak en iyi sonucu elde

etmeye calisir.

2.2.1.5 Asir1 Ogrenme (Overlearning)

Algoritmanin, egitim verisinde ezberledigi ve bu ezberlerini test verisinde uygulamaya
calismasindan dolay1 ortaya egitim verisi ile test verisinin dogruluk oranlarinda biiyiik
farklar ¢ikartmasina asirt 6grenme denmektedir. Veri setinin igerisindeki verilerin
farkliliklar1 asir1 6grenmeyi engellemektedir, bu durumdan dolayi veride ¢esitlilik agir1

O0grenmeyi Onler.

2.2.2 Test Adimlar

Makine 6grenmesi algoritmalarinin yiiriittiigii egitim sona erdiginde genelde veri
setinin ayrilan iicte birlik boliimii teste tabi tutulur ve sonuglar oransal olarak basari
yiizdesini verir. Bu asamada verilerin {igte ikisiyle egitim yapan algoritma daha once
karsilasmadig1 verileri gozden gecirerek algoritmanin model {izerindeki basar1 oran
Olger. Basarilar1 dogru pozitif, dogru negatif, yanlis pozitif ve yanlis negatif olarak 4

gruba ayirir ve karisiklik matrisini olusturur

2.2.3 Kansikhik Matrisi

Algoritmalarin ¢iktilarinin dogrulugu test etmek i¢in kullanilan hedefteki sayiya gore
boyutu genisleyen kare bir matristir. Calismada makine 6grenmesi yapilirken olan
birgok algoritma isleme girmektedir. Ogrenmeden sonra teste tabii tutulur ve ¢ikan
sonuclar kullanici tarafindan degerlendirilerek konu i¢in en uygun en performansl
algoritma ve parametrelerine karar verilir. Karigiklik matrisinde algoritmanin tahmin

ettigi sonuglarin dogru ve yanlis tahminlerin sayis1 gosterilir. Tahmin siitun ve satirlari
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asagida gosterilmektedir(Cizelge 2.1). Pozitif ve negatif seklinde edecegi tahminler

icin agagidaki agiklamalar kullanilabilir.

Cizelge 2.1: Karisiklik Matrisi

TAHMIN POZITIF DURUM NEGATIF DURUM
POZITIF TP FP
NEGATIF FN TN

Burada TP, FP, FN ve TN durum ve tahmin arasindaki baglantidan net orani vermek igin
kullanilir.

TP: Algoritmanin dogru tahmin ettigi pozitif degerlerin sayisin1 gosterir.
FP: Algoritmanin yanlis tahmin ettigi pozitif degerlerin sayisin1 gosterir.
FN: Algoritmanin yanlig tahmin ettigi negatif degerlerin sayisini gosterir.

TN: Algoritmanin dogru tahmin ettigi negatif degerlerin sayisini gosterir.

2.2.3.1 Tahmin Hatasi

Karigiklik matrisinde algoritmanin dogru ve basar1 elde etmek igin kullandigi
verilerden hatali tahmin ettigi verilerdir. Bu bilginin elde edilmesinde Es. 2.1°deki

formiil uygulanmustir.

FP +FN
TP+TN+ FP+FN

2.1)
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2.2.3.2 Dogruluk Orani

Toplam olasilik 1 oldugu i¢in tahmin hatasi 1’den ¢ikarildig1 zaman dogruluk oram
elde edilir. Dogruluk orani algoritmanin dogru tahmin ettigi sonuglarin oranmidir.
Formiilii Es. 2.2°de gosterildigi gibidir.

TP+TN
TP+TN+ FP+FN

(2.2)
2.2.3.3 Geri Cagirma (Recall)

Bir¢ok calismada anma, isabet orani gibi isimleri de olan geri ¢agirma metrigi ¢calisma
igerisindeki pozitif sinifa ait 6rneklerden olan dogru tahminlerin oranini vermektedir.

Formiilii Es. 2.3” te verilmistir.

TP
TP+ FN

(2.3)

2.2.3.4 Hassasiyet (Precision)

Algoritmanin ¢alismada bulunan verilerden toplam kag tanesinin dogru bilindigi bu

metrikte goriintiilenir ve karigiklik matrisine dahil edilir. Formiilii Es. 2.4 teki gibidir.

TP
TP+ FP

(2.4)
2.2.3.5 F Skoru

F skoru hassasiyet ve geri cagirma degerlerini barindiran istatistik tabanli bilgisayar
biliminde verilerin basarisi, dogrulugu i¢in kullanilan bir 6l¢it birimidir. Matematik
bilimindeki harmonik ortalamay1 kullanir ve tek bir sonug verdigi i¢in avantajlidir. F

skorunun formiilii Es. 2.5’ te belirtilmistir.

Hassasiyet - Isabet Orani

Hassasiyet + Isabet Oram

(2.5)
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2.3 Makine Ogrenmesinin Tip Alaninda Kullanimi ve Onemi

Makine Ogrenmesi bir¢ok alanda kullanilmaktadir. Kullanilan bu alanlardan en
belirgin ve etkili olan tip alanidir. Bir canlinin hayati ¢ok onemlidir ve hastaliklardan
korunmalidir. Hasta olduklarinda ise erkenden bir hekime bagvurmali ve gerekli
tetkikler yapildiktan sonra tedavi siirecine baglanmalidir. Makine 6grenmesi hekime
basvurulmasinin ardindan devreye girmektedir hekimlerin gerekli tetkikleri
yapabilmesi ve erken teshis konulabilmesi i¢in yardimci olmaktadir. Teknolojini
gelisimiyle birlikte tim tibbi cihazlar dijital hale gelmektedir. Bu da algoritmalari
olusturmak ve makigsne Ogrenmesi yapilabilmesi icin yeterli veri seti olusumunu
saglamaktadir. Ozellikle hayati 6nem tasiyan hastaliklar icin bu konuda ciddi
calismalar vardir. Bu calismada onlardan bir tanesidir. Tahmin giicii ve basar1 orani
yuksek algoritmalarin kullanilmasi erken teshisin dogrulugunu arttirmaktadir. Bu
konuda yapilan ¢alismalar ve uygulana cihazlarin basaris1 makine 6grenmesinin tip
alanindaki &nemini ispatlar niteliktedir. Ulkemizde dahil olmak tizere bircok tilkede
bu yéntemler kullanilmaktadir. Ogrenmeye dayal: algoritmalar sayesinde hastaliklara

teshis koyulabilmekte ve hayatlar kurtarilabilmektedir.

2.4  Kullamlan Makine Ogrenmesi Yontemleri

Makine 6grenmesinin farkli kiitiiphanelerinde barindirdig: bir¢ok algoritma vardir. Bu
calismada kullanilan makine 6grenmesi algoritmalari, Lojistik Regresyon, K-En
Yakin Komsu, Destek Vektor Makineleri, Naive Bayes, Karar Agaci, Rastgele Orman,
LightGBM Model, XGBoost Model, Ridge Model ve Bagging Model algoritmasidir.

2.4.1 K-En Yakin Komsu

K-en yakin komsu algoritmasi en sik kullanilan algoritmalardan biridir ve ¢ok basittir.
Ayrica tembel bir algoritmadir, egitim verislerini anlamak yerine ezberler bu da egitim
verilerini 6grenmedigi anlamma gelir. Calismanin sonucunda bir tahmin verilmesi
gerekir ve bu tahmini bulabilmesi i¢in algoritma tiim veri setinin tarar ve ezberledigi
komsularini arar. Calismada belirlenen bir K degeri vardir ve bu deger algoritmanin
veri setinde bakacagi elemanlarin sayisim belirtir. Istatistik tabanli bir ydntemdir.

Algoritmaya bir deger girdiginde o degere en yakin olan K tane eleman alinir ve isleme

19



girer. Bu uzakhik Oklid fonksiyonu ile hesaplanir. Manhattan ve Minkowski
fonksiyonlart da kullanilmaktadir. Bu fonksiyonlar hesaplanan veriler siraya dizilir ve

degerin uygunluguna gore siniflandirilir. Bu asamada kullanilan formiil Es. 2.6’ da ki
gibidir.

. 2 2 2
d(i,j) = J'xil — x|+ |xiz = 2y |+ [ — |
(2.6)
Karmasik egitim verilerine direncli olmasi sebebiyle bilinirliligi en fazla olan makine

O0grenmesi algoritmalarindan biridir. Verileri anlamayip ezberledigi icin biiyiik

verilerde avantajli degildir ve fazla hafizaya ihtiya¢ duymaktadir.

2.4.2 Lojistik Regresyon

Lojistik fonksiyonu, 19. Yiizyil artan niifus ve oto katalitik kimyasal tepkilerin
seyrinin tanimlanmasi igin icat edildi. Her iki durumda da w(t) miktarinin zaman
yolunu ve biiyime oranin1 dikkate alinmaktadir (Cramer, 2002). Lojistik
fonksiyonunun formiilii Es. 2.7°de verilmistir.

_ exp (a+ ft)
W(t) = 1+ exp (a+ Bt)

2.7)

Es. 1’de Q, W’ nun doyma seviyesinin {ist limitini, a egrinin x eksenindeki konumunu,
B ise egrinin egimini temsil eder. Lojistik Regresyon istatistiksel bir metottur ve
kategorileri siniflandirmak i¢in kullanilir. Bu yontemde olasilik olarak bagimsiz
degiskenler ile sonugta regresyondan ¢ikan sonug degiskenleri arasindaki iligkiyi
incelenir ve hesaplanir (Bas ve digerleri, 2018). Lojistik Regresyon egrisi Sekil 2.4° te

gosterilmektedir.
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Sekil 2.4: Lojistik Regresyon Egrisi

Coklu dogrusal regresyon ile lojistik regresyon arasinda azimsanmayacak derecede
benzerlikler vardir. Katsayilarin kestirilmesi, En kiiciik kareler yOnteminin
kullanilmast gibi benzerlikler mevcuttur. Ayrica lojistik regresyon matematik ve

olasilik ilkelerine dayanir.

2.4.3 Naive Bayes

Naive Bayes, adin1 Thomas Bayes adli bilim insanindan alan bir siniflandirma
algoritmasidir (Bayes, 1763). Bu siniflandirma algoritmasinin temeli tamami ile
olasiliga dayanir. Olasilik yardimiyla yaptig1 hesaplamalar ile veri setindeki verilerin
siiflandirilmasini saglar. Tembel bir algoritmadir. Ancak dengesiz ve diizensiz veri
setlerinde ¢alisabilmektedir. Veri setindeki her bir eleman i¢in ayr1 ayr1 tiim olasiliklart
hesaplar ve olasilik degeri en yiiksek olana gore siniflandirir. Egitim verisi ne kadar
fazla ise o kadar kesin sonug alinir ancak az olan veri ile de yiliksek basari oraniyla
caligabilmektedir. Bu algoritma bir teoreme dayanmaktadir ve formiilii Es. 2.8” de

verilmistir.
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") 7e
F (?k): e

(2.8)
P(x): Veri setinden bir herhangi bir verinin x olmasi

P(Cy): k sinifinin olasihigi

c oo
P (7") x 0rneginin k sinifindan olmasi

P (ci) : k siifindan bir olayin x 6rneginin gergeklesmesi
k

Test kiimesinde olan bir verinin egitim kiimesinde ya da egitim kiimesinde olan bir
verinin test kiimesinde herhangi bir karsilig1 yoksa olasilik hesaplayamaz tahmin

yapamaz ve sonucu ’0” olasilik olarak ¢ikartir.

Oneri sistemleri, anket analizleri, mail spam tespit etme ve metin kategorize edilmesi
gibi bircok alanda kullanmilmaktadir. Ozellikle tahmini gercek zamanli olan
uygulamalarda basar1 orani olarak ¢ok daha yiksek sonuglar vermektedir (Bayes,
1763).

2.4.4 Destek Vektor Makineleri

Destek vektor makineleri 1963 yilinda Alexey Chervonenkis ve Vladimir Vapnik
tarafindan kesfedilen istatistiksel Ogrenme teorisine dayanan bir &grenme
algoritmasidir. DVM 1995 yilinda Vapnik ve ekibi tarafindan daha da gelistirip
bugiinkii haline evirilmistir. Uygulanmas1 bir ¢izgi yardimiyla yapilmaktadir. Iki
boliime ayrilmig verileri uygun olan sekilde birbirinden ayrilmasi igin kullanilir. Diger

makine 6grenmesi algoritmalarina kars1 bir¢ok avantaji vardir.

e (alismadaki orneklem sayisinin, boyut sayisindan az oldugu durumlarda
etkilidirler.

e Farkli ¢cekirdek fonksiyonlarini karar mekanizmasinda kullanir.

e Biiyiik verilerde daha etkili ve basarili sonuglar verir.

e (ok sayida bagimsiz degiskenle ¢alisilabilmektedir.
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Avantajlar1 oldugu gibi dezavantajlar1 da mevcuttur. Ornegin boolean tahminler,
olasiliksal tahminler tiretemez. DVM veri setindeki verilerin dogrusal olup

olmamasina bagli olarak degiskenlik gosterir ve iki grupta incelenir.

2.4.4.1 Dogrusal Olmayan Destek Vektor Makineleri

Dogrusal olmayan DVM, veri setini dogrusal olarak ayrilmayarak hatanin belirli
belirsiz oldugu durumlarda belirli bir hata almadan ayrilmasi durumunda olusan
O0grenme algoritmasidir. Normal yasantidaki olaylarin normal diizlem iizerinde
dogrusal sekilde ayrilmast pek miimkiin degildir. Bundan dolay1r ayirma egrisi
siiflamadan en fazla dneme sahip 6zelliktir. Sinir diizlemindeki ayrilma egrisi Sekil
2.5 te gosterilmistir. Verilere ¢ekirdek fonksiyonu adi altinda fonksiyonlar uygulanir
ve Ozelliklerine gore simiflandirilir. Uygulanan ¢ekirdek fonksiyonlarindan dogrusal

cekirdek fonksiyonu Es. 2.9° da gosterilmistir.

Cekirdek fonksiyonlari ayrilanamayacak olan problemleri ayriabilmeyi saglamaktadir

ve veriyi haritalama yaprak daha iyi bir gosterim sunmak i¢in kullanilir.

Sekil 2.5: Destek Vektor Makineleri Siir Diizlemi

Lineer Cekirdek Fonksiyonu

K(x;, %) = (x].x;)

(2.9)
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Polinomsal Cekirdek Fonksiyonu Es. 2.10°de gosterilmistir.

K(x;, %) = (xiT-xj)d
(2.10)

Gaussian Radyal Cekirdek Fonksiyonu Es. 2.11°de gosterilmektedir.

2
K(xi,xj) = exp (—” 1202 J” )
(2.11)

DVM c¢ekirdek fonksiyonlarinin ayrintili olarak sinir diizlemleri ve verilerin

dagilimlari ile siniflandirmast Sekil 2.6’da gosterilmistir.

['Decision Boundary:', 'linear’] ['Decision Boundary:', 'poly'] ['Decision Boundary:', 'rbf']

Sekil 2.6: Destek Vektor Makineleri Cekirdek Fonksiyonlari

2.4.4.2 Dogrusal Destek Vektor Makineleri

Dogrusal olarak ayrilabilen veriler sayesinde iki sinifin birbirinden ayristirilabildigi

sinir diizleminin dogrusal oldugu Dogrusal DVM Es. 2.12°de gosterilmistir.
n
F(x)=wl.x+b =Zwi.xi +b
i=1

(2.12)

Dogrusal DVM’ de ayrilabilme durumunda veri setlerinin karsilastirildigi, marj
araliginin belirtildigi destek vektorleri ve olusan en uygun hiper diizlemi sekil 2.7° de

verilmistir.
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Wx +\b -t 0 0 Datasetl
O Wx + b >1

Destek vektor

En uygun hiper duzlem
\ Wx +b=0

Dataset2 O O

Wx + b <-1

Sekil 2.7: Dogrusal Ayrilmada Olusan Hiper Duzlem ve Destek Vektorleri

245 Karar Agaci

Veri madenciliginde en ¢ok kullanilan yontemlerden biri olan karar agaglar1 diger
siniflandirma algoritmalarinda oldugu gibi karar agaglarinda da asil olan amag
simiflandirmaktir ve karar agaglari rastgele orman algoritmasi gibi algoritmalara da
ilham olmustur. Veri setinden gelen 6znitelikler diigiimlerdir ve bu diigiimler dogru-
yanlis, evet-hayir gibi sorular1 cevaplar ve bu sekilde her bir diigiimde veri ikiye
bolinar. Bolunen veriler dzniteliklere etki eden 6zellik vektorleri incelenir ve basari
orant ve bilgisi en yiiksek olan diiglim dallanma yapmak icin algoritmaya girer.
Dallanmadan sonra algoritma tiim verileri simiflandirincaya kadar son bulmaz ve

devam eder.

Karar agaci1 yapist olasilik ve istatistik temelli bir algoritmadir. Ozellikle istatistik
biliminde karmasiklik degeri olarak ta bilinen entropi ¢ok Onemlidir. Entropi
beklenmeyen durumlarin olma olasiligina denir. Ya da algoritmada olabilecek

sapmalar1 dngdrmek i¢in gereklidir. Entropinin formiilii Es. 2.13’ te verilmistir.
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H(x) = — z S)l0gS(x)
2.13)

Entropi formiiliinde S(x) belirli bir sinifa ait grubun oranin1 vermektedir ve logaritmik
carpiminin ters integrali alinarak H(x) bulunur. Burada H(x) ise o grubun Entropi’
sinin kendisidir.
V|
Kazanc(S,D) = H(S) — WH(V)

VeD

(2.14)

Karar agaglarinda bir diger 6nemli belirleyici ise bilgi kazancidir. Bilgi kazanci
olusturulan alt grubun entropi degeri ile tiim veri setinin entropi degeri arasindaki
farktir. Formiilii Es 2.14’te verilmistir. Burada S tiim veri setini, D, S’nin pargalanmis

bir alt bolumudir. V ise D’nin altinda kalan bir karar mekanizmasidir.

2.4.6 Rastgele Orman

2001 senesinde Leo Breiman rastgele orman algoritmasini kesfedilen bir yaklagimdir
(Breiman, 2001). Rastgele orman algoritmasi, karar aga¢ algoritmasinin n defa
uygulanmasiyla tahminlerin giliciinii arttirmak i¢in kullanilan bir metottur.
Parametreleri yardimiyla arzu edilen sayida agac¢ olusturulabilmektedir. Ayrica en
uygun Ozniteligi belirlemede kullanilan en yaygin algoritmadir ve hem regresyon hem
de siniflandirma gorevleri igin kullanilabilmektedir. Bundan dolay1 diger siniflandirma

ve regresyon algoritmalarinin igerisinde en avantajlisidir.

Rastgele orman algoritmasinda iki adet parametre kullanilir. Bunlar Agag¢ sayisini
belirlemek i¢in (N) ve diigiimlerdeki degisken sayisini belirleyen (m) parametreleridir.
Dallara ayrilmak igin segilen degiskenin uygun test kriteri (cut-off degeri) “gini
katsayis1” ile belirlenir (Akman ve digerleri, 2011). GINI katsayisinin formiilii Es.
2.14’teki gibidir.

GINI(T) = 1 — Y _ (S

(2.14)
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GINI indeksi her diiglimde hesaplanir. GINI indeksinin sifir olmast durumunda
dallanma son bulur ve diigiimiin homojenligi kanitlanir. En diisiik hata oranina sahip
agac en yiiksek agirligi, en yiiksek hata oranina sahip agag ise en diisiik agirligr alir
(Akman ve digerleri, 2011). Sonrasinda agag¢ agirliklarina gore siniflar oy kullanir ve

oylar toplanir. En yiiksek oya sahip aga¢ yapisi belirlenerek karar verilir.

Rastgele orman algoritmasinin kalite ve algoritmik olarak Onemini Sklearn
kiitiiphanesi pekistirmistir. Sklearn olusturulan diigiimler i¢in ormandaki agaglarin
kirliligi azalma miktarina bakarak, 6zelliklerden birini 6n planda tutarak algortimanin

daha kolay ve etkili bir sonug elde etmesine yardimci olur.

Rastgele orman algoritmasini elde etmek i¢in hem degisken bazinda hem de gozlem
bazinda CART algoritmasini bag edilmesi gerekir. Yani degisken ve gozlem bazinda

rassallik saglanirsa hem asir1 grenme diiser hem de tahmin orani artar.

Tree 1 }
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Tree 2 }
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e ~ b , Random
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Sekil 2.8: Rastgele Orman Algoritmasi ve Karar Agaclari Iliskisi
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2.4.7 LightGBM

Light Gradient Boosting Machine algoritmasi karar agaci alt yapisini kullanan hizli ve
yuskek performansh gradient boosting framework’ {i olarak tanimlanabilir. Diger
karar agaci alt yapisi olan algoritmalardan farkli olarak LightGBM algoritmasinda
agac dikey biiyiirken diger tiim algoritmalarda yatay biiyiimektedir. Ozellikle
siniflandirma ve siralama ic¢in kullanilabilecek bir yapidadir. Aslinda temelde yatan ve
gelistirilen fikir XGBoost yontemidir. LightGBM, XGBoost algoritmasmin egitim
stiresinin performansini arttirmak i¢in Microsoft’un gradient boosting altyapisi ile

gelistirdigi bir yontemdir. Level-wise yerine Leaf-wise biiyiime planini kullanir.

Leaf-wise Blylmesi

Sekil 2.9: LightGBM Mimarisi

Son zamanlarda veri sayisinin artmasiyla birlikte, LightGBM hiz1 konusunda dinden
bugtine gelen veri bilimi algoritmalarinin 6nline gegmistir ve siniflandirma amaciyla
kullanilmaktadir. Biiyiik veri setlerinde kullanilmaya uygundur, kii¢iik veri setlerinde
kullanilir ancak efektif bir sonug¢ veremeyebilir. Uygulanmasi kolay olan LightGBM
icin parametre ayarlamasi zordur. Ciinkii toplamda 100’e yakin parametresi mevcuttur.
Parametreler arasinda en yliksek basar1 oranini elde etmek igin hangi parametrenin
kullanilacag1 ve degerinin kag¢ olacagi gibi tahminler yapilmasi gerekir. Bu da farklh

kombinasyonlar ile hesaplandiginda ¢ok fazla bir zamana tekabiil etmektedir.
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2.4.8 Extreme Gradient Boosting

XGBoost son derece Olglilebilir, esnek ve ¢cok yonli bir aragtir, kaynaklardan dogru
bir sekilde faydalanmak ve oOnceki gradient boosting kisitlamalarin1i asmak igin
olusturulmustur. XGBoost ile LightGBM ve CATBoost arasindaki temel fark, asiri
uyumu kontrol etmek i¢in yeni bir diizeltme teknigi kullanmasidir. Dolayistyla, model

uyumu esnasinda daha hizli ve giicliidiir (Daoud, 2019).

Depth-wise
Blylmesi

Sekil 2.10: XGBoosting Mimarisi

Extreme Gradient Boosting algoritmasi yaygin kullanimi olan yiksek verimli, esnek
olacak sekilde tasarlanmis ve optimize edilmis gradient boosting kiitliphanesidir.
Makine uygulamasi algoritmalarin1 uyguarken gradient boosting kiitliphanesini esas

alir.
2.4.9 Bagging

Bagging yontemi de Gradient Boosting metodunu kullanir. Bu yontemde modele giren
veri setinden ¢ikartilan egitim verisi kullanilarak yeni egitim verileri Uretilir ve tekrar
tekrar egitim yapilir. Tekrarlanan egitim kiimesinden rastgele segimler ile yeni bir
egitim verisi tiiretilir. Egitim veri setinin igerisinden alinan 6rnekler tekrar egitim

verisine geri iade edilir.

Bagging yontemi asir1 6grenme ve model performasnini arttirmaya yonelik ortaya
cikmis bir yaklasgimdir. Bagging “Bootstrap aggregaiton” ifadesinin kisaltilmis haldir.
Agag yapisinda oldugu i¢in topluluk 6grenme yontemleri arasindaidr.Bagging yontemi
elde edilmesi kolay bir algoritmadir. Cart algoritmasi bag edildiginde Bagging
yontemi ortaya ¢ikar (Breiman, 1994).
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Bagging ile boosting arasinda en biiyiik fark agaglarin birbiri ile bagimli olup olmama
durumu ve hata optimizasyonu bir Onceki agaglardan birikmis olarak toplanip

toplanmamasidir.

2.4.10 Ridge

Ridge regresyonu, c¢oklu esdogrusallik problemi olan ¢oklu regresyon verilerinin
analiz edilmesi i¢in kullanilan bir yontemdir. Coklu esdogrusallik mevcut oldugunda,
en kii¢iik kareler yonteminin tahminleri tarafsiz olur ancak varyanslari ¢ok daha biiyiik
oldugu i¢in bu tahminler ger¢cek degerden ¢ok uzak olabilir (Goktas, 2016). Ridge
icinde bulundugumuz ¢agda kesfedilen bir algoritmadir. Yeni kullanilmaya
baslanmigtir regresyon uygulanacak olan problemlere genelde lojistik regresyon
uygulanmaktadir. Lojistik regresyon Ridge regresyona gore ¢cok daha performansh
calismaktadir. Ozellikle cagimizda Boosting ve Bagging kiitiiphanelerinin ve

caligmalarin oldugu varsayilirsa Ridge bu yontemlerin biraz gerisinde kalmistir.

Yi = 1N{yi — )}j = oMBjXij}2 + AY}j = oMW,
(2.15)

Ridge regresyon, verilerin asir1 6grenmesini ve katsayilarin biyikliigiini 6lgmek i¢in

kullanilir. Ridge regresyonunun hesaplama formiilii Es. 2.15°te verilmistir.
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3. PROJE MODELI

Bu calismanin 165’1 kalp hastasi olan bir topluluktan alinan 303 insanin ¢esitli
ozelliklerini barindiran Heart Disease UCI veri seti kullanilmis ve Pyhton dilinde
derleyici olarak IDLE kullanilarak yazilmistir. Calisma 16 GB Ram, 4 GB Ekran Karti
i7 8. Nesil islemcisi olan bir diziistii bilgisayarda yapilmistir. Programin stabil
calisabilmesi i¢in toplam 84 kez calistirllmistir. A¢ik kaynak kodlu derin 6grenme
destekli yapay zeka uygulamalarini gelistirilmesini saglayan Google sirketinin iirettigi
Tensorflow derin 6grenme kiitiiphanesini i¢erisinde barindirdigi bilimsel hesaplamalar
ve matematik konusunda 6nemli bir kiitiphane olan Numpy, .txt gibi dosyalardan veri
okunmasina yardimci olan ve veri analiz araglarini igerisinde barindiran Pandas, veri

gorsellestirmeleri i¢in kullanilan Matplotlib ve Seaborn kitliphaneleri kullanilmstir.

Ayrica ¢alismada kullanilan algoritmalar igin ise Scikit-Learn kutlphanesi

kullanilmistir.

Normalize edilen veri seti, makine 6grenmesi algoritmalariyla tek tek islem gormiistiir.
303 verinin 4/5’si(%80’1) egitime girmistir, kalan 1/5(%20) veri ise test igin
kullanilmistir. Kalp hastaliklari ile ilgili Python dilinde makine 6grenmesiyle daha
once yapilan calismalarda basar1 orani olarak maksimum %88,56 degerine Rastgele
orman ve KNN Algoritmalariyla ulagilmistir. Mevcut ¢alismada bu degeri arttirmak

ve farklr algoritmalar kullanilarak dogruluk oranini arttirmak amaclanmastir.
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3.1 Veri Seti

Macaristan Kardiyoloji Enstitiisi'nden Andras JANOSI, Zirih  Universite
Hastanesi’nden William STEINBRUNN, Basel Universite Hastanesi’nden Matthias
PFISTERER, Cleveland Klinik sirketinden Ph. D. Robert Detrano toplamda 303 hasta
ile calismis ve tiim verileri California Universitesi’'nde birlestirerek bu veri setini
olusturmuslardir. Veri setinde toplam 13 6znitelik konu alinmis ve bu 6zniteliklerin
baslica kullanilanlarin anlami ve kullanildig1 yerler neden tercih edildikleri

aciklanmustir. Oznitelikler asagida gosterilmistir(Cizelge 3.1).

Cizelge 3.1: Oznitelikler

Oznitelik No Oznitelik Bilgisi
Yas
Cinsiyet
Goglis Agrisinin Siddeti
Tansiyon(Dinlenme)
Kandaki Serum Kolesterol Orani
Acglik Kan sekeri > 120 mg/dl
Elektrokardiyografi sonuglari (0,1,2)
Maksimum Kalp Atis Hizi
Egzersiz Nedenli Anjin

O©oOoONO OIS~ WN B

10 Egzersiz Nedenli S ve T Dalga
Depresyonu
11 S ve T Dalga Segmenti tepe egimi
12 Floroskopi ile Renklendirilmis Biiyiik
Damar sayisi (0-3)
13 Kalp Hastalig1 Tanis1 (Anjiyografik

Hastalik Durumu) (0,1)

Gogiis Agrisinin Siddeti: Kalp hastaliklarinda en belirgin olan ve belirtilerin basinda
gelen gogiis agrisinin veri setinde dort tipte incelenmistir. Hi¢ agr1 olmamasi 0, az agr1

1, orta siddette 2 ve cok siddetli agr1 3 olarak belirtilmistir.

Kandaki Serum Kolesterol Orani; Kanda bulunan maddelerden ozellikle kolesterol(in

yol a¢tig1 damar tikanikliklart miktar1 da kalp hastaliklari i¢in dnemlidir.

Aglik Kan sekeri> 120 mg/dl: Seker de ayni kolesterol gibi damarlari tikayict ve
katmanlastirict etkiye sahiptir o yuzden kalp hastaliklar1 tahmininde seker oraninin

120 den az ya da fazla olma durumu ele alinmistir.
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EKG: Elektrokardiyografi ¢ekilen hastalarda bulunan semptomlar bu veri setine dahil

edilmistir. Ug alanda incelenmektedir.

e Degerin 0 oldugu durumda normal oldugu,

e Degerin 1 oldugu durumda S ve T dalga anormalligi oldugu atis hizinda bir
farklilik oldugu,

e Degerin 2 ise hipertansiyon ve kandaki basing ile birlikte ventrikiil hipertrofiye
oldugu belirtilmektedir.

ST Segmenti Tepe Egimi: Pik egzersizde ST segmentinin kalp atis dalgalarinin top
noktasini ifade etmektedir. ST segmenti Kalp atisinin duraganlastigi noktalarda
gozlemlenmektedir. Grafigi Es. 3.1°de verilmistir.

QRS
Complex

R

P Segment T
A /\—

PR Interval Q

‘ QT Interval
|

Sekil 3.1: EKG Dalgalar1 ve Segmentleri

Floroskopi ile Renklendirilmis Biiyiik Damar Sayisi: Hastalarin floroskopi yapilarak

belirlenen biiylime gosteren damar sayilari 0 ile 3 arasinda deger verilmektedir.

Anjiyografik Hastalik Durumu: Kalp hastalig1 tanis1 koyulmus anjiyo yapilan ve ¢ikan
sonuglarmin degerlendirildigi hastalarin damar g¢aplarinin %50’nin iizerinde ya da

altinda olmas1 durumuna gore 0 ve 1 olarak derecelendirilmistir.
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3.2 Oznitelik Kullanim ve Grafikleri

3.2.1 Yas

Insanlar yaslandikga viicutta cesitli problemler ile karsilasilmaktadirlar. Bu yiizden
kalp problemleriyle karsilasilabildikleri i¢in yas 6znitelik olarak eklenmistir.
Calismada kullanilan yas grafigi Es.2 3.2°de verilmistir.

Heart Disease Frequency for Ages

NNNNN

Sekil 3.2: Veri Setindeki Hastalarin Yas Grafigi

3.2.2 Cinsiyet

Ozellikle kalp hastaliklar1 kadinlar ve erkeklerde farkli yaslarda ve farkli sonuglarla
yasandigi i¢in O0znitelikler igerisine eklenmistir. Toplam 303 kisiden 98’1 kadin, 205

ise erkek algoritmalara girmistir. Cinsiyet Grafigini Es. 3.3 te gortlebilir.

0 1
Sex (0 = female, 1= male)

Sekil 3.3: Veri Setindeki Hastalarin Cinsiyet Grafigi
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3.2.3 Cinsiyete GoOre Hasta Olup Olmama Durumu

Kalp hastalig1 cinsiyetlere gore ayrildiginda erkeklerin kadinlara gore rakam olarak

daha fazla, ancak veri setinde oransal farkliliklarda kadinlarin erkeklere gore ¢cok daha

fazla kalp hastas1 oldugu Es. 3.4’teki grafikte belirtilmistir.

Heart Disease Frequency for Sex

Sekil 3.4: Cinsiyete Gore Hasta Olup Olmama Durumu

3.2.4 Maksimum Kalp Atis Hizi, Yas ve Hasta Olup Olmama Durumu

Calismaya dahil edilen 6zniteliklerden bir tanesi de kalp atis hizidir. Kalp atig hiz1 yas

ve kalp hastasi olup olmama durumuna gore farklilik gosterebilir. Veri setindeki kalp

Sex (0 = Female, 1 = Male)

atis hizlar1 Es. 3.5’ teki noktasal grafikte verilmistir.

200 4

180

Maximum Heart Rate

100 A

804

Sekil 3.5: Maksimum Kalp Atis Hizi, Yas ve Hasta Olup Olmama Durumu

160

140 A

120 A

L] ® Disease
[ L . e ® Not Disease
] % o o
° .l.b" e o °*
o 0 %% 0, 8%
° .ﬁ H ..él.i o ¢
% :éz‘ % o.$ $0e00
. o.. o.. o0 .... (]
o e o 8° 0% 0o, 0,
.‘...ol'é::oo ..:o.u ..
ge geo ° ¢
. el
3I0 4I0 5ID GID TID
Age

35




3.2.5 Pik Egzersizde ST Segmenti Egimi

ST segmenti, siiresi kalp atis hiziyla ters orantili olarak gerceklesen kalp atis hizlari
arasindaki elektriksel durgunlugu yassi seklinde gosterir. Es. 3.6’daki grafikte kalp
hastas1 olanlar 1, olmayanlar O ile gosterilmistir. ST segmentinin olmamasi 0, az

olmasi 1, ¢ok olmasi ise 2 oranlari ile tanimlanmustir.

Heart Disease Frequency for Slope

target

-1

: I

[}

1
The Slope of The Peak Exercise ST Segment

Sekil 3.6: Pik Egzersizde ST Segmentine Gore Kalp Hastaligi Durumu

3.2.6 Kandaki Seker Orani> 120 mg/dl Olan Kisilerin Hastalik Durumu

Veri setinde kandaki seker oraninin (kan sekerinin) 120°den biiylik olup olmama
durumu ile kisilerin hasta olup olmama durumu karsilastirilmistir. Kan sekeri 120°den

klglk olanlar O, biyuk olanlar ise 1 ile gosterilmistir.

Heart Disease Frequency According To FBS

Haven't Disease

0 mm Have Disease
120

B

= 100

80

60

) -—
o

[} 1
FBS - (Fasting Blood Sugar > 120 mg/d) (1 = true; 0 = false)

Frequency of Disease o

Sekil 3.7: Veri Setinde Kullanilan Hastalarin Yas Grafigi
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3.2.7 Gogiis Agnis1 Tipine Gore Kalp Hastalhigi Sikhig

Gogiis agrist 4 tip olarak tanimlanmustir. 0 ile 3 arasindaki degerler verilmistir ve
toplamda hangi agr tipinde kac adet hasta oldugu bulunmasi amaclanmistir. Es. 3.8

‘de grafigi verilmistir.

Heart Disease Frequency According Te Chest Pain Type

100

60 4

Frequency of Disease

204

Chest Pain Type

Sekil 3.8: Gogiis Agris1 Tipine gore Kalp Hastalig1 Sikligt
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4. DEGERLENDIRME

Makine 6grenmesi yontemlerinden 10 tanesi karsilastirilmistir ve en yiiksek basari
orani rastgele orman algoritmasindan %90,16’lik dogrulukla elde edilmistir. TUm

algoritmalarin karsilagtirma grafigi Es.4.1°de verilmistir.

Lojistik regresyon algoritmasinda oncelikle normalize edilen data sklearn
kltlphanesini kullanarak tiim algoritmalarin kullanacag: gibi veri setini %80°1 egitim

verisi olarak %20°’si test verisi olarak kullanilmistir.

Sekil 4.1: Algoritma Oranlar1 Sonug Grafigi

Lojistik regresyon algoritmasinda kullanilan ileriye dogru yayilma yonteminin forml
ile belirtilmis hali ve yayilim1 Es. 4.2 de gosterilmistir. Grafikte bulunan (W) agrilik
matrislerini, (a) ise vektorleri temsil etmektedir. Hassasiyet parametreleri olan
sapma(bias) degeri 0 olarak, agirlik(weight) degeri ise 0.01 olarak belirtilmistir.
Lojistik regresyon algoritma parametresi olarak farkli bir parametre uygulanmamustir.

Bu haliyle sonug olarak basari oran1 %86,89 olarak bulunmustur.

a® a®

Z[A; = Wl3lal3] + br3|

Sekil 4.2: Lojistik Regresyonda Ileri Yayilma Yontemi
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K-En Yakin Komsu algoritmasi yine normalize edilen veriyi kullanarak ve iki farkli
parametre kullanarak %85,25’luk bir basar1 orani elde edilmistir. Kullanilan
parametreler; komsu sayisini belirleyen n_neighbors ve komsu aramak igin paralel
olarak calistirilacak olan gdrev sayisini belirleyen n_jobs parametresidir. Deger olarak
sirastyla 5 ve 2 verilmistir. Ancak en iyi K degeri bu degildir. Bu ylzden en iyi K
degerini bulmak i¢in en yakin k komsularinin ortalamalarin1 bularak tekrar egitime
girmesini saglamak daha iyi bir basar1 oran1 bulmaya yardime1 olmustur ve bu testin

sonucunda ¢ikan basar1 oran1 %88,52 olarak belirlenmistir.

Destek vektor makineleri algoritmasinda daha Oncesinde yapilan g¢alismalarda
random_state, probability, gamma gibi c¢esitli parametreler kullanilmis ancak
kullanilan veri seti i¢in parametresiz sekilde calisan bu ¢alismadan daha yiiksek bir
sonu¢ bulunamamustir. Sonug olarak bulunan basari orani1 %86,89 olarak belirtilmistir.

Lojistik Regresyon yontemiyle ayni basari oranin1 yakalamistir.

Naive Bayes kullandigi Gauss modelinde basar1 oran1 %86,89 olarak bulunmustur.
Yine DVM gibi parametre kullanilmamistir. DVM ve LR ile ayn1 basar1 oran

saglanmistir.

Karar Agaci algoritmasi aslinda kullanilan veri setine en uygun algoritmalardan
biridir. Hatta kullanilan bir¢ok algoritma kok olarak aga¢ yapilarindan tiiremis ve
iretilmistir. Calismada karar agaci algoritmasi parametreleriyle birlikte kullanilmis ve
en iyi sonucu bu sekilde verdigi goézlemlenmistir. Kullanilan parametrelerden
max_depth=5, Random_state = 10 olarak belirlenmistir. Max depth agacin
maksimum genisleme derinligidir. Eger parametre olarak tanimlanmazsa agacin
diigiimler tiim yapraklar ¢oziimlenene kadar genislemeye devam eder. Random_state
ise agacin durma noktasidir rastgele say iireticidir. Aslinda modelin hizini arttirir ve
ayni egitim verisi ve parametreleri oldugunda her zaman ayn1 veriyi vermesine olanak
saglar. Karar agacinin bu parametreler yardimiyla buldugu basar1 oran1 %83,61°dir ve

bu oranla su ana kadar basari ile tanimlanan tim algoritmalarin gerisinde kalmaktadir.

LGBM Model alt yapis1 zaten gradient boosting oldugu i¢in boosting algoritmalarina
yakin sonuglar vermektedir. Calismada kullanilan parametresi bulunmamaktadir.
Algoritmanin basar1 oran1 olarak ¢ikarttig1 %81,97 oran1 simdiye kadar ki agiklanan
basar1 oranlarmin en diisiik olan1 oldugu i¢in sonuca olumlu bir etkisi

bulunmamaktadir.
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XGBoost Algoritmasinin gradient boosting ve sklearn kiitliphanesini kullanarak ortaya
cikarttig1 basar1 oran1 %85,25 olarak saptanmistir. Parametresiz olarak bulunan bu
basar1 oraniyla birlikte daha once uygulanan algoritmalardan ¢ikan sonuglardan en

yuksek basar1 oranini gegememistir.

Ridge Algoritmas1 aslinda regresyon verilerini analiz etmek i¢in uygun olan
caligmalarda kullanilsa da burada da kullanilmasi sayisal veriler oldugu i¢in uygun
bulunmustur. Lojistik regresyon, DVM, Gauss yontemi gibi kullanilan algoritmalar ile

ayni1 basar1 orani olan %86,89 ¢iktisin1 vermistir.

Bagging smiflandirma algoritmasit verdigi sonug¢ olarak ¢alismanin en diisiik basari
orani sonucunu veren algoritma olmustur. Herhangi bir parametre kullanilmamustir.
Daha 6nce yapilan ¢aligmalarda bu veri seti lizerinde Bagging yonteminin kullanildigi

gbdzlemlenmemistir. Sonugta ¢ikan basar1 oran1 %80,33 olarak belirtilmistir.

Bu caligmada en fazla iizerinde durulan algoritma olan rastgele orman ayrica
calismadaki en yliksek basar1 orani degerinin de sahibidir. Rastgele orman algoritmasi
aslinda bir ¢ok karar agacinin birlesip karar almasindan farkli bir sey degildir. Birgok

parametresi vardir. Bu calismada kullanilan parametreleri ve degerleri asagidaki

gibidir.

Cizelge 4.1: Rastgele Orman Parametreleri

Parametre Deger
N_estimators 350
Random_state 1

Max_depth 5

N_estimators parametresi olusturulan ormandaki karar verecek agag¢ sayisini
belirlemeye yardimci olur. Bu durumda toplamda 350 adet agacin ormana girisine
izin verilmistir. Random_state hem agaglar olustururken kullanilan 6rneklerin
onceden yapilan tahminlerin rasgeleligini hem de her bir diiglimdeki en iyi ayrimi1
ararken g6z onunde bulundurulacak 6zelliklerin érneklenmesini kontrol eder.

Max_depth agacin ne zamana kadar dallanabileceginin siniridir. Agacin maksimum
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derinligi de denir. Parametre olarak olmama durumunda diigiimler tamamen

¢cozumlenene kadar dallanmaya devam eder ve bu durum hiz ve dogruluk olarak net

sonug alinmasini zorlastirir. Rastgele orman algoritmasi 6zellikle saglik alanindaki
calismalarda sik¢a kullanilmaktadir. Ciinkii tiptaki laboratuvar bilesenlerinin dogru
tanimlanmasi ve tahmin edilmesi, hastaliklarin tahmini, hastalik tahmininden sonra
hastanin tibbi gegmisini analiz ederek uygulanacak tetkikler ve tan1 yontemleri gibi
birgok kararin verilmesine yardimci olur. Rastgele orman ydntemi daha 6nce bu
alanda yapilmis calismalarda kullanilmis ancak akademik olarak herhangi bir
calismaya rastlanmamustir. Ozellikle calismada kullanilan veri setine birgok kez
rastgele orman algoritmasi uygulanmistir. Alinan sonuglarda en fazla basar1 orani
%88,52 olarak saglanmistir. Yapilan ¢alismada rastgele orman algoritmasi ve
parametrelerinin yardimiyla Heart Disease UCI veri setinde %90,16 basar1 oran1 elde

edilmistir.
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5. SONUCLAR

Kalp hastaliklarinin erken teshis ve azimsanmayacak derecede yiiksek bir basar1 orani
ile tahmin edilmesi hastalarin hayatin1 kurtarmakta biiylik rol oynamaktadir. Bu
calisma 303 kisiden aralarinda 165 kalp hastasi bulunan 13 6znitelikle birlikte kalp
hastaliginin tahmin edilmesi konusunda yiiksek basari oranlarinda tespit edilebildigi
goriilmiistiir. Veri setini egitebilmek ic¢in en uygun ve yliksek orani veren algoritma

rastgele orman algoritmasi olmustur.

Bu konuda yapilan ve akademik olmayan ¢aligmalarda en yiiksek oran %88,65 iken
bu ¢alismada bulunan oran %90,16 olarak bu algoritmanin kalp hastaliklarin1 tahmin
etmek amaciyla simdiye kadar kullanilan basar1 orani en yiiksek uygulamasi oldugu
goriilmiistiir. Karmagiklik matrisine bakildiginda rastgele orman algoritmasiyla
egitilen ve hatali veriler olan yanlis pozitif ve yanlis negatif degerleri sirasiyla 4 ve 2

olarak saptanmustir.

Ayrica K en yakin komsu algoritmasi, 2 komsusu olan K en yakin komsu algoritmasi
daha once yapilan ¢alismalarda %77,05 bulunurken bu ¢alismada %85,25 olarak
bulunmustur. Ancak rastgele orman algoritmasinin basar1 oran1 ¢ok daha yiiksek
oldugu i¢in bu algoritma tizerinde durulmustur. Egitime entegre edilen 6znitelikler ile
birlikte iglenen algoritmadaki en yiiksek dogruluk orani bulunmus ve hastaligin tahmin

edildigi gézlemlenmistir.

Toplam verinin %20’ sini olusturan 61 test verisi her bir algoritma ile islem gérmiis
ve Es. 5.1° deki karigiklik matrisi ortaya ¢ikmistir. Bu matrise gore LR igin 61 veriden
8’1 yanlis tahmin edilebilir, KNN i¢in 7 veri, DVM i¢in 8 veri, NB i¢in 8 veri, Karar
agaclari icin 10 veri, RO i¢in 6 veri, LGBM Model i¢in 11 veri, XGBoost i¢in 8 veri,
Bagging algoritmasi i¢in ise 12 veri yanlis tahmin edilebilir seklinde sonuglanmustir.
Bu durumda iizerinde ¢alisilan veri setinde Bagging en fazla hatay: alirken RO en az
hatay1 alarak hastaneye gelen hastalarin %90,16’si i¢in hastalik tahmini dogru
yapabilmektedir. Bu durumda ise sapma olarak hastalarin %9,84’iiniin hasta olma

olasiligr yanlis tahmin edilebilmektedir.
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Confusion Matrixes

Logistic Regression CM K Nearast Meighbors CM Support Vector Maching CH Naive Bayes CM Decision Tree Classifier CM
- 4 - 3 - 4 - 4 - 4
= 4 ) 4 ) 4 o 4 ] B
o 0 1 0 1 0 1 0
Random Fores! CM Lighgbm Model CM Xgboost Mosel CW Ridge Classification CM Bagging Classificalion CM
- 2 - 5 - 4 - 3 - 8
e 4 a 6 ) 9 ] El = 4
o 1 0 1 0 1 o 1 0 1

Sekil 5.1: Karisiklik Matrisi

Sonug olarak bu arastirma sonuglar1 kalp hastaliklarini teshis etmede degil sadece
hekimlere degerlendirmeleri ve ileri tetkikler uygulamalari i¢in fikir verme amach
kullanildiginda kalp hastasi olan insanlarin hastaliginin hayati tehlike boyutuna

gelmeden Onlenebilir olmasi i¢in hekimlere uygulanabilir bir kaynak sunmaktadir.
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