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MAKINE OGRENMESi YONTEMIYLE HASTALIKLARIN ONCEDEN
BELIRLENMESI VE DIiYABET UZERINE BiR UYGULAMA

OZET

Seker hastalig1 pankreasin yeterli insiilin saglayamamasi ya da viicudun olusturdugu
insiilini etkili bir bigimde tiiketememesi sonucu ile olusan kronik bir rahatsizliktir.
Belirli bir zamandan sonra g6z rahatsizliklari, kalp damar rahatsizliklari, bobrek
rahatsizliklart gibi ciddi karmasikliklar meydana getiren seker hastaligi, iyilestirme
giderlerinin yiiksekligi ve is giicii yitirme sebebi ile rahatsiz olan kisiye
sosyoekonomik sikintt olusturmasindan Otiiri 6nemli bir saglik problemidir.
Cogunlukla seker hastaligi, cagimizda yas ortalamasi kiicilik olanlarda ve yetiskinlerde
kendini gostermektedir. Ve bu durumlardan dolay1 erken teshis pek ¢ok rahatsizlikta
oldugu gibi seker rahatsizliginda da oldukca onemlidir. Teshis i¢in kan ve idrarda
farkli kimyasal testler yapilmaktadir. Bu arastirmada bireylere ait klinik veriler ele
aliarak veri madenciligi teknikleri ile bireylerin seker hastasi olup olmadiklarinin
belirlenmesi saglanmistir.

Anahtar Kelimeler: Diyabet Hastaligi, Yapay Zekd, Veri Madenciligi.



AN APPLICATION ON THE PREDETERMINATION OF DISEASES AND
DIABETES BY MACHINE LEARNING METHOD

ABSTRACT

Diabetes is a chronic disorder caused by the inability of the pancreas to provide
adequate insulin or to insure the body is not consumable. The height of the heading
experses of diabetes, which is caused by serious complications. After a certain time,
there are serious complications such as eye diseases, cardiovascular diseases, kidney
diseases, diabetes, the height of remediation experses and the person who is
uncomfortable with the cause of loss of labour, socioeconomic is an important health
problem forth creation of boredom. Diabetes is often manifested by the average age in
our ages and in adults. And because of these conditions, early diagnosis is important
in diabetes as well as in many diseases. Different chemical tests are performed in blood
and urine for diagnosis. In this study, the clinical data of individuals were examined
and the data mining techniques were determined to determine whether individuals
were diabetic.

Keywords: Diabetes, Artificial Intelligence, Data Mining.
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1. GIRIS

Seker hastaligi; hayat1 olumsuz etkileyen, kronik ve akut olmak tizere yan etkilere
sahip, ekonomik ve toplumsal yoniiyle dogrudan veya dolayl olarak yan etkilerin
online ge¢cmek veya rahatlatmak igin tibbi yardim ve bakima ihtiya¢ duyan,
olusturdugu yiiksek saglik giderleri sebebiyle saglik sektoriinii olumsuz yonde
etkileyen kronik bir rahatsizliktir. Son yiizyilda saglik ve teknolojinin gelismesine
bagli olarak yasam siiresinin uzamasi, aktif olmayis, kentlesme, gida tiikketimindeki
aligkanliklarin degisimleri seker hastalig riskini arttirmaktadir (Gedik, 2016). Diinya
Saglik Orgiitii verilerine gore 2025 yilinda diinyada 300 milyondan fazla kisinin seker
hastaligina yakalanacagi disiiniilmektedir. Tip 1 seker hastasi biitiin seker hastasi
hadiselerin yaklasik %25°ini saglamaktadir. Tiirkiye diyabet, obezite ve hipertansiyon
Epidemiyolojisi Arastirmasi, ¢alismasina nazaran Tiirkiye’de seker hastaligi
prevalans1 %7,2 seklinde ifade edilmistir (Gokmen Ozel, 2010). Seker hastas1 olan
kiginin, giinlik seker hastaligi yonetimini olumlu bir bigimde saglanabilmesi igin
yiiksek seviyede bilgi diizeyi ile pozitif davraniglara hadkim olmasi gerekir. Bu
durumda rahatsiz olan bireylerin kendi sagliklarina 6zenle kendini iyilestirmeye dair
tutumlari, inanglart ve hareketleri seker hastaligi iyilestirmenin temelini

saglamaktadir.

Kisilerin saglik veya iyilestirmeye yonelik davranig, inang veya tutumlarinin
tanimlanmasinda uygulanan Saglik Inan¢ Modeli tutumuna gére, kisinin saglig1 ve
rahatsizligiyla alakali nesnel olmayan algilamalar1 kisinin hareketlerine etki
etmektedir. Bireyin kendi sagligi, rahatsizligin ciddi boyutu veya sunulan diisiinceleri
faydal1 gorlip gérmemesine iliskin davraniglarini ile inancin, bireylerin rahatsizligina
iliskin diizenlemelere dinamik katiliminmi etki ettigi ve bunlar gérmemezlikten
gelindiginde ise atilan girigsimlerin sonugsuz oldugu belirtilmektedir (Arisoy, 2013).
Diyabet Tip 1 ve Tip 2 olarak esas 2 alt tiirii hazirdir. Seker hastalig1 Tip 1 ¢cogunlukla
30 yas once olusurken, daha fazla rastlanan Tip 2 seker hastalig1 ge¢ ortaya ¢ikar. Tiir
1 seker hastaligr insiilin olusumunda yetersizlik, Tiir 2 seker hastalig ise, insiilin
direnci ile ilerlemektedir. Seker hastaliginda vakalarin %80’inden fazlas1 Tiir 2 seker

hastaligidir. Bu rahatsiz olan kisilerin biiylik bir boliimii erigkin ve %90 obez



hastalaridir. Tiir 1 seker hastaligt ise seker hastaligi vakalarinin %5-10’unu
icermektedir. Cok nadir olmakla birlikte baska sebepler de seker hastaliginin
olusmasia neden olmaktadir (Oksay Sahin, 2015). Yapay zeka tarihsel yoniiyle
Aristoteles’e kadar ulasabilir; Aristoteles’ten kalan dokiimanlarda kendisine ait
fikirlerinin algoritmasimni ele almaya calistigini, fakat bu mevzudaki gigliiklere
degindigini belirtilir. Yapay zekanin dogru manada giin yliziine ¢ikmasi ise 2. Diinya
savagi siralarinda ilk bilgisayarlarin iiretilmesi ile bilgisayar yaziliminin ele alinmasina
uzanir. Alan Turing bilgisayar yazilimimin babasi olarak tanmir ve makina zekasi
diistincesini ortaya ¢ikarmis veya fikirsel planda neyin zeki olarak bilinecegini
giinimiizde Turing testi olarak da taninan bir test yoluyla saptanabilecegini ileri
stirmistiir (Bilge, 2007). Giinimiizde medikal de bilgisayar destekli yontemlerin
yaygin yararlanma imkani yaratigi sdylenti konusu alanlardan biridir ve bu durumda
tipta, bilgisayarli destek sistemlere bagli tipta olusturulan bakis bigimi, kazanilan
verimli basar1 ortalamalar1 neticesinde gittikge fazla ilgi gormektedir. Bu yaklagimin
nedenlerinden bir tanesi de siiphesiz ki bilgisayar destekli yontemlerde ¢esitli

arastirma ve bilim yoOnlerinden ise atilan farkli 6gelerinde bulunmasidir.

Yapay Zeka calisma alan1 bu alan kapsaminda arastirabilecegimiz yontemler,
yaklasimlar ve teknikler bu 6gelerden en dikkat ¢ekici olandir. Cagimiz uygulamalari
arastirildiginda, s6z konusu bilgisayar destekli tip yontemlerinde yapay zeka
yontemlerinin 6zenle birgok farkli hastalik tanilarinda yogun olarak ele alindig
bilinmektedir (Kose, Giiraksin ve Deperlioglu, 2015). Saglik tekniginin politikalarinin
ve yonetsel hiikiimlerinin temeli veri ile verilerden saglanmis bilgidir. Saglik verileri
klinikler, 6teki klinik kuruluslari, sigorta sirketleri ve alakadar kamu kuruluslar bir¢ok
kurum araciligiyla bir araya getirilmektedir. Cok genis 6lgiide verinin ilk andiran
kavram “veri madenciligidir”. Ve bu nedenle veri madenciligi, bircok analiz araci
uygulamasiyla veri kapsaminda oOriintli ve baglantilar1 bularak, bunlar1 gegerli

tahminler saglamak igin uygulanan bir siirectir (Koyuncugil ve Ozgiilbas, 2009).

1.1 Calismanin Amaci

Bu tezde, makine 6grenmesi yontemiyle hastaliklarin 6nceden 6ngoriilmesi konusu ele
alinmigtir. Konunun daha somutlastirilmasi amaci ile diyabet hastaligi ele alinarak veri
derlenmis ve arastirmada uygulanmistir. Calismada elde edilen veriler makine

ogrenmesi alaninda yaygin kullanilan iki ayr1 yazilim ile islenmis ve test edilmistir.



Bu ¢alismada kullanilan yazilimlar WEKA ve Python programlama dilidir. Bu tezde,
daha yiiksek ve giivenilir sonug alinan WEKA programi temel alinarak ¢alisilmistir.
Boylece, makinenin veri madenciligi algoritmalar1 olan Dogrusal Regresyon ve
Lojistik Regresyon ile egitilmesi amaglanmistir. Bu egitimin sonucunda ise elde
edilmek istenen algoritmanin test setleri tahmininde dogru tahmin edip
edemeyeceginin kontrol edilmesi olmustur. Kullanilan veri seti i¢in, algoritma ile
makine egitilmistir. Boylece gelecek olan test veri setlerinin hasta olup olmama
olasilig1 arastirlmustir. iki tane algoritma kullanilarak algoritmalarin hangisinin daha

Iyi sonug verdigi arastirilmig ve karsilagtirilmistir.



2. SEKER HASTALIGI (DiYABET) NEDiR?

Insan viicudunun kendi gereksinimini karsilayacak olan insiilini gereksinim duyacak
kadar tlretmemesi veya hazirda bulunan insiilini gerektigi kadar tiiketmemesi
sonucunda meydana gelen gelisme gosteren bir metabolizma hastaligidir. Diyabet
hastaliginda, kandaki seker 6l¢iitii olmas1 gerektiginden daha ¢oktur. Pankreas yoluyla
olusan salgt hormonudur, insiilin. Besinlerle bedenimize karbonhidratlar almasini
saglar. Viicudumuzda karbonhidratlar bagirsaklarda sindirilerek sekerin olugsmasini
saglar. Viicutta olusan seker sonrasinda kan yollu ile viicuttaki tiim hiicrelere gegisi
saglar. Insiilin, sekerin kandan hiicrelere gegerek enerjiye doniisiimiinii saglar. Besin
tiiketildikten sonra kandaki seker 6l¢iisii fazlalagir. Hasta olmayan kisilerde artan seker
seri bir bigimde uygun oldugu duruma tekrar déner. Glikoz rahatsizligi olan kisilerde
ise, insiilin azhigr ya da olmayist sebebi ile bu gorev olusamaz. Seker hiicrenin
igyapisina isleyemez ve glikoz kanda toplanmaya olusur (Giiglii ve digerleri, 2008).
Hipoglisemi durumunda, ilk olarak kan damarlari sinir sistemi dahi biitiin diizen agir
bir bicimde zarar goriir (Erdost ve Cetinkale, 2008). Seker hastalig1 olan bireylerde
kanda olusan glikoz istikrarin1 saglayabilmek i¢in tiikettikleri gidalarin kalorisini
dengeli bir bicimde tiiketmeye calisir ve ila¢ alirlar. Bazi durumlarda tiiketilen
gidalarin kalorisinin yiiksek olma durumunda, ilacin yeteri kadar alinmamasi ve giin
boyunca besin tiiketilmemesi durumlarda kan sekerinin artmasi veya kan sekerinin

azalmasi gibi durumlar ortaya ¢ikar (T.C. Milli Egitim Bakanligi, 2011).

Seker hastaligi {izerine ¢ok gegmisteki kayitlar milattan 6nce 1550’11 yillarda misir
sehrinde kaleme alinmig bir papiriiste goriilmistiir. Glikoz hastaligina yakin fazla
idrara ¢ikma durumu anlatilmaktadir, bu papiriiste. Hindistanlilarda ayurveda’da
sinek, karinca ve boceklerin birgok insanin idrarinin yapildigi yerde bir araya gelindigi
yazilmistir. Cagimizda saglik arastirmalarinda yapilan, Mellitus ve Diabetes
kelimeleri Yunancada akip gitmek anlamini tasir dia+betes ve bal gibi seker manasini
alan mellitus sozciliklerinden meydana gelmistir. Anadolu cografyasinda diyabet
sozcligli ilk kez, milattan sonra 2. asirda Kapadokya’da Arateus aracilifiyla

kullanilmistir. Arateus diyabet rahatsizligini idrar Slgtisiinde yiikselme, zayiflama ve



fazla kilo verme durumu olan bir rahatsizliktir. Seker hastaliginin idrarinin fazla tatls,
bal tadina benzetildigi ve durumdan dolay1 sineklerin, karincalarin ve baska boceklerin
bu idrara tsistiglinii Sushruta ve baska Hintli hekimler milattan sonra 5-6. asirda
farkina varip anlatmislar, bu rahatsizligin 2 formdan meydana geldigini
kaydetmislerdir. Bu formlardan birinde rahatsiz olan kisiler zayif ve erken vakitte
yasamini yitirme, Oteki grupta ise rahatsiz olan kisiler kilolu ve daha fazla
yasamaktadirlar. Buda ¢agimizda cagdas simiflanmasinda belirli kilan Tipl ve Tip2
seker siniflamasina pek yakin bulunmaktadir (Kafa, 2006). Claude-Bernard 19. asirda
sekerin karacigerde glikojen olup birikmekte oldugunu ifade etmistir. Banting ve Best
1921 yilinda insiilini bulmuslardir (Giindiiz, 2014). Fransiz fizyolog Claude Bernard,
19. asirda seker ve MSS arada olusan iletisimin ve sekerin karacigerde
biriktirildiginden s6z edilmistir. Paul Langerhans pankreastan elde edilen dokularda
ufak hiicre gruplarin var oldugunu ilk kez aciklayan olmus yalniz agikladigi bu

hiicrelerle ilgili gérevinin ne oldugu agiklamamistir (Okutucu, 2015).

2.1 Diyabet Tipleri ve Tam Kriterleri

[Ik énce 1997 yillinda ADA bilinmeyen tanimlama ve gruplasma o&lgiitlerini
paylasmus, hizlica arkasindan 1999 senesinde DSO bu 6lgiitleri ufak revizyonlarla
yerini tutmustur. Seker hastaligi tani Olgiitleri, 2010 senesinde ADA yani ile
kontrolden alinmis ve tanimlanmistir. 2010° da tekrardan belirlenen seker hastaligi
tan1 kriterlerine ilk defa HbAlc ilave edilmistir (Yanik, 2011). Seker insiilin varlig
veya olmamasi, insiilinin etkili tiikketilmemesi veya ikisinden de etkilenen, kan
sekerinin normalin iizerinde olmasi ile karakterize, kronik bir metabolik rahatsizliktir.
Seker, Tip 1, Tip 2, 6zellikli tlirler ve gestasyonel seker olmak lizere dort kiimeye
ayrilir. Tiir 1 seker pankreas B hiicre dagilimina tutkun olmasi insiilin azlig: ile 18
yasin altinda ve yetigkinlerde akut hastaligi olarak kendini gosterir. Tiir 2 seker
hastaliginda insiilin dayanma ve insiilin salgi bozuklugu en basta goriiliir. Biitiin seker
hastalig1 olanlarin yaklasik %90-95’1ni tiir 2 seker hastaligi olanlar saglar. Gestasyonel
seker gebelik doneminde meydana gelen sekeri tarif ederken, Oteki 6zellik tiirler
pankreas1 tesir eden bir¢cok sebeple meydana gelen kan sekeri artigmi tarif eder

(Cosansu ve Erdogan, 2009).

Seker hastaligr yasadigimiz yiizyillin en onemli saglik problemlerinden biri olarak

goriilmektedir. Seker hastaligina yakalananlarin sayis1 gittikge ylikselmesi, seker



hastalig1 olanlarin saglik problemlerinin bireylerin yasamlar1 ve saglik diizeninin agir
bir ol¢iide etki etmesi bu disiinceyi kuvvetlendirmektedir. Lancet Dergisinde
cagimizdan 77 sene 6nce duyurulan bir makalede yazar, “Diyabet bir halk sagligi
sorunu mudur?” seklinde sordugunda, o senelerde saglik diizeninin ve saglhk
otoritelerin amaci yayilan hastaliklarin oniinii kesmek denetim altinda tutulsa da
birgok bilim insan1 bu soruya “evet” cevabini vermistir. Bu cevabin nedeni olarak da
seker hastalig1 olan kisilerin problemi olmaktan pek ¢ok fazlasi oldugu, tiim tarafi ile
halk kesimine tesir edildigi anlatilmistir (Cosansu, 2015). Bu durumdan dolay:
diabetes mellitus c¢alisanlarinin, diyabet konusunda meslektaslari ve yonetimi ile
iletigsim kurabilmesi, destek alabilmesi ve bu konuda yeterli diizeyde egitim gérmeleri

gerekmektedir

2.2 Diyabet Tipleri

Temelde, Tip 1 ve Tip 2 olarak adlandirilan iki ayri diyabet tiirii vardir. Ayrica
hamilelikte s6z konusu olan ve ender karsilagilan diger diyabet tipleri de s6z

konusudur. Bunlar izleyen paragraflarda ele alinacaktir.

221 Tip1DM

Tip 1 seker hastalifin esas patolojisi pankreastan insiilin hormonun az sayida salgi
olusturmas1 veya hi¢ salgi olusturmama durumudur. Tip 1 seker hastalifi genetik
egimli ve toplumsal faktorlerin alt yapisinda ilerleyen multifaktoriyel bir rahatsizliktir.
Oncelikle yas1 30 olandan daha kiigiik olan bireylerde bu hastalik gériilmektedir. Tip
1 seker hastaligin neden bilimi bilinmemekle beraber, kalittimbilimi olarak hassas
kisilerde toplumsal etkenlerin pankreatik beta hiicresinin parcalanmasina sebep olan
bir bagisiklik cevab tetikleyebilecegi one atilmistir. Bagisiklik diizeninin dagilmasi
sonucu, ¢alisan organizma kendi pankreas hiicrelerinin biitiinlinii yikar ve insiilin
organizmada hi¢ bulunmaz. Toksinler, bakteriler hayattaki stresli durumlar veya rejim
gibi 6geler Tip 1 seker hastaligin nedenbiliminden sorumlu goriilen etkenlerdir. Tip 1
seker hastalifi cocukluk, genglik ve 30 yaslardan sonra ortaya ¢ikar. Diyabet
hastaligina yakalananlarin tedaviye cevap verebilmesi icin insiilin kullanmalari

mecburidir.



2.2.2 Tip 2 DM

Tip 2 seker hastalig1 ¢evrede ¢okga bilinen, vahim, hos olmayan dis goériiniime ve
yasamin sonlanmasina neden olan kronikmetabolik bir rahatsizliktir. Gegtigimiz
yillarda yapilan bir¢ok arastirma T2DM’ye odaklandi, ¢linkii hastalik 6énemli sosyo-
ekonomik etki ile olduk¢a yaygindir. Ve yillar iginde gelisimine katkida bulunan
cesitli risk faktorleri belirlenmistir. En giiclii ve en onemli risk faktorii obezite veya
artmig viicut kitle indeksidir (Dekort, 2019). Cevrenin %5-10" unda meydana gelir.
Rahatsiz olan kisilerin %80’inden daha fazlas1 40 yasin1 gectikten sonra bu rahatsizligi
yakalanma riski fazladir. Tip 2 diyabet hastalig1 35 yaslardan sonra belirtileri ortaya
cikar. Bedensel hareketlerin seyreklesmesi ve fazla gida tiiketimi neticesinde giderek
yiikselen bir prevalans goriilmektedir. DSO’niin bilgilerine gore, dzellikle ilerlemekte
olan tilkelerde Tip 2 seker hastaligina yakalananlarin sayisinin artmakta oldugu, bu
hastalik durumu ve karmasikliklar1 gevre sagliginda 6nemli bir problem olmay1

stirmektedir (Y1lmaz, 2010).

2.2.3 Gestasyonel diyabet

Hamilelik doneminde ilerleyen seker hastaligi tiiriidiir. Hamilelik sonrasinda
gestasyonel seker hastaligi olusan kadinlarda %5-10’unda tip 2 seker hastaligi
meydana gelir.

2.2.4 Diger tipler

Insiilin islevinde ya da beta hiicre genetik dagilimlar, pankreas rahatsizliklari,
enfeksiyonlar, endokrin hastaliklar ilaglar ve kimyevi molekiillerin sebep olarak

goriilmesi seker hastaligi tipleridir (Samancioglu, 2013).

2.3 Diyabetin Simiflandirilmasi

Seker hastalig1 olaylarin pek ¢cogunlugu 2 etiyopatojenik guruplara boliismektedir. Tip
1 seker hastalig1 bunlardan bir tanesidir. Insiilin salimimindaki salt azlig1 Tip 1 seker
hastaligin olugsmasina neden olur. Bu tiir seker hastalig ilerleme tehlikesi fazla olan
kisilerde, genetik ilerlemede ve pankreastik adaciklarda patolojik bir dagilma olustugu
serelojik olarak kabul edilmistir. Kan sekerinin normal sinirlarin iizerinde

bulunmasinin Slgiisti hastalik siirecinde zamana bagli olarak degisim gosterebilir.



Hastalik yeni yeni hareketlilik gostermeye basladiginda kan sekeri normal sinirlarin

tizerine ¢ikmamis olabilir.

2.4 Diyabetin Etiyolojik Siniflandirilmasi

Tip 1 seker hastaligi (genellikle insiilin azliginin olusmasina sebep olan beta hiicre

tahribatidir.);

e Bagisiklik Sebepli

e Sebebi anlagilmayan

Tip 2 seker hastalig1 (insiilin salgilama ve insiilin direnci azlig1 araliginda olma

ihtimali olma.);

e Diger Spesifik Tipler
e Enfeksiyonlar
e Kimyasal veya ilag etkiler

e Insiilin etkisindeki genetik defektler (Ertas, 2016).

2.5 Diabetes Mellitus’un Tedavisi

Seker hastaliginda iyilestirmenin esas noktas1 metabolik denetimin olusturulmasidir.
Ve boylece olusan sikayetleri ortadan kaldirmak, karmasikliklarin ilerleyisini
durdurmak ya da uzatmak, biiyiimede ilerlemeyi olusturmak, rahatsiz olan bireylerin
hayat sartlarin1 daha iyi tutmak, seker hastalig1 olan kisiye her taraftan kararl bir hayat

sunmak 1yilesmenin prensiplerindendir.
Iyilesmenin Metotlar:

o Bedensel hareketlilik
e Bilgi

e flag

e Rejim (Arslan, 2011).

Bedensel hareketlilik; Fiziksel durumu gelistirmek kan glikoz seviyesinin
alcaltmasinda etkili oldugu anlatilmaktadir. Bedensel hareketlilik insiilin hassasligini
yiikseltir, beden bezlerini ve kan basincini asagi c¢eker ve karaciger tarafindan
biriktirilen glikozu yiiksek tutarak kan glikozunu uygun diizeyde gecistirir, kas
kiitlesini yiikseltir.



Bilgi; Seker hastaligi olanlar rejim, fiziksel aktiviteler, OADD ve insiilin tiikketimi
ayrintili bir bigimde dile getirilmelidir. Seker hastalig1 siire zarfinda oniine ¢ikacagi
hipoglisemi, kan sekerinin normal sinirlarin {izerinde bulunma durumda bunlarin

nedenleri ve bu olugsan durumlarda ne sekilde hareket edileceginin bilgisi alinmalidir.

[la¢ Tedavisi; insiilin iyilestirmesinden ve oral antidiyabetiklerden olusmaktadir. Oral
antidiyabetikler; en basta insiilin biresimini yiiksek tutanlar (siilfaniire dis1 insiilin
salgilatici meglitinidler ve siilfaniireler) ve dipeptidil peptidaz-4 (DPPIV) inhibitorleri

ve a-glikozitaz inhibitdrleridir.

Rejim lyilestirmesinde Hedef: Plazma lipit ve uygun glikoz 6l¢iitiiniin saglanmasi,
bireylerin normal kiloya ulasip denetim altinda tutmasi ve kiiglik yasta ve geng

olanlarda normal ilerleme ¢izelgenin olusturulmasidir (Kor, 2016).

Seker hastaligi iyilestirmede geleneksel metotlara ilave olarak tamamlayan ve segenek
iyilestirme yiriitimleri de teklif edilmektedir. Fitoterapi olarak isimlendirilen baharat
ve bitkilerle iyilestirmenin, seker hastaligina olumlu etki etigine dair bilgi olarak
ortada deliller vardir. Ornek olarak verilirse kan sekerinin diismesi durumunda

kimyonun etkisi oldugu bilinmektedir (Taskaya, 2014).

2.6 Diyabetin Belirti ve Bulgulan

Kan sekeri yoluyla bir sekilde ilerleyen esas metabolik farkliliklar; Tip 1 seker
hastaliginda bilindigi gibi insiilinin azlif1 olusumuna/olmayisina veya Tip 2 seker
hastaliginda kendini gosterdigi gibi periferi insiilin direncine baglidir. Bu 2 olayda da
insiilin etkili islevde bulunamaz; glikoz enerji igin tiikketmek neredeyse hiicre igine
alamaz ve kandaki koyulugu yiikseltir. Viicutta glikoz tiikketilmediginde, enerji ihtiyaci
karsilayacak bir bi¢cimde, glikogenezis bagiyla glikojen deposu glikoza ¢oker. Yag
ambarinin ¢okmesi kan lipit dikkat toplasimini yiiksek tutarak hiperlipidemiye neden

olur.

Kan sekeri seviyesinin yiikselmesi plazma osmolaritesini yiikseltir; glikoz
derisiminil80 mg/dl’in seviyesi yiikseldiginde bobrek glikoz baslangici atlatilir ve
glikoz idrarla disar1 atilir. Protein ambarlarinin bitmesi durumunda polifajiyenin
olugsmasina sebep olur. Fazla a¢ hissetme ve polifajiye karsin; protein, su tiiketimi ve
yag ambarlarinin ¢cokmesi yoluyla zayiflama; bedenin ding olma durumunu kargilamak

tizere hiicrelere kabul ettigi glikozun azligi, plazma yogunlugunun diismesi, k



yitirmesi ve kas proteinlerinin diigmesi gibi sebeplerle kirilma, bitkinlik ve halsizlik

meydana gelir (Talaz, 2007).

Rahatsiz olan bireylerde (¢ogunlukla tip 1 seker hastalar1) fazlasiyla metabolizmada
bir sistemsizlik olay1 tarif edilebilecek seker hastaligi ketoasidoz ismi verilen olayi
yansitabilir. Seker hastalar1 ketoasidozun bulgular1 arasinda rahatsiz olan kisilerde
nefeste bariz bir aseton belirtilerin olusu, seri bir bigimde soluma, kusma, midede
bulant1 ve karinda olusan sanci farkli tiirlerde mental bozukluklar kabul edilebilir.
Derin diyabetik ketoasidoz olaylarinda manzara komaya giden bir durum olusur ve
olim gerceklesir. DKA saglikta acil bir olaydir ve hasta olan bireylerin acilen

hastaneye gotiiriilmeleri gerekir (KiwixZim File, 2017).

Seker hastasi olan kisilerin %40,2’sinin yas ortalamasi 55 ile 64 arasi, %63,9’unun
bayan, %86,1’inin evli oldugu, %61,5’ininilkdgretim egitimi almis, %80,3 {iniin
yakini oldugu insanla birlikte yasama, %47,5’inin hi¢bir gorevde bulunmama ve
%38,5’inin gorevinin bittigi tespit edilmistir. Baskaca, kisilerin %52,4’i sahip
olduklar1 gelir diizeylerini normal olarak ele almaktadirlar (Kaymaz ve Akdemir,
2016).

2.7 Diyabetin Komplikasyonlari

Seker hastaligi teshisi ortaya atildigi ilk senelerde bile komplikasyonlar 6ne
cikmaktadir ya da teshis edildiginde rahatsiz olan kisiler komplikasyonlardan
etkilenmiglerdir. Seker hastaliginin kronik komplikasyonlarini ilerlemesinde obezite,
endotel, hiperglisemi, dislipidemi ve intima farkliliklar1 ve insiilin direnci gibi etkenler
yer almaktadir. Bagkaca kronik komplikasyonlarin ilerlemesinde genetik etkenlerin de
yer aldig1 6ne atilmaktadir. Pek ¢ok etken olugsmakla beraberinde komplikasyonlarin
ilerleyisi ve prognozundaglisemik denetim en miithim degisken olarak ele alinmaktadir

(Yildirim, 2013).

Iyilesme siirecinde goriilsiin veya goriilmesin biitiin seker hastalarinda kan sekeri
seviyelerinin denetim altinda tutulmadigr donemlerde akut ve kronik siirecte farkli
yontem, doku ve organ bozulmalar1t meydana gelir. Olusan bu bozulmalara “seker
hastaligina bagli ikincil rahatsizliklar (komplikasyonlar)” denilir. Diyabete baglh
ikincil rahatsizliklar ya mesafelidir veya iyilestirme olabilir ve bircok kez yeniden

olusabilir veya yol alir, ¢ogu kez oldukca yavas yol alir, siire ilerledik¢e viicuda
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oldukca tahrip meydana gelir ve bir daha telafisi olmayan kocaman islev kayiplari
olusur. Baska diyabete bagl ikincil rahatsizliklar; zatlirree ve soguk alginlik gibi
mikroplara karsi kuvvet diismesi ve seker hastaligi1 gebe olanlarda olusan iri bebek ve
oteki dogum komplikasyonlaridir (Késeoglu, 2015). Diyabetik komplikasyonlar da
ciddiyetlerine ve baslangi¢c zamanlarina gore siniflandirilabilir. Bu terimler akut
diyabetik komplikasyonlar, kronik komplikasyonlardir. Asagida akut ve kronik

komplikasyonlar 6rneklerle agiklanmistir:

e Akut komplikasyonlar
e Nonketotik hiperozmalar koma
e Diabetik ketoasidoz
o Laktik asidoz
e Hypoglycemia
e Diabeticcoma
e Erectile Dysfunction
e Respiratory Infections
e Preodontal Disease
e Kronik komplikasyonlar
e Diabetik Makro Anjiopatik
e Diabetik Mikro Anjiopatik
e Heart Failure
e Diabetic Neuropathy
e Nephropathy
e Retinopathy
e Diabetic Foot (Kavakiotis, L., Tsave, O., Salifoglou, A., Maglaveras,
N., Vlahavas, L. and Chouvarda, L. 2017).

2.8 Diabet Semptomlar:

e Kilasik semptomlar; yorgunluk, yemek yememe, poliiirii, polidipsi, bitkin
diisme, ag1z kurulugu
e Daha az goriillen semptomlar; gérme kaybi, zayiflama, mikroplar, yeniden

olusan mantar mikroplar: (Oktay, 2009).
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2.9 Diyabetli Bireyin Gii¢lendirilmesi

Diyabet hastalig1 bireylerin yasamini ¢esitli boyutlarda olumsuz etkileyen kronik bir
hastaliktir. Bu hastaliga alismak basit bir durum degildir. Amaca yonelik alinan

ilaglarin tedavide basaris1 bireysel kontrolle saglanir.

Diyabet hastalig1 olan kisiler yasamlarinda bir¢ok seyi degistirmek zorundalar. Bu
yasam tarzi, sosyal aktivite ve beslenme programindaki degisimi ile birlikte, kisinin
bu durumun farkinda olup sorumluluk iistlenmesi gerekmektedir. Tip 1 kan sekerinin
yiikselmesi riski istikrarin1 korumaya calisirken kan sekerinin diismesi bu durumu
onemli bir bigimde olumsuz etkilemektedir. Tip 2 seker hastalig1 olan kisilerin yasam
tarzlarinda farkliliklar olusturmak zorundalar. Bu durum hastalar i¢in pekte kolay
degildir. Diyabetin iyi yonetilmesi hastanin sorumluluk almasi kan seker seviyesinde,
fazlasiyla kan sekerinde diisiis oldugu, hayatlarinda daha olumlu yanitlar aldig1 ve
iyilesme durumundan olduk¢a memnun kaldiklar1 bilinmektedir. Ancak seker hastaligi
olan kisilerin cogu tek baslarina sorumluluk almaktan kaginirlar. Seker hastaligi teshisi
“cekinme”, “kabul etmeme” gibi durumlarla karsi karsiya kalinabilir; bu olayda kisinin
hastaligin1 kontrol altinda tutmasini zorlastirir. Teshis konuldugu zaman birey
psikolojik olarak kendini iyi hissetmeyebilir, buda kisinin kendine olan 6zgiivenin
azalmasina sebep olur. Diyabet hastasi olanlarin saglik profesyonellerinden yardim
almalari, psikolojik destek, bilgi ve bireysel yonetimine katki saglayacak egitim

destegi almalar1 gerekmektedir (Olgun ve Ulupinar, 2004).

2.10 Tiirkiye Diyabet Onleme ve Kontrol Program

SBB’ sinde, daha onceki yillarda da seker hastaligi tizerine diizenli bir bigimde
miicadele de bulunma calismalar yiiriitiilmiis. DSO’{i ve ABO’i ve dis iilkelerle seker
hastalig1 federasyonun attig1 adimlarla ile ileri boyuta tasiyan ve 1989 senesinde
duyurulan “St. Vincent tebligi” cografyamiz i¢in bir seker hastalifinda bir izlem tayin
etmis ve bu izlem cografyamiz namina 1992 yillinda onaylamistir. Saglik Bakanligi
yoluyla 1994 senesinde “ulusal diyabet programi1” ismi ile yol alan program yiiriitmeye
koymus ve bu alanda seker hastalig1 klinikleri ve mekanlart agilmistir. St. Vincent
tebliginin 10. Yildoniimiine rast diisen 5. Oturumu 1990 yillinda Saghk Bakanlig

yoluyla Istanbul’ da yapilmis ve sonucunda “Istanbul Tebligi” paylasilmistir. Bu
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zaman zarfinda 2003 yillinda diizenlenmis ve “Ulusal Diyabet-Obezite-hipertansiyon

denetim programi” seklinde yenilenmistir.

Seker hastaligina kars1 ding olmak ve seker hastaliginin yonetim politikalarin1 Saglik
Bakanlig1 2009 senenin ilk aylarindan itibaren, Diinya Saglik Orgiitii’niin ilgili izlemin
ve hareket diisiincelerine kosut ve c¢agimizin direng yoOntemlerine yakin olarak
tekrardan diizenleme durumuna el atilmistir. “Tiirkiye Diyabet Onleme ve Kontrol
Program1” adi altinda yol almis olan iilkemizin resmi seker hastalifi izlenimi ile

birlikte, alakadar hareket diisiinceleri ortaya konulmustur.
Harekete Ge¢me Planlar1 Alttaki Mevzular1 Kapsamaktadir

e Seker hastalig1 ve komplikasyonlarina kars1 sagligi ilerletme ¢aligmalar
e Seker Hastalig1 veri idarinin yaraticiliini artirmasi

e Seker hastaligina karsi olumsuz durumlarin 6niine gegme izlemi

e Seker hastaliginda ¢abuk teshis ve teshis 6l¢lin kuvvetlendirmesi

e Seker hastaliginda iyilestirmenin kuvvetlendirmesi

e Hamilelik diyabeti idarinin gelistirilmesi

Izlemsel diisiince ve hareket diisiincesi, bu dgelerin tayin etmede seker hastali ile
basa ¢ikmaya yonelik izlemsel hareketler hazirlayan ve onemli uygulama ornek
sergileyen iilke tecriibelerinden de yararlanilarak tasari takimiyla yiiriitiilen ¢caligmalar

sonrasinda 5 esas hedef lizerine bigimlendirilmistir:

e Hedef 1:Seker hastaliginin oniine gegmek

e Hedef 2:Seker hastaliginda yasam niteliklerini iyilestirmek

e Hedef 3:Seker hastaligi ve komplikasyonlarmin etkili iyilestirme

e Hedef 4: Kii¢iik yasta seker hastaligin1 denetim altinda tutmak

e Hedef 5:Seker hastaliginda idareye dayanak alaninda yardimci olmak (Erkog
ve Yardim, 2011).

2.11 Gebelikte Diyabet

Hamilelik stirecindeki seker hastaligi, pregestasyonel seker hastaligi (Tip 1 seker
hastaligi, Tip 2 seker hastaligl) ile gestasyonel seker hastaligi seklinde

gruplandirilmistir.
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2.11.1 Gestasyonel Diabetes Mellitus

Gestasyonel seker hastaligi; teshisi ilk olarak hamilelik doneminde belirtilmis olan
karbonhidrat intoleransidir. Segici tarama 6Olgiitleri geregince; kan sekerine gore diisiik
risk goriiliirse rutin tarama teklif edilmemektedir. Yas ortalamasi 25° ten kiigiik,
olumsuz obstetrik hikayesi bulunmayan, ¢ok kaygili etnik ekipte yer almayan, kilo
yapist normal olan, aileden bireylerin de Tip 2 seker hastaligi bulunmayan, dagilmig
glikoz hosgorii hikayesi goriilmeyen hamileler, diisiik risk siifindadir. Diisiik olma

ihtimali varsa 24 ile 28. Haftalar arasinda tarama testi teklif edilir.

Afrikali, Ispanyol kékenli, Yerli Amerikali, Giiney ve Dogu Asyali hamileler vasat
risk tasimaktadir. Kadinlarda risk ortalamasi yiiksek oldugunda miimkiin olan en kisa
siirede glikoz Ol¢limiine bakilmali, yiikleme testi 24 ile 28. haftada yenilenmelidir
(Aksu ve Yurtsev, 2009).Ve gestasyonel diyabetes mellitus en yaygin metabolik
gebeligin komplikasyonlari, gebelerin %14’ iine kadar ortaya ¢ikmaktadir. GDM’li
kadinlar i¢in daha biiylik bir risk var diyabetin gelecekteki gelisimi ve hamilelik
sonucu perinatal morbidite ve 6liim orani. Bu nedenle, GDM riski tasiyan veya
gercekte gelismekte olan kadinlarin erken teshisi kuvvetle garantilidir. GDM i¢in daha
fazla risk diyabet, etnik koken, anne yas1 ve gebelik Oncesi pozitif aile dykiisii agirt
kilo veya obezitedir. Evrensel 50 g glukoz testinin performansi ile tarama
onerilmektedir (Graziano Di Cianni and Giuseppe Seghieri, 2007). GDM’den sonra
gelisen diyabet tipleri genellikle arastirilmamaistir. Bununla birlikte, insiilin direncinin
nedenleri ve katkilarinin ve GDM’de ortaya ¢ikan zayif insiilin salgilanmasinin
GDM’den sonra da ortaya ¢ikan diyabette yer almasi muhtemeldir. Tip 2 diyabet,
hastaligin diger diyabet formlariyla ilgili genel prevalansi ve obezite ve kilo alim1 gibi
risk faktorlerinin GDM ve tip 2 diyabet arasinda paylasilmasi gergegi goz Oniine
alindiginda neredeyse kesinlikle baskindir. Bununla birlikte, bagisiklik ve monogenik
diyabet formlar1 da ortaya cikar. Bu son diyabet alt tipleri, insiiline direncli
goriinmeyen kadinlarda diistiniilmelidir. Anti-GAD antikorlar1, gelisen tip 1 diyabet
hastalar1 tanimlayabilir. Bu hastalig1 geciktirmek veya dnlemek i¢in 6zel bir miidahale
olmamasina ragmen, hamilelikten sonra nispeten hizli bir sekilde ortaya ¢ikabilecek
hiperglisemi gelisimi i¢in hastalar yakindan izlenmelidir(Thomas A. Buchanan, MD1,
Anny Xiang, PHD2, Siri L. Kjos, MD3 and Richard Watanabe, PHD2 2007).
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2.11.2 Pregestasyonel Diabetes Mellitus(PGDM)

Hamilelik doneminden 6nce olusan seker hastalifina pregestasyonel seker hastalig
denilmektedir. Tir 1 ve Tir 2 seker hastaliginin olma tahminleri soy olarak
degisiklikler bulundurur. Hamilelik doneminden 6nce olusan seker hastaligin teshisi;
polidipsi, poliiiri, izah edilmeyen zayiflama, alisilmis belirtiler ve olagan bir siirede
takip edilen plazma glikoz konsantrasyonunun> 200 mg/dl ya da alik plazma glikoz
degeri >126 mg/dl veya OGTT’ de ikinci saat plazma glikoz degerinin >200 mg/dl
olusmasidir. Bu durumda verilen degerlerden yalniz bir tanesi olumlu ¢ikarsa

testlerden rastgele biri yenilenerek teshis dogrulanir.

2.11.3 Diyabette gebelik oncesi bakim

Seker hastaligi olan bayanlarin hamile olmadan oOncesi kan sekeri seviyesinin
denetiminin olumlu yonde ele alinmasi pek 6nemlidir. Pek ¢ok bayan hamile kaldiklar
donemde hamile olduklarinin farkinda olmadiklari i¢in fetiisiin olusumunu bilhassa

insiiline tabi seker hastas1 hamilelerde denetimde tutulmus olmalaridir.

Bayanlarin hamile olmadan 6nce hamileligin kendilerine ve dogacak olan ¢ocuklarina
olusturabilecegi tehlikeler hakkinda egitim almalar1 gerekmektedir. Konsepsiyon
doneminden Once glisemik denetimin olumlu yonde olusturulmus olmasi ve bu
durumun hamilelik déoneminde devam etmesinin, 61ii dogum, diisiik ve neonatal 6liim
riskini azaltacagini belirtmek lazim; yalmiz bu tehlikenin biitiiniiyle ortadan
kaldirilmayacagin1 da agiklanmasi pek Onemlidir. Kan sekeri seviyesinin uygun
diizeylerde denetim altinda olmas1 bayana yardimci olunurken, hamileliginde 6niine

¢ikabilecek her durumda hazirlikli olmasi gerekir (Aksu ve Yurtsev, 2009).

2.11.4 Gebelikte diyabetin yonetimi

Yonetim, hamilelik doneminden 6nce olusmali ve trimestrde Ozellikli amaglari
kapsamalidir. Seker hastaligi annelerin ¢ocuklarindaki erken hamilelik yitirmelerini
ve konjenitalmal formasyonlar1 engellemek i¢in hamilelik doneminden 6nce diizgiin
medikal bakim ve bilgi alma gibi durumlar teklif edilmelidir. Hamilelik doneminden
once insiilin tiiketilerek olusturulan optimal glikoz denetiminde amag, aglik 70-100
mg/dl, tokluk 1. Saat < 140 mg/dl 2. Saat <120 mg/dl saglanmalidir. Olusan erken

metabolik olaymi ele almak i¢in, sonlara dogru 4-8 haftada igerikli kan sekeri
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seviyesini orantisini belirten glikoze hemoglobin dl¢timii yapilir. Malformasyonlar

icin en mithim risk %10’u gegen degerlerde beli olur.

2.11.5 Risk faktorleri

Alta yazilan risk etkenlerinden rastgele birine sahip hamilelikte gestasyonel diyabet

hastaliginda ilerleme riski ¢okga fazladir. Tiir 2 diyabet hastaligi i¢in fazla riskli etnik

siiflarin liyesi olarak bulunmak

Yakin 6l¢iide ailelerde diyabet mellitus hikayesi

Hamilelik doneminde zayiflama

Anne yas ortalamasinin 25’ in {istiinde bulunmas1

Sebebi bilinmeyen 6lii dogum ya da anomalili dogum hikayesi

4100 g tistiinde dogum hikayesi (Mihmanli ve Mihmanli, 2015).
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3. DERIN OGRENME ve YAPAY ZEKA

Derin bir 6grenme sistemi, biiyiik verileri islemek ve anlamli kaliplar ¢ikarmak igin
yapay zeka ve temsil 6grenme yontemlerini kullanir (Ting, Yim, Cheung and Lim,
2017). Ve Derin 6grenme yapay zekanin dalidir. Ayrica Yapay Sinir ag1 ile ayni
mimariye sahip fakat ekstra gizli katmanlar1 var ve Derin 6grenme s1g mimariden daha
fazla veri isleme giicii veya kabiliyeti gostermistir. Sonuglarda daha fazla dogruluk
gostermistir (Kamble, 2016). Derin 6grenme, ¢oklu soyutlama seviyeleri ile veri
temsillerini 6grenmek icin hesaplama modellerini uygulamaktir. Derin 6§renmenin
basarisina ragmen, modellerin i¢ operasyonlar1 ve davraniglar1 hakkinda bilgi
edinmek, derin 6grenmede ilging bir konu haline gelmistir (Fang, 2017). Makine
Ogrenimi, verilerden iliskileri 6nceden tanimlamaya gerek kalmadan &6grenebilen
yapay zekanin genel amagh bir yontemidir. Baslica itiraz, genellikle bilinmeyen veya
yetersiz tanimlanmis olan altta yatan mekanizmalar hakkinda giiclii varsayimlara
ithtiya¢ duymadan 6ngorii modelleri elde etme yetenegidir. Tipik makine 6grenimi is
akist dort adimi igerir: veri uyumlastirma, temsil 0grenme, model uydurma ve
degerlendirme. On yillar boyunca, bir makine 6grenme sistemi olusturmak, ham
verileri, genellikle bir simiflandirici olan 6grenme alt sisteminin veri kiimesindeki
kaliplant tespit edebilecegi uygun bir i¢ gosterime doniistiirmek i¢in dikkatli bir
mihendislik ve alan uzmanligi gerektirdi. Geleneksel teknikler, giris alanin tek
genellikle dogrusal bir doniisiimiinden olusur ve dogal verileri ham formlarinda isleme
kabiliyetleri ile sinirlidir. Aslinda, derin 6grenme, sinir aglarina dayali ¢oklu islem
katmanlarindan olusan hesaplama modellerinin, ¢oklu soyutlama diizeyleriyle veri
temsillerini 6grenmesine izin verir. Derin 6grenme ve geleneksel yapay sinir aglari
arasindaki temel farklar, gizli katmanlarin sayisi, baglantilar1 ve girdilerin anlamli
soyutlamalarim1 6grenme yetenegidir (Riccardo Miotto, Fei Wang, Shuang Wang,
Xiaogian Jiang ve Joel T. Dudley, 2018). 2006 yilinda makine 6grenmesi bolimiiniin
onciilerinden olan Toronto Universitesi’nde Prof. Geoffrey Hinton derin dgrenme
tasarimini ortaya koyana kadar, yapay sinir aglarinda sakli tabaka adetinin artirilmasi,

agn derinlestirilmesi 6lgme iglemlerinde durumu zorlastirdigindan dolay: pek tercih
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edilmiyor, daha cok sig aglar tercih ediliyordu. Ancak bu ilerlemelerden sonra
meydana ¢ikan derin 6grenme algoritmalari, yapay sinir aglar1 kaynakli ve enerji
tabanli tasarimlarindan meydana gelmektedir. En fazla ele alinan algoritmalar derin
yapay sinir aglari, otomatik kotlayicilar ve Boltzmann makinalaridir. Ve derin
6grenme verinin dogrusal olmayan doniisiimiinii olugturmakta, s1g yapilar yerine genis
tabakali yapi ile karmasik baglar1 tasarimlayabilmektedir. Ve derin 6grenme tasarimi,
Ozniteliklerin bellemesinde genis kazanimlara sahiptir. Ve bu tasarim tarafindan
Oznitelik bellemesiyle veri daha verimli bilgilerle temsil edilebilir, bu da gruplandirma
performansini yiikseltecektir. Derin 6grenme yaklagimlari obje tanima, sinyal isleme,
dogal dil isleme, konugma ve yanlis belirleme gibi degisik boliimlerde basariyla ele
alinmaktadir. Ve DARPA, 2009 senesinde derin 6grenme arastirmalarina destek
olmaya baslamistir. Google son zamanlarda biinyesine kazandirdigi, derin diislince
sirketi ile beraber yiiriittiigli derin 6grenme arastirmalar1 yoniinde, sahip oldugu ve
devamli yiikselen veri havuzunu vakti geldiginde gelistirdigi algoritmalar ile ele alarak
akil1 sistemler meydana ¢ikarabilecegini gostermistir (Seker ve digerleri, 2018). Derin
O0grenme ayrica biiyiik veri analitiginde, veri biliminin iki yiiksek odak noktasidir.
Biiyiik verileri hem kamu hem de 6zel birgok kurulus gibi, milli istihbarat, siber
giivenlik, dolandiricilik tespiti, pazarlama sorunlar1 ve tibbi bilisim hakkinda faydali
bilgiler iceren bir etki alanina 6zgii bilgi, bliylik miktarlar olarak énemli olmustur.
Google ve Microsoft gibi sirketler, is analizi ve kararlar i¢in genis hacimli verileri
analiz ederek mevcut ve gelecekteki teknolojiyi etkiliyor. Derin 6grenmenin énemli
bir yarari, biiylik miktarlarda denetlenmeyen verilerin analizi ve 6grenilmesidir, bu da
ham verilerin biiyiik Olglide etiketlenmedigi ve kategorize edilmedigi biiyiik veri
analitigi i¢in degerli bir aracti (Nacafabadi, Villanustre, Khoshgoftaar, Seliya, Wald
and Muharemagic, 2015).

3.1 Yapay Zeka

Zeka, insanin akil yiiritme, diisiinme, objektif gercekleri kavrama, algilama, sonug
verme, yargillama, soyutlama, belleme becerilerin biitiinii. Baskaca 6grenme,
soyutlama ve yeni vaziyetlere uyma gibi beceriler de zeka kapsami igindedir. Ancak

yapay zeka ise, bu 6zelliklere sahip organik bulunmayan yontemlerdeki zekadir.

Bir bilgisayarin veya bilgisayar denetimli bir makinenin, ¢ogunlukla insana has

ozellikler bulundugu farz edilen akil yiiriitme, genelleme, anlam ¢ikartma ve
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gecmisteki deneyimlerden belleme gibi giiclii zihinsel siireglere bagl vazifeleri yerine
getirme becerisi olarak tarif edilmektedir yapay zeka ve yapay zekéanin esaslari birgok
terimlerden beslenmektedir. Matematik, felsefe, ekonomi, algoritma, bilgisayar
miihendisligi, psikoloji, sinir bilimleri, kontrol teorisi ve dilbilim esaslar1 olarak
goriilmektedir (Kalayct, 2006).

3.2 Zeka ve Yapay Zeka

Insan ve yapay zeka etkilesimi, giiniimiiziin mevcut teknolojik ikliminde bile karsilikl1
gelisim i¢in olaganiistii ve heyecan verici teknolojik firsatlar sunuyor, ancak karsilikli
gelisim i¢in gercek potansiyel ongoriilebilir gelecekte ve Otesinde akil almaz olma
potansiyeline sahip. Sadece teknolojinin degil, ayn1 zamanda kuantum arastirmalarinin
da devam eden hizli gelisimi ile yapay zekanin korkutucu bir hizda gelismesi
potansiyeli bizim kavrayisimizdir (Miller, 2019). Sunu belirtmek gerekirse yapay zeka
potansiyeli her ne kadar gelisim goOstermis olsa da bir noktada insan beynini
gecememektedir. Ornek olarak Dr. V. Grey Walter’in beyin iizerine yaptig
arastirmalarina goz gezdirilirse, insan aklina yakin olan benzeyen bir makinenin
olusturulabilmesi i¢in 300 trilyon dolardan daha ¢ok nakit lazimdir. Bu bi¢cimde bir

makinenin aktif olmasi igin ise bir trilyon w’lik gerilim kuvvetine gerek duyulur.

Zekanin ne oldugu anlam olarak ve ne miktarda tartildigi mevzusunda ortak bir fikirde
bulunmamuslardir. One siiriilen tariflerin ortak bir sozii olarak, zekayr aklin bilgiyi

toplayip, seri ve reel bir ¢oziimleme olarak tanimlayabiliriz.

Suuralti, biling, duygu gibi belirsiz ve soyut bir sézciik olusu bakimindan zekanin

evrensel bir tanimi ifade edilmemistir.
Zeka cesitleri ve bu zeka alaninda taninan kisiler;

e Pratik Zeka (Nasrettin Hoca, Sadi Sirazi)

e Sekilci Zeka (Picasso, L. Da Vinci)

e Miizik Zekas1 (Mozart, Itri, Beethoven)

e Evrensel Zeka (Abraham Lincoln, Mevlana)

e Atletik ve Beden Zeka (Muhammed Ali, N. Siileymanoglu, Pele)

e Matematiksel Zeka (Harezmi, Einstein, S. Hawking).
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3.3 Yapay Zeka Teknolojileri

Bu calismada yaygin kullanilan yapay zeka teknolojileri; kullanilan teknige gore

uygulama alani1 6rnekleri verilerek belirtilmistir.

Bulanik Mantik: Bulanik mantik, geleneksel mantigin bir {ist kiimesidir. Bulanik
mantik bir konu hakkinda bilgi ortaya koyarken, ayn1 zamanda bu karsilastirmay1
olustururken dayandigi aritmetiksel siniflandirmalarin ne 6lciide icinde ne Olgiide
disinda oldugundan bahseder. Gergegi olan kismi ger¢eklik kavramina genisletildi
“tamamen dogru” ve “tamamen yanlis” arasindaki degerler biitiiniidiir. UC / Berkely
adina Dr. L.A. Zadeh tarafindan tanitildi. Bulanik uzmanda temel olarak bulanik
mantik sistemi uygulanmigtir. Bulanik uzman sistem uzman olarak tanimlanabilir.
Bulanik bir uzman sistemde kurallar kiimesi yaygin olarak bilinir (Othman ve
Schneider, 2010). Bulanik mantik kullanilarak gelistirilen yapay zeka uygulamalarina

asagidakiler 6rnek olarak verilebilir;

e Alilli Bina Sistemleri

e Fren Sistemleri

e Avug ici Bilgisayarlar

e Klima Denetimi

e Buzdolab1

e Asansor Denetimi

e Trafik Lambalari

e Televizyonlar (Demirhan, Kilig ve Giiler, 2010).

Uzman Sistemler: Uzman sistemler bir konu alanindaki sorunlari ¢6zmede uygulanan
bilgisayar programlaridir. Uzman sistemler alt kiimesi olarak diistiniilebilir. Uzman
sistemler insanlarin problemleri nasil ¢ozdiiklerini anlar ve sonra bilgisayari
aciklamak ve tahmin etmek i¢in kullanir davranisi. Uygulamada bir¢ok sistem her
ikisinin de unsurlarini igerir. Boylece bircok sistemin bazi yonleri vardir. Uzman
sistemler ancak cogu zaman bir CPS’nin temel say1 pargalama yeteneklerinden
bazilarina giiveniyor. Bu giderek artacak melez tekniklerin daha belirgin hale gelecegi
gayrimenkul uygulamalarinda egilim haline gelir. Uzman veya kismen uzman
sistemlerin ortaya ¢ikisi, hemen hemen her alandaki egitimciler icin dnemlidir. Uzman
Sistemleri’nin avantajlar1 arasinda uzman olmayan kisilere uzman tavsiyesi verme,

sorunlar1 ¢6zme konusunda uzmanlara yardimci olma ve uzman olmayanlar i¢in bir

20



ogretim aract olarak hareket etmek (Rossini, 2000). Uzman sistem kullanilarak

gelistirilen yapay zeka uygulamalarina asagidakiler 6rnek olarak verilebilir;

e Tip

o Teshis

e Siire¢ Kontrol

o Elektronik veri hareketi sistemleri

e Medikal Tedavi(Demirhan, Kili¢ ve Giiler, 2010).

Yapay sinir aglari: yapay sinir aglari(YSA) matematiksel modellerin
genellestirilmesi olarak gelistirilmistir. Yapay sinir aglari belleme ve topluma
uyabilme kapasitenin kosulu zeki olmaktir. ilk ilgilenilen dalga néral aglar McCulloch
ve Pitts(1943) tarafindan basitlestirilmis noronlar baglantili modeller olarak bilinir.
Yapay sinir ag ¢ok basit bir koleksiyon agi islemciler (“noronlar”) yerel {initeler
sadece acik yerel veriler iizerinden ve giriglerden aliyorlar tek yonlii olan baglantilardir
(Kumar ve Thakur, 2012). Yapay sinir aglar1 kullanilarak gelistirilen yapay zeka

uygulamalarina asagidakiler 6rnek olarak verilebilir;
Tip;

e Ameliyat Goriintiileme
e X-silarimi Okuma
e Duymayanlar i¢in Ses Cihazlari

e Epileptik Felcin Nedenlerini Anlami
Askerti;

e Yeni ve Geligmis Silahlar Tiiketme
e Kesif Yapma
e Hedef Tanima ve Izleme
e Radar Sinyallerini Anlama
e Kit Kaynaklarin Kullanimi1 Optimize Etme
e Diger Uygulamalar
e (Goriuntu Tanima
e Robotik Uygulamalari
e Robot ve Kontrol Sistemlerini Otomatiklestirme

e Uretim islem Kontrolii
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e Ses Tamima(Demirhan, Kili¢ ve Giiler, 2010).

Genetik algoritmalar: Genetik algoritma(GA) paraleldir ve Darwinist dayali
evrimsel arama algoritmas1 evrim teorisidir. Ustelik hayir gerektirir gradyan bilgisi,
bir popiilasyondan bagka bir sey degil ve tek yerel olan ¢oklu optima iiretir. Bu
ozellikler, genetik algoritmalar tiniversitede ders programi problemi igin uygun bir
arac haline getirmektedir. Ayrica genetik algoritmalar sistemi ¢6zmek i¢in basariyla
kullanilmistir (Abdullah ve Turabieh, 2008).Genetik algoritmalar kullanilarak

gelistirilen yapay zeka uygulamalarina asagidakiler 6rnek olarak verilebilir;
Otomatik Programlama;

e Makine Ogrenmesi

e Robot Sensdrlerinde
Bilgisayar Programlar1 Yardimiyla Network Siralamast,

e Optimizasyon
e Fabrika-Uretim Planlamasi

e Devre Tasarimi(Demirhan, Kili¢ ve Giiler, 2010).

Karinca algoritmalari: Hakikate karinca koloni hareketlerinin aritmetiksel modelleri
tizerine dayili bir algoritmadir. Karinca kolonisi optimizasyon algoritmalar1 birgok
kombinasyonlu optimizasyona uyguland:. Ikinci dereceden gorevlendirmeye kadar
degisen problemler protein veya rotalama araglarimi ve ¢ok sayida tiirevi katlayan
yontemler dinamik problemlere uyarlanmistir. Reel degiskenler, stokastik problemler,
coklu hedefler ve paralel uygulamalardir. Karinca kolonisi algoritma siirekli
caligtirtlabilir ve uyarlanabilir gercek zamanl olarak degisir (Jaiswal ve Aggarwar,
2011). Karinca algoritmalar1 kullanilarak gelistirilen yapay zeka uygulamalarina

asagidakiler 6rnek olarak verilebilir;

e Minik Robotlar
e Trafik Sikisikliginin Onlenmesi
e Telekomiinikasyon Sistemleri

e Petrol Tankerlerinin Rotalarinin Olusturulmas: (Demirhan, Kilig ve Giiler,
2010).
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3.4 Tipta Yapay Zeka Uygulamalar

Son yirmi yilda ¢agimiz, saglik, bilim, teknoloji ve toplum gibi bir¢cok alanda dijital
verilerin giderek daha 6nemli hale geldigi biiylik veri donemi olarak tanimlanabilir.
Cok sayida veri yakaland1 ve birden fazla alandan, akis makineleri, yiiksek verimli
aletler, sensor aglari, mobil uygulama gibi birden fazla kaynaktan ve 6zellikle saglik
hizmetlerinden her bir alandan iiretildi, bu yiiksek veri hacmi biiyiik verileri temsil
ediyor (Daoudy and Maalmi, 2019). Derin 6grenme ve yapay zekanmn en yaygin
kullanim alanlarindan birisi de tip oldugundan dolayi, Mevcut verilere dayali tan1 ve
teshis konularinda yapay zeka ve derin 6grenme oldukga basarili sonuglar vermektedir.
Derin 6grenme ve yapay zekanin tipta olduk¢a radikal degisikliklere yol agacagi

beklenmektedir.

“Tibbi yapay zekd”nin esas bagli oldugu bolim klinik tani1 islemlerini
dogrulayabilecek ve iyilestirme diisiincelerinde bulunabilecek yapay zeka
yazilimlarinin yapilandirilmasidir. T1bbi yayinlarda yapay zeka tekniklerinin kullanma
vaziyetini belirlemek adina pubmed bilgi temelinde “artificial intelligence” sozciigii
arastirilmistir. Yillara bakilarak makale adeti tablo 1° de gosterilmistir. 1998-2008
senelerinin tibbi yayinlarda yapay zeka tekniklerini degerlendiren toplam 11.147
makale ortaya cikarilmistir. Bunlardan 1769 adet bulanik mantik, 1902 adet yapay
zeka, 7476 adet ise YSA tekniklerini kullanmaktadir. Yapay zeka tipta kullanilan

teknikler makale sayisinin iistel olarak artig1 goriilmektedir.

Omnek uygulama: YSA: Akut Apandisit Teshisinde yararli yardim yapay sinir
aglarinin akut kasik agrist sag kisimda olusan bu sag kasik agrist belirtisi goriilen
kisilerin tanisindaki roliinii 6lgmek hedefiyle ilerletilen yontemde bir aragtirma
hastanesinden alman bilgileri YSA’nin arastirma ve testinde degerlendirmistir.
Kullanilmis olan geri yayimli yapay sinir ag1 ile yontem basarim tecriibeli hekimlerin

tarttig1 6lglimler ve Alvarado puan ile kiyaslandirilmistir.
Yapay sinir aglarinda ilk giriste ele alinan hasta bilgileri soyledir;

e Belirtiler ve semptomlar

e Fazla sanc1 olusan nokta

Istahsizlik (hayir/evet)

Kusma (hayir/evet)

Mide bulantis1 (hayir/evet)
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e Hararet

YSA vyapilan bu calismalarda geri beslemeli algoritmalar ile egitim verilmistir. ilk
giriste bulunan tabakadaki néron adeti giris degisicilerinin adeti olan 11°dir. Sakl
tabakada bulunan noéron adeti farkli adetlerde (2-15) ndron kapsayan degisik ag
modelleri kullanilarak tecriibede kazanilmis bir saptamadir. Dis tabakadaki ndron
adeti ise 1°dir. 2 tan1 grubu i¢in diyelim Ki rahatsiz olan kisi pankreatit ise 1, pankreatit

degilse 0 sonucu olusturulmaktadir.

Bu durumda agim egitilmesi amaciyla ag kuvvetleri gelisigiizel giriste rastgele tayin
edilmistir. Hasta olan kisilerin daha Oncesinde apandisit operasyonu gegirmis 50
hastanin bilgisi ile egitim saglanmistir. Bu 50 hastanin 25’inde apandisit iltihap
olustugu histopatolojik belirgilerle daha evvel olusturulmustur. Agdaki kuvvettin,
verilen ¢ikislar 6grenilen sonuglara yakin bulunacak bir bigimde bir diizene koyulup
degistirilmistir. Olusan iletisimlerin hacimleri biitiin veri kiimesi i¢in oranlama ve

karesini eksiltecek bir bigimde diizenlenmistir.

Yapay sinir ag, egitim asamasi bitikten sonra, sag kasik agris1 ve neticeleri goriilen 20
rahatsiz olan kisiye ilisik (evvelinde degerlendirilmemis) bilgiler degerlendirilerek
gercekligini ortaya koymus ve agin optimizasyonu saglanmistir. Apandisit kuskusu
goriilen 60 kisinin bilgisi ile test edilmistir YSA’ tarafindan. Yapay sinir ag sonucuyla
beraber Alvarado puani ve tecriibeli 1 doktorun gergeklestirdigi klinik tani

saglanmstir.

Neticede yapay sinir ag yontemi apandisitin tantmlanmasinda yararl bir vasita oldugu
goriilmiistiir. Bu sebeple yapay sinir a§ yontemi yararsiz incelemeleri, pek olumlu
gegmeyen apandisit operasyonu niceligini ve potansiyel olarak meydana gelebilecek
maliyeti eksiltebilecegi denilebilir. Akut apandisitin tanisinin ¢okca zorlu oldugu ve
dogru olmayan negatif apandisit operasyonu tahminin gii¢lii oldugu rahatsiz olan
bayanlardaki tiikketimi daha ileri 6l¢timler icap edilmelidir (Demirhan, Kilig ve Giiler,
2010).

3.5 Tibbi Uzman Sistemler

TUS’ler tibbi yoniiyle yapisal sorulart ve cevaplari olusturmak hedefiyle ilerletilmis
US’lar olarak tarif edilebilir. TUS bir ya da fazlasiyla tibbi bilirkisi referansinin

onerileri yoniinde ilerletilir. Boylelikle en orantili sorular 6zen gosterilerek gercek
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neticelerin meydana getirilmesi olusturulur. TUS’lerin hedefi doktorun yerini
almaktan c¢ok rahatsiz olan kisiye ilisik bilgilere dayanarak, doktora oOneri ve
tavsiyelerde bulunmaktadir. Baskaca saglik egitiminde degerlendirilen farkli TUS
tatbikatlar1 saglamaktadir. TUS’lerin ilk basinda Caduceus/Internist dizilebilir.
Projede internist 1970’li senelerde hareketlilik gdstermis ve sonrasinda Caduceus
yerini almistir. Internist/Caduceus kendi iginde ilerletilmis, sorun halledilmesinde
sezgili metotlarin degerlendirildigi bir deneyimidir. 1970’li yillarda Mycin’in
ilerledigi kan da olusan mikroplarinin tanisinda kullanilan bir TUS dir. Mycin’in
tasarlanmasi1 ve sonrasindaki yillarda daha fazla tecimsel US’un tasarlanmasinda
kilavuzluk etmistir. Sonug olusturmada ileri zincir teknigini uygulamigtir. Esas olarak
Mycin gelecege doniik yillarda rahatsiz olan bireylerde hastalik tanisi hedefiyle
Emycin, doktor ve pufflarin egitiminde degerlendirmeye yonelik Neomaycin gibi
TUS’ler ilerletilmistir. Cagimizda Isabel (pediatrik), Hepaxpert (hepatit
enfeksiyonlart), Dxplain (tan1 belirleme) bu gibi ¢cok¢a TUS bilinmektedir (Babalik ve
Giiler, 2007).

3.6 Elektronik Saghk Sistemlerinde Yapay Zekanin Rolii

Bir elektronik beyin veya elektronik beyin kontrollii bir makinenin, bireye has kalite
seklinde tarif edilen fikir icra etme, mana ortaya ¢ikarma, tamim ve mazi tecriibelerden
bilgi kazanma gibi zihinsel donemlere ait vazifeleri tamamlama kabiliyetine yapay
zeka denir. Yapay zeka axe gore; akilli yazilimlari amaglayan bir bilimdir. Bu

yazilimlarin gergeklestirebilecekleri su bicimde ifade edilmektedir;

e Insanin fikir yiiriitmesini taklit ederek karmasik sorunlari hal edebilmek.

e Degerlendirmelerde bulunabilmek, dogrusu bir olay mukabilinde bireye cevap
bildirmek.

e Bilgi edinerek belirli bir konuda ileri teknik alanda ilerlemek ve Onceki

bilgilerini bilinmeyenle mutabakatta bulunarak bilgi tabanini biiyiitmek

Klinik karar destek sistemler, bilgi tabanli yontemler bigiminde gosterilmektedir.
Islem tabanli yontemler yapay zekanim bir eseridir. Calismalarda yapay zekanimn bir
sonucu olan klinik karar destek sistem; veri ve tasarimlar1 elde ederek karar aliciyi
saglamlastiracak olan bilgiyi yapilandirmak i¢in ilerletilen etkilesimli bir yontemdir.
Matematiksel model ve algoritmalar, analitik araglar, duygusal yaklasimlar ve makine

O0grenme uygulayimbilimleri ele alis bi¢iminin kararimi ispatlayabilirligini ve
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giivenilirligini ileriye gotiirmektedir. Bireyin zekasina has olan, idrak etmek, bilgi
edinme, fikir yiirlitme, problemleri hal etme, diisiinme, haberlesme, karar alma gibi
giiclii kognitif faktorleri veya otonom hareketleri sunmasi umulan yapay bir prosediir

yontemidir yapay zeka.

Kullanilan KKDS’ler yapay zeka teknoloji tarafindan yeni bir olaya basarili ve hizl
bir bicimde cevap iletebilme, sorunlarin hal etmede denenen seg¢enek adetini arttirarak
yargilama becerisini degerlendirme, bilgileri ger¢cek bir bigimde anlama ve
degerlendirme 6zellikleri ile kliniklere ve saglik uzmanlarina yararlar sunmaktadir.
Semptom edilen faydalara kosut olarak sinirli ¢izgiler igerisinde bulunsa da bagimsiz
ve has davranislar sunabilen yapay zeka temel esas KKDS o6rnekleri

olusturabilmektedir.

Klinik karar destek sistemi; rahatsiz olan kisilere has klinik parametrelerin/bilgilerin
¢oziimleme yapilarak olusturulan yeni verilerin rahatsiz olan kiginin bakimina tatbik
edilmesine etki eder. Bu gibi yontemlerin olusturulmasina 1970’lerde ortaya ¢ikmis
ve 80’lerdeki yapay zeka akimi ile en tepe noktasina varilmustir. Saglik alaninda tani
destegi veren yontemler olusturulurken bulanik mantik, yapay sinir aglari, bayes aglari

ve kural tabanli yaklagimlar gibi sistemler kullanilmistir (Kog, 2013).
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4. VERI MADENCILIGI

Derin 6grenme ve yapay zeka hakkinda gerekli bilgileri verildikten sonra simdi asil

konumuz olan veri madenciligi ele alinmistir.

4.1 Veri Madenciligi Nedir?

Diinyada teknolojinin ilerlemesi ve ayrica bilimin 6nemli bir yer edinmesi ve bilime
olan gereksinim sonucunda pek ¢ok veri olusturmakta ve gizlenmektedir. Bu 6l¢iide
biiylik verilerin anlamli sonuglar verme gereksinimi veri madenciligi kavramim
yaratmustir. Ilerleyen teknoloji bu verilerin basitce sakli tutulmasini ve ihtiyag
duyuldugunda ulagabilmeyi hem basitlestiriyor ve yapilan bu islevlerin gittikge daha
da ucuza mal olmasi saglaniyor. Olusturulan bu veri kiitlelerinden belirli bir hedef
cizgisinden anlamli Sonuglar olusturup kararlar verebilmek i¢in farkli veri madenciligi

metotlar1 gelistirilmistir.

Veri madenciligi; cok biiyiik boyutlu veri depolarinin ortaya ¢ikmasinin bir sonucudur.
Veriler 1960’larda veri elektronik mekanlarda biriktirmeye ve gecmis veriler
bilgisayarlar ile ¢coziimleme yapilmaya baglanmistir. 1980°1lerde bagintil1 veri tabanlari
ve SQL ile verilerin hareketli ve kolayca ¢6ziimleme yapilmasina imkéan sunulmustur.
Bu olanaklarla 1990’1ara ulasildiginda biriktirilmekte olan verinin hacmi ¢okga biiyiik
boyutlara gelmis ve verilerin ambarlarda tutulmasi i¢in veri depolart kullanilmaya
baslanmigtir. Veri madenciligi biriktirilen bu kapsamli veri yigilariin ele almak igin
istatistik ve yapay zeka yontemlerinin ele alinmasi sonucunda meydana ¢gikmustir.
Ilerleyen teknoloji, incelenmemis verilerin yeni firsatlar yaratmak iizere idari ve Pazar
gereksinimlerine cevap verecek bilime ¢evirebilmesini basitlestirmis ve bir anlamda

kurumlarin veri madenciligi izerinde durmaya bagli kalmigtir.

27



4.2 Veri Madenciliginin Uygulama Alanlar

Veri madenciligi idarisini ¢agimizda karar verme siirecine gerek duyulan pek ¢ok

yerde tatbik etmek miimkiindiir. Bunlar asagidaki gibi kisaca ele alinmistir.

e Pazarlama Alaninda

e Bankacilik Alaninda

e Sigortacilik Alaninda,

e Savunma Sistemleri Alaninda
e Borsa Alaninda,

e Telekomiinikasyon Alaninda
e Saglik ve ilag Alaninda

e Endiistri Alaninda

e Egitim Alaninda

4.3 Veri Madenciligi Siireci

Bircok alanda ele alinan veri madenciligi bir metottur. Yalniz bu metot birkag
basamaklardan meydana gelmistir. Ele alinan veri madenciligi metodunun gergek
sonuglar ¢ikarmasi Onemlidir. Gergek neticelere varmak i¢in veri madenciligi

stirecindeki basamaklar1 gergek olarak tamamlamak gerekir.
Bu durumda veri madenciligin siirecindeki gegmesi gereken basamaklar;
e Problemin Tanimlanmasi

llerlemenin ilk izlenimi veri madenciligi uygulamasmin hangi hedef icin
saklanilacaginin belirtilmesidir. Bu basamakta gereksinimler ve siirecin nihaisinde

saglanan verinin hangi hedefle uygulanilacagi tanimlanmis olur.
e Veri Tanimlama ve Toplama

Veri tanmimlama ve toplamada verilerin ve verilerin ne tiir referanslardan
yararlanilacagi tanimlanir. Bagkaca biriktirilen verinin hedefe yararli olup olmadigi

tanimlanir.
e Veri hazirlama

Hedefe yararli bir bigimde biriktirilen verinin kullanilacak olan verinin veri

madenciligi tasarimina orantilt durumuna getirilmesi basamagidir.
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Veri’yi hazir duruma getirme basamaklari soyledir;
e Veri Temizleme

Farkli kiitiiphaneden saglanan veriler arzu edilen niteliklere sahip olmayabilir.
Coziimlemelerden gergek neticeler saglamak icin bu tarz verilerin silinmesi ya da

diizeltilmesi tizerinde durulmalidir.
e Veri Birlestirme

Bu asamadaki islemi, veri tabanlarinda, farkli referanslardan saglanan verinin bir araya

getirilmesidir.
e Veri indirgeme

Coziimleme gorevleri veri madenciliginde bazen fazla zaman alabilir. Data setinde
benzer tiirde fazla kayit bulundugu belirtiliyor ve bulunan kayitlariin birkaginin
verilmesi neticeyi farkli kilmayacagi diisiiniiliiyorsa, referans verilerin sayisi

eksilebilir.
e Veri Doniistiirme

Bazi durumlar veri madenciliginde verileri oldugu gibi isleve almak olusturulan
yontem i¢in uygun bulunmayabilir. Birtakim parametrelerin varyantlari ile ortalamasi,
oteki parametrelerden fazla biiyiik ya da pek kii¢iik olmasi halinde ve bu biiyiik ayirim
olusturan parametrelerin otekileri lizerinde ¢oziimleme basamaklarinda tesiri fazla

olur ve onlarin rollerini dnemli bir degerde asagi ¢eker (Aydemir, 2017).

4.4 Veri Madenciliginde Kullanilan Modeller ve Teknikler
Veri madenciliginde degerlendirilen modeller, tanimlayict ve tahmin edici olarak iki
temel baglik altinda olugmaktadir.

e Tahmin edici modeller ve teknikler

Tahmin edici modeller; hazir degerleri ele alarak bir tasarim olusturur. Ve bu
tasarimdan faydalanilarak neticeleri tanimlanmayan veri setleri igin neticelerin

oranlamasi islevidir.

29



e Smiflandirma

Veri madenciliginde, siniflandirma sikca ele alinan metotlardandir. Siniflandirma da
en kolay numuneler; elementlere gore, canli tiirlerine gore siniflara bdlmek gibi

disiiniilebilir.
e Regrasyon analizi

Regrasyon analizi, iliski analizi veya tahmin yontemleri adiyla anilan bu yéntemin 2
esas islevi bulunur; 1. kestirim, Oteki ise karar aliciya yol Onermekte yardim

saglamaktadir.

e Tanimlayict Modeller ve Teknikler

Karar almaya yardimci olacak verilerdeki, Oriintiileri anlamlandirmada ele alir

tanimlayict modeller.
e Kiimeleme Analizi

Siniflanmig veri benzerliklerine nazaran gruplandirmada yogunlukla ele alinan bir
metottur kiimeleme analizi. Hedefi: kisi veya nesnelerin esas niteliklerini 6zen

gostererek onlar siniflandirmaktadir.
e Kiimeleme Yontemleri

Bu yontemde kullanilan teknikler, mesafe ile benzerlik kriterlerinden faydalanilarak
nesneler ya da parametrelerin kendi kapsaminda homojen ve kendi aralarinda da

heterojen bir bigimde siniflara boliismesine yardimei olan tekniklerdir.
Kiimeleme yontemleri ikiye ayrilir;

e Hiyerarsik Kiimeleme

e Hiyerarsik olmayan Kiimeleme (Sivri, 2015).

4.5 Veri Madenciliginde Karsilasilan Problemler

Incelenmemis veri, veri madenciliginde, veri tabanlarindan saglanir. Burada elde
edilen verilerin net, eksiksiz, anlamli veri bulunmamasi olayinda problemler olusur.
Genis hacimli verilerin bulundugu yerlerde kapsamli problemler meydana gelir. Bu
durumda veri madenciliginde biitiin olmayan, verimsiz, sesli, anlam1 olmayan, karsit
verilerin bulundugu yerlerde dogru olmayan neticeler verebilir. Bu nedenlerden 6tiird,

model tercih edilmeden 6nceki siiregte anlamli veri biitiinliigi olusturulmalidir.
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Veri madenciliginde karsilasilan problemlerden birkaci;

Verimsiz veri

Ses

Tam olmayan veri

Artik veri

Belirsizlik

Aktiv veri (Odabas, 2017).

4.6 Veri Madenciligin Tiirleri

Yapiy1 ele alan nitelikleri agisindan farklilastiran veri tabanlarin ortak gorevi veri

ambalajlamadir. Ambalajlanan veriler, veri madenciligi ¢ziimlemek i¢in 6nemli veri

referanslaridir. Veri madenciligi ¢6ziimlemenin esas hedefi; veri referanslarindan

bilgiyi elde etmektir. Data setinden saglanan bilgiler, desen veya oriintii olarak da

isimlendirilmektedir. Veri madenciligi ¢oziimlemede, saglanan desenlere gore tetkik

edildiginde; siklik belirleme, bolme, siniflama, grafik tanimlama olarak dizilmektedir.

Desenlerin olusumuna goére veri madenciligi yedi baslik altida ele alinmugtir.

Sinif tanimlama

Siral1 6riintii kesfi, birliktelik kurallar1 ve bagint1 tanimlama
Tahminde bulunma

Gruplara ayirma

Asirilik analizi

Gorsel veri madenciligi

Web madenciligi (Erduran, 2017).

4.7 Veri Madenciligini Etkileyen Etmenler

Esas olarak veri madenciligi bes esas etmenden etkilenir:

Veri: veri madenciliginin bu sekilde ilerlemesini etkileyen etmendir.
Donanim: ilerleyen bellek ile islev hiz1 kapasitenin sayesinde, daha Once
kullanilmayan veriler {izerinde arastirmay1 olabilir duruma getirmistir.
Bilgisayar aglari: Cagimizdaki kusak internet, fazla yiliksek hizlari ele almay1

olusturmaktadir.
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e Bilimsel hesaplamalar: Cagimiz bilim insanlari ile miihendisleri, benzetimi,
bilimin 3. yolu olarak kabul gérmektedirler.

e Ticari egilimler: Cagimizda, isletmeler yaris ortaminda ayakta durabilmek i¢in
pek seri hareket iginde olmali, pekiyi nitelikte gorev sergilemeli, tiim bunlart
gerceklestirirken minimum maliyeti ve ¢ok az insan giiclinde hesaba

katmalidir.

4.8 Tip Alaninda Gergeklestirilen Veri Madenciligi Uygulamalari

Veri madenciligi, Yaklasimdaki farkliliklara ve ¢atismalara ragmen, saglik sektori
verilere daha fazla ihtiyag duyuyor. Veri kullaniommi desteklemek igin
gelistirilebilecek birka¢ argliman var. Saglik sektdriinde madencilik, sadece halk
sagligr endiselerini degil ayni zamanda Ozel saglik sektoriinde de gecerlidir.
Bilgisayarli saglik kayitlarindan elde edilecek bir bilgi hazinesi var. Yine de, bu veri
tabanlarinda depolanan ¢ok biiylik miktarda veri, insanlarin bunlari ele gegirmesini ve
bilgiyi kesfetmesini imkansiz olmasa da son derece zorlastiriyor. Aslinda, bazi
uzmanlar tibbi atilimlarin yavasladigina ve buna atfedildigine inaniyor. Giiniimiizdeki
tibbi bilgilerin yasaklayic1 6lgegi ve karmasikligindan dolay1 bilgisayarlar ve veri
madenciligi bu amag i¢in en uygun olanidir. Saglik sektoriinde daha iyi sonug elde
etmek i¢in veri madenciligi ele alinmistir. Ve bu veri madenciliginde saglik sektoriinde
kullanilan uygulamalardan bazilar ise J48 ile WEKA (licretsiz, acik kaynakli, Java
tabanl1 veri madenciligi araglar1) analiz etmek i¢in kullanilmistir. Ve bu
uygulamalardan da saglikli sonuclar elde edilmis ve saglik sektoriine katki
saglanmistir (Ruben D., Canlas Jr., MSIT, MBA, 2009).2019 yillinda Baris Aksoy
tarafindan Dekompresyon c¢ozlimlemesinin Cluster ¢dziimleme iizerine bir veri
madenciligi pratiklestirme yapmaistir. Yapmis oldugu bu arastirmada, ¢esitli Clustering
algoritmalar1 ile Divers Alert Network dalis yaralanmalar1 tebligat formlarindan
saglanan bulgu ve belirti ¢izelgeleri ele alinarak Dekompresyon rahatsizligi
gruplandirilmis ve neticeler klasik gruplandirma teknikleri, yeni ele alinan istatistiksel
gruplandirma teknikleri ve iyilestirme neticeleri ile degerlendirilmistir (Savas,

Topaloglu ve Yilmaz, 2012).
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4.9 Veri Madenciligi ve Diger Disiplinler

Veri madenciligi terimi genellikle dogru ve daha 6nce dogru olan bir siireci ifade eder.
Bilinmeyen bilgi karar stireglerini gelistirmek icin kullanildi. Veri madencilik
genellikle daha genis bilgi kesfi siireci ile iliskilidir. Veri madenciliginde metin ve
Veri arasindaki ayirim énemlidir. Ve veri ile metin arasindaki ayirimin formiilasyon
icin 6nemli sonuclar1 vardir. Veriler sayisal veya kategoriktir. Ve bunun iizerine
sayisal olarak kullanilmak iizere ¢ok cesitli veri madenciligi teknikleri gelistirilmistir.
Veri madenciligi, orlintii tanima, makine 0grenmesi, veri tabani teknolojileri, uzman
sistemler, istatistik, veri gorsellestirme alanlarinin bir ortak merkezi olarak dogmus ve

bu ¢izgide ilerlemesini saglamaktadir (Losiewicz, Oard ve Kostoff, 2000).

4.10 Veri Madenciligi Gereksinimleri

Veri madenciliginin ihtiyaglar1 asagidaki gibi gosterilebilir;

e Ulasilabilir veri,

e Etkin ulasim teknikleri,

e Aktif algoritmalar,

e Yiiksek performansli uygulama sunucusu,
e Acik problem tanima,

e Sonu¢ olusturmada esnekliktir.

4.11 Veri Madenciliginin Yazilimlar:

Veri madenciligi ¢esitlerinin uygulamasinda ise yazilim sirketleri ele alarak saglanan

farkl araglardan faydalanilmaktadir.
Asagida bu araclardan birkagc1 belirtilmistir;

e SPSS

e SAS

e Clementine

e Enterprise Miner
o WEKA.
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4.12 Veri Madenciligi Makine Ogrenme

Bilgi siirecinde, her yoniiyle hiikiim biriminin en miihim girdisi bilimdir. Iktisat birim
olarak sirket yoniiyle yaris kazanimi olusturulabilecek bilgiyi tetkik etmek, tasarlamak
ve karar destek yontemlerinde ele alabilecek igin kuvvetli araglara gereksinim duyar.
Kurumsal tabana oturtulmus bilgi destek sistemleri, bilisim teknolojilerinde, bilhassa
son yillardaki hem donanim hem de yazilim bakimindan geligsmelere paralel olarak,
cok yiiksek oOlgiideki verileri isleme ve cikt1 olarak saglanilan bilgiyi karar destek
sistemlerinde uygulayabilme olanagi saglanmistir. Makine uzman ve insan, Veri
madenciliginin birbirini destekleyen en 6nemli bilesenleridir. Makine uzman verileri,
hedeflerle uyusan oriintiileri saptamak hedefiyle taramak ve bu Oriintiilere uygun
kurallar1 6grenmekten sorumludur. Insan uzman ise, veri tabanin islenme asamasinda,
problemin tanimlanmasi ve amaglarin belirlenmesinde etkin olan etkendir (Kumdereli,
2012). Ogrenmenin &zel bir rolii vardir. Ozellikle, makine dgrenme yontemleri en iyi
yontemlerden biridir. Makine 6grenme yazilim gelistirmek i¢in kullanilabilir (Tom M.

Mitchell, 2006).

4.13 K-Times Cross Validation

Capraz dogrulama, hazirda bulunan veriyi 2 bdlime parcalayarak belleme
algoritmalarin1 karsilagtirmak ve hesaplamak icin uygulanan bir tekniktir. 2’ye
boliinen verinin bir boliimii tasarimi egitmek i¢in, dteki ise tasarimin dogrululugunu

kontrol etmek i¢in ele alir.

Capraz dogrulama tekniginin bir tiirii olarak goriliir k-kere ¢apraz dogrulama. K-kere
capraz dogrulama tekniginde oncelikle veri k adet ayn1 parcaya ayrilir. Test ve egitim
islevleri kiterasyon adeti kadar gerceklestirilir. Her iterasyonda degisik bir parca, test
datasi olarak uygulanir. Egitim icin geriye kalan k-1 alt kiime ele alinir ve bu iglev her
alt kiime bir kez deneme i¢in uygulanana kadar siirer. Kullanilan biitiin bu ger¢eklik

hesaplarinin ortalamasi ele alinarak hesaplama gerceklesir (Cataloluk, 2012).

4.14 Lojistik Regresyon Analizi

2 parametre arasinda bir baglantinin olustugu farz edildigi durumlarda, iizerinde
konusulan baglanti dagilim grafigindeki noktalar arasindan asan bir dogru ile

belirtilebilir. Ve burada belirtilen dogruya “Regresyon Dogrusu” adi verilir.
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“Regresyon Esitligi” Dogrunun matematiksel deyisi olan esitlige denir. Ve burada
esitlik ele alinarak, 6zgiir olan parametrenin kabul edebilecegi her parametre icin
ozgiir olmayan parametrenin kabul edebilecegi parametre goriilebilir. Ozgiir olmayan
ve Ozglr olan parametreler arasindaki neden ve netice baglantisini matematiksel bir

tasarimlama ile meydana ¢ikaran yonteme “regresyon analizi” denir.

Parametreler arasi baglantilar tetkik etmede fazla ele alinan istatistik yontemlerden
biri regresyon ¢oziimlemesidir. Regresyon ¢oziimlemesi ele alinmadan 6nce yapilmasi
gereken ilk islev, parametrelerin 6zelliklerinin anlasilmasi ve hiir olmayan parametre
ile hiir olan parametre/parametrelerin ¢ok iyi bir sekilde atama yapilmasidir.
Cogunlukla hiir olmayan ya da netice parametresi siirekli 6lgeklidir. Ve bu durumda
dogrusal regresyon ¢oziimlemesi ele alinir. Ama daima veri seti mevcut olmayabilir
Kimi veri siireksiz bulunabilmektedir. Veri siireksiz olusabilmektedir. Veri siireksiz

bulundugunda dogrusal regrasyon yerine lojistik regrasyon ¢oziimlemesi ele alinir.

Lojistik regresyon ile dogrusal regresyon arasindaki benzerliklerle beraber ayirimlarla
da hazirdir. Ve bu 2 ¢dzlimleme arasinda kavram ayirimlari olusmasina karsin esas
kavramlar ortak bir yerde birlesmektedir. Ve regresyon esitliginde hiir olmayan
parametreyi yorumladigimiz vakit lojistik regresyon hiir olmayan parametre igin
“gerceklesmedi” ya da “gerceklesti” seklinde mutlak yargilarda goriiliir iken lojistik

regresyonda neticenin ihtimali saglanilmaktadir (Sata, 2015).

4.15 Dogrusal Regresyon

Dogrusal regresyon analizi ¢oklu dogrusal regresyon ve basit regresyon seklinde 2
baslik altinda arastirilmaktadir. Basit regresyon analizi, cevap parametresi ile tek bir
yorumlar. Sayet tek bir cevap parametresi ve birden ¢ok yorumlayict parametre
arasindaki egrisel ve dogrusal bir iligki tariflenmek istenirse, baglanti ¢oklu dogrusal

regresyon ¢oziimlemesi ile tetkik edilir.

Gerek ¢oklu gerekse basit dogrusal regresyon ¢éziimlemesi neticesinde saglanilacak
olan regresyon tasarimina ait degisken tahminlerinin saglam olabilmesi i¢in bigimle

alakal1 birtakim varsayimlarin olusturulabilmesi gereklidir (Ar1 ve Onder, 2013).
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5. WEKA

Makine 6grenimi hedefiyle 1993 senesinde, “University of Waikato” yoluyla
ilerletilmis ve “Waikato Environment for Knowledge Analysis” sézciiklerinin ilk
harflerini kullanilmis programin adidir, WEKA. Cagimizda pek cok tercih edilen
machine learning algoritmalarint kapsamaktadir. Gelistirilmis dili java olmasi ve
kaynaklarmin “jar” dosyalar1 bigiminde ¢ikmasi, JAVA dilinde ele alinan tasarimlarin
basitce entegre edilmis olmasi ele alis1 daha da yaymistir. WEKA’ nin biitiiniiyle
parcalarin bir tasarim oOlusmasi, kapsadigi niteliklerle veri setleri tizerine bilgi
coziimleme, gorsellestirme, is zekasi programlari, veri madenciligi gibi yontemler
olusturmaktadir. Regresyon, veri 6n iglemesi, siniflandirma, kiimeleme, 6zellik se¢imi
ya da ozellik ¢ikarimi da bu WEKA’nin ele aldig1 yontemlerden birkagidir. Baskaca
bu yontemler neticesinde verdigi sonuglar gorsel biciminde belirtmesini olusturan
goriintiileme aletleri vardir (Pehlivan, 2014). WEKA’nin igerdigi biitiin algoritmalar
kolay iligkisel tablo bi¢iminde olan ARFF dosya formatini giris olarak kabul
edebilmektedir. Ilk olarak bir data setin belleme yontemlerini WEKA’da kullanabilir
ve data lizerine ¢ok fazlaca bilgi edinmek i¢in onun cikisini ¢éziimleyebiliriz. 2.
Olarak ele alinirsa daha once ele alinmamis numuneler {stiine fikirler yiiritmek icin
bellenmis tasarimlar1 ele almak. 3. Olarak da degisik belleme algoritmalarini tatbik
etmek ve gergeklestirmis olduklar1 kestirimleri birbirleriyle kiyaslamak ig¢in ele

alinmaktadir.

5.1 Temel Kavramlar

Veri madenciliginde uygulanan bir takim yontem ve algoritmalar sadece bazi tiirdeki
verilerle yontemler kullanilabilir. Baz1 algoritmalar sadece kategorik degerlerle,

bazilar ise sayisal degerlerle islem yaparlar.
e Veri Kiimesi

Veri 6gelerinin bir camianin olan veri seti makine égrenmesi ¢ok esas bir kavramdir.
Veri seti 2 kapsamli bir tabloda veya veri tabani tablosuyla aynidir. Data set WEKA’
da WEKA.core.instances smifi ile islem yapar. Bu durumda bir data set
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WEKA core.instances grubunun her bir numunelerin 8grenmesidir. Orneklerin her biri

Ozellikten meydana gelir.
e Siiflandirici

WEKA’nin igerdigi rastgele bir belleme algoritmasi soyut WEKA classifiers
grubundan olusmaktadir. Bunlardan bazilar1 esas bir smiflandirict i¢in lazimdir. Bu
durumda esas smiflandirici, bir 6grenme data setinden bir smiflandirict tasarimi
saglayan bir rutindir. Bagka bir rutin durumlar ise, 6nceden bilinmeyen bir test data set
istlinde saglanmis bir tasarimi ele alan bir rutin veya biitiin gruplar i¢in bir ihtimal

paylasimi saglayan bir rutindir.
e Explorer

WEKA'da esas ¢izge grafiklerin Explorer olarak tanilir. Explorer penceresi 6 meniiden
meydana gelir. Bilgi datasi kapsayan ARFF dosyasi Preprocess meniisii ile tagima
gerceklesir ve data seti ile ilgi 6n islem saglanir. Gruplasma islemi classify meniisii ile

ele alinir ve bu gruplagma bilgi seti yardimiyla 6gretilmeye calisir.
e Experimeter

Knowledge Flow ve Explorer ortamlart ML planlarinin ¢ikan bir data set iistiinde ne
kadar olumlu hiikiim aldig1 konusunda yararlananlara katki saglar. Fakat 6nemli
tarama caligmalarinda farkli degisken degerlerin, cesitli data setlerin {istiinde

yogunlasan bazi egitim algoritmasinin denenmesi gibi birka¢ deneyler olugsmaktadir.
e Knowledge Flow

Knowledge Flow ortam1 Explorer’a segenek olarak ilerletilmis bir arayiizdiir. Explorer
ile olusturabildiklerimizi ara¢ gubugu tistiinde bulunan bilesenlerle saglanir. Saglanan

islevler Explorer’dan degisik goriintii saglamaktadir (Aydin, 2011).

5.2 WEKA’nin Kullandig1 Simiflandirma Algoritmalari

Ileri boyuta tasinan algoritmada, WEKA’nin ele aldig1 2 simiflandirma algoritmast ele
alinmistir. Bu algoritmalar, karar agaci ve siniflandirma ve en yakin k komsu tahmini

ile siniflandirma algoritmalaridir.
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e En yakin k komsu algoritmasi ile karar verme

En yakin k komsu algoritmasi, veri madenciligi alaninda bulunup hafiza tabanl bir
algoritmadir. Bu metot, numune setindeki inceleme degerlerinden faydalanir. Bu
numune setinin de siniflar1 agiktir. Burada metot un numuneler “n” boyutlu uzayda bir
kiiciik isaret olarak ele alinir ve olusturulan isarete en yakin komsularin degeri olan

“k” degiskeni tanimlanur.
° arar agaci algoritmasi ile karar verm
Karar lgorit 1ile k e

Karar agaglar1 6gretici bilgi edinmek i¢in en ¢ok bilinip kullanilan bir metottur. Bu
metotta, cogunlukla bir 6gretim data tstiinden karar tabanli gruplandirma ve adaptif
bilgi edinme olmalidir. Karar agacin, bu tarz adimlarin islenmesi i¢in ¢okga taninan
bir yardimc1 metottur. Karar agaci, karar tasarimlama araci verilen ¢ikis i¢in muayen
bir giris grup kimligini siniflandirma zamanini ¢izimsel olarak belirlenir (Razbonyali,

2011).

5.3 WEKA Kullanim Gerekgesi

WEKA, kullanim yayginligi, kullanim kolayligi, kullanici dostu ara yiizii sebebiyle
tercih edilmisti. WEKA’da hersey toollar’la islemler yapilmaktadir. Bu da hata

olasiligin1 en aza indirir. Bu sebeple WEKA programi kullanilabilmistir.
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6. PYTHON PROGRAMLAMA DiLi VE KUTUPHANELER

Python dili, Guide Van Rossum adli Hollandal1 bir programci araciligiyla ele alinmig
programlama dilidir. 1990 senesinde gelistirilmesine baslanan Python; C ve C++ gibi

programlama dillerine oranla karsilastirirsak su sekilde sonuglar alabiliriz.

e Dabha basit bir sekilde 6grenilir.
e Dabha tertipli kod, daha anlasilir ve s6z dizilimine sahiptir.
e Yazilim gelistirme siirecini kisaltir daha seri yazilabilmesine olanak saglar.

e (Cve C++ programlama dillerinin tersine farkli bir derleyiciye gerek duyulmaz.

Python islevleri seri, sisteminize biitiinlesmis ve etki bir bicimde olugsmanizi saglayan
bir programlama dilidir. Windows, Unix / Linux ve MacOS isletim sistemleri iizerinde
yapilan aragtirmalarin yam sira Java ne. NET sanal makinalarina da port edilmis
halindedir. Python 6zgiir lisanli, agik kaynak kodlu ve iicretli olmayan bir program
olmasi nedeniyle ¢okga gelistirici yoniiyle tercih edilmistir. Obje yonelimli yazilim,
yapisal veya fonksiyonel programlama gibi pek ¢ok programlama paradigmasini

desteklemektedir.

6.1 Anaconda (Python)

Anaconda; Python data bilimi, R programlama dili ve bilimsel ¢alismalar ile ilgilenen
bireyler i¢in Anaconda kurulusu tarafindan ilerletilmis bir 6n yiikleyicidir. Ve
ilerletilmis bu on yiikleyici kullanicilarin islerini genis dl¢lide kolaylagtirmaktadir. Ve
yiiklendigi vakit kendisiyle birlikte data isleme ve raporlama ile beraber olmak {izere
bu islevlerle alakali 100°den fazla kiitiiphaneye kendiliginden ulasilabilmektedir. Ve
ayni zamanda arzu edilen 600’den fazla kiitliphane conda yiikleyicisi yardimiyla

kolaylikla kurulabilmektedir.

6 milyonu gegen kullanici1 ve agik literatiir kodlu Anakonda dagitim, Python data
bilimi ve makine 6grenimini olusturmanin en basit yoludur. Ve Windows, MacOS ve
Linux i¢in 250’den ¢ok taninan data bilimi kiitliphanesi ve sanal ortam yoneticisi

kapsar. Tensor Flow, Conda ve SciPy gibi kompleks data bilimi ve makina 6grenim
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ortamlarin1 olusturmayi, ¢alistirmay: ve yiikseltmeyi seri ve rahat bir duruma getirir.
Python programlama dilinde gerek duydugumuz kiitiiphaneleri tek tek yiiklemek vakit
kayb1 olusturdugundan, Anakonda 6nyiikleyicisini esas bilgisayarimiz da ele almay1

tercih etmekteyiz.

6.2 Pandas

Data ¢ozlimleme ve data 6n islemeyi basitlestiren agik literatiir kodlu bir kiitiiphanedir.
Python dili ele alinir ve pandas dagitik islemeye elverisli bulunmamaktadir. Pandas,
data yapilar i¢in pek elverisli bulunmaktadir. Ve pek cok ele alinan objesi Data
Frame’dir. NumPy’daki data yapis1 ile SQL ve Excel gibi baglantili data yapilarini
isleyebilir, index yapabilir.

6.3 NumPy (Numeric - Python)

Python ile bilimsel bazli degerlendirme saglayabilme becerisi olan bir kiitiiphanedir.
NumPy yardimiyla Python dili ile matrisler ve dizilerde islevler basitce
olusturulabilmektedir. Baskaca kiitiiphanede nitelik olarak N-boyutlu dizi objelerinde
islemlerde bulunma, kiitiiphanenin kendisine has olarak oOzellesmis islevleri
barimndirma (Fourier dontigiimleri, diizgiin bi¢cimli rastgele say1 dagilimlari, lineer cebir
islemleri, diizgiin bigimli olmayan say1 dagilimlar1 vb.), C/C++ ve fortran kodlar ile

biitiinlesik olusturabilme gibi beceriler goriilmektedir (Sanli, 2018).

6.4 Keras

Keras, Python ile yazilmis ve Tensor Flow, CNTK veya Theano iizerinde calisabilen
list seviye bir sinir ag1 uygulama programi arayliziidiir. Derin sinir aglar ile hizh
deneyler saglamak iizere tasarlanan bu cihaz kullanic1 dostu, modiler ve
genigletilebilir olmaya odaklaniyor. Keras, katmanlar, hedefler, aktivasyon
fonksiyonlari, optimize ediciler ve goriintii ve metin verileriyle ¢alismay1 derin sinir
ag1 kodu yazmak i¢in gerekli kodlamay1 kolaylagtirmak i¢in bir dizi ara¢ gibi yaygin

olarak kullanilan sinir ag1 yap1 bloklariin ¢ok sayida uygulamasini igerir.
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7. VERILERIN KULLANIMI VE SONUCLAR

Veri, internet ortamindan elde edilen herkesin ulasabilecegi bir veri setidir. Veri
https://data.world/data-society/pima-indians-diabetes-database bu linkten indirildi.
Pima’da yasayan Hintlilerden veriler elde edilmistir. Veri seti tip 2 diyabet hastaligi
tizerine hazirlanmis veri setidir. Veri seti icerisinde 768 adet hastanin bilgileri
bulunmaktadir. 8 adet Ozellik ele alinmigtir ve diyabet hastaligi olan kisiler
‘tested pozitive’ sinifina, hastaligi tasimayan kisiler ise ‘tested negative’ sinifina
dahil edilmistir. Hastalarin hepsi bayandir. Hastalik teshisi konulan kisi sayis1 268,

teshis konulmaya kisi sayis1 500 diir. Asagidaki tabloda incelenen 8 6zellik verilmistir.

Cizelge 7.1: Diyabet Hastaliginda incelenen Ozellikler

incelenen Ozellikler
Pregnancies
Glucose
Blood Pressure
Skin Thickness
Insulin
BMI
Diabetes Pedigree Function
Age

7.1 Diyabet Hastaliginda incelenen Ozellikler

Pregnancies: Burada hastanin kag¢ defa hamile kaldig1 belirtilmistir. Veri seti icerisinde
deki hastalarda minimum hamile kalma sayist ‘0’ yani hi¢ hamile kalmayan hastalarda
mevcuttur. Maksimum hamile kalma sayis1 ‘17°dir. Buda bir hastanin toplamda 17

defa hamile kalmis demektir.

e Glucose: Hastanin glikoz degerleri 2 saatlik siirecte incelenmistir. Bu degerler
0 ile 199 arasinda degismektedir.

e Blood Pressure: Kan basinci degerleridir. 0 ile 122 arasinda degerler almistir.

e Skin Thickness: Triceps cilt kiviim kalinligi degeridir. 0 ile 99 arasinda

degerler almistir.
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e Insiilin: 2 saatlik serum insiilini degeridir. 0 ile 846 arasinda degerler almistir.

e Body Mass Index: Viicut kitle indeksi, kisinin toplam agirliginin kisinin
boyuna boliinmesi ile bulunmustur.

e Diabetes Pedigree Function: Diyabet soyagaci islevidir. 0.078 ile 2.42 arasinda
degerler almistir.

e Age: Hastalarin yaglarin1 gostermektedir. 21 ile 81 yaslar1 arasindaki hastalarin

verileri mevcuttur.

7.2 Verilerin WEKA Uzerinde Uygulanmasi

Veriler hem WEKA {izerinde hem de Python kullanilarak uygulama analiz edilmistir.

WEKA iizerinde yapilan islemler agagida verilmistir.

7.2.1 Veri 6n hazirhk asamasi
e Veri Temizleme ve Donlistirme

Veri Internet ortamindan excel dosya format1 olan ©.csv’ uzantis1 olarak indirilmistir.
Kullanilan program WEKAcsv formatinda analiz yapmayi desteklemektedir. Bu
sebeple indirilen dosya analiz islemlerinde direk kullanilmustir. Internette WEKA nin
destekledigi arff formatinda versiyonlart da veri setinin mevcuttur. Veri seti

icerisindeki eksik veriler giderilmistir.

Veri seti WEKA igerisine yiiklenmistir. Asagidaki sekil 7.1°deki gibi géziikmektedir.

@ Weka Explorer — m] x

Preprocess | Classity | Cluster | Associate | Select atibutes Visualize |

Open file. || openuRL Open DB.. Generate. Edit | | Save

Filter
Choose | None Aoply |

Current relation Selected attribute
Relation: pima_diabetes. Atributes: 9 Name: class Type: Nominal
Instances: 768 Sum of weights: 768 Missing 0 (0%) Distinet 2 Unigque: 0 (0%)

Attributes No. Label Count Weight
1 tested_negative 500 5000
2 tested_positive 268 2680

|||||
:’5“ | Class: class (Nom) (¥ | visualize Al

[ a
T a0

0

Status

oK Log _“) x0

Sekil 7.1: Verilerin WEKA Uzerinde Uygulanmas1
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e Veri Bolme ve Veri Dogrulama Islemleri

Analiz yapilirken test ve egitim kiimeleri kullanilmistir. Ayr1 ayri iki dosya seklinde
tutulmamus, veri seti igerisinden bir kismi test, bir kismi1 egitim olarak alinmistir. Bu
asamada k katli ¢capraz dogrulama yontemi kurulmustur. Literatiirde k=10 genelde
tercih edildigi i¢in, yapilan projede de k=10 tercih edilmistir. Boylece veri 10 esit

pargaya boliinerek, %10 test, %90 egitim kiimesi olarak kullanilmistir.
e Veri Ozellik Olceklendirme

Veri seti igerisinde hem sayisal hem de nominal veriler bulunmaktadir. WEKA
icerisinde bu ¢evirimi yapmayi saglayan filter ‘NominalToBinary’ filtresi veri setine
uygulanmustir. Filtre uygulanirken sadece filter 9. kolona uygulandi. Bunun sebebi 9.

kolonda bulunan class sinifinin nominal degerler almasidir.
e Dogrusal Regresyon Sonuglari

WEKA igerisinde Dogrusal Regresyon ve k=10 katli ¢apraz dogrulama yontemi
kullanilarak sonuglar elde edilmistir. Uygulanan algoritma toplamda 8 adet 6zellikten,
6 adedini isleme katmistir. Bunun sebebi isleme katilmayan 2 adet 6zelligin sonucu
etkilemeyecek kadar ya ¢ok kiigik ya da sonuca hi¢ etkisi yok demektir.

Kullanilmayan iki adet 6zellik: ‘skin’ ve ‘insu’dur.

Asagidaki sekil 7.2°de kullanilan algoritma sonucu olusan formiiller verilmistir. Bu

formiiller kullanilarak veri setleri iizerinde hesaplamalar yapilmaktadir.

Linear Regression Model

-.1.;:.1:.‘.*,—::.‘-":__.— sitive =

0.0208 ¥ preg +
I057 * plas +
=0.0024 ¥ prea +
0131 ¥ mass +
J.1403 ¥ padl +
L0028 ¥ age +
-0. 8363

Sekil 7.2: Dogrusal Regresyon Formiiliin Cikartilmasi
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Asagidaki sekilde Dogrusal Regresyonun hata degeri verilmistir. Algoritma goreceli
mutlak hata (Relativeabsoluteerror)’ ya gore %74.01119 olarak, Kok bagil kare hatasi

(Rootrelativesquarederror)’ na gore ise %84.6013 olarak hesaplamustir.

=== Cross-validation ===
=== SUuMmary ===

Correlation cosefficient 5322
Mzan abaolute srror 0.336E

00T Eean agquared error 0. 403E
BE=larvive abasolurse spror 74.0115 %
Boot relative aguared error B4.6013 %
Total Humber of Instances TEE

Sekil 7.3: Dogrusal Regresyon Hata Degeri

Algoritmanin sonucu tahmin edilen degerler ve dogru degerler asagida verilmistir.
Burada actual: gergek degeri, predicted: tahmin edilen degeri, error: hata miktarini
temsil etmektedir. Hata miktarinin hesaplanmasi, tahmin edilen degerden gercek deger
cikarilarak bulunmustur. Asagidaki sekilde 24 adedi gosterilmistir. Eger biitiin veriler

incelenmek istenirse Ek A Tahmin Edilen Data Seti incelenebilir.

Time taken to build model: 0.03 seconds

wss Predictions on test data ===

insté actual predicted error
1 0 328 0.325
2 0 0.308 0.30
3 ) 11 0.11
g 169 0.06%
5 1 -0.274 -1.274
€ 1 €42 -0.35
7 1 0.289 -0.711
1 449 0.551
o 411 -0,.58%
1 1 371 -0.€2%
11 -0.016 -0.01¢
12 ) 22 0.22
1 927 0.927
4 3¢9 -0.€31
15 1 243 -0.707
1€ ) €2 0.62
17 0 277 0.277
1 0 328 0.328
S .413 0.413
2 04 0.047
21 1 D.825 -0.17S
a2 0 0.447 0.447
23 0 0.413 0.413
24 0 -0.231 -0.231

Sekil 7.4: Tahmin Edilen Data Seti

44



& Weka Classifier Visualize: 10:59:27 - functions.Logistic (pima_diabetes) — O x

|X: prediction margin (Mumj) 'J |Y: predicted class (Mom)

<«
SIS

| SelectInstance

l Clear J l Open J [ Save J Jitter )
Plot: pima_diabetes_predicted
]

S %jnn@%agﬁjﬂ%&m %ﬁe&ﬁgf%g@&w%: NS R
=] m] xxx b

4 L 5. T T

a o ® * | 'M

i V7 Tt
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Fe - vk i
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: Op 0O DD

: “n&%“”%a”@“ %%ﬁ%ﬁﬁ

v H8 &

-0.98 0.0078 1 .

Class colour

tested_negative tested positive

Sekil 7.5: Tahmin Edilen 24 Adet Data Seti

e Logistik Regresyon Sonuglari

Logistik Regresyon Algoritma kullanilirken veri 6n isleme yapilmamis veri seti

kullanilmistir. Algoritmanin basari oran1 %77.2135°tir.

=== Confusion Matrix ===

& b <-- classified as
440 &0 | a = tested negative
115 153 | b = tested positive

Sekil 7.6: ConfusionMatrix

Yukaridaki ~ sekilde Confusionmatrix  verilmistir.  Confusionmatrix’e  goére

440+153=593 adet veri dogru, 115+60=175 adet veri yanls olarak siniflandirilmistir.
e Hata Oranlarinin Hesaplanmasi

Hata oran1 algoritmanin hata payidir. Hata oran1 asagidaki formiiller kullanilarak
hesaplanmaktadir.

p degeri: tahmin edilmis degerler
a: gergeklesen degerler

n: eleman sayis1
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Ipy—ail+-+Ipp—anl
e Meanabsoluteerror; A== Pr=an

n

(p1—a1)?++(Pn—an)?
n

e Rootmeansquareerror: \/

Ipi—aql+---+Ipp—anl

e Relativeabsoluteerror:

la,—al+---lay—al

(p1—a1)%+--+(pp—an)?
(@1-@)2+(an—a)?

¢ Rootrelativesquarederror: \/

7.2.2 WEKA’danelde edilen sonuglar

WEKA igerisinde elde edilen sonuglar asagida maddeler halinde verilmistir.

e Dogrusal Regresyon ve Lojistik Regresyon analiz yontemleri ayrintili olarak

incelenmistir.
e Dogrusal Regresyona gore basar1:%84,6013 olarak bulunmustur.
o Logistik Regresyona gore basari: %77,2135 olarak bulunmustur.

o %30 test, %70 egitim kiimeleri kullanilmistir.

7.3 Verilerin Python Uzerinde Uygulanmasi

Python programlama dili kullanilarak, kod yazilmigtir. Anaconda Navigator igerisinde

Syder ortaminda Python kodlar1 yazilmistir. WEKA’da oldugu gibi ayni sartlar

tizerinden testler yapilmistir. Bu sayede programlarin dogrulugu da karsilastirilmistir.

Python Icerisinde Kullanilan Kiitiiphaneler

e Pandas
e Numpy
e Matplotlib.pyplot

e Keras
Python Kiitiiphane Tanimlama Kodu

e importpandas as pd
e importnumpy as np
e importmatplotlib.pyplot as plt

e import keras
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Verilerin Yiiklenmesi

e Veriler program igerisine yliklenmistir.
e Verilerin Yiiklenme Kodu:

e Veriler=pd.read_csv('diabetes.csv’)

e Print (veriler)

e Ekran Ciktis1t GOriiniimii

88 veriler - DataFrame

Index Pregnancies Glucose BloodPressure SkinThickness Insulin

=]
=

retesPedigreeFunc Outcome

&

IIIIIIIIIIIIIIIIIIIIIIII m

Sekil 7.7: Verilerin Yiiklenmesi
e Veri On Isleme Asamasi

Veriler 6n isleme asamasindan gecirilmistir. Daha saglikli sonuglarin olusturulmasi

icin On isleme adimi ¢ok 6nemlidir.
e Verilerin Ayrilmasi

Veriler kolon olarak ayrigtirilmistir ve ilgili yerler kullanilacak durumlara gore

birlestirilerek kullanilmistir buda kodda kolaylik saglamistir.
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Verilerin Kolon Bazli Ayrilmasi Kodu:

e #Houtcome

e QOutcome = veriler.iloc[:,-1].values

e sonuc_Outcome = pd.DataFrame(data

columns=['Outcome’])

e print(sonuc_Outcome)

[768 rows x 9 columns]
Outcome

CO =~ T N o a2 @

[Y=]

1@
11
12
13
14
15
16
17
138
19
28
21
22
23
24
25
26
27
28
29
738
739
748
741
742
743
744
745
746
747
748
749
758
751
752
753
754
755
756
757
758

Sekil 7.8: #outcome
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#pregnancies
Pregnancies = veriler.iloc[:,0].values

sonuc_Pregnancies =pd.DataFrame(data = Pregnancies, index = range(768), columns

= ['Pregnancies)
print(sonuc_Pregnancies)

[768 rows x 1 columns]
Pregnancies
6
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=

=

i
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738
739
748 1
741
742
743
744
745
7486
747
748
749
758
751
752
753
754
755
756
757
758
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Sekil 7.9: #pregnancies

49



#Glucose
Glucose = veriler.iloc[:,1].values

sonuc_Glucose =pd.DataFrame(data = Glucose, index = range(768), columns =
[Glucose)

print(sonuc_Glucose)

[768 rows x 1 columns]

Glucose
a8 148
1 a5
2 183
3 a9
4 137
5 116
6 78
7 115
8 197
9 125
1@ 118
11 168
12 139
13 189
14 166
15 laa
16 118
17 1a7
18 183
19 115
28 126
21 99
22 196
23 119
24 143
25 125
25 147
27 a7
28 145
29 117
738 99
739 la2
748 128
741 la2
742 189
743 148
744 153
745 186
746 147
747 81
748 187
749 162
758 136
751 121
752 188
753 181
754 154
755 128
756 137
757 123
758 186

Sekil 7.10: #Glucose

50



#BloodPressure
BloodPressure = veriler.iloc[:,2].values

sonuc_BloodPressure =pd.DataFrame(data = BloodPressure, index = range(768),

columns = ['BloodPressure’)

print(sonuc_BloodPressure)

[768 rows x 1 columns]

BloodPressure
a8 72
1 66
2 a4
3 66
4 48
5 74
B S8
7 a8
a 7a
9 95
1@ 92
11 74
12 88
13 68
14 72
15 a8
16 84
17 74
18 38
19 78
28 a8
21 84
22 98
23 88
24 94
25 78
2B 76
27 66
28 a2
29 92
7338 68
739 74
748 88
741 44
742 58
743 94
744 88
745 84
746 94
747 74
743 78
749 &2
758 78
751 78
752 62
753 a8
754 78
755 a8
756 a8
757 72
7538 76

Sekil 7.11: #BloodPressure
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#SkinThickness
SkinThickness = veriler.iloc[:,3].values

sonuc_SkinThickness =pd.DataFrame(data = SkinThickness, index = range(768),

columns = ['SkinThickness'])
print(sonuc_SkinThickness)

[768 rows x 1 columns]

SkinThickness
a8 35
1 29
2 a8
3 23
4 35
5 a8
B 32
7 a8
a 45
9 a8
1@ a8
11 a8
12 a8
13 23
14 19
15 a8
16 47
17 a8
18 38
19 38
28 41
21 a8
22 a8
23 35
24 33
25 26
2B a8
27 15
28 19
29 a8
7338 17
739 a8
748 37
741 28
742 18
743 a8
744 37
745 33
746 41
747 41
743 22
749 a8
758 a8
751 39
752 24
753 44
754 32
755 39
756 41
757 a8
7538 a8

Sekil 7.12: #SkinThickness
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#Insulin
Insulin = veriler.iloc[:,4].values

sonuc_insiilin=pd.DataFrame(data = Insulin, index = range(768), columns =

['Insulin)
print(sonuc_Insulin)

[768 rows x 1 colu

Insulin
a8 a8
1 a8
2 a8
3 94
4 163
5 a8
B a8
7 a8
8 543
9 a8
1a a8
11 a8
12 a8
13 846
14 175
15 a8
16 238
17 a8
18 83
19 95
28 235
21 a8
22 a8
23 a8
24 145
25 115
26 a8
27 148
28 11@
29 a8
738 168
739 a8
748 158
741 94
742 116
743 a8
744 148
745 185
746 a8
747 57
748 268
749 a8
758 a8
751 74
752 a8
753 5le
754 a8
755 11@
756 a8
757 a8
758 a8

Sekil 7.13: #Insulin
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#BMI
BMI = veriler.iloc[:,5].values
sonuc_BMI =pd.DataFrame(data = BMI, index = range(768), columns = ['BMI'])

print(sonuc_BMI)

[768 rows x 1 columns]

BMI
] 33.8
1 26.6
2 23.3
3 28.1
4 43.1
5 25.6
] 3l.@
7 35.3
8 38.5
9 B.a
18 37.8
11 3g.ae
12 27.1
13 3@.l
14 25.8
15 3a.ae
16 45.38
17 29.6
18 43.3
19 34.6
28 39.3
21 35.4
22 39.8
23 29.8
24 36.6
25 31.1
26 39.4
27 23.2
28 22.2
29 34.1
738 36.6
739 39.5
748 42.3
741 38.8
742 28.5
743 32.7
744 48.6
745 38.8
746 49.3
747 46.3
748 36.4
749 24,3
758 31.2
731 39.8
752 26.8@
733 43.3
754 32.4
735 38.5
756 32.8@
737 38.3
758 37.5

Sekil 7.14: #BMI
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#DiabetesPedigreeFunction
DiabetesPedigreeFunction = veriler.iloc[:,6].values

sonuc_DiabetesPedigreeFunction =pd.DataFrame(data = DiabetesPedigreeFunction,
index = range(768), columns = ['DiabetesPedigreeFunction])
print(sonuc_DiabetesPedigreeFunction)

[768 rows x 1 columns]
DiabetesPedigreeFunction

2 B.627
1 B.351
2 B.672
3 B8.167
4 2.288
5 B.281
6 B.248
7 B.134
8 2.158
9 B.232
1@ 2.191
11 B.537
12 1.441
13 B.398
14 B8.587
15 B.484
16 8.551
17 B.254
138 B.183
19 B.529
28 8. 784
21 B.388
22 2.451
23 B.263
24 B.254
25 B.285
26 B8.257
27 B.487
28 B.245
29 B.337
738 B.453
739 B.293
748 B.785
741 B. 408
742 B.219
743 B.734
744 1.174
745 B.488
746 B.358
747 1.896
748 B.488
749 2.178
758 1.182
751 B.261
752 B.223
753 B.222
754 B.443

Sekil 7.15: #DiabetesPedigreeFunction
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#Age

Age = veriler.iloc[:,7].values

sonuc_Age =pd.DataFrame(data = Age, index = range(768), columns = ['Age’])
print(sonuc_Age)

[768 rows x 1 columns]

Age
a 58
1 31
2 32
3 21
4 33
5 EL
6 26
7 29
8 53
9 54
1@ 3
11 34
12 57
13 59
14 51
15 32
16 31
17 31
18 33
19 32
28 27
21 58
22 41
23 29
24 51
25 41
26 43
27 22
28 57
29 38
738 21
739 42
748 43
741 26
742 22
743 45
744 39
745 45
746 27
747 32
748 36
749 58
758 22
751 28
752 25
753 26
754 45
755 37
7586 39
757 52
758 26

Sekil 7.16: #Age

56



e Verilerin Birlestirilmesi

Veriler iceresinde sonuglarin tahmin edilebilmesi i¢in sonuglarin yazan kolonlarin
egitim setinden ayrilmasi gerekmektedir. Bu sebeple iki ayri tablo olusturulmustur.

‘Outcome’ yani sonuglarin tutuldugu kolon diger verilerden ayrilmistir.
e Verilerin Birlestirilmesi Kodu

e no_outcome=pd.concat([sonuc_Pregnancies,sonuc_Glucose,sonuc_BloodPre
ssure,sonuc_SkinThickness,sonuc_Insulin,sonuc_BMI,sonuc_DiabetesPedigr
eeFunction],axis=1)

e print (no_outcome)

e Verilerin Egitim ve Test Kiimesi Olarak Ayrilmasi

Percentagesplit yontemiyle veri 3’e boliinmiistiir. 3’e boliinen veriden bir tanesini test
2 tanesini egitim olarak kullanilmigtir. Yani verilerin %30’u test, %70’i egitim kiimesi

olarak kullanilmistir.
Verilerin Egitim Ve Test Kiimesi Olarak Ayrilmasi Kodu

e fromsklearn.model_selectionimporttrain_test_split
e X train,x_testy train,y test=
train_test_split(no_outcome,sonuc_Outcome,test_size=0.33, random_state=0)

= BB y_test - DataFrame - o

Index Pregnancies Glucose BloodPressre  SkinThickness Insulin &M 3 Index Quicome

B B £ R 8 3 B X
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8
0
e
]
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0
[
a
a
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=

T ] Y PR— Gose Format e 59 Backgroume olor [7] Courmn minimax |

Sekil 7.17: Egitim Verisi Ekran Goriintiisii
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Sekil 7.18: Test Verisi Ekran Goriintiisii

e Oznitelik Olgekleme

Verilerin ayn1 6l¢giiden etkilerinin 6l¢iilmesi gerekmektedir. Bu sebepler biitiin veriler
ayni aralik icerisinde degerlendirilmelidir. Bu sekilde daha saglikli sonuglar ortaya
cikmaktadir. Ornegin; Bir insanm insiilin degeri ile yasmi karsilastirirken, insiilin
degeri 100 iizerinde ¢ikabilir, yas degeri 100 altindadir. Bu insiilin degerinin yas
degerinden biiyiik oldugunu gostermemektedir. Bunun 6l¢eklendirilerek ayarlanmast

gerekmektedir. Burada veri -1 ile 1 arasina indirgenmistir.
e Oznitelik Olgekleme Kodu

fromsklearn.preprocessingimportStandardScaler

sc = StandardScaler()

X_train = sc.fit_transform(x_train)

X_test = sc.fit_transform(x_test)

Y _train = sc.fit_transform(y_train)

Y _test = sc.fit_transform(y_test)
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Oznitelik Olgekleme Sonras1 Veri Seti Ekran Goriintiisii:

BB X test - NumPy array - m} e

>

=] [==] -~ [=2] wi 4= [*8] ] - [=]

Soveand Glose
Sekil 7.19: Oznitelik Olcekleme Sonrast Veri Seti Ekran Goriintiisii

e Dogrusal Regresyon Sonuglari
Tahmin Degerinin Olusturulmasi Kodu:
fromsklearn.linear_modelimportLinearRegression
Ir = LinearRegression()
Ir.fit(X_train,Y_train)
tahmin = Ir.predict(X_test)

Bu kisimda asagidaki sekilde gercek degerler (Y _test) ile tahmin degerler (tahmin)

olarak verilmistir. Kiyaslama yapilabilir.
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Ekran Ciktist:

BR V_test - NumPy array - O * B8 tahmin - NumPy array - O X

1 1
2 2
3 3
4 4
5 5
6 6
7 7
8 8
9

w

<

20 20

|
SveandCosel | o | soveandCiose [ close ]

Sekil 7.20: Dogrusal Regresyonda Gergek Degerler ve Tahmin Degerler

| Background color

:
E

:
|

| Background color

e Olasilik Degerlerinin Olusturulmasi ve Rapor Olusturma:

[k olarak ‘768x1’ boyutlarinda bir kolon olusturuldu ve igerisine 1 degeri eleman
olarak verildi. Bunun amaci dizi seklinde saklandigi i¢in indisi sifirdan basladigindan
stfirinct indisteki verinin de kullanilmasidir. 1 degeri ile carpildiginda sonug

degismeyecegi icin veriler 1 olarak verilmistir.
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e Olasilik Degerlerinin Olusturulmasi ve Rapor Olusturma Kodu:
importstatsmodels.formula.api as sm
X = np.append(arr = np.ones((768,1)).astype(int), values=veriler, axis=1)
e Analize Etkisi Olmayan Verilerin Cikartilmasi:

Verileri analiz yaparken etkisi kiigiik olan, analizi etkilemeyen veriler analiz igerisine
dahil edilmemistir. Ilk olarak biitiin degerlerin etkisi sonug iizerinde goriilmiistiir.

Asagidaki sekilde goriilmektedir.

[768 rows x 7 columns]
0OLS Regression Results

Dep. Variable: Outcome  R-squared: 1.0688
Model: oLs  Adj. R-squared: 1.2688
Method: Least Squares  F-statistic: 3.259e=+38
Date: Wed, 12 Jun 2819 Prob (F-statistic): 8.88
Time: 12:15:22  Log-Likeliheood: 24591,
No. Observations: 768  AIC: -4.916e+84
Df Residuals: 759  BIC: -4.912e+04
Df Model: 9
Covariance Type: nenrobust

coef std err t Pt [@.825 8.975]
pal 2.949e-17 3.91e-17 @8.753 B.451 -4.74e-17 1.86e-16
w2 5.285e-18 3.7e-18 1.427 2.154 -1.99e-18 1.26e-17
N3 8.782e-18 5.95e-13 1.476 B.148 -2.89e-18 2.85e-17
wd 2.487e-17 8.4e-18 2.865 B.eed4 7.58e-18 4.86e-17
w5 -2.361le-17 1.12e-18 -21.189 a.eea -2.58e-17 -2.14e-17
6 7.221e-17 1.42e-17 5.869 B.epa 4.42e-17 le-16
w7 -1.991e-15 3.39e-16 -5.871 B.a0a -2.66e-15 -1.33e-15
P 8.674e-19 1.14e-17 B8.876 B.939 -2.14e-17 2.32e-17
w9 1.Baae 2.58e-16 3.88e+15 B.a0a 1.8 1.8
Omnibus: 367.233  Durbin-Watson: 1.564
Prob({Omnibus): @.8228 Jarque-Bera (JB): 2317.118
Skew: 2.891  Prob(JB): a.ae
Kurtosis: 18.411  Cond. No. 579.

Sekil 7.21: Analize Etkisi Olmayan Veriler

Daha sonra p degeri yliksek olan degerler veri seti igerisinden ¢ikarilmistir. P degerinin

0.5 altinda oldugu degerler goz ardi edilebilir. X8 veri seti igerisinde ¢ikarilmistir.

Ekran Ciktis1 ve degerler asagidaki sekilde verilmistir.
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Ekran Ciktist:

Warnings:

[1] standard Errers assume that the covariance matrix of the errors is correctly specified.

0OLS Regression Results

879 -2.94e-28
3.15e-17
1.42e-16

1.868
2.138e+32
e.ee
26158.
-5.228e+24
-5.225e+84

Dep. Variable: Outcome  R-sguared:
Model: oLs  Adj. R-squared:
Method: Least Squares  F-statistic:
Date: Wed, 12 Jun 2819 Prob (F-statistic):
Time: 12:15:22  Log-Likelihood:
No. Observations: 768  AIC:
Df Residuals: 768  BIC:
Df Model: 3
Covariance Type: nonrocbust

coef std err t P>t
pal -2.429e-17 4.43e-18 -5.481 2.8
w2 -4.472e-18 4.,57e-19 -9.788 a.
N3 -7.752e-18 7.48e-19 -18.361 a.
wd -1.825e-17 1.1e-18 -9.347 a.
w5 2.575e-19 1.46e-19 1.762 a.
6 3.513e-17 1.86e-18 18.877 2.8
w7 2.29e-16 4.43e-17 5.165 a.aee
P 1.6e68 3.38e-17 2.96e+l6 2.8
Omnibus: 14.837  Durbin-Watson:
Prob(Omnibus): @8.881 Jarque-Bera (JB):
Skew: -8.845  Prob(JB):
Kurtosis: 3.874 Cond. No.

Sekil 7.22: Analize Etkisi Olmayan Verilerin Cikartilmasi

Burada p degeri 0.5 altinda oldugu igin veriler kullanilabilir ve hata orani

hesaplanabilir.

Analize Etkisi Olmayan Verilerin Cikartilmas1 Kodu:

X_I = veriler.iloc[:,[0,1,2,3,4,5,6,7,8]].values

r_ols = sm.OLS(endog = sonuc_Outcome, exog =X_1I)

r =r_ols.fit()

print(r.summary())

X_I = veriler.iloc[:,[0,1,2,3,4,5,6,8]].values

r_ols =sm.OLS(endog = sonuc_Outcome, exog =X_1I)

r =r_ols.fit()

print(r.summary())
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e Hata Oraninin Hesaplanmast:
Hata oraninin dogrulugu R2 ile saglanmistir. Ekran ¢iktis1 asagidadir.

Ekran Ciktist:

Linear R2 degeri

0.29584838760529775

1-0.2959=0.705 yaklasik %70 hata orani ile hesaplamalar yapilmaktadir.
Hata Oraninin Hesaplanmasi Kodu:
fromsklearn.metricsimport r2_score
print("Linear R2 degeri:")
print(r2_score(Y_train, Ir.predict((X_train))))
e Confusion Matris Degeri:

Ekran Ciktist:

ConfisuonMatris

153 17

36 48

contisuon matris:
[[153 17]
[ 36 48]]

Matrise gore, 153+48=201 adet wveri dogru, 17+36=53 adet veri yanlis

siniflandirilmstir.

Confusion Matris Degeri Kodu:
Print(""confisuon matris:")
fromsklearn.metricsimportconfusion_matrix
cm = confusion_matrix(y_test,y pred)

print(cm)
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e Lojistik Regresyon Sonuglari
Lojistik Regresyon Kodu:
fromsklearn.linear_modelimportLogisticRegression
lor = LogisticRegression(random_state=0)
lor.fit(X_train,y_train) #egitim
y_pred = lor.predict(X_test) #tahmin
print(y_pred)
print(y_test)

Ekran Ciktisi:
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Sekil 7.23: Lojistik Regresyon Kodu
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o K-Katmanli Capraz Dogrulama:

Bu yontemde k=3 olarak alinmistir ve sonug olarak %75.08 oraninda bir basar1 elde

edilmistir.

3-Katlamali1 Capraz Dogrulama Kodu:
fromsklearn.model_selectionimportcross_val_score

basari = cross_val_score(estimator = lor, X=X_train, y=y_train, cv = 3)
print("Basar1 sonucu lor")

print(basari.mean())

Ekran Ciktisi:

BasariSonuculor

0.7508726596853892

e Derin Sinir Ag1 — Kodlart:

import numpy as np
import pandas as pd

dataset = pd.read_csv('data_setimiz.csv')
dataset.head(10)

X = dataset.iloc[:,:8].values
y = dataset.iloc[:,8:9].values

from sklearn.preprocessing import StandardScaler
sc = StandardScaler()
X = sc.fit_transform(X)

from sklearn.preprocessing import OneHotEncoder

ohe = OneHotEncoder()
y = ohe.fit_transform(y).toarray()

from sklearn.model_selection import train_test_split
X_train,X_test,y_train,y_test = train_test_split(X,y,test_size = 0.3)
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import keras

from keras.models import Sequential

from keras.layers import Dense

# Neural network

model = Sequential()

model.add(Dense(16, input_dim=8, activation="relu’))
model.add(Dense(12, activation="relu"))
model.add(Dense(2, activation="softmax"))

model.compile(loss="categorical_crossentropy', optimizer="adam’,
metrics=['accuracy'])

history = model.fit(X_train, y_train, epochs=50, batch_size=32)

y_pred = model.predict(X_test)
print(y_pred)

#Converting predictions to label

pred = list()

for i in range(len(y_pred)):
print(y_pred]i])
print(np.argmax(y_pred[i]))
pred.append(np.argmax(y_pred[i]))

#Converting one hot encoded test label to label

test = list()

for i in range(len(y_test)):
test.append(np.argmax(y_test[i]))

print(pred)
print(test)
from sklearn.metrics import accuracy_score

a = accuracy_score(pred,test)
print('Dogruluk orant:', a*100)

Yukardaki deep neuron network kullanilarak tahminler yapilmistir. Sirali model

kullanilmistir. Ve buda dogrusal bir katman yigimidir. Ayrica katmanlari .add()

yontemiyle de eklenir. Dense bir katman bit matris vector ¢arpimini temsil eder(toplu

1$ boyutunuzun 1 oldugu varsayilarak) matristeki degerler geri yayilim sirasinda

giincellenen egitilebilir parametrelerdir. input_dim argiiman yoluyla giris sekillerini

belirlemeyi destekler. Activation functions bir sinir agmin c¢iktisini belirleyen

matematiksel denklemlerdir. Hem relu hem de softmax kullanilmistir. Loss function
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(veya objektif fonksiyon veya optimizasyon skoru fonksiyonu) bir modeli derlemek
icin gereken iki parametreden biridir. Bu ¢alismada kullanilan model categorical _
cross entropy dir. Optimizer yani optimize ediciyi model.compile () 6gesine iletmeden
once baglatabilir veya adiyla ¢agirilabilir. Yaptigimiz testte (adam) optimizerinin
kullandik. An epoch tiim egitim 6rneklerinin bir ileri ve bir geri gecisidir. Epoch sayisi
50 secilmistir. Batch size bir ileri bir geri gegisteki egzersiz 6rnegi sayisi. Toplu is
boyutu ne kadar yiiksek olursa daha fazla bellek alanina ihtiyaciniz olur. Batch size

ise 32°dir. Bu tahminin dogruluk orani ytizde 80.51°dir.

7.3.1 Python’dan elde edilen sonuclar

e Dogrusal Regresyon, Lojistik Regresyon ve Deep Neural Network analiz
yontemleri ayrintili olarak incelenmistir.

e Dogrusal Regresyona gore basar1:%70 olarak bulunmustur.

e Logistik Regresyona gore basari: %75.08 olarak bulunmustur.

e Deep Neural Networka gore basari: %80.51 olarak bulunmugtur.

e %30 test, %70 egitim kiimeleri kullanilmistir.
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8. SONUC

Diabetes mellitus, hiperglisemi ile karakterize kronik bir hastaliktir. Birgok
komplikasyonlara neden olabilir. Son yillarda artan morbiditeye gore, 2040°da
diinyanin diyabetik hastalar1 642 milyona ulasacak ve bu da gelecekte on yetiskinden
birinin diyabet hastasit oldugu anlamia geliyor. Hi¢ siiphe yok ki bu endise verici
figlirlin biiylik ilgi gérmesi gerekiyor. Makine 6greniminin hizli gelisimi ile makine
Ogrenimi tibbi saghgm bir¢ok yoOniine uygulanmistir. Bu ¢alismada, Diabetes
Mellitus’un tahmin etmek i¢in Pima Kizilderilileri veri kiimesini kullandim. Bu
calismada, DM aragtirmasinda uygulanan makine 6grenimi ve veri madenciligi
yaklasimlarinin belirlenmesi ve gozden gecirilmesi i¢in sistematik bir caba gosterildi.
Basar1 oranlarindaki ufak farkliliklarin sebebi degerlendirilmeye alinirken programlar
icerisinde kistaslarin kiiciik miktarda degistirilmesinden kaynaklanmaktadir. WEKA
ve Piton tamamen birbirinden ayridir. WEKA gilinlimiizde daha ¢ok tercih
edilmektedir. Bunun sebebi hata oraninin diger siniflandirma yapmaktadir. Pythonda
hata oraninin azaltilmasi i¢in P olasilik degerinin sifira indirgenmesi gerekmektedir.
Bu denenebilir. Burada amag degerlerin degistirildiginde dogruluk oranlarindaki
degisikligin platformlar arasinda karsilastirilmasidir. WEKA-Lojistik Regrasyon:
%77 hata ile regresyon yapmaktadir, Python- Lojistik Regresyon: %75°tir. Bu
algoritmada kistaslar daha birbirine yakin tutulmustur ve goriildiigii gibi daha birbirine
yakin sonuglar elde edilmistir. Veri seti icin iki algoritmada uygun hata orani ile
calismaktadir. Bu sebeple istenilen algoritma secilerek islemler yapilabilir. Iyi
derecede sonuglar elde edilmistir. Veri madenciliginde kullanilan ortamin bir 6nemi
yoktur. Onemli olan en verimli bir sekilde &n isleme yapilmasi ve en iyi sonug elde

edilmesidir.
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EKLER

EK A: Tahmin Edilen Data Seti

inst# actual predicted error

1 O 0.325 0.325
2 0 0.308 0.308
3 0 011 0.11

4 0 0.069 0.069
5 1 -0.274 -1.274
6 1 0.642 -0.358
7 1 0.289 -0.711
8 1 0.449 -0.551
9 1 0.411 -0.589
10 1 0.371 -0.629
11 0 -0.016 -0.016
12 0 022 0.22

13 0 0.927 0.927
14 1 0.369 -0.631
15 1 0.293 -0.707
16 O 062 0.62

17 0 0.277 0.277
18 0 0.328 0.328
19 0 0.413 0.413
20 O 0.047  0.047
21 1 0.825 -0.175
22 0 0.447  0.447
23 0 0.413 0.413
24 0 -0.231 -0.231
25 1 0.248 -0.752
26 1 0.601 -0.399
27 1 0.35 -0.65

28 O 0.501 0.501
29 1 0.472 -0.528
30 1 0.356 -0.644
31 1 0.385 -0.615
32 0 0.226 0.226
33 0 0.326  0.326
34 0 0.076 0.076
35 0 0.218 0.218
36 0 0.185 0.185
37 0 0.134 0.134



38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58

[eclleolleNeolleoleolloleoleoNell Jlelielell i i i Jiellelle]

0.068
0.05
0.288
0.731
0.258
0.41
0.358
0.446
0.036
0.677
0.813
0.24
0.157
-0.605
0.048
0.64
0.472
0.106
0.036
0.824
0.09

0.068
0.05
0.288
-0.269
-0.742
-0.59
-0.642
0.446
0.036
0.677
-0.187
0.24
0.157
-0.605
0.048
0.64
0.472
0.106
0.036
0.824
0.09
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