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SEMBOL LISTESI

T(n)

- Smif sayist

: Egitim kiimesi

: Temel 6grenicilerin hata olasilig1 vektori

: Topluluk 6grenicinin tahmini ortalama hatas1
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: Topluluk 6grenicinin tahmini minimum hatast
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. Y verildiginde X’in beklenen degeri

> x’in beklenen faydasi

: x ve y’nin beklenen faydasi

: x Ozniteligi bilindiginde ve a; karar1 atandiginda beklenen fayda
: Frekans

: Bellek karmasgiklik fonksiyonu

> 1. Hipotez

: Marjinal spektrum

: Topluluk hipotezi

: Kappa degeri

> 1. Temel 6grenici
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- Y verildiginde X’in kosullu olasiligt
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: Temel 6grenici sayist

: Calisma zamani fonksiyonu

: VIBES algoritmasi temel 6grenici olarak X algoritmasini se¢iyor
: Test 6rnegi
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: Sinif etiketleri

: Ana dalgacik fonksiyonu

. Ana dalgacik fonksiyonunun Fourier doniisiimii
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. Yetersiz bellekten dolay1 deney gerceklestirilemedi

: Uzun siiren iglemlerden dolay1 deney gerceklestirilemedi
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PARKINSON HASTALIKLARI VERILERININ MAKINE OGRENMESI
YONTEMLERIYLE ARASTIRILMASI

OZET

Bu tez calismasi Parkinson Hastaligi (PH) verilerine Makine Ogrenmesi
algoritmalarinin uygulanmasi tizerinedir. Bu amagla 6zgiin olarak yeni bir Makine
Ogrenmesi algoritmasi tasarimina gidildi. Bu tasarim sonucunda; karar kaynastirma
ve smiflandirici se¢imi yontemlerine dayali olarak VIBES isminde yeni bir topluluk
ogrenme algoritmasi gelistirilmistir. VIBES algoritmas1 ve diger Makine Ogrenmesi
algoritmalar1 UCI veritabanindan secilen 33 adet benchmark veri kiimesine ve
PhysioNet veritabanindan elde edilen Parkinson verikiimesine uygulandi.

VIBES algoritmas1 iki varsayimdan birinin tercih edilmesine gore calismaktadir. Bu
varsayimlar: Ozniteliklerin birbirlerine bagimli oldugu ve bagimsiz oldugu
varsayimlardir. Bu varsayimlara gére 33 benchmark veri kiimesi iizerindeki ortalama
dogruluk oranlar1 sirasiyla %89.80 ve %88.22°dir. Benchmark veri kiimeleri
tizerindeki ikinci en iyi ortalamaya sahip O6grenme algoritmast %87.76 dogruluk
orantyla Rotation Forest algoritmasidir. Her iki topluluk 6grenme algoritmasi icin
kullanilan ortak temel Ogrenici Random Forests (RF) algoritmasidir. VIBES
algoritmasinda topluluk birlestirme yontemi igin c¢ogunluk oylama yontemi
kullanilmis ve sadece ikili smiflandirma problemleri i¢in ¢ogunluk oylama
yonteminin diger yontemlere gore daha iyi oldugu sadece teorik olarak gosterilmistir.
VIBES(RF) algoritmasinda hipotez arama algoritmasi olarak optimize edilmis ileri
yonlii bir arama yontemi ve Genetik Algoritmalar (GA) yontemi kullanilmistir. 33
adet benchmark veri kiimesi iizerindeki sonucglara gore optimize edilmis ileri yonlii
arama algoritmasi ortalama %89.6963 dogruluk orani ve ortalama 3.2359 saniyelik
arama zamani ile GA yontemine gore daha iyi sonu¢ vermistir. GA ydntemiyle,
%89.4184 dogruluk orani ve ortalama 127.6958 saniyelik arama zaman elde
edilmistir. Buna gore dogruluk oranlari arasinda c¢ok ciddi bir fark olmamasina
ragmen optimize edilmis ileri yonlii arama algoritmasi GA’ya gore daha az siirede
aramalar gergeklestirerek toplulugu olusturmustur. VIBES(RF) algoritmasinda
Ozniteliklerin enformasyon miktarini 6l¢mek i¢in iki yontem kullanilmistir. Bunlar:
ReliefF ve Shannon entropidir. Bu iki algoritmanin ortalama dogruluk oranlari
strastyla %89.8153 ve %89.0519’dur. Bu iki sonug istatistiksel agidan onemli bir
farka sahip olmadig1 ve Shannon entropi diger yonteme kiyasla daha hizli calistigi
icin enformasyon dl¢lim yontemi olarak Shannon entropi, 6zniteliklerin bilgi miktar
Olclimii i¢in varsayilan metot olarak ayarlanmistir. Bu tez ¢alismasinda, ¢ogunluk
oylamal1 topluluk 6grenicilerde olusturulan toplulugun gergek hata oranini tahmin
etmek icin de veri uyarlamali bir yontem gelistirilmistir. Bu yonteme gore 33 adet
benchmark veri kiimesi tizerinde 6zniteliklerin bagimlilig1 varsayimina gore gercek
ve tahmini hata oranlar1 arasindaki fark %0.575°tir. Ozniteliklerin bagimsizlig
varsayimina gore gercek ve tahmini hata oranlarmin farki ise %1.655’tir. Boylelikle
her iki varsayimin ortalama hata oran1 %1.115 olur. Tiim bu veriler 1518inda hata
tahmin yonteminin gercek hata oranina oldukg¢a yakin sonuglar verdigi sdylenebilir.
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Parkinson veri kiimesi kullanilarak 6znitelik olusturmak i¢in Fast Fourier Doniistimii
(FFD), Dalgacik doniisiimii (Haar, sym2, coif2, db2, db3, db4, db5, db6, db7, dmey,
bio3.3 ve gaus2) ve Hilbert-Huang Doniisimi (HHD) kullanilmistir. Bu sinyal
dontigiim yontemleri igerisinden HHD ile olusturulmus Oznitelik kiimesi iizerinde
hem VIBES algoritmast hem de diger Makine Ogrenmesi algoritmalar1 yiiksek
dogruluk oranlari vermistir. Daubechies (db3) dalgacigi kullanilarak elde edilen
Oznitelik kiimesi ikinci en iyi siniflandirma dogrulugu veren sinyal doniisiim yontemi
olmustur. HHD kullanilarak olusturulan Parkinson veri kiimesine VIBES(KA)
algoritmasinin (6zniteliklerin bagimsizlig1 varsayimina); 2-katl capraz dogrulama, 5-
katl ¢apraz dogrulama, 10-katli capraz dogrulama ve Leave-One-Out-Capraz-
Dogrulama (LOOCD) testlerinin 10 kere uygulanmasi sonucunda sirasiyla
%95.4545+1.0785, %95.9394+1.3717, %95.4545+0.7693 ve %97.5758+0.0000
ortalama smiflandirma dogruluklar1 elde edilmistir. Bu testlerin ortalama
smiflandirma dogrulugu orani ise %96.1061°dir. Bu deneylerin sonucunda LOOCD
yontemi kullanilarak elde edilen topluluk hipotezi model olarak segilmistir. Bu
model 14 temel hipotezden olugmaktadir. Sonug olarak literatiirde daha dnce yapilan
6 calismadan daha yiiksek oranda siiflandirma dogrulugu elde edilmistir.

Anahtar Kelimeler: Makine Ogrenmesi, Topluluk Ogrenme, Hilbert-Huang
Déniistimii, Dalgacik Doniisiimii, Parkinson Hastaligi.
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ANALYZING PARKINSON’S DISEASES DATA BY MACHINE LEARNING
METHODS

ABSTRACT

This study is on Machine Learning algorithms applied to the Parkinson’s Disease
data. For this purpose, we planned developing a new and authentic Machine
Learning algorithm. In this process; we developed a new Ensemble Learning
algorithm, called VIBES, based on the Decision Fusion and the Classifier Selection
methods. VIBES algorithm and other Machine Learning algorithms were applied to
33 benchmark datasets selected from UCI database and to Parkinson’s Disease
dataset selected from PhysioNet database.

VIBES algorithm operates according to two assumptions: that features are
interdependent, and that features are independent of each other. According to these
assumptions, average accuracy rates for 33 benchmark datasets are 89.80% and
88.22% respectively. The learning algorithm with the second best average accuracy
is Rotation Forest algorithm, with 87.76% accuracy rate. The base learner used for
both ensemble learning algorithms mentioned above is the Random Forests
algorithm. We used the majority voting method as ensemble combination method for
the VIBES algorithm, and only theoretically demonstrated that the majority voting
method is better in comparison with other methods for only binary classification
problems. We used an optimized forward search method and Genetic Algorithms as a
hypothesis search algorithm for VIBES(RF) algorithm. According to the results
regarding 33 benchmark datasets, the optimized forward search algorithm, with an
average accuracy rate of 89.6963% and a search time of 3.2359 seconds, gave a
better result in comparison with Genetic Algorithms. We got 89.4184% accuracy rate
and 127.6958-second search time by using Genetic Algorithms. According to these
results, the optimized forward search algorithm built the ensemble by doing the
search in less time compared to Genetic Algorithms, although their accuracy rates
were not significantly different. In measuring the amount of information of features
in VIBES(RF) algorithm, we used two methods: ReliefF and Shannon entropy. The
average accuracy rates of these algorithms are 89.8153% and 89.0519% respectively.
We set Shannon entropy as a default method to measure the amount of information
of features because of the fact that these two rates do not have a statistically
significant difference and that Shannon entropy runs faster in comparison with
ReliefF. In this thesis study, we developed a data-adaptive method to also predict the
actual error rate of the ensemble built for ensemble learning with majority voting
method. The difference between actual and predicted error rates is 0.575% in average
for 33 benchmark datasets according to the method mentioned above and the
assumption of feature interdependency, whereas it is 1.655% in average according to
the assumption of feature independency. Thus, we have an average error rate of
1.115%. In light of these data, we can say that the error predicting method gives
quite close results in relation to actual error rate.

We used Fast Fourier Transform, Wavelet Transform (haar, sym2, db2, db3, db4,
db5, db6, db7, dmey, bio3.3, and gaus2), and Hilbert-Huang Transform so as to
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create features for the Parkinson dataset. Both the VIBES algorithm and the other
Machine Learning algorithms gave high classification accuracy for a set of features
that was created by Hilbert-Huang Transform method. Besides, a set of features
created through daubechies (db3) wavelet was a signal transform method that got the
second best classification accuracy. When the VIBES(KA) algorithm (the assumption
of the independency of features) was applied to the Parkinson dataset created using
Hilbert-Huang Transform, and when 2-fold, 5-fold, 10-fold, and Leave-One-Out
cross validations were applied to the dataset ten times, we received an average
classification  accuracy rate of  95.4545%x1.0785,  95.9394%=+1.3717,
95.4545%+0.7693, and 97.5758%+0.0000 respectively. The average classification
accuracy rate of these experiments is 96.1061%. Based on the results of our
experiments, we selected as our model the ensemble hypothesis obtained using the
Leave-One-Out cross validation method. This model consists of the hipotheses of 14
base learners. Consequently, we obtained a superior classification accuracy in
comparison with six studies currently available in literature.

Keywords: Machine Learning, Ensemble Learning, Hilbert-Huang Transform,
Wavelet Transform, Parkinson’s Disease.
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1. GIRiS

Geleneksel bilgi sistemleri ve uzman sistemler veri tizerinde derinlemesine bir analiz
igin yetersiz kalirken (Garcia 2014) bu kisitlamanin tistesinden gelebilmek i¢in daha
sofistike sistemlere ihtiya¢ duyulmaktadir. Sofistike bir sistemin olusturulmasinin ilk
adimi bilgi kesfi yaklasimidir. Bilgi kesfi (veri madenciligi), veri iizerindeki
Oriintiilerin ortaya ¢ikartilmasiyla iliskili bir kavramdir. Bu oriintiilerin ortaya
cikartilmasinda ¢ikarimsal (tlimevarimsal) algoritmalar kullanilmaktadir. Makine
Ogrenmesi disiplini, tiim bu ¢ikarimsal algoritmalar1 igeren bir ¢alisma alam olarak

karsimiza ¢ikmaktadir (Kohavi & Provost 1998).

Makine Ogrenmesi bir dizi Ornekten bir gorev &grenen mantiksal ya da ikili
operasyonlara dayali otomatik hesaplama yordamlarini kapsayan bir ¢alisma alanidir
(Michie et al. 2009). Makine Ogrenmesi; biyoloji, kimya, genetik, tip, ekonomi, dil

bilim ve finans gibi birbirinden oldukca farkli alanlarda kullanilmaktadir.

Tip alaninda Makine Ogrenmesinin uygulanmasi iizerine oldukca ¢ok calisma vardir.
Bu ¢aligmalar ozellikle “tibbi teshis” {izerine yogunlagmaktadir (Deo 2015). Tip
alaninda geleneksel yontemler yerine Makine Ogrenmesi tekniklerinin kullanim: ¢ok
giclii  sistemlerin olusturulmasin1  saglamistir. Ciinkii geleneksel sistemlerde
bilgisayarlara kurallar1 biz veririz. Ancak Makine Ogrenmesi algoritmalarinin
kullanimiyla birlikte bilgisayarlara kurallar yerine sadece veriler verilir. Boylelikle
verilerden kurallar ¢ikartma gorevi algoritmalara birakilmis olur. Sonugta kural
ezberleyen sistemler yerine kural 6grenen sistemler gelistirilmis olur (Obermeyer &
Emanuel 2016). Tibbi teshis problemini ¢6zmek icin gelistirilen bir Makine
Ogrenmesi sisteminde su 6zelliklerin olmas1 beklenir: Iyi performans, eksik verilerle
basa cikabilme, giiriiltiilii verilerle basa cikabilme, olusturulan modelin saydam
olmasi, smirh sayida veriyle giivenilir sonuglarin alinmasi (Kononenko 2001). Bu
ozellikler igerisinden, “olusturulan modelin saydam olmas1” 6zelligi modelin tiirii ne
olursa olsun doktorlarin iistesinden gelebilecegi bir 6zellik olarak vurgulanmaktadir

(Obermeyer & Emanuel 2016). Bu nedenle olmazsa olmaz bir 6zellik olmadigini

belirtebiliriz. Bu ézellik disinda geri kalan dort 6zellige sahip Makine Ogrenmesi



algoritmalari, yapilacak test ya da deneylerle ortaya cikarilmalidir. Diger durumda,
yeni Makine Ogrenmesi algoritmas1 tasarimimna gitmek ya da varolan bir yaklasimi

gelistirmek gerekmektedir.

Makine Ogrenmesi disiplininde, tim gercek diinya problemleri iizerinde en iyi
ogrenmeyi gerceklestirebilen tek bir Makine Ogrenmesi algoritmasi mevcut degildir.
Bu nedenle algoritma segimine, gerceklestirilen deneylerle karar verilmelidir
(Alpaydin 2014). Ayrica algoritmalarin egitim kiimesi {izerinde olusturdugu model,
bu egitim kiimesine bagli olarak degismektedir. Boylelikle, bu durumun bir sonucu
olarak model seciminde performans kriteri giindeme gelmektedir. Ayrica en iyi
O0grenme algoritmasinin olmadigini, her algoritmanin ¢ok basarili oldugu veri
kiimeleri oldugu gibi ¢ok basarisiz oldugu veri kiimeleri de vardir. Bu durum “no
free lunch” (Wolpert 1996; Wolpert & Macready 1997) teoremi olarak bilinmektedir.
Yani tiim veri kiimeleri iizerinde en iyi performansi gosterecek olan evrensel bir
O0grenme algoritmasi yoktur. Ayrica “no free lunch” teoremi (NFLT) sunu da
belirtmektedir: Herbir 6grenme algoritmasinin tim gercek diinya problemleri
tizerinde olusturmus oldugu modellerin ortalama performanslar1 aynidir. Bu teorinin
sonugclar1 karsisinda ilk akla gelen soru sudur: “Gergek diinya problemleri tizerindeki
tahmin basarimini arttirmak igin klasik yaklasimlarin aksine Makine Ogrenmesi
alaninda nasil bir paradigma degisimine gitmek gerekir?”. Bu soruya verilebilecek en
uygun cevap Topluluk Ogrenmesi yaklasimidir. Ciinkii Topluluk Ogreniciler, klasik

Makine Ogrenmesi algoritmalarindan oldukga farkli bir grenme stratejisine sahiptir.

Topluluk Ogrenmesi, ¢coklu 6grenicilerin ayni problemi ¢dzmek icin egitildikleri bir
Makine Ogrenmesi paradigmasidir (Zhou 2009). Diger bir ifadeyle Topluluk
Ogrenmesi, coklu &grenicileri egitmek ve onlarin ¢iktilarmi birlestirmek igin
uygulanan yonteme verilen addir. Topluluk Ogrenmesi yaklasimmin temel ilkesi
sudur: Uygun bir bigimde birlestirilmis bireysel tahmin edicilerin olusturmus oldugu
topluluk kararinin herhangi bir topluluk {iyesinin kararindan daha iyi olmasidir.
Birgok deneysel ve teorik g¢alisma da bu durumu kanitlamaktadir. Her Makine
Ogrenmesi algoritmasi belirli sinirlara sahiptir ve bu nedenle hatalar yapar. Topluluk
Ogrenmesinin amaci en iyi karar1 verirken algoritmalarin giiclii ve zayif yonlerini
kontrol etmektir (Zhou 2009). Tahmin edicileri birlestirme yaklagimi uzun bir siiredir
bir¢ok disiplinin ilgisini ¢cekmektedir. 200 yildan uzun bir siire dnce, az sayida 6rnek

gozlemi verilen bir olasilik dagiliminin ortalamasinin en iyi nasil tahmin edilecegi



lizerine tartismali bir soru ortaya g¢ikti. Pierre-Simon de Laplace (Laplace 1818)
populasyon ortalamasini tahmin etmek i¢in drnek ortalamasini kullanmanin daima en
uygun yontem olmadigini bunun yerine érnek medyaninin daha iyi bir birlestirilmis
tahmin edici oldugunu gésterdi (Brown 2011). Bir Topluluk Ogrenmesinde topluluk
olusturulurken; topluluk modelinin nasil olusturulacagi, temel Ogrenicileri
birlestirmek icin kullanilacak ydntemler ve temel Ggrenicilerin 6zellik uzaymni
O0grenme stratejileri gibi tercihler toplulugun 6grenme basarimini ciddi bir bigimde

belirlemektedir. Bu lic 6nemli asama, asagida ana hatlariyla agiklanmaktadir.

Topluluk Ogrenmesinin ilk asamasi topluluk modelinin nasil olusturulacag: ile
ilgilidir. Topluluk Ogrenmesinde modeller olusturulurken bircok &grenici (Karar
Agaclari, Destek Yoney Makinalari vb.) tercih edilebilir. Bu 6grenicilere temel ya da
zayif Ogreniciler denir. Eger Topluluk Ogrenmesinde tek bir temel Ogrenici
kullanilirsa buna homojen topluluk denir. Eger Topluluk Ogrenmesinde birden fazla
farkli temel Ogrenici kullanilirsa buna da heterojen topluluk denir. Sonug itibariyle
Topluluk Ogrenmesinin asil amaci temel 6grenicileri giiglendirmektir (Zhou 2012).
Topluluk Ogrenmesi; giiglii varsayimlar1 ve olusturdugu basit topluluk modeliyle
bilimsel aragtirmanin temel varsayimlarindan olan Occam’n usturasini1 (Gauch 2002)
ve Yunanl filozof Epicurus’un (341 - 270 M.O.) ¢oklu agiklama ilkesini (Asmis
1984) karsilamaktadir. Ayrica Hansen ve Salamon’un (Hansen & Salamon 1990)
caligmalar1 giiriiltiili veri karsisinda bir topluluk 6grenicisinin tek bir Ggreniciye
kiyasla daha direngli oldugunu gostermistir. Daha giiclii topluluk 6grenicileri elde
etmek i¢in genellikle temel Ggrenicilerin miimkiin oldugu kadar dogru tahminde
bulunmasi ve olusan herbir modelin birbirinden farkli olmasi gerektigine inanilir.
Ayrica bir topluluk olusturma maliyeti tek bir temel 6grenici olusturma maliyetinden
daha fazla degildir (Zhou 2012). Topluluk 6grenicileri temel 6grenicilerden daha
giclii kilan ozelliklere kisaca deginecek olursak hi¢ siiphesiz bias, varyans,
kovaryans ve giiriiltii arasindaki iliskiye odaklanmak gerekmektedir (Ueda & Nakano
1996). Ciinkii bir Topluluk Ogrenicinin hata yapmasma bu dort etken neden
olmaktadir. Topluluk &grenicilerin, temel Ogrenicilere kiyasla giliriiltiiye kars
direngli olduklar1 gesitli ¢alismalarda (Hansen & Salamon 1990) gésterilmistir.
Bunun yani1 sira Bagging (Breiman 1996) ve Boosting (Kearns 1988; Schapire 1990)

gibi Topluluk Ogrenmesi yontemleri sirasiyla varyans ve bias’t azaltmak igin



gelistirilmis yontemlerdir. Tiim bu &zelliklerden dolayr Topluluk Ogrenmesinin

temel 6grenicilere gore daha giiclii oldugunu rahatlikla sdyleyebiliriz.

Temel Ogrenicilere ait modelleri birlestirmek i¢in kullanilan yontemler sunlardir:
Dogrusal birlestirici, ¢carpimsal birlestirici ve oylamali birlestiricidir. Bu birlestirme
yontemleri belirli egitim kiimeleri iizerinde en yiiksek performans: elde etmek igin
secilir. Ayrica bu li¢ kuralin birgok problem iizerinde siirekli olarak iyi sonug verdigi

gosterilmistir (Brown 2011).

Dogrusal birlestirici ¢ikis1 sayisal deger olan modellerde ve sinif-olasilik tahmini
tireten smiflandirma topluluklarinda kullanilir.  Smif-olasilik  tahmini  {ireten

toplulugun olasilik tahmini (1.1) denkleminde gosterilmektedir (Brown 2011).
T
Folo = ) wef, 1) (L1)
=

Bir diger alternatif birlestirici carpimsal birlestiricidir. Carpimsal birlestirici i¢in

toplulugun olasilik tahmini (1.2) denkleminde gosterilmektedir (Brown 2011).
142
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Bu denklemde Z sembolii f’in gegerli bir dagilim olmasmi garantilemek icin
kullanilan bir normalizasyon faktoriidiir. Burada dikkat edilmesi gereken husus,
Z’nin gecerli bir karar vermek icin gerekli olmadigidir. Ciinkii sonsal tahminlerin
siras1 normalizasyondan Once ya da sonra degismeden kalacaktir. Sinif-kosullu
olasilik tahminlerinin bagimsiz oldugu varsayimi altinda bu birlestirici, teorik olarak
en uygun birlestirme stratejisidir. Ancak bu varsayim gercek diinya problemleri ile
ortismemektedir (Brown 2011). Dogrusal ve ¢arpimsal birlestiriciler gercekte olasi
birlestirme stratejilerinin siirekliligine izin veren genellestirilmis ortalamanin 6zel bir

durumudur (Kuncheva 2004).

Oylamali birlestirici ¢ikisi sayisal olmayan modeller ig¢in kullanilir. Herbir
siiflandirict belirli bir sinifi oylar ve ¢ogunluk oyunu alan sinif toplulugun ¢ikisini
belirler. ikili bir smiflandirma problemi igin oylamal1 birlestiricinin topluluk cikisi
(1.3) denkleminde gosterilmektedir (Brown 2011).



T
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Temel 6greniciler 6zellik uzayindan 6grenirken iki temel yontemi uygular. Bunlar
karar kaynastirma (decision fusion) ve smiflandirici se¢imidir (classifier selection).
Karar kaynastirma da, herbir temel siniflandirict tiim 6zellik uzaymin bilgisine
sahiptir. Simiflandiric1 se¢iminde ise, herbir temel siiflandirict yerel bir uzmandir ve
sadece Ozellik uzaymin bir kismini bilir. Ayrica siniflandirici se¢im yaklasimi, karar
kaynastirma yaklasimi kadar iizerinde ¢ok ¢alisilmis bir konu degildir (Kuncheva
2004).

1.1 Tezin Amaci ve Yaklasimi

Bu tez caligmasi Parkinson Hastaligi (PH) verileri iizerinde Makine Ogrenmesi
yontemlerinin uygulanmasi iizerinedir. Bu amagla yeni bir Makine Ogrenmesi
algoritmas1 tasarimina gidildi. Bu tasarim sonucunda; karar kaynastirma ve
smiflandirict se¢imi yontemlerine dayali olarak gelistirilen yeni bir Topluluk
Ogrenici, UCI veritabanindan segilen benchmark verikiimeleri ile PhysioNet
veritabanindan elde edilen Parkinson verikiimesi iizerine uygulandi. Ayni1 zamanda
gelistirilen algoritmanin sonuglari, diger Makine Ogrenmesi algoritmalariyla da
karsilastirildi. Ayrica gogunluk oylamali Topluluk Ogrenicilerde hata tahmini igin bir
yontem onerildi. Boylelikle bir toplulugun tahmini hata orani birlesmeden 6nce ¢ok
yakin bir bi¢imde tahmin edildi. Son olarak NFLT agisindan gelistirilen algoritmanin
teorik bir degerlendirilmesi gergeklestirildi. Boylelikle herhangi bir veri kiimesi
tizerinde; gelistirilen algoritmanin, en kotii durumda bir temel 6grenici kadar iyi

ogrenme gerceklestirdigi gosterilmis oldu.

Onerilen algoritmanin genel yaklasimi su sekildedir: Oncelikle veri kiimesi igin iki
varsayimdan biri tercih edilir. Bu varsayimlar: Ozniteliklerin birbirlerinden bagimsiz
oldugu ve ozniteliklerin birbirlerine bagimli oldugu varsayimlaridir. Buna gore
verilen bir D = {X, ¢} X € R™*" egitim kiimesi i¢in ozniteliklerin birbirlerinden
bagimsiz oldugu varsayimina gore tim L temel 6grenicileri bu egitim kiimesine ait
entropi ya da ReliefF algoritmalarindan herhangi biri ile en ¢ok enformasyon

verenden en az’a dogru siralanir. Daha sonra ise temel 6greniciler sirasiyla; ilk bir,



.....

veri kiimesi girdi olarak kullanilir. Boylelikle bir X girdisi i¢in n+1 adet temel
ogrenici elde edilir ve model cesitliligi saglanir. Daha sonra n+1 adet temel 6grenici
igerisinden en yetkin toplulugu olusturacak sekilde k adet temel 6grenici optimize
edilmis ileri yonlii bir arama algoritmasi kullanilarak segilir ve bu temel 6greniciler

cogunluk oylama yontemine gore birlestirilir.

1.2 Literatiir Arastirmasi

Bu tez caligmasinin ana konusu iki alt kisimdan olusmaktadir. Bunlar: yeni bir
topluluk 6grenicinin tasarlanarak benchmark veri kiimesi {izerinde test edilmesi ve
gelistirilen yeni algoritmanin parkinson veri kiimesi lizerine uygulanmasidir. Buna
gore, literatlirde bu tez calismasinin kapsami iizerine yapilmis olan c¢aligmalar

asagida yer almaktadir.

1.2.1 Literatiirde yer alan topluluk 6greniciler

Dasarathy ve Sheela (Dasarathy & Sheela 1979) tarafindan yapilan ¢alismada ilk
olarak farkli girdiler i¢in farkli siniflandiricilar kullanma fikri ortaya atildi. Bu
calismada temel siniflandirici olarak dogrusal siniflandirict ve bir k-en yakin komsu
smiflandiricist kullanilmigtir. Topluluk siniflandiric, girdi alanindaki bir ¢atigma igin
k-en yakin komsu algoritmasini kullanirken; ¢atismanin olmadigi alanlarda dogrusal

siniflandirict kullanilmaktadir.

Jacobs vd. (Jacobs et al. 1991) tarafindan yapilan g¢aligmada her biri, egitim
kiimesinin bir alt kiimesini tutmay1 6grenen bir¢cok ayri agdan olusan sistemler i¢in
yeni bir gozetimli 6grenme metodu Onerilmektedir. Yeni metot, ¢ok katmanl
denetimli bir agim modiiler bir versiyonu olarak veya rekabet¢i Ogrenmenin
birlestirici bir versiyonu olarak ortaya ¢ikmaktadir. Dolayisiyla bu iki farkli yaklagim

arasinda yeni bir bag olusturulmustur.

Pudil vd. (Pudil et al. 1992) tarafindan yapilan ¢alismada “reddetme segenegi” olan
¢ok kademeli bir model siiflandirma sistemi olusturma fikri sunulmus ve g¢ok
kademeli bir siiflandirict i¢in bir {ist kademeli 6l¢iimlerin maliyetinin {ist sinirlari
acisindan, bir tek kademeli smiflandiriciya gére daha diisiik karar riski verdigi

gosterilmistir.



Stacking (Stacked Generalization) algoritmasit (Wolpert 1992) 6grenme siireci
boyunca Bagging ve Boosting’den farkli bir strateji izlemektedir ve Makine
Ogrenmesi disiplinine meta 6grenici kavramini katmistir. Stacking algoritmasi bir
D = {x;,y;}%, (x; € R",y; €Y) egitim kiimesini girdi olarak alir ve ii¢ asamal1 bir
strateji izler. Tk asamada D egitim kiimesi ¢apraz dogrulamaya benzer bir yontemle
iki parcaya ayrilir. Bu parcalardan biri olan Dyraining egitim kiimesini, Dyt iSe test
kiimesini olusturur. Data sonra Dyaining kiimesi kullanilarak T adet birbirinden farkli
tiirde temel Ogreniciler egitilir. Ikinci asamada ise bu T adet temel ogrenici Diegt
kiimesi tizerine uygulanarak Dy kiimesinden D' veri kiimesi olusturulur. D' veri
kiimesi D' = {x;, y;}7%,,x; = {hi(x;), -, hp(x;)} seklindedir. Son asamada ise bir
meta Ogrenici kullanilarak D' kiimesinden sonu¢ hipotezi olusturulur. Stacking
algoritmas1 ¢ok simifli veri kiimeleri iizerinde yiiksek boyutlu meta veri kiimesi
olusturdugundan dolay1 yavas bir 6grenme saglamaktadir. Bu problemin iistesinden

gelmek i¢in Seewald (Seewald 2002) tarafindan StackingC gelistirilmistir.

Jordan ve Jacobs (Jordan & Jacobs 1994) tarafindan yapilan ¢alismada gozetimli
O0grenme icin aga¢ yapili bir mimari Onerilmektedir. Mimarinin altinda yatan
istatistiksel model, hem karisim katsayilari hem de karisim bilesenleri
genellestirilmis dogrusal modeller olan hiyerarsik bir karigim modelidir. Mimarinin

parametrelerini ayarlamak igin bir Beklenti Maksimizasyon algoritmasi dnerilmistir.

Bagging (Bootstrap aggregating) (Breiman 1996) algoritmasi bir veri kiimesinden
tekrar Ornekleme yapilarak yeni kiimelerin olusturulmasi ve bu kiimelere temel
Ogrenicilerin uygulanmasi esasina dayanir. Bagging algoritmasinda veri kiimesinin
farkli birlestirimlerini Olusturma siireci Bootstrap (Efron & Tibshirani 1994)
metoduna dayanir. Bu metod ¢apraz dogrulama yontemine benzemektedir ve onun
bir alternatifidir. Ornegin N adet &rnege sahip bir D egitim kiimesi icin Bagging, M
adet yeni Dj egitim kiimeleri olusturur. Yeni olusan bu egitim kiimelerinin 6rnek
sayist N adettir. Ayrica yeni egitim kiimeleri orjinal egitim kiimesi olan D
kiimesinden olusturulur. Bundan dolay1 yeni olusan egitim kiimeleri birbirinin aynisi

olabilir. Simdi N 6rnekten Bootstrap yontemi ile N kez 6rnek segtigimizi diigiinelim.
N ornekten herhangi bir 6rnegi se¢me olasiligimiz %, secmeme olasiligr ise 1 —%

olur. N kez se¢im yaptiktan sonra bir 6rnegin hi¢ segilmeme olasiligi (1.4) teki gibi

olur.
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Bu da, D; kiimelerinin orjinal kiime olan D kiimesinin yaklasik olarak %63.2’sini
icerdigini ve verinin %36.8’inin 0grenmede hi¢ kullanilmadigini gostermektedir.
Bunu engellemenin yolu 6rnek segme sayist N’i arttirmaktir. Boylelikle 6rneklerin
secilmeme olasilig1 diisecektir. Bagging yontemi ile olusturulan herbir model
agirhikli ortalama kullanilarak birlestirilir ve nihai model olusturulur. Bagging
yontemi Ozellikle stabil olmayan yani varyansi yiliksek siniflandiricilarin basarimini
arttrmak i¢in kullanilmaktadir (Breiman 1996). Ancak bazi 6rneklerin hig
secilmemesi Bagging’in dezavantaji olarak goriilmektedir. Iterasyon sayis1 N’i

arttirmak bu problemi ¢dzse de siniflandiricinin egitim zamanini arttirmaktadir.

“Boosting” herhangi bir 6grenme algoritmasinin performansini arttiran genel bir
metotdur. Boosting, egitim kiimesinden tekrar Orneklenerck elde edilen gesitli
dagilimlar lizerinde zayif bir 6grenme algoritmasinin (temel 6grenici) uygulanmasi
esasina dayanir. Daha sonra bu zayif 6greniciler birlestirilerek tek bir tiimlesik
simiflandirici elde edilir (Freund & Schapire 1996). ilk olarak kanitlanabilir bicimde
etkili Boosting algoritmalart Schapire (Schapire 1990) ve Freund (Freund 1995)
tarafindan sunuldu. Daha sonra ise bircok Boosting algoritmasi gelistirildi. Bu
algoritmalardan biri olan AdaBoost.M1 algoritmas1 Schapire ve Freud (Freund &
Schapire 1996) tarafindan gelistirildi. AdaBoost.M1 algoritmast bir S =
{xi, i3ty (x; € R™ y; € Y)egitim kiimesini girdi olarak alir. Daha sonra bu
girdinin her oOrnegi t =1,---,T adet iterasyon boyunca tekrar agirliklandirilir.
Baslangi¢ durumunda i = 1, -+, m olacak sekilde tim ornekler igin agirliklar (1.5)

deki gibi hesaplanir.
D:() = 1.5
1 (1.5)

Daha sonra temel siniflandirici ¢agrilarak h;: X — Y olusturulur ve (1.6) daki gibi h;

nin hatasi hesaplanir.

& = Z D, (i)
Lhe(xp)#y;

(1.6)



Eger &, > 1/2 ise dongiiden ¢ikilir. Diger tiirlii dongliye devam edilir. Bir sonraki

asamada (1.7) deki gibi temel 6grenicilere ait katsayilar hesaplanir.
Be =&/(1— &) 1.7)

Bir sonraki iterasyon i¢in 6rneklerin yeni agirlikliklari Z; ile normalize edilerek (1.8)

deki gibi hesaplanir.

Dt+1(i) = Dt_(l)x{ﬁt ht(xi) =Yy;

Zy 1 Diger turlu (1.8)

Bu islem biitiin iterasyon boyunca ayni sekilde tekrarlanir. Boylelikle T adet
iterasyon sonunda h4, -+, hy hipotezleri elde edilir. Daha sonra bu hipotezler agirlikli
oylama yontemine gore birlestirilerek (1.9) da gosterildigi gibi sonug hipotezi

olusturulur.

1
hein(x) = arg may 2 long (1.9)
t:he(x)=y

AdaBoost basta olmak iizere bir¢ok Boosting algoritmasi giiriiltiilii verilere karst
direngli degildir. MadaBoost (Domingo & Watanabe 2000) ve LogitBoost (Friedman
1999) gibi algoritmalar AdaBoost’un bu giiriiltiiye kars1 zayif olan toleransini
yiikseltmek i¢in gesitli yontemler icermektedir. Ancak Konveks Potansiyel Boosting
algoritmalar1 iterasyonu uygun bir noktada bitirme konusunda etkili ¢oziimler
gelistirememislerdir (Long & Servedio 2010). Boylelikle iterasyon boyunca uygun

durma noktasini asarak giiriiltiilii verileri 6grenmeye baglarlar.

Koppel ve Engelson (Koppel & Engelson 1996) tarafindan yapilan ¢alismada birkag
temel siniflandiriciyr tek bir sinflandirici olusturmak igin nasil entegre edilebilecegi
problemine ¢6ziim olarak her simifin uzmanlik alanini analiz etmeye dayanan bir

yaklagim Onerilmistir.

Woods vd. (Woods et al. 1997) tarafindan yapilan ¢alismada bilinmeyen bir test
ornegi etrafindaki 6zellik alaninin kiigiik bolgelerinde her bir siniflandiricinin yerel
dogrulugunun tahminlerini kullanarak simiflandiricilart birlestiren bir yontem

oOnerilmektedir.

Alpaydin (Alpaydin 1997) tarafindan yapilan calismada k-en yakin komsu

smiflandiricisi gibi tembel 6grenme yontemlerinin dezavantajlarindan biri olan tim



egitim setini saklama zorluguna, bir ¢O6zim Onerisi getirilmistir. Coklu
yogunlastiritlmis en yakin komsu siniflandirici, 6rneklerin bir alt kiimesini asamali
olarak saklar ve boylece 6rneklerin depolama ve hesaplama gereksinimlerini azaltir.
Bu gibi alt gruplar1 birden fazla egitmek ve onlara oy vermek i¢in iki oylama semasi
kullanilmistir: oylarin esit agirliga sahip oldugu basit oylama ve agirliklarin,
simiflandiricilarin  tahminlerine bagli olarak siralamaya baghi oldugu agirlikli

oylamadir.

Kittler vd. (Kittler et al. 1998) tarafindan yapilan ¢alismada bir egitim kiimesi
tizerinde T adet farkli siniflandiricinin yapmis oldugu tahminler gesitli yontemler
kullanilarak birlestirilmistir. Bu yontemler yapilan tahminlerin olasiliklarinin
toplami, ¢arpimi, maksimumu, minimumu, medyani ve ¢ogunluk oylanmasindan
olusmaktadir. Boylelikle bu galismada Topluluk Ogrenmede temel 6grenicilerin nasil

birlestirilecegi sorusuna cevap verilmistir.

Frank vd. (Frank et al. 1998) tarafindan yapilan ¢alismada siniflandirma i¢in model
agaglarmin  kullanimi  Onerilmektedir. = Yapraklarda dogrusal regresyon
fonksiyonlarma sahip bir karar agaci tiiri olan model agaglari, siirekli sayisal
degerleri tahmin etmek i¢in kullanilmaktadir. Model agaglari, bir siniflandirma
problemini bir fonksiyon yaklasimi problemine donistiirerek simiflandirma
problemlerini ¢ozer. Bunu yaparken Quinlan’in M5 (Quinlan 1992) algoritmasina
dayanan M5' (Wang & Witten 1997) algoritmasini kullanir. Niteliklerin ¢ogunun
sayisal olmasi durumunda C4.5 algoritmasi (Quinlan 1993), kendisinin gelistirilmis
ticari siiriimii olan C5.0 algoritmasindan daha iyi sonuglar vermektedir (Frank et al.
1998).

Ho (Ho 1998) tarafindan gelistirilen Random Subspace algoritmasi bir¢ok karar
agaciin biraraya getirilerek birlestirilmesi esasina dayanmaktadir. Karar agaglari
tizerine yapilan ¢alismalar daha ¢ok bolme kriterleri ve aga¢ boyutu tizerinedir. Az
da olsa asir1 uyum ve maksimum dogruluk ikilemi iizerine odaklanan ¢aligmalar
olmustur. Bu calismada bu ikilem {izerine odaklanilarak, egitim verisi iizerinde en
yiiksek dogruluga sahip ve karmasiklig1 arttik¢ca genelleme dogrulugu artan bir karar
agaci tabanli smiflayict olusturmak igin bir yontem Onerilmistir. Random Subspace
algoritmasi, 6zellik vektoriiniin rasgele secilen bilesenlerinden olusan yeni egitim
kiimelerinin herbirinin bir karar agaci tarafindan 6grenilmesi ve olusan modellerin

ortalamasinin nihai modeli olusturmasi esasina dayanir. Random Subspace, rasgele
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ozellik secimi ile yiiksek boyutlu veri kiimeleri iizerinde yiiksek hizlarda calisma

ozelligine sahiptir.

Gama (Gama 1998a; Gama 1998b) tarafindan yapilan ¢alismada smiflandiricilar:
birlestirmek i¢in Cascade Generalization isminde yeni bir genel yontem
sunulmustur. Cascade Generalization’in temel fikri, yeni nitelikler ekleyerek orijinal
veri kiimesinin bir uzantisini sirali bir bigimde gerceklestiren siniflandiricilarin
kiimesini olusturmaktir. Yeni ozellikler bir temel siniflandirici tarafindan verilen
olasilik smifi dagilimindan tiiretilir. Bu adim, yiiksek seviye smiflandiricilar igin
temsili dili genisletir ve Dbias’t azaltur. Cascade Generalization, temel
siiflandiricilarin model smifi temsilini birlestiren veriler i¢in tek bir yapilanmis

model olusturur.

Alpaydin ve Kaynak (Alpaydin & Kaynak 1998) tarafindan yapilan g¢alismada
dogrusal parametrik model ve k-en yakin komsu parametrik olmayan
smiflandiricisinin ardigik olarak insa edilmesini dneren bir yontem onerilmektedir.
Dogrusal model bir "kural" 6grenir ve k-En Yakin Komsuluk (k-EYK) "kural”

tarafindan reddedilen "istisnalar1" 6grenir.

Bay (Bay 1999) tarafindan yapilan g¢alismada en yakin komsu smiflandiricisinin
dogrulugunu arttirmak icin tasarlanmig bir birlestirme algoritmas1 olan Coklu
Oznitelik Altkiimeleri (COA) tanitilmaktadir. COA, her biri rastgele bir 6zellik alt
kiimesini kullanan birden ¢ok en yakin komsu smiflandiricisimi birlestirir. Deney
sonuglart birkag standart en yakin komsu algoritmasindan belirgin bi¢gimde daha iyi

performans gostermekte ve artirilmis karar agaclariyla rekabet etmektedir.

Liu ve Yao (Liu & Yao 1999) tarafindan yapilan ¢alismada sinir ag1 topluluklari i¢in
negatif korelasyon 6grenimi isimli yeni bir 6grenme yaklagimi sunulmaktadir. Sinir
ag1 topluluklar1 i¢in onceki O6grenme yaklasimlarinin aksine, negatif korelasyon
O0grenme, bir topluluktaki bireysel aglar1 e8itmeye ¢alisir ve onlar1 ayni 6grenme
siirecinde birlestirir. Negatif korelasyon O0grenmesinde, topluluktaki tiim bireysel
aglar, hata fonksiyonlarindaki korelasyon ceza terimleri yoluyla eszamanli ve
etkilesimli olarak egitilir. Ayn1 zamanda hatalar birbiriyle iliskisiz olan bireysel
aglar tiretmek yerine bireysel aglar arasindaki uzmanlagmay1 ve isbirligini saglamak

icin negatif iliskili aglar olusturulur.
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Merz (Merz 1999) tarafindan yapilan ¢alismada temel siniflandiricilarin tahminlerini
birlestirmek icin bir yontem onerilmektedir. Onerilen yontem, egitim kiimesi ile
onlarin smiflandirilmas1  arasindaki iliskiyi modellemek igin Stacking ve
Correspondence Analysis stratejilerini kullanir. Ardindan daha once goriilmeyen

ornekleri siniflandirmak igin sonug¢ gosteriminde en yakin komsu yontemi uygulanir.

Egmont-Petersen vd. (Egmont-Petersen et al. 1999) tarafindan yapilan ¢aligmada
geriye dogru arama yapan bir Ozellik segimi prosediirii tamimlanmis ve her
siiflayicinin  onceki iterasyondaki smiflandiricidan daha kiigiik bir oOzellik alt
kiimesini kullanmasi saglanmigtir. Daha sonra siniflandiricilar ardisik halde

birlestirilir.

Frank ve Hall (Frank & Hall 2001) tarafindan yapilan ¢alismada gergekte sinif
degerleri smrali olan Makine Ogrenmesi problemlerinin ¢dziim performansini
arttirmak igin bir yontem onerilmistir. Genelde Makine Ogrenmesi algoritmalari sinif
degerlerini sirasiz  kabul etmektedir. Bu c¢alismada standart siniflandirma
algoritmalarinin sinif niteliklerinde siralama bilgisi kullanmasini saglayan basit bir

yontem sunulmustur.

Breiman (Breiman 2001) tarafindan yapilan c¢alismada aga¢ tahmin edicilerin
birlestirilmesine dayali Random Forests isimli bir algoritma tanmitilmistir.
Algoritmada ormanlar i¢in genelleme hatas1 ormandaki aga¢ sayisina gore bir limite
yakinsar. Sadece bir orman i¢in genelleme hatasi ormandaki bireysel agaclarin
giiciine ve onlar arasindaki iligkiye baghdir. Herbir diiglimii ayirmak i¢in rastgele bir
ozellik se¢imi kullanma AdaBoost’a tercihen daha uygun hata oranlar1 verir. Ayrica

AdaBoost’a kiyasla giirtiltiiye kars1 daha direnclidir.

Seewald ve Fiirnkranz (Seewald & Fiirnkranz 2001) tarafindan yapilan c¢aligmada
temel seviyedeki dogru ve yanhis tahminleri tespit etmeye calisan bir meta
smiflandirma teknigi olan Grading yontemi tanitilmaktadir. Stacking temel
smiflandiricilarin tahminlerini meta-seviye nitelikler olarak kullanirken, Grading
meta-seviye smiflar olarak "dereceli” tahminleri (yani dogru veya yanlis olarak

isaretlenmis tahminler) kullanir.

Frank vd. (Frank et al. 2002) tarafindan yapilan ¢alismada biiyiik veri kiimeleri
izerinde Ogrenme gergeklestiren temel siniflandiricilarin biraraya getirilmesiyle

olusturulan bir topluluk dgrenme stratejisi onerilmektedir. Onerilen yéntemde temel

12



smiflandirict bunu etkili bir sekilde yapamasa bile biiylik veri kiimelerinin
islenmesine izin verir. Temel fikir, gelen verileri parcalara ayirmak ve bu parcalardan
olusan smiflandiricilara dayali bir topluluk olusturmaktir. Calismada, olusturulan
toplulugu uygun bir sekilde budamak i¢in bir yontem sunulmustur. Bu algoritmayi
pratikte uygularken ¢ok Onemlidir ¢linkii algoritmanin calisma siiresini ve bellek

titkketimini 6nemli dlgilide azaltir.

Melville ve Mooney (Melville & Mooney 2003) tarafindan yapilan ¢alismada bir
toplulugu olusturan iiyelerin ¢esitliligini arttirmaya yonelik DECORATE isimli bir
yontem Onerilmistir. Cesitliligi arttirmak i¢in yapay olarak olusturulmus egitim
ornekleri kullanilmigtir. Temel siniflandirict asil egitim kiimesi ile birlikte yapay
egitim kiimesini de kullanarak bir model olusturur. Daha sonra bu modeller

birlestirilerek topluluk 6grenici elde edilir.

Ferri vd. (Ferri et al. 2004) tarafindan yapilan c¢alismada bir smiflandiricinin
smiflandirma gorevini sistematik bir sekilde baska bir siniflandiriciya devretme fikri
analiz edilmis ve gelistirilmistir. Ik olarak, birinci smiflandirici simiflandiracag
ornekleri secer ve zor ornekleri siniflandirmak i¢in ikinci bir smiflandiriciya bu
gorevi devreder. Ayrica ¢aligmada, yinelemeli olarak keyfi sayida zincir siniflandirici

igeren bir senaryoda sunulmustur.

Frank ve Kramer (Frank & Kramer 2004) tarafindan yapilan ¢alismada ¢oklu sinif
problemleri i¢in i¢ ice iKili ayrimlar (Nested Dichotomies) yontemi 6nerilmistir. Bu
yontem, L tane sinifa sahip bir smiflandirma problemini 6zyinelemeli bir bigimde
daha kiiciik alt kiimelere ayirarak bir ikili aga¢ olusturur. Ikili agaclarin sayis 2h1
dir. Sonu¢ modeli, bu agaclarin sinif olasilik tahminlerinin ortalamasi alinarak
olusturulur. Dong vd. (Dong et al. 2005) ig ige ikili ayrimlar yontemini gelistirerek
dengeli i¢ ice ikili ayrimlar yontemini Onermislerdir. Bu yontemin siniflandirma
dogruluguna etkisi ya ¢ok az ya da yoktur. Yalniz bu yontem simiflandiricinin egitim

zamanim diisiirmektedir.

Oliveira vd. (Oliveira et al. 2005) tarafindan yapilan c¢alismada basamakl
smiflandiric1 sistemleri i¢in siifla iliskili reddetme esikleri sorunu ele alinmistir.
Literatiirde, sinifla ilgili reddetme esiklerinin tek bir global esikten daha iyi bir hata-
reddetme dengesi sagladig1 gosterilmistir. Bu ¢alismada, esikleri bulmak i¢in uygun

bir algoritma kullanilabilirse, hata-reddetme degisiminin simifla iligkili reddetme
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esikleriyle tretilebilecegi iddia edilmektedir. Bunun 1siginda, pargacik siiriisii
optimizasyonu olarak adlandirilan bir optimizasyon algoritmasinin kullanimi da

onerilmektedir.

Ruta ve Gabrys (Ruta & Gabrys 2005) tarafindan yapilan ¢alismada siniflandirici
secim metodolojisinin gdzden gegirilmesi Ve ¢ogunluk oylamasiyla siniflandiricilar
birlestirme baglaminda cesitlilik dl¢timlerinin uygulanabilirliginin degerlendirilmesi
tizerinde durulmaktadir. Ayrica ¢alismada, ¢ogunluk oylama hatasi ve gesitlilik
Olctimlerini de igeren bir dizi se¢im kriteri ile diizglin ¢alisilmasi i¢in bir dizi arama

algoritmasi onerilmektedir.

Rodriguez vd. (Rodriguez et al. 2006) tarafindan yapilan ¢alismada Rotation Forest
isimli yeni bir Topluluk Ogrenme yoéntemi tamtilmistir. Bu yontem T adet
smiflandiricinin herbiri i¢in su adimlart yerine getirir: Egitim kiimesi K adet yeni
kiimeye ayrilir. Bu ayirma islemi 6zellik kiimeleri olusturularak gergeklestirilir. Daha
sonra bu 6zellik kiimeleri i¢in Temel Bilesen Analizi (Pearson 1901) calistirilarak
katsayilar elde edilir. Egitim kiimesi olarak bu katsayilar kullanilir ve siniflandiricilar
egitilir. Siniflandiricilarin birlestirilmesi ise temel siniflandiricilarin herbir sinifa gore

olasilik tahminlerinin ortalamasi alinarak gerceklestirilir.

Wanas vd. (Wanas et al. 2006) tarafindan yapilan ¢alismada temel siniflandiricilar
birlestirmeyi daha uyarlanabilir bir slire¢ haline getirmek icin bir ydntem
sunulmustur. Ik olarak, karar birlestirme siirecini yonlendirmek igin bir problemin
Ozelliklerinden yararlanan yeni bir mimari 6nerilmektedir. Hem 6zellikleri hem de
siiflandiric ¢iktilarii kullanarak, farkli siiflandiricilarin giiglii ve zayif yonleri
tespit edilir. Bu bilgi, sistemin genelleme kabiliyetini arttirmak igin kullanilir.
Ayrica, mimarinin bilesenleri lizerinde daha ileri egitimin yapilmast gerekip
gerekmedigini belirlemek i¢in nihai siniflamaya olanak taniyan bir kooperatif egitim

algoritmasi da 6nerilmektedir.

Zhang ve Street (Zhang & Street 2008) tarafindan yapilan ¢alismada bazi mevcut
tekniklerin  6zelliklerini birlestiren yeni bir topluluk 6grenme algoritmasi
onerilmektedir: Bagging, Arcing ve Stacking. Algoritmalarinin temel yapisi
Bagging’e benzemektedir. Bununla birlikte, her bir egitim noktasinin yanlis

siniflandirma maliyeti, gozlemlenen yanlis oylamalara gore tekrar tekrar ayarlanir.
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Bu yolla yontem, giiriiltili verilere takilmadan toplulugun ihtiya¢ duydugu

siiflandiricilart olusturmak ig¢in Arcing’in avantajini kullanmaktadir.

Maudes vd. (Maudes et al. 2012) tarafindan yapilan g¢alismada karar agaglari
topluluklarindan, Rastgele Oznitelik Agirliklar: (ROA) olusturmak igin bir yontem
onermektedir. Yontem, Random Forest'a benzer. Ancak Random Forest'da yalnizca
her diigiim icin rasgele bir 6znitelik altkiimesi dikkate alinirken, ROA hepsini dikkate
alir. Rastsalligin kaynagi, her bir nitelikle iligkili bir agirliktir. Agacin tiim diigtimleri
ayni rastgele agirlik gruplarini kullanir, ancak diger agaclardaki agirlik gruplarindan
farklidir. Bu durumda, ozelliklere verilen Oonem her agagta farkli olmaktadir.

Boylelikle agaclarin ingas1 birbirinden farkli olmaktadir.

Song vd. (Song et al. 2013) tarafindan yapilan ¢alismada bir Random Forests
siiflandiricinin avantajlarii (miikemmel 6ngdrii dogrulugu, 6zellik 6nem olgiitleri,
dogrulugun egitim kiimesi disindaki 6rnekleri tahmin edebilmesi gibi) ileri yonli
secilen genellestirilmis dogrusal modelle (yorumlanabilirlik) paylasan Rastgele
Genellestirilmis  Dogrusal Model (RGDM) isimli bir topluluk smiflandirici

Onerilmistir.

Abellan (Abellan 2013) tarafindan yapilan calismada kesin olmayan olasiliklar ve
belirsiz Ol¢iimler ile olusturulan karar agaclarini birlestirmek icin farkli stratejiler
arasindan deneysel bir karsilastirma sunulmaktadir. Smif degiskeninin her bir
ozelligindeki bilgi derecesi kullanilarak kok diigiimiin degisimine dayanan Bagging
ve Boosting olarak bilinen 6nceden gelistirilmis semalar kullanilmistir. Bu amagla,
eksik veri ve siirekli degiskenlerle basa ¢ikmak i¢in iki farkli yaklagim

uygulanmigtir.

Diez-Pastor vd. (Diez-Pastor et al. 2014) tarafindan yapilan ¢alismada aga¢ toplulugu
ingas1 i¢in iki yeni yontem Onerilmektedir: G-Forest ve GAR-Forest. Bu calismada
Random Forest'a benzer sekilde, aga¢ yapim siireci bir derece rastgelelik
icermektedir. Rastgele ve uyarlanabilir ¢oziimler tiretmek i¢in GRASP’da kullanilan
ayni strateji, agaglarin her bir diiglimiinde kullanilmaktadir. Toplulugun cesitliliginin
kaynagi, GRASP'In ¢0zlim {iretme yOnteminin rastsalliginda yatmaktadir. GAR-
Forest i¢in aga¢ yapim yonteminin bir bagka énemli 6zelligi, agacin olusturulmasi
slirecinde azalan bir rastsallik seviyesidir: kokte maksimum rastsallik ve yapraklarda

minimum rastsallik.

15



Kuncheva ve Rodriguez (Kuncheva & Rodriguez 2014) tarafindan yapilan
calismada; ¢ogunluk oylama, agirlikli ¢ogunluk oylama, recall birlestirici ve Naive
Bayes (NB) birlestirici olmak tizere dort kombinasyon yontemi igin en uygunluk
kosullar1 (minimum smiflandirma hatasi) veren siniflayic1 kombinasyonu igin
olasilikli bir gergeve Onerilmektedir. Cergeve iki varsayim tizerine kurulmustur:
Smiflandiricr ¢iktilarinin sinif-kosullu bagimsizligi ve bireysel dogruluklar hakkinda

bir varsayim.

Mayhua-Lopez vd. (Mayhua-Lopez et al. 2015) tarafindan yapilan ¢alismada Destek
Yoney Makinelerinin gercek bir AdaBoost toplulugu olusturmak igin temel
simiflandiricilar olarak kullanilmasi Onerilmekte ve sonug¢ toplulugunun, ayni
cekirdeklere karsilik gelen agirliklari basit¢e birlestirerek monolitik bir mimaride

toplamasi gerektigi ifade edilmistir.

Sesmero vd. (Sesmero et al. 2015) tarafindan yapilan ¢alismada ¢ok sayida 6zellige
sahip ¢ok sinifli problemlere odaklanan BCE isminde bir topluluk onerilmektedir.
Onerilen yontemde hesaplama maliyetini azaltmak icin bir 6znitelik se¢im modiilii
vardir. BCE; temel 6grencilerin dogruluguna, onlarin cesitlilikleri iizerinden karar

vermektedir.

Duan vd. (Duan et al. 2016) tarafindan yapilan ¢aligmada Siniflandirma ve regresyon
agaclart (CART) toplulugunu kullanan yeni bir "aga¢ ortalamasi" modeli
onerilmektedir. Her bir kurucu agag, benzer verilerin bir alt kiimesiyle tahmin edilir.
Bu alt gruplarin gruplandirilmasini Bayesian Topluluk Aga¢lari (BTA) olarak

degerlendirilmekte ve bunlar bir Dirichlet siireci olarak modellenmektedir.

Gu ve Jin (Gu & Jin 2017) tarafindan yapilan ¢aligmada farkli simiflandirma
modelleri ve/veya farkli 6zellikler kullanan bir dizi heterojen siniflandirici iireten,
Multi-Train olarak adlandirilan yeni bir yar1 denetimli topluluk 6grenme algoritmasi
Onerilmektedir. Bu g¢alismada, egitim siireci boyunca her simiflandirici geri kalan
smiflandiricilarin ¢ogunluk tahmini ile etiketlenmis olan etiketsiz veriyi kullanarak
rafine edilir. Ayrica farkli modellerin ve farkli girdi 6zelliklerinin kullanilmasi

toplulugun ¢esitliligini arttirmaktadir.

Abuassba vd. (Abuassba et al. 2017) tarafindan yapilan ¢alismada Diizenlenmig-
Ekstrem Ogrenme Makinesi (Diizenlenmis-EOM), L2-norm-optimize EOM (ELML2)
ve Kernel-EOM'yi igeren heterojen bir Zleri EOM Topluluk (IEOMT) 6nerilmektedir.
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Topluluk, rastgele secilen EOM siniflandiricisinin; rasgele yeniden o6rnekleme
yoluyla secilen egitim verilerinin bir alt kiimesinde egitilmesi suretiyle
olusturulmaktadir. Onerilen /EOMT, sonug topluluk arasinda artan cesitlilik ve
dogrulugun bir hedef fonksiyonunu kullanarak gelistirilmistir. Ayrica, test verilerinin

smif etiketi cogunluk oyu yaklasimi kullanilarak 6ngdriilmektedir.

1.2.2 Literatiirde yer alan PH’nin teshisi ile ilgili calismalar

Lee ve Lim (Lee & Lim 2012) tarafindan yapilan ¢alismada idiyopatik Parkinson
Hastalig1 (PH) hastalariin yiirlime 6zellikleri ve dalgacik tabanli 6znitelik ¢ikarimi
kullanilarak idiyopatik PH hastalarinin saglikli bireylerden ayrilmasi i¢in bir yontem
onerilmektedir. Calismada kullanilan veriler, bu tez calismasinda da kullanilan
Parkinson veri kiimesi verileridir. Calismada smiflandirma algoritmasi olarak
Agirlikli Bulanik Uyelik Fonksiyonlu Sinir Aglar1 kullamlmistir. Ayrica istatistiksel
yaklasimlar kullanilarak 40 6znitelik elde edilmistir. Calismada uygulanan yontemler

igerisinden en yliksek siniflandirma dogrulugu %77.33 tiir.

Barut vd. (Barut et al. 2012) tarafindan yapilan ¢alismada PH hastalarinin motor
faaliyetlerini degerlendiren parmak vuru hizi bir bilgisayar sistemi yardimi ve
gelistirilen bir yontemle sayisal olarak Olgiilmiistiir. ROC analizi kullanilarak
gerceklestirilen degerlendirme de parmak vuru hizinin; PH hastalarinda kol-motor
faaliyetinin ve hastalik siddetinin degerlendirilmesinde kullanilabilecek bir yontem
oldugu gosterilmistir. Sonug¢ olarak parmak vuru hizi yontemin; giinliik islerde,
pratik islerde ve klinik aragtirmalarda PH'nin degerlendirilmesinde kullanilabilecegi

belirtilmistir.

Ishigami vd. (Ishigami et al. 2012) tarafindan yapilan ¢alismada PH ile Multisistem
Atrofi (MSA) arasindaki ayirici tani i¢in bir proteomik profil stratejisi gelistirilmistir.
Bu yontemde oOncelikle cerebrospinal fluid peptitlerin ayristirilmasina dayali olarak
manyetik ayirici kullanilmistir. Sonrasinda kiitle spektrometri analizi kullanilarak
hastalara ait ¢ok boyutlu 6zellik uzay: elde edilmistir. Veri kiimeleri yiiksek boyutta
oldugu i¢in Temel Bilesen Analizi (TBA) kullanilarak yiiksek boyutlu uzay, diisiik
boyutlu bir uzay ile temsil edilmistir. Son olarak bu ii¢ sinifi (PH, MSA ve kontrol)
birbirinden ayiracak model i¢in Destek Yoney Makinalar1 (DYM) kullanilmistir.

Jesse vd. (Jesse et al. 2012) tarafindan yapilan ¢alismada PH, MSA, Progresif
Supraniikleer Palsi (PSP) ve Kortikobazal Dejenerasyon (KBD) arasindaki ayirici
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tan1 i¢in non-invazif bir yontem olan Manyetik Rezonans Goriintiileme (MRG)
yontemi kullanilmistir. Bu ¢alismada MRG yontemi belli bagh patolojileri disarida
tutmak icin tercih edilmistir. Ayrica calismada, Region of interest (ROI) igin
Substantia Nigra (SN) ve Globus Pallidus Internus (GPI) se¢ilmis ve bu bolgelerin
MRI ¢ekimleri yapilmistir. Farkli gruplar (SN ve GPI) arasindaki sinyal
yogunluklarinin karsilastirilmasinda ANOVA testi uygulanmustir.

Tsukamoto vd. (Tsukamoto et al. 2012) tarafindan yapilan ¢alismada PH’yi; MSA ve
PSP’den ayiran ayirict tani i¢in 3-T MR goriintiileme teknigi kullanilmastir.
Calismada, 3-T MR kullanilarak her bir bireyin Eksen Difiizyon Agirlikli goriintiisii
ve T2 agirlikli goriintiisii elde edilmistir. Daha sonra bolgesel Goriiniir Diflizyon
Katsayist1 (bGDK) her bir ROI i¢in hesaplanmistir (ROI analizi beynin bir¢ok
lokasyonuna uygulanmistir). Son olarakta MSA, PSP, PH ve kontrol gruplari i¢in
ortalama bGDK degerlerini karsilastirmak i¢in Kruskal Wallis testi uygulanmastir.

Daliri (Daliri 2013) tarafindan yapilan calismada saglikli bireyler ile Parkinsonlu
bireylerin birbirinden ayrilmasi igin yeni bir yaklagim 6nerilmektedir. Bu ¢alismada
kullanilan veriler, bu tez calismasinda da kullanilan Parkinson veri kiimesi ile
aynidir. Bu yontem, deneklerin normal yiiriiyiisii esnasinda yere uygulanan reaksiyon
kuvvetinin sayisallastirilarak Olclilmesi esasina dayanmaktadir. Bu oOlgiimler, her
ayagin altina yerlestirilen 8 sensor kullanilarak hesaplanmistir. Kuvvet ol¢iimleri
arasindaki farkin mutlak degeri, her bir sensor ve her bir zaman i¢in hesaplanmig ve
bu sinyaller iizerine Kisa Zamanli Fourier Doniisiimi (KZFD) uygulanmistir.
Boylelikle sinyallerin spektrumundan gesitli 6zellikler ¢ikarilmistir. Bu 6zelliklerin
histogram1 hesaplanmis ve sepet se¢imi; 6zellik ayirma orani yontemi kullanilarak
yaptlmigtir. Daha sonra indirgenmis histogramlar arasindaki Ki-kare mesafesi
hesaplanmis ve siniflandirma i¢in DYM igin bir ¢ekirdek olusturulmustur. Calismada

siiflandirma dogrulugu %91.20 olarak elde edilmistir.

Nair vd. (Nair et al. 2013) tarafindan yapilan ¢alismada PH’yi MSA’dan ayiran
aymrict tani igin 3-T MR gorilintiileme teknigi kullanilmistir.  Goriintiilerin
degerlendirilmesi ve bu verilerin etiketlenmesi iki bagimsiz ndroradyolojist
tarafindan gerceklestirilmistir. Son olarak bir karar agaci modeli olusturularak

PH’nin, MSA’dan ayrilmas1 saglanmistir.
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Ota vd. (Ota et al. 2013) tarafindan yapilan ¢alismada PH’nin, MSA-P ve MSA-
C’den ayirict tanist lizerine bir ¢alisma gergeklestirilmistir. Calismada bireylerden T1
agirlikli veriler ve Yaymimsal MRG verileri elde edilmistir. Daha sonra sirasiyla
Voxel-based morphometry (VBM) ve Tract-based spatial yontemler kullanilarak

veriler analiz edilmistir.

Drotar vd. (Drotar et al. 2014) tarafindan yapilan ¢alismada PH’li hastalarda ilk
goriilen oOzelliklerden olan el yazisinin bozulmasinin analiz edilmesi ile PH’li
hastalarin saglikli kontrol bireylerinden ayrilabilecegi diisiiniilmiistiir. PH nin tespit
edilmesinde el yazisinin kinematigindeki degisim kullanilmistir. Bu agidan dncelikle
el yazis1 ozellikleri gikarilmustir. Ozelliklerin ¢ikarilmasindan sonra veri kiimesi

olusturulmus ve DYM ile siiflarin birbirlerinden ayrilmasi saglanmastir.

Akdemir vd. (Akdemir et al. 2014) tarafindan yapilan c¢alismada bazi
parkinsonizmler’in (PH, MSA, PSP, KBD, Lewy cisimcikli demans (LCD)), kontrol
bireylerinden ayirici tanist igin Brain 18F-FDG PET goriintilleme yo6ntemi
kullanilmistir. Goriintiilerin analizi gorsel olarak ve NeuroQ yazilimi kullanilarak

gerceklestirilmistir.

Lee vd. (Lee et al. 2014) tarafindan yapilan ¢alismada PH’nin; PSP ve MSA’dan
ayrilmasi i¢in yiiriime ve durus 6zellikleri kullanilmistir. Bunun i¢in PH, PSP ve

MSA hastalarinin videolar1 analiz edilmistir.

Pilleri vd. (Pilleri et al. 2014) tarafindan yapilan ¢aligmada PH ve MSA’nin ayirici
tanisi i¢in kalp atim hizi ve kan basincinin sirkadiyen ritim 6zellikleri kullanilmastir.

Iki hastalik grubunun karsilastirilmasinda t-testi ve ANCOVA testi kullanilmistir.

Navarro-Otano vd. (Navarro-Otano et al. 2014) tarafindan yapilan ¢alismada PH ve
Vaskiilar  Parkinsonizm (VP) arasindaki ayirict  tami  i¢in  123I-meta-
iodobenzylguanidine (1231-MIBG), kalp atimi, koku tanima ve 1231-FP-CIT SPECT
analizleri  yapilmistir. Bu analizler sonucunda elde edilen verilerin

degerlendirilmesinde istatistiksel testler kullanilmistir.

Salvatore vd. (Salvatore et al. 2014) tarafindan yapilan calismada PH ve PSP
arasindaki ayirici tani i¢in T1 agirhkli MRG verileri kullanilmustir. Ozellik
cikariminda Temel Bilesen Analizi kullamilmistir.  Hastalik  gruplarmin

siniflandirilmasinda ise DYM kullanilmistir.
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Baudrexel vd. (Baudrexel et al. 2014) tarafindan yapilan ¢alismada PH, MSA ve PSP
arasindaki ayirici tani igin 18-Fluorodeoxyglucose Pozitron Emisyon Tomografi
(FDG-PET) ve Difiizyon Agirlikli Goriintileme (DAG) yontemleri karsilagtirilmisg
ve kullanilmistir. Bu hastalik gruplarinin siniflandirilmasinda ANOVA ve ROC

analizi kullanilmistir.

Khorasani ve Daliri (Khorasani & Daliri 2014) tarafindan yapilan ¢alismada saglikli
bireyler ile Parkinsonlu bireylerin birbirinden ayrilmasi i¢in yeni bir yaklagim
onerilmektedir. Bu c¢alisma da, PH hastalarim1 saglikli bireylerden ayirmak igin
Gausian karisimli  Gizli Markov Modeli (GMM) kullanilmigtir.  Calismanin
sonuglarinin; 16 saglikli ve 15 PH denegine karsilik gelen yiiriime ritim verilerinin
siniflandirilmasinda kullanilan GMM siniflandiricisinin performansinin, En Kiigiik
Kareler Destek Yoney Makinesi siniflandiricisindan elde edilen sonugclarla
karsilastirilabilir oldugu gosterilmistir. Bu ¢alismada, her bir smiflandiricinin
performansini1 degerlendirmek icin Leave-One-Out-Capraz-Dogrulama (LOOCD)
yontemi kullanilmistir. GMM yontemi, saglikli deneklerden ve PH hastalarindan elde
edilen uzun adim aralig1 bakimindan (stride interval), yiiriiyiis verilerinin dogruluk

orani % 90.3 olarak elde edilmistir.

Feng vd. (Feng et al. 2015) tarafindan yapilan ¢alismada PH ve MSA arasindaki
aymrict tani icin 3.0T MRI wverileri kullanilmistir. Bu hastalik  gruplarinin

karsilastirilmasi igin istatistiksel testler kullanilmistir.

Huertas-Fernandez vd. (Huertas-Fernandez et al. 2015) tarafindan yapilan ¢alismada
PH ve VP arasindaki ayirici tani i¢in [123I]FP-CIT SPECT yontemi kullanilmastir.
Verilerin simiflandirilmasinda Lojistik Regresyon, Dogrusal Ayirict Analiz ve DYM

kullanilmistir.

Zanigni vd. (Zanigni et al. 2015) tarafindan yapilan c¢alismada PH ve diger
parkinsonyen sendromlar (MSA-C, MSA-P ve Richardson sendromu (PSP-RS))
arasindaki ayiricr tam1 icin MR Proton Spektroskopi (1H-MRS) yontemi
kullanilmistir. Diger g¢alismalardan farkli olarak bu g¢alismada beyincik iizerine
odaklanilmistir. Calismada elde edilen verilerin analizinde istatistiksel analiz

kullanilmistir.

Bradvica vd. (Stenc Bradvica et al. 2015) tarafindan yapilan c¢alismada PH ve

Esansiyel Tremor (ET) arasindaki ayirici tani i¢in Transrakniyal Sonografi ve koku
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testi kullanilmistir. Ayrica Transrakniyal Sonografi sonuglari Dopamin Transporter
Scan (DaTSCAN) sonuglar ile de karsilastirilmis ve yiiksek derecede uyumluluk

bulunmustur. Verilerin analizi istatistiksel analiz kullanilarak yapilmustir.

Vranovd vd. (Ptfikrylovd Vranova et al. 2016) tarafindan yapilan c¢alismada
norodejeneratif hastaliklarin (PH, LCD, Alzheimer hastaligi, MSA, PSP) ayirici
tanis1 i¢in Clusterin proteininin beyin omirilik sivisindaki seviyesi kullanilmistir.

Verilerin karsilastirilmasinda istatistiksel analiz kullanilmastir.

Drotar vd. (Drotar et al. 2016) tarafindan yapilan calismada PH’yi normal
bireylerden ayiran ayirici bir tanmi sistemi i¢in el yazisinin kinematik ve basing
ozellikleri kullanilmistir. Bu 6zelliklerden elde edilen verilerin siniflandirilmasinda

k-en yakin komsuluk algoritmasi, AdaBoost ve DYM kullanilmustir.

Ertugrul vd. (Ertugrul et al. 2016) tarafindan yapilan ¢alismada saglikli bireyler ile
Parkinsonlu bireylerin birbirinden ayrilmasi i¢in yeni bir yaklagim onerilmektedir.
Bu calismada kullanilan veriler, bu tez calismasinda da kullanilan Parkinson veri
kiimesi ile aynmidir. Calismada yontem olarak sinyaldeki yerel degisimleri
yakalayabilmek i¢in Kaydirilmis 1-Boyutlu Yerel Ikili Oriintiiler yéntemi ve Makine
Ogrenmesi algoritmalar1 kullanilmistir. Calismada siniflandirma dogrulugu en

yiiksek %88.89 olarak elde edilmistir.

Jane vd. (Jane et al. 2016) tarafindan yapilan caligmada saglikli bireyler ile
Parkinsonlu bireylerin birbirinden ayrilmasi i¢in yeni bir yaklagim 6nerilmektedir.
Bu ¢alismada kullanilan veriler, bu tez c¢alismasinda da kullanilan Parkinson veri
kiimesi ile aynmidir. Calismada smiflandirma algoritmasi olarak Q-geri yayilimh
zaman gecikmeli sinir agr kullanilmistir. Calismada smiflandirma dogrulugu

ortalama %91.53 olarak elde edilmistir.

Zeng vd. (Zeng et al. 2016) tarafindan yapilan ¢aligmada saglikli bireyler ile
Parkinsonlu bireylerin birbirinden ayrilmasi i¢in yeni bir yaklasim Onerilmektedir.
Bu calismada kullanilan veriler, bu tez ¢alismasinda da kullanilan Parkinson veri
kiimesi ile aynmidir. Caligmada siniflandirma algoritmasi olarak RBF Network
algoritmasi kullanilmistir. Calismada smiflandirma dogrulugu %96.39 olarak elde

edilmistir.

Aydin ve Aslan (Aydin & Aslan 2017a) tarafindan yapilan ¢alismada yere uygulanan
kuvvet sinyalleri kullanilarak noro-dejeneratif hastaliklarin (Amyotrophic Lateral
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Sclerosis (ALS), Huntington Hastaligt (HH), PH) teshisi ve siniflandiriimasi
gerceklestirilmistir. Smiflandirmada bes Makine Ogrenmesi algoritmas1 (A2DE, K*,
Multilayer Perceptron, DECORATE, Random Forest) 10-katli ¢apraz dogrulama
yontemi kullanilarak karsilastirilmistir. Ozniteliklerin olusturulmasinda istatistiksel
fonksiyonlar kullanilmustir. Ozellik ¢ikarimi icin ise Temel Bilesen Analizi yontemi
kullanilmistir. Bu algoritmalardan en iyi sonucu K* siniflandirict vermistir.

Siniflandirma sonucunda siniflandirma dogrulugu %99.17 olarak elde edilmistir.

Shrivastava vd. (Shrivastava et al. 2017) tarafindan yapilan g¢alismada saglikli
bireyler ile Parkinsonlu bireylerin birbirinden ayrilmasi i¢in yeni bir yaklagim
onerilmektedir. Bu ¢alismada kullanilan veriler, bu tez ¢alismasinda da kullanilan
Parkinson veri kiimesi ile aymidir. Calismada, PH’li bireylerle kontrol grubu
bireylerin siniflandirilmasina yardimci olmak i¢in ve gerekli en iyi O6znitelikleri
secmek icin dogadan esinlenen ¢esitli algoritmalarin karsilagtirmalt bir analizi
yapilmistir. Deneysel sonuglar secilen Oznitelik kiimesi iizerinde ikili Ayiklama
Algoritmasi'nin (Binary Bat Algorithm); Pargacik Siiriisii Optimizasyonu (Particle
Swarm Optimization), Genetik Algoritma ve Degistirilmis Giildiiriici Arama
Algoritmasi (Modified Cuckoo Search Algorithm) gibi geleneksel tekniklerden daha
Iyi performans sagladigini gostermistir. Sonu¢ olarak bir Yapay Sinir Ag1 modeli

kullanilarak ortalama siniflandirma dogrulugu %93.12 olarak elde edilmistir.

Joshi vd. (Joshi et al. 2017) tarafindan yapilan ¢alismada saglikli bireyler ile
Parkinsonlu bireylerin birbirinden ayrilmasi i¢in yeni bir yaklasim Onerilmektedir.
Calismada, Dalgacik analizi alternatif bir yontem olarak sunulmus ve DYM ile
kombine edilen dalgacik analizinin etkili bir siniflandirma dogrulugu iiretebildigi
gosterilmistir. Hesaplamali olarak basitlestirilmis 06zellikler dalgacik doniistimii
kullanilarak ¢ikartilmis ve PH’nin teshisi i¢in DYM’yi desteklemekte kullanilmistir.
Bu tiir siniflandirma igin en iyi tek parametrenin gézlemlenmesi i¢in ¢esitli yliriiyiis
parametrelerini: yani adim araligi, salinim araligi ve durus araligi (her iki bacaktan)
degerlendirilmistir. Calismada siniflandirma dogrulugu 9%90.32 olarak elde
edilmistir. Ancak sol bacaktaki tim ylirliylis parametreleri daha biiyiik bir 6zellik
vektorii olusturmak i¢in bir araya getirildiginde, siniflandirma dogrulugu % 100'e

yiikselmistir.

Aydin ve Aslan (Aydin & Aslan 2017b) tarafindan yapilan ¢alismada yere uygulanan
kuvvet sinyalleri kullanilarak ALS, HH ve PH gibi ndro-dejeneratif hastaliklarin
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(NDH) smiflandirilmasinda kullanilabilecegi onerilmektedir. Deneyler 16 kontrol
bireyi (KB), 13 ALS, 20 HH ve 15 PH’ye ait veriler kullanilarak gergeklestirilmistir.
Ik olarak kuvvet sinyalleri, Discrete Meyer dalgacig1 kullanilarak yedinci seviyeye
kadar ayristirilmis ve yeni olusan sinyallerden yedinci seviyedeki yaklasim sinyali
secilmigtir. Daha sonra bu sinyal iizerinde tepe analizi gerceklestirilerek sinyalin
lokal maksimumlari, tepe’nin x-ekseni degerleri, tepe genisligi ve tepe ¢ikintilar
elde edilmistir. Daha sonra bu dort tepe 6zelliginin her birinden 15 adet temel
istatistiksel 6znitelik elde edilmistir. Boylelikle sol ayak i¢in 60 ve sag ayak icin 60
olmak iizere toplamda 120 Oznitelik elde edilmistir. Daha sonra OneRules
smiflandirict kullanilarak bu 6znitelikler icerisinden en ¢ok enformasyon veren
Oznitelikler secilmistir. Bir sonraki asamada ise Radyal Tabanli Fonksiyon Agi
(RBFNetwork), Adaptif Yiikseltme (Adaboost) ve Eklemeli Lojistik Regresyon
(LogitBoost) algoritmalar1 kullanilarak ALS-KB i¢in %93.1 dogruluk, HH-KB i¢in
%97.22 dogruluk, PH-KB i¢in %83.87 dogruluk ve NDH-KB i¢in %92.18

siniflandirma dogrulugu elde edilmistir.

1.3 Parkinson hastalig

Sinir sistemi; beyin ve omurilikten yayilan silindirik lif demetleri olan sinir
sOzctigiinden adini almaktadir ve viicudun her boliimiinii sinir sistemine baglamak
i¢in tekrarli bir bi¢imde dallanmaktadir (Kandel et al. 2012). Merkezi sinir sistemi ya
da c¢evresel sinir sisteminin gordiigii i¢/dis etkilerden ya da genetik faktorlerden
dolayr beyinde ¢esitli bozukluklar goriilebilmektedir. Bu bozukluklardan biri de
norodejeneratif bozukluklardir. Norodejenerasyon; ndéronlarmm olimii de dahil,
noronlarin yap1 ve islev kaybmi ifade eden genel bir ifadedir. ALS (Amyotrophic
Lateral Sclerosis), Parkinson Hastaligi (PH), Alzheimer Hastaligi (AH) ve
Huntington Hastaligi (HH) gibi bircok noérodejeneratif hastalik nodrodejeneratif
siireclerin bir sonucu olarak ortaya ¢ikar. Norodejeneratif hastaliklar tedavi edilemez

ve bu ilerleyen bozulma sinir hiicrelerinin 6limiine neden olmaktadir (JPND

research 2017).

Beynin eferent sistemi motor sistem, motor sistemin son ortak noktast motor
noronlar, onlarin da yaptig1 tek is kaslar1 aktive etmektir (Demirci 2010). Bazal
ganglionlarin da 6zellikle amaca yonelik davranislarin diizenlenmesinde karmagik bir

islev gordiigii soylenebilir. Bazal ganglionlar hareketin sadece motor sistemi ile ilgili
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degil ayn1 zamanda hareket ile iligkili emosyonlar, motivasyon ve kognitif islevlerde
de yer aldigi sdylenebilir (Bilgic 2010). Istemli ya da istemsiz hareketlerin
olusumuna katk1 saglayan tiim bu sistemin tiimii ya da bir kisminda meydana gelen
bir sorun hareket bozukluklarina yol agmaktadir. Hareket bozukluklari deyimi
Noroloji’de belli bir grup elementer fenomeni ve bunlarin altinda yatan hastaliklar
tanimlamak i¢in kullanilir. Bu hastaliklarin temel ve ortak 6zelligi istemli veya
otomatik hareketlerin yapilmasinda giigliik, istemli hareketlerin istenilen hiz,
biiyiikliilk ve koordinatlarda yapilamamasi veya istem dist olusan hareketlerin tek
baslarina veya degisik kombinasyonlar seklinde ortaya ¢ikmasidir (Emre & Hanagasi
2010). Hareket bozukluklari yetersiz veya asir1 hareketlere yol agan durumlardir.
Hareketlerde yavashik veya duraksamalara yol agan norolojik bozukluklara
hipokinetik bozukluklar denir ve bu kategorideki hastaliklarin basinda Parkinson

Hastalig1 (PH) ve Parkinsonizmin diger tiirleri gelir.

PH, 1817 yilinda Ingiliz hekim James Parkinson tarafindan “An Essay on the
Shaking Palsy” adli makalede ilk olarak tanimlanmistir (Adams et al. 1997).
Parkinson hastaligi; yaygin goriilen, kronik ve ilerleyen bir ndrojejeneratif beyin
hastaligidir. Goriilme sikligi 1000 kiside birdir. 60 yasin iizerinde ise yaklasik olarak
100 kiside bir goriilmektedir (Adams et al. 1997; Playfer 1997; Maraganore 2000;
Manciocco et al. 2009). Erkeklerde goriilme sikligi kadinlara oranla biraz daha
fazladir (Waters 2008). Parkinson hastaliginin ayirict 6zelligi ve engelleyici
semptomu  bradikinezidir.  Bradikinezi  hareketlerin  yavaslamasi  olarak
tanimlanmaktadir. Hastaliktaki erken donemde bradikinezinin en 6nemli belirtisi
ylriime, konusma ve oturmada yasanan zorluklardir (Gibberd 1986). PH’nin
patolojik belirteci olan Lewy cisimcigi (LC), ilk olarak 1912 yilinda Friedrich
Heinrich Lewy tarafindan PH hastalarinin beyin sapinin iist bolgesi olan substansiya
nigra (SN)’nin ndromelanin pigmenti igeren sinir hiicrelerinin sitoplazmasinda
bulunan kiire seklindeki kalintilar olarak tanimlanmistir (Pollanen et al. 1993).
Giiniimiizde PH’nin belirtilerinin goriilmesinden sorumlu olan nigral néronal kaybin
nedeni bilinmemektedir. Ancak kalitsal nedenler, ¢evresel toksinler ve yaslanma
etkisi gibi birgok faktoriin neden oldugu disiiniilmektedir (Piccini et al. 1999; LeWitt
2000). Ayrica son yillarda elde edilen genetik ve biyokimyasal veriler 1s1ginda

genetik ve/veya g¢evresel nedenlerle bozulan ubiquitin-proteozom sisteminin PH’nin
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gelisimindeki asil sorumlu mekanizma oldugu diisiintilmektedir (Tanner & Goldman
1996).

PH hastalarindaki anormal hareketler; alisilmadik goriintimleri, kompleksiteleri,
hemen goze c¢arpmayabilmeleri veya ¢ok degisken olabilmeleri gibi sebeplerle
klinisyene tanima ve kategorize etme zorluklar1 yasatir. Hareket bozukluklar
uzmanlar1 bunu asmak i¢in bu anormal hareketleri izole ederek veya bilesenlerine
ayirarak calisma egilimindedirler. Ancak esas onemli tanisal ipucunu saglayan bu
hareketlerin paterni ve viicutta gosterdigi dagilimdir. Parkinsonizmin kesin tanisi igin
istirahat tremoru veya bradikinezi olmak {izere bu bulgulardan ikisi mevcut
olmalidir. PH, Parkinsonizm vakalarinin en yaygin formudur ve %80 nini olusturur
(Deligtisch et al. 2011). Parkinson Hastaligi’nda; Parkinsonizm bulgularina ilaveten
hafif frontal lob bozukluklarindan agir demansa kadar degisebilen bilissel
bozukluklarda eslik edebilir. PH disinda kalan primer dejeneratif parkinsonizme
neden olan hastaliklarda PH’de goriilen kardinal semptomlara ilaveten bagka
semptomlarin da goriilmeleri nedeniyle bunlara Parkinson plus sendromu veya
Atipik Parkinson sendromu gibi isimler verilir (Akytirekli & Akyitrekli 2010).
Toksinler, farmakolojik ajanlar, bazal gangliyonlar’in fokal veya vaskiiler lezyonlari
gibi birgok farkli etken klinik olarak PH’den ayirt edilemeyen sendromlara neden
olabilirler ve Sekonder Parkinsonizm olarak isimlendirilirler (Foltynie et al. 2003;
Akyiirekli & Akytirekli 2010). Sekil 1.1’de Parkinson sendromunun Litvan (Litvan
2005) tarafindan yapilan klinik tablosu gosterilmektedir.
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PARKINS ON SENDROMU

v v
Primer Sekonder
|
v
Atipik Parkinsonsyen Hastahklar

Parkinsorn Hastali

(Parkinson-plas) o lag (Méraleptikler)
»  Nletaholik Hastallklar {Wilson)
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—— Progresif Supraniikleer Palsi (P5F)

—— Kortiko-Bazal Dejererasyon (KB

S Predomineant Parkinsonizrak WS4 (M5A-F)
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Serebellar Crzellikli BSA (MS4-C)

—  Lewy Cisitacikli Deraans (LCD)

Sekil 1.1: Parkinson sendromu Klinik tablosu (Litvan 2005)

PH’nin prevalanst 100.000 kiside yaklasik 160 ve insidansi 100.000 kiside her yil
yaklagik 20 vakadir. Prevalans ve insidans da yasla birlikte artar. 70 yasinda
prevalans 100.000 kiside yaklasik 550, insidansiysa yaklasik 100.000 kiside 120
vakadir. Bulgularin ortalama ortaya ¢ikis yasi her iki cinsiyet i¢in de 56’dir. Ancak
yas aralig1 genistir ve erken baslangichi PH (<40 yas) vakalar1 da pek seyrek degildir.
Erkeklerde PH, aymi yastaki kadinlarin 2 kat1 kadar siktir. Ailesinde PH Oykiisii olan
bireylerde PH ortaya ¢ikma riski daha yiiksektir ve tanimlanmig PH genlerindeki
mutasyonlarin kisilerin soyuna da bagli olarak vakalarin %5-40’1indan sorumlu
oldugu diistiniilmektedir. Kalan vakalarin ¢ogunlugunda ise etyoloji daha karigiktir;
gen-gevre ve gen-gen karsilikli etkilesimi 6n planda rol oynar (Deligtisch et al.
2011).

Norodejeneratif hastaliklarda tedavi siireci, ancak noron 6liimiiniin nedenlerinin
anlasilmasiyla miimkiin olacaktir. Norodejeneratif hastaliklar konusunda yapilan son
calismalar gostermektedir ki: Kliniklerde calisan hekimler ve arastirmacilar
norodejeneratif hastaliklara neden olan etmenlere dayali bir tedaviye karst oldukca
stipheli yaklagsmaktadirlar. Son zamanlarda bu koétiimser bakis agisi olumlu yonde
olacak sekilde degismektedir. Buna neden olan en 6nemli nedenler: hiicre ve gelisim
biyolojisi, model sistemler ve ilag tedavisindeki gelismelerdir. Ayrica nérodejeneratif

hastaliklarla ilgili arastirmalara en biiyiik katkiyi; molekiiler genetik alanindaki
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ilerlemeler, yliksek teknoloji kapsamina giren genomik arastirmalar ve hizla gelisen
biyolojik yoOntemlerle birlikte canli dokularin {irettigi elektriksel isaretlerin elde

edilmesi ve bu isaretleri isleme tekniklerindeki gelismeler vermistir (Beal et al.
2010).

PH ve HH’de bazal ganglionlardaki néronlarin kaybiyla hareket kontroliinde
anormallikler ortaya ¢ikmaktadir. AH’de hippokampal ve kortikal néronlarin kaybina
bagl kognitif fonksiyonlarda bozulma olur. ALS’de ise spinal, bulbar ve kortikal
motor noronlarin bozulmalar1 nedeniyle kas gii¢siizliigii izlenir. ALS, AH, HH ve PH
gibi norodejeneratif hastaliklarin bazi belirtileri ortaktir. Bu belirtilerden biri de
fiziksel belirtilerdir. Yalniz AH’de bu belirti hastaligin son evrelerine dogru daha ¢ok
goriilmekle beraber az da olsa hastaligin ilk evrelerinde goriilebilmektedir (Selekler
2010). Ancak ALS, HH ve PH hastalarinda ortak belirti hastaligin kendisini ilk
olarak fiziksel olarak gostermesidir. Fiziksel bozukluklarin kendisini gosterdigi

stireclerden biri de ylirlime eylemidir.

1.4 Yiiriime

Yiirime, bir noktadan bir noktaya gidebilmek amaciyla govdenin hareket
ettirilmesidir. Yiiriime, yasamin ¢ok basit bir pargasi gibi gériinmekle birlikte aslinda
son derece karmasik bir hareketler zinciridir. Dik bir bicimde ve iki ayak ilizerinde
yiiriime &zelligi memeliler arasinda sadece insana 6zgiidiir (Ozaras & Yalgin 2002a).
Ayrica iki ayak lizerinde yiirlime 6zelligi memeliler arasinda sadece kanguru ve

jerboas’a 6zgiidiir (Barnosky 2010).

Son yillarda hareket problemlerinin tan1 ve tedavisinde o6nemli bir noktaya
gelinmigtir. Gilinlimiiz yiirime analizi teknolojisi normal ve patolojik yiiriiyiis
esnasinda eklem ve kaslarin iglevlerini sayisal veriye donistirerek analiz
edilebilmesini saglar. Boylelikle hasta {izerine uygulanan fizyoterapi, ilag ve cerrahi
gibi tedavilerin yiirime {izerine olan etkileri nesnel olarak degerlendirilebilir.
Yiirlime analizi ile insan-uzmanin ¢dziimleyemeyecegi yiiriime ve hareket sorunlari
kolay bir bigimde analiz edilebilmekte ve soruna neden olan kas ve ekleme yonelik
miidahale yapilabilmektedir (Ozaras & Yal¢in 2002a). Yiiriime, siirekli kendini
tekrar eden hareketlerden olusur. Bu hareketler toplulugu, bir yliriime dongiisii olarak

tanimlanir (Barr 2002). Aslinda yiirlime, beyinde baglar. Bu nedenle yiirime
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sorunlarinda degerlendirme; beyinden medulla spinalise, oradan da kas ve eklemlere
dogru olmalidir (Kanatlh et al. 2006).

Yiirlime, stabil bir agirlik tasiyict postiiri devam ettirerek viicudu istenilen bir
dogrultuda simiiltane olarak ilerleten alt ekstremitenin yaptig1 bir hareket sekansinin
pespese yapilmasina dayanir. Efektivite ise eklem mobilitesinin serbestliine ve
uygun yogunlukta selektif olan kas hareketine dayanir. Normal fonksiyon ayni
zamanda fizyolojik enerjiyi optimal sekilde korumaktadir. Patolojik durumlar
yiiriimenin modunu ve efektivitesini degistirir. Baz1 hareketler kaybedildiginde eger
ileriye gidis ve durus stabilitesi korunmak isteniyorsa kaybedilen hareketlerin yerine
bagkalarinin konmas1 gerekir. Normal fonksiyon ve cesitli patolojik durumlardan
kaynaklanan yiiriime bozukluklarinin tipleri ile ilgili detayli bilgi sahibi olan bir
Klinisyen oOnemli kayiplar1 tespit edebilecek ve uygun diizeltici Olgiimleri

planlayabilecektir (Inman et al. 1989; Cochran 1982; Vaughan et al. 1999).

1.4.1 Yiiriimenin fazlar

Alt ekstremite hareketinin her sekansi (yiiriime siklusu) bir agirlik tasiyici periyot
(stance/durus) ve bir ilerleme intervali (swing/sallanma/ilerleme) igerir. Normal
yiiriime siklusu siiresinin %60°1 durusta, %40°1 sallanmada harcanir. Bu intervallerde
harcanan siire yliriime hizina bagli olarak degisir. Ayrica bireyler aras1 farkliliklar da
vardir. Her iki ekstremitenin resiprokal (degismeli) hareketi bir ¢ift durus
periyodunda (mesela her iki ayak yere degerken) agirlik tasima gorevlerini
paylagsmak iizere zamanlama yapmaktadir ve genellikle durusun baslangic ve bitis
%10'luk intervalini kapsar. Orta %40'lik periyot tek durus periyodudur (tek bacak
destegi) (Zengin 2007). Bu sirada diger bacak sallanma yapmaktadir. Tim bu
yirlime fazlar1 Sekil 1.2'de gosterilmektedir. Buna gore Basma fazi; baslangic
temasi, yliiklenme cevabi, orta durus, son durus ve salinim 6ncesi fazidir. Salinim fazi
ise; baslangi¢ salinimi, salinim ortast ve salinim sonu fazi olarak alt gruplara ayrilir
(Sutherland & Valencia 1992; Ozaras & Yal¢in 2002b; Chambers & Sutherland
2002).
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Sekil 1.2: Yiiriimenin fazlar1 (Castermans et al. 2013)

1.4.1.1 Topuk vurusu (initial contact/heel strike)

Yiiriime siklusunun %0-2'si bu peryotta gerceklesir. Basma fazinin baslangici olup
ayagin yere temasi ile baglar. Bu temas ayagin dnce topuk yere temas edecek sekilde
yere indirilmesidir (Sutherland & Valencia 1992; Ozaras & Yalc¢in 2002b; Chambers
& Sutherland 2002).

1.4.1.2 Yiiklenme/taban vurusu (loading response/footflat)

Yirtime siklusunun %2-10'u bu peryotta gerceklesir. Ayni zamanda birinci ¢ift
destek fazidir. Diger ayak yerden kaldirilana kadar gévde agirligi yerdeki ayaga
aktarilir (Sutherland & Valencia 1992; Ozaras & Yal¢in 2002b; Chambers &
Sutherland 2002).

1.4.1.3 Basma orta fazi (midstance)

Yiirime siklusunun 9%10-30'u bu peryotta gergeklesir. Tek basma fazinin
baslangicidir. Salimim fazindaki bacak, yere basan bacagin yanindan gecer. Bunu
yapmaktataki amag¢ yerde sabit duran ayagi kullanarak govdeyi One dogru
ilerletmektir (Sutherland & Valencia 1992; Ozaras & Yalgm 2002b; Chambers &
Sutherland 2002).

1.4.1.4 Basma sonu fazi/topuk kalkis1 (terminal stance/heel off)

Yirtime siklusunun %30-50'u bu peryotta gergeklesir. Amag bacagin yerden
kesilmesidir (Sutherland & Valencia 1992; Ozaras & Yalgmn 2002b; Chambers &
Sutherland 2002).
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1.4.1.5 Salimim o6ncesi/parmak kalkis1 (preswing/toe off)

Yiirime siklusunun %50-60'u bu peryotta gerceklesir. Basma fazinin sonlanip
salmim fazinin basladig1 evredir. Ayrica ikinci ¢ift destek evresini olusturur. Karsi
ayak yere degdiginde baslar ve parmaklarin yerden kesilmesiyle sonlanir. Amag
bacag1 saliima hazirlamaktir (Sutherland & Valencia 1992; Ozaras & Yalgin 2002b;
Chambers & Sutherland 2002).

1.4.1.6 Erken salimim/akselerasyon (initial swing)

Yiiriime siklusunun %60-73" bu peryotta gerceklesir. Ayagin yerden kaldirilmasiyla
baslar, ayak diger ayagin hizasina geldiginde biter. Amag¢ havadaki bacagi hizla 6ne
dogru ilerletmektir (Sutherland & Valencia 1992; Ozaras & Yal¢in 2002b; Chambers
& Sutherland 2002).

1.4.1.7 Salimim ortasi (midwing)

Yiirtiime siklusunun %73-87'si bu peryotta gergeklesir. Salinan bacak yere basan
bacagin yanina gelir ve Oniline geger. Amag ayagin yere degmeden aktarilmasidir
(Sutherland & Valencia 1992; Ozaras & Yal¢in 2002b; Chambers & Sutherland
2002).

1.4.1.8 Salimim sonu/deselerasyon (terminal swing)

Yiirtime siklusunun %87-100'i bu peryotta gergeklesir. Salinan bacak basan bacagin
Oniine gegtiginde baslar, ayagin yere degdigi ana kadar devam eder. Amag ayagin
yere basmaya hazirlanmasidir (Sutherland & Valencia 1992; Ozaras & Yalgin 2002b;
Chambers & Sutherland 2002).

1.4.2 Viicudun ilerletilmesi

Viicudun ilerletilmesinde basma fazindaki ayagin bazi hareketleri olmaktadir.
Bunlar: Topukta donme (heel rocer), Ayak bileginde donme (ankle rocker) ve
Onayakta donme (forefoot rocker)'dir. Topukta donme evresinde; ayak yere
degdiginde viicut topuk tizerinden 6ne dogru donmeye baslar. Bu donemde topuk bir
kaldiracin dayanak noktasi gibi calisir. Ayagin tamami yere degdiginde topukta
donme biter, ayak bileginden donme baslar. Ayak bileginde donme evresinde ayak
yerde sabit durur. Yer Tepkime Kuvvet Vektori (YTKV) ayak bilegi ekleminin
Oniine gecer ve pasif dorsifleksiyon olusur. Ayak yerde sabit oldugu icin tibia 6ne
dogru gelir. Bu asamada soleus kasi eksantrik olarak kasilir ve tibianin 6ne gidisini

kontrol eder. YTKV 6n ayaga ulastiginda topuk yerden kalkar, ayak bilegindeki
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donme biter ve Onayakta donme baglar. Viicut agirlik merkezi (VAM) destek alani
merkezinin Oniine diismeye basladiginda ilerleme hizlanir. Triceps kasilarak ayak
bileginde plantar fleksiyon yaratir ve giiclii bir itici kuvvet saglar. Burada artik govde
kiitlesi uzun bir kaldirag kolunun ucundaki pasif agirlik gibidir ve diger ayak yere

basana kadar diismesini dnleyecek hig bir kuvvet yoktur (Ozaras & Yalgin 2002b).

Yer Tepkimesi Kuvveti, Newton'un igiincii hareket ilkesine gore ayakta duran bir
kisinin yerde olusturdugu agirlik kuvvet vektoriine karsilik, yer de esit biiytikliikte ve
ters yonde bir YTKV olusur. YTKV’ nin yonii ve blyiikligli yiirime esnasinda
siirekli bir bicimde degisir (Ozaras & Yalgin 2002b).

1.4.3 Yiiriime analizi

Yiiriime eyleminin son derece karmasik hareketler zinciri olmasi ve insan goziiniin
degerlendirip ¢oziimleyememesinden dolayi yiiriime eyleminin iyi bir bicimde analiz
edilmesi gerekmektedir. Yiirime analizi; gdzlemcinin g6z ve beynini kullanarak ve
ayn1 zamanda viicut hareketlerini, viicut mekanigini ve kas aktivitesini 6lgmek icin
cesitli araclar1 kullanarak genelde hayvan hareketlerini 6zelde ise insan hareketlerini
inceleyen sistematik bir ¢alisma alanidir (Levine et al. 2012). Yiiriime analizinin ilk
degerlendirilmesi Aristo (384 B.C.-322 B.C.) zamanma uzanir (Aristotle 2004).
Daha sonra 1890'da Alman anatomist Christian Wilhelm Braune ve Otto Fischer, yiik
altinda ve ylik olmadan insan ylirlimesinin biyomekanigi isimli bir dizi makale
yayimladilar (Fischer & Braune 1895). Yalniz yiiriime analizi agisindan en 6nemli

adim yliriimenin sayisal olarak 6lciilmesidir.

Yirlime analizinin ilk Ol¢imii Tibarewala ve Ganguli tarafindan 1979 yilinda
yapilmistir. Bu ¢aligmada, saglikli yetiskin erkeklerden alinan bir¢ok normal yliriime
egrisi tanimlanmis ve bunlar kullanilarak insan performansinin sayisal 6l¢limii olarak
yiriime anormal indeksi gelistirilmistir (Tibarewala & Ganguli 1979). Birkag yil
sonra saglikli bireylerde serbest hiz seviyesinde yiiriinlirken soleus kaslarina (baldirin
arkasinda bulunan kaslar) gore Electromyography (EMG) profiline karar vermek igin
bir bilgisayar algoritmasi gelistirildi (Bogey et al. 1993). Bir sonraki ¢alismada
Kerrigan ve digerleri, yliriime esnasinda sacrum'un (kuyruk sokumu kemiginin)
dikey yer degisimini ve govde oriintiilerini iki belirte¢ olarak onerdiler ve yliriimenin
tiim biyomekaniksel performansinin bir kestirimi olarak sacrum'u 6nerdiler (Kerrigan
et al. 1996). Ayrica adim uzunlugu, yiiriirken gévdenin dikey hareketi ve ayaktayken
sacral yiiksekligi kullanarak Biyomekaniksel Etkinlik Oranimi (BEQ) hesapladilar
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(Kerrigan ve dig., 1996). Ancak bu ¢alismalardan sonra, 3D-GA (3D Gait Analysis)
icin Ozet Olglimlerle ilgili birgok caligma yapildi ve patolojik konularda onlarin

uygulamalar1 normallik indeksiyle (NI) 2000'l1 yillarin baginda basladi.

Schutte'nin NI ¢alismasi, yaygin bir klinik kabul ile global anlamda bir hastanin
yiiriimesini karakterize etmeye izin veren ilk gostergedir. NI'nin diger bir adi ise
Gillette Yiriime Gostergesi (GGI)'dir (Schutte et al. 2000). Bu ¢alisma da, bir
hastanin yiirlime seklinin hasta olmayan kontrol gruplarindan ne kadar saptiginin
derecesini 0l¢mek i¢in ¢ok degiskenli istatistiksel metotlar kullanilmaktadir. NI, 16
adet 3D GA degiskene yani 3 adet zaman uzamsal parametreye (durus fazi ylizdesi,
normalize edilmis hiz ve ritim) ve 13 adet kinematik parametreye (ortalama pelvik
tilt, pelvik tilt araligi, ortalama pelvik doniisi, minimum kal¢ca esnemesi, kalca
esneme araligi, salinimdaki zirve abdiiksiyonu, dururken ortalama kal¢a doniisii,
baslangi¢ temasinda diz esnemesi, diz esnemesinin zirve zamani, diz esnemesinin
araligi, dururken arkaya esneme zirvesi, salinim esnasinda arkaya esneme zirvesi,
ortalama ayak ilerleme acis1) uygulanarak standart cok degiskenli istatistiksel
tekniklerle (6rnegin Temel Bilesen Analizi) hesaplanmistir. Bu bagimsiz 16
degiskenin kareleri toplam1 hesaplanarak; kisinin yiirlimesinin, normalden ne kadar
saptig1 yorumlanabilmektedir. Bu istatistiksel metot kullanilarak normal ortalama bir
profilden patalojik bir yiiriime Oriintiisiiniin sapmasmin temsili ve ol¢limi
miimkiindiir. Boylece NI; bir kisinin, ortalama normal bir profile gore yiirlime
sapmasinin miktarini gosterir (Cimolin & Galli 2014). NI bir¢ok aragtirmada yaygin
olarak kullanildi (Schutte et al. 2000; Barton et al. 2007; Hillman et al. 2007; Trost et
al. 2008; Thomason et al. 2011). Ancak bazi c¢alismalarda da olumsuz sonuglar
ortaya ¢ikmistir. Brehm tarafindan yapilan ¢alismada NI gostergesinin hedeflenen
miidahalelerin etkilerini degerlendirirken kullanilan uygun ozgiilliik ve duyarlilik

degerlerini vermedigi gosterilmistir (Brehm et al. 2008).

Hip Flexor Index (HFI) 5 kinematik ve kinetik degiskene (maksimum pelvik tilt,
pelvik tilt aralig1, dururken maksimum kalga ekstansiyonu, ekstansiyon durumundan
esneme durumuna geciste kalga esneme anmin son degisimi meydana geldiginde
durma fazinin yiizdesi ve zirve gec¢ durus kalga esneme giicli) uygulanan Temel
Bilesen Analizi kullanilarak gelistirildi. Yiiriirken tim kalca fonksiyonlarini dogru
bir bigimde tanimlayan tek bir gosterge sayisi tiiretildi (Schwartz & Rozumalski

2008). En onemlisi, bu gosterge tek bir anatomik diizeyde onun yalinligindan dolayi
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GGI'nin aymi kategorisine ait degildir (Cimolin & Galli 2014). HFI kalca
fonksiyonundaki bir degisimin klinik etkisini somutlagtirmak i¢in kullanilan gecerli
bir aractir. Boylelikle HFI, birbirine bagimli ve gereksiz yiirtime degiskenlerinin
istatistiksel ve c¢ikis analizleri ile ilgilenen arastirmacilara yarcimci olabilmektedir.
Ancak HFI'nin dezavantaji sadece kalgadaki bir miidahaleyi degerlendirmek igin
uygun olmasidir (Novacheck et al. 2002). Bu nedenle diger uygulamalar bu

parametrelerin dogasindan dolay1 uygun degildir (Cimolin & Galli 2014).

Gait Deviation Index (GDI), son zamanlarda gelistirilen ve tiim yiirlime patalojilerini
temsil ettigi distlinlilen bir 6l¢glim teknigidir. GDI; ii¢ diizlem icinde alt karin ve
kalganin, sagittal diizlemde diz ve ayak bileginin ve son olarak ayak ilerlemesinin
3D-GA kinematiginden ayristirilan tek bir deger kullanilarak 15 yiiriime niteliginin
¢ikartilmasina dayanir (Schutte et al. 2000). NI ve GDI'nin karsilagtirilmasinda
GDI'nin birkag avantajinin oldugu goriilmektedir. Yiirime dongiisii boyunca
kinematik degiskenlerdeki tiim degiskenlik az sayida ayrik parametrenin yerine
kullanilir. Boylece parametre se¢iminde 6znelligin ¢ogu ortadan kaldirilir. NI igin
parametre se¢imi Cerebral Palsy (CP)1i ¢ocuklar i¢in spesifiktir (McMulkin &
MacWilliams 2008).

Gait Profile Score (GPS) ve Movement Analysis Profile (MAP) GDI'ya benzer
yalniz GPS, hastanin kinematiginin tim niteligini 6zetleyen tek bir gosterge cikis
Ol¢timiidiir. GDI'ya gore daha basit mesafe 6l¢limii yorumuna imkan tanir. Ayrica 9
adet iliskili kinematik degisken igin tek bir Yiiriime Degisim Sapmasi (GVS)
saglamak icin analiz edilebilir (Baker et al. 2009).

GDI kinetic, bu 6l¢iimde daha 6nceki olglimlerden farkli olarak kinetik nitelikler de
kullanilmistir. Onceki &lgiim tekniklerinde uzamsal-zamansal parametreler ve
kinematik niteliklerin sadece kullanilmas1 yiirtime oriintiisiiniin degerlendirilmesinde
yeterli gelememektedir. Ciinkii bu nitelikler hastanin yiiriime Oriintiisiiniin sinirlt bir
degerlendirmesini saglamaktadirlar. Kinetik parametrelerin entegrasyonu ile birlikte
ortak reaksiyonlarin, momentlerin ve giiciin daha iyi bir sekilde arastirilmasi dnem
kazanmaktadir. Boylece kinematikle hareketin nasil oldugu degil ayni zamanda
kinetikle beraber neden oldugu daha kapsamli bir bigimde anlasilacaktir. iste bu
sinirlamalarin  istesinden gelmek icin GDI kinetik gelistirildi (Rozumalski &
Schwartz 2011).
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Sonug olarak Cimolin ve Galli'ye gore klinik uygulamalar i¢in 6zet 6lgtimlerde 3D-
GA raporunda temsil edilen bilginin tiimii (zaman uzamsal parametreler, kinematik,
kinetik ve EMG verileri) birlestirilerek kullanilmali (Cimolin & Galli 2014). Bu
caligmada kullanilan parametreler: kinetik, zaman uzamsal ve denek klinik
bilgileridir. Kinetik, hareketi ve hareketten dogan kuvvetlerin (yer tepkimesi
kuvvetleri, eklem momentleri, eklem giicleri) incelenmesidir. Yiirlime eyleminin
kinetik analizi esnasinda olgiilebilen tek parametre YTKV’dir. YTKV, ayagin yere
uyguladig1 toplam kuvveti 6l¢en ayrica basinca duyarli olan, kuvvet platformu isimli
plakalarla Olgiiliir. Platforma yerlestirilmis olan transdiiserler yardimiyla Kuvvet
platformu tizerindeki yiikiin her ti¢ eksen tizerindeki bilesenleri 6l¢iiliir ve bu 6l¢iilen
veriler bilgisayar sistemine aktarilir. Boylelikle bir kisi kuvvet platformuna basarak
ilerlediginde basma fazinda olusan YTKV’ler belirli araliklarla hesaplanir. Kuvvet
platformlar1 kinematik analiz yapan sistemlerle birlikte kullanildig1 taktirde; ayak
bilegine, dize ve kalgaya etki eden momentler ve bu bolgelerde meydana gelen
giicler hesaplanabilir. Bu kuvvetleri hesaplamak icin link segment modeli ve ters
dinamik (inverse dynamics) isimli analiz yontemi kullanilir. Link segment modelinde
viicudun; uyluk, baldir, ayak gibi bolgelerinin bagimsiz kitlesi ve hareketi oldugu
varsayilir. Daha sonra ters dinamik yontemi i¢in kuvvet platformundan elde edilen
YTKYV ve momentler, bacaklarin tiim kisimlarinin; pozisyon, hiz ve hizlanma verileri
(kinematik veriler) ve kisinin antropometrik verileri bilgisayar sistemi araciligiyla bir
araya getirilir. Boylelikle kalga, diz ve ayak bilegine etki eden kuvvetler (dis
momentler), dolayl1 yollardan elde edilen i¢ momentler ve diger giicler hesaplanabilir
(Sutherland 1990).

1.5 Tez icerigi

Bu tez caligmasi dort ana boliimden olusmaktadir. Bu boliimler sirasiyla sunlardir:
Girig, Veri ve Yontem, Analiz ve Uygulama ve son olarak Sonuglar ve Tartigma’dir.

Bu bdliimlerin icerigi hakkinda asagida kisaca bilgiler verilmektedir.

2. Boliim’de bu tez ¢aligmasinda uygulanan yontemleri ve kullanilan verileri tanittik.
Tez calismasinda kullanilan verileri ikiye ayirdik: Benchmark veri kiimeleri ve
Parkinson veri kiimesi. Daha sonra Parkinson veri kiimesi i¢in 6znitelik olusturma ve
Oznitelik se¢im yoOntemlerini tanittik. Bu asamadan sonra veri kiimeleri iizerine

uygulanan ve tarafimizdan onerilen VIBES isimli Topluluk Ogrenme algoritmasini
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tanittik. Ayrica VIBES algoritmasinin zaman ve bellek karmasikligin1 hesapladik.
VIBES algoritmasinda kullanilan ¢ogunluk oylama yonteminin diger yontemlere
kiyasla ikili siniflandirma problemlerinde daha etkili oldugunu teorik olarak
gosterdik. Bunun yanisira Cogunluk Oylamali Topluluk Ogrenicilerde siniflandirma
hatasinin tahmini oranini hesaplayan ve bu tez ¢alismasinda gelistirilen 6zglin bir
yontemi tanittik. Ayrica gelistirdigimiz Topluluk Ogrenme algoritmasim1 NFLT
acisindan teorik olarak degerlendirdik. Bu tez ¢alismasinda VIBES algoritmasinin
temel Ogrenici olarak kullandigi algoritmalar1 da tanmittik. Son olarak Makine
Ogrenmesi algoritmalarinin performanslarini analiz etmek igin kullanilan istatistiksel

Olciitleri ve yontemleri tanittik.

3. Boliimde VIBES ve diger Makine Ogrenmesi algoritmalarmin veri kiimeleri
izerine uygulanmadan 6nce veri kiimeleri iizerinde gerceklestirilen islemleri anlattik.
Ozellikle Parkinson veri kiimesi iizerine uygulanan sinyal déniisiim yontemlerinin

uygulanma siirecini ve bu siire¢ sonucunda olusturulan 6znitelikleri tanittik.

4. Boliimde VIBES ve diger Makine Ogrenmesi algoritmalarinin benchmark ve
Parkinson veri kiimesi tizerindeki sonuglarini karsilastirarak tartistik. Ayrica bu tez

calismasi sonucunda elde edilen sonuclar 15181nda ¢esitli degerlendirmeler yaptik.

35






2. VERI VE YONTEM
2.1 Deneylerde Kullanilan Veri Kiimeleri

VIBES algoritmasmnin basarimini test etmek ve diger Makine Ogrenmesi
algoritmalar1 ile yarigabilme kapasitesini deneysel olarak olgmek icin UCI ve
PhysioNET veritabanlarindan cesitli veri kiimeleri kullanildi. Bu veri kiimeleri ile

ilgili ayrintil1 bilgi asagida yer almaktadir.

2.1.1 Benchmark veri tabam

VIBES algoritmasmin basarimini test etmek ve difer Makine Ogrenmesi
algoritmalari ile yarisabilme kapasitesini deneysel olarak dlgmek i¢in UCI (Lichman
2013) ve mlbench (Leisch 2012) veritabanlarindan 33 veri kiimesini kullandik. Bu
veri kiimelerinden 30 tanesi birbirinden farkli veri kiimeleridir. Bu veri kiimeleri ile

ilgili tamimlayici bilgiler Cizelge 2.1°de gosterilmektedir.
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Cizelge 2.1: Deneylerde Kullanilan Veri Kiimelerinin Ozellikleri

Veri  Oznitelik Smif  Dengesizlik

Veri kiimesi Sayis1  sayist  sayist orant Kaynak
Banknote Authentication 1372 5 2 1.27 (Gillich & Lohweg 2010)
Blood Transfusion 748 5 2 3.20 (Yeh et al. 2009)
Boston Housing2 506 19 92 30.00 (Harrison & Rubinfeld 1978)
Breast Cancer 699 10 2 1.90 (Mangasarian & Wolberg 1990; Wolberg & Mangasarian
1990: Manaasarian et al. 1990: Bennett & Manaasarian 1992)
Breast Tissue 106 10 6 1.57 (Jossinet 1996; Estrela da Silva et al. 2000)
Cardiotocography-1 2126 22 3 9.40 (Ayres-de-Campos et al. 2000)
Cardiotocography-2 2126 22 10 10.92 (Ayres-de-Campos et al. 2000)
Climate Model 540 19 2 10.73 (Lucas et al. 2013)
DNA 3186 181 3 2.16 (Noordewier et al. 1990)
Glass 214 10 6 8.44 (Lichman 2013)
HTRU2 17898 9 2 9.92 (Lyon et al. 2016)
lonosphere 351 35 2 1.78 (Sigillito et al. 1989)
Leaf 340 15 30 2.00 (Silva et al. 2013)
Letter Recognition 20000 17 26 1.10 (Frey & Slate 1991)
Libras Movement 360 91 15 1.00 (Dias et al. 2009)
LSVT Voice Rehabilitation 126 311 2 2.00 (Tsanas et al. 2014)
Madelon 2000 501 2 1.00 (Guyon et al. 2004)
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Cizelge 2.1: (devam) Deneylerde Kullanilan Veri Kiimelerinin Ozellikleri

MAGIC Gamma Telescope
Parkinson Speech

QSAR biodegradation

Satellite

Seeds

Shuttle

Sonar

Vehicle

Vertebral Column

Vowel

Wall Following Robot Navigation-1
Wall Following Robot Navigation-2
Wall Following Robot Navigation-3
Wine Quality-red

Wine Quality-white

Z00

19020
1040
1055
6435

210
58000
208
846
310
990
5456
5456
5456
1599
4898
101

11
27
42
37

8
10
61
19

7
11

3

5
25
12
12
17

N B DD N W0 O N N DN

1

-

~N N o &~ b Db

1.84
1.00
1.96
2.44
1.00

4558.60

1.14
1.10
2.10
1.00
6.72
6.72
6.72
68.10

439.60

10.25

(Bock et al. 2004)
(Sakar et al. 2013)
(Mansouri et al. 2013)
(Leisch 2012)
(Charytanowicz et al. 2010)
(Leisch 2012)
(Leisch 2012)
(Leisch 2012)

(Neto & Barreto 2009; da Rocha Neto et al. 2011)
(Leisch 2012)
(Freire et al. 2009)
(Freire et al. 2009)
(Freire et al. 2009)
(Cortez et al. 2009)
(Cortez et al. 2009)
(Lichman 2013)
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2.1.2 Parkinson veri kiimesi

VIBES algoritmasi, bu 33 veri kiimesi disinda PhysioNET (Goldberger et al. 2000)
veritabanindan elde edilen bir veri kiimesi lizerine de uygulandi (Frenkel-Toledo,
Giladi, Peretz, Herman, Gruendlinger & Jeffrey M Hausdorff 2005; Yogev et al.
2005; Frenkel-Toledo, Giladi, Peretz, Herman, Gruendlinger & Jeffrey M. Hausdorff
2005; Hausdorff et al. 2007). Bu veri kiimesi, idiyopatik Parkinsonlu 93 hasta ve 72
saglikli kontrol bireyinden elde edilen yiiriime Slgiimlerini igcermektedir. Ayrica bu
veri kiimesi, yer seviyesinde yaklasik olarak 2 dakika boyunca deneklerin yiiriirken
yere uyguladiklari yer tepki kuvveti kayitlarin1 da igerir. Deneklerin herbirinin
ayaklarinin altinda, kuvveti (Newton cinsinden) zamanin bir fonksiyonu olarak dl¢en
8 sensor (Ultraflex Computer Dyno Graphy, Infotronic Inc.) bulunmaktadir. Bu 16
algilayicinin her birinin ¢iktis1 sayisallastirilarak saniyede 100 6rnek kaydedilmistir.
Ayrica kayitlar, her bir ayak i¢in 8 algilayici ¢ikisinin toplamini yansitan iki sinyal
icermektedir. Bu veri kiimesi ile ilgili tanimlayic1 bilgiler Cizelge 2.2°de
gosterilmektedir. Ayrica deneklere ait ayrintili tanimlayict bilgiler Cizelge A.1’de
gosterilmektedir. Bu veri kiimesi iizerinde yiiksek siniflandirma dogrulugu elde
etmek i¢in VIBES algoritmasi kullanildi ve VIBES algoritmas: diger Makine

Ogrenmesi algoritmalari ile karsilastirildi.

Cizelge 2.2: Parkinson Veri Kiimesi I¢in Tanimlayici Bilgiler (Goldberger et al.
2000)

Cinsiyet

Denekler Veri Yas Agirhik Boy _—
Sayisi E K
Parkinsonlu 93 66.30+9.50 7240+11.96 167.44+8.59 58 35

Kontrol Bireyi 72 63.68+8.70 72.69+12.42 168.25+8.58 40 32

2.2 Oznitelik Olusturma ve Oznitelik Secimi

Yapilandirilmamis ya da islenmemis veriye istatistiksel analiz uygulayarak 6znitelik
olusturma siireci Makine Ogrenmesi alan1 i¢in 6nemli bir asamadir. Ayn1 zamanda
oznitelik olusturma siireci Makine Ogrenmesi alaninin zorlu yénlerinden biridir.

Oznitelik olusturma siireci disinda 6znitelik se¢imi de Makine Ogrenmesi alan1 igin
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onemli bir alt bashktir. Ozellik secimi, model yapiminda kullanilacak ilgili
ozniteliklerin bir alt kiimesini se¢me islemidir. Oznitelik se¢me teknikleri ii¢
nedenden dolayr kullanilir. Bunlar: Modellerin daha kolay yorumlanabilmesi i¢in
basitlestirilmesi (James et al. 2013), siniflandiricilarin egitim zamanini diisiirmek ve

varyanstan kaynaklanabilecek hatalardan kaginmaktir (Bermingham et al. 2015).

Bu tez calismasinda Parkinson veri kiimesi {izerinde Oznitelik olusturma ve
olusturulan bu 6zniteliklerin secilmesi islemleri gergeklestirildi. Bu siirecler asagida

ayrintili bir sekilde anlatilmaktadir.

2.2.1 Sinyal doniisiimleri ve 6znitelik olusturma

Ham verinin Makine Ogrenmesi alaninda etkili bir bigimde kullanilabilmesi igin
dontistiiriilmesi  gerekmektedir. Bunun icin sinyal doniisiim  yontemleri
kullanilmaktadir. Ozellikle zaman serilerinde sinyal doniisiim yontemleri etkili
olmaktadir. Bu tez c¢alismasinda Parkinson veri kiimesi iizerinde gesitli sinyal
dontisiim yontemleri uygulandi. Bu yontemlerden asagida bahsedilmektedir. Bu
yontemler kullanilarak Parkinson veri kiimesi ig¢in istatistiksel Oznitelikler

olusturuldu.

2.2.1.1 Fourier doniisiimii

Dogada basit periyodik olaylar matematiksel olarak siniis ve cosiniis fonksiyonlari
ile ifade edilirler. Ornegin bir sarkacin kiigiik genliklerle salinimi, bir diyapozonun
titresimleri ve buna benzer fiziksel olaylarin herbiri birer basit periyodik olaydir.
Eger olay saniyede n defa tekrarlaniyorsa basit titresimleri gosteren fonksiyon
A sin 2rnt ya da A cos 2rmntden biridir. Burada t saniye ile dl¢iilen zamani, A genligi
ve w = 2nnt ifadesi de titresim hareketinin agisal hiz veya piilsasyonu olarak
bilinmektedir. Basit sinils ve cosiniis fonksiyonlar1 ile belirtilen olaylara basit
harmonik hareket adi verilir. Periyodik olaylar1 ifade etmekte kullanilan periyodik
fonksiyonlar trigonometrik serilerle ifade edilmektedir (Altin 2011). Periyodik
fonksiyonlar reel degiskenli ve kompleks degiskenli fonksiyonlar olarak iki baslik

altinda incelenebilir.

Reel degiskenli periyodik fonksiyonlar; D € R olmak {izere, f:D — R
fonksiyonunda, Vx € D i¢gin x + T €D ve f(x+T) = f(x) sartlarin1 saglayan
sifirdan farkli bir T reel sayis1 varsa f(x) fonksiyonuna periyodik fonksiyon denir. T

sayisina da f(x) fonksiyonunun bir periyodu denir (Aydin 1999).
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Vx € D igin f(x + £) = f(x) sartim1 saglayan ¢ # 0 sayilarindan en kiigiik ve pozitif

olanina f(x) fonksiyonunun esas periyodu denir (Nasibov & Kagar 2008).

Periyodik fonksiyonlar genellikle trigonometrik fonksiyonlar1 cagristirir. Yalniz
periyodik fonksiyonlar sadece trigonometrik fonksiyonlardan olusmaz. Ornegin
f:[01] > R de tammh f(x)=x* fonksiyonu £ =1 periyodu ile periyodik

fonksiyondur.

Fransiz bilimadami Joseph Fourier (1768-1830), The Analytic Theory of Heat (1822)
isimli caligmasinda yakinsak ve integrallenebilir her fonksiyonun trigonometrik bir
seri ile gosterilebilecegini belirtmistir. Fourier serileri, fizik ve miihendislikte pek
cok uygulama alan1 bulunan 6nemli serilerden biridir. Fizikte elektromanyetik teori,
kuantum teorisi, 1s1 teorisi, akustik, elektronik gibi ¢esitli alanlardaki uygulamalarda,
adi ve kismi diferansiyel denklemlerin ¢6ziimlerinde (Brown & Churchill 1993) ¢ogu

kez Fourier serileriyle karsilasilir.

1, cosx, sinx, cos2x, sin2x, ... fonksiyonlar1 [-m, ©t] aralifinda ortogonal bir sistem
olustururlar. 2r ortak periyoduna sahip olan bu fonksiyonlar yardimi ile olusturulan
trigonometrik serisi yakinsak ise onun toplami da 2m peryotlu periyodik bir f(x)

fonksiyonu olacaktir (Altin 2011).

N
Ay + z A, sin(nx + ¢y,) (2.1)
n=1
sin(nx + ¢,,) = sin(¢,) cos(nx) + cos(¢,) sin(nx) (2.2)
N 4, sin(¢n) Ap cos(¢n)
ap + Z a, cos(nx)+ b, sin(nx) (2.3)
n=1

(2.3) denklemindeki serinin yakinsadigi periyodik bir f(x) fonksiyonunun bulunmasi
halinde (2.4) serisine f(x)'in Fourier serisi ve aop, a,, by sabitlerine de f(x)'in Fourier
katsayilar1 ad1 verilir (Altin 2011).

f(x)=ay+ Z a, cos(nx) + b, sin(nx) (2.4)
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27 periyotlu bir f(x) fonksiyonuna yakinsayan bir trigonometrik serinin bulunmasi
icin f(x)'in Dirichlet kosullar1 olarak bilinen asagidaki kosullar1 gerceklemesi

yeterlidir (Altin 2011).

1. f(x) fonksiyonu 27 peryotlu periyodik bir fonksiyon olsun.
2. f(x), [-m, n] araliginda pargali siirekli olsun.

3. f(X), [-m, 7] araliginda sonlu sayida ekstremuma sahip bulunsun.

Bu taktirde f(x) fonksiyonu x'in her degeri i¢in yakinsak olan ve toplamai;

a. x bir stireklilik noktasi ise f(x)'e

Fxt)+f(x7),
2

b. x bir diizgiin siireksizlik noktasi ise ye

Fm) = f(—n+)2+f(n‘) .

. Araligin ug noktalarinda f(—m) = ye

esit olan bir Fourier serisine acilabilir. Belirtelim ki herhangi bir trigonometrik seri
yakinsak ya da 1raksak olabilir. Yakinsak olan her trigonometrik serinin bir Fourier
serisi olmas1 gerekmez. Ayn1 zamanda seriye karsilik gelen integrallenebilir herhangi

bir f(x) fonksiyonunun da olmas1 gerekir (Altin 2011).

Bir [a, b] araliginda integrallenebilen fonksiyonlarin bir dizisi {¢,(x)} olsun.

x € [a, b] igin q(x) > 0 olan bir fonksiyon olmak tizere

b

f 1)) (X)dx = 0,m # 1 25)

a

Eger (2.5) saglanmiyor ise {¢b,,(x)} fonksiyonlar dizisine [a, b] araliginda q(x) agirlik
fonksiyonuna gore ortogonal (dik) bir sistem teskil ediyor denir. Siniis ve cosiniis
gibi trigonometrik fonksiyonlar da ortogonal bir sistem olusturmaktadirlar (Altin

2011). Bu durum su sekilde gosterilmektedir.

1.
T

m+n
m=n (2.6)

)

f cos mx cosnx dx = {n

)
—TT

Eger m #n ise;

T

f cos mx cos nx dx

—TT
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; cos(m —n)x + cos(m + n)x
= f > dx

1 sin(m —n)x sin(m + n)x 7|T
2] m-n m+n T

=0

Eger m = n ise;
T
f cosmx cosnx dx

-
s

= f cos? mx dx

-7

j(l + cos 2mx)dx

sin 2mx n
=+ 5] |

=T

A

b
S

)

3 3

n (2.7)

J

fsinmx sinnxdx = {

-7

Eger m #n ise;
Vs
f sin mx sin nx dx

—TT

JH lcos(m —n)x — cos(m + n)xl
= dx

2

2

1[sin(m —n)x sin(m+n)x 7|T
m-—n m+n o

=0
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Eger m = n ise;
T
f sin mx sin nx dx

-7
s

= fsin2 mx dx

—TT

f(l — cos 2mx)dx

sin 2mx T
=3l -5 |

=T

iii.
s
f sinmx cosnxdx = 0, her m,n igin (2.8)

-7

Eger m #n ise;

T

f sin mx cos nx dx

-7

dx

3 f lsin(m + n)x + sin(m — n)x
B 2

2

1 —cos(m+n)x cos(m—n)x 7|t
m+n m-—n o

=0

Eger m = n ise;

T

J sin mx cos nx dx

-1
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T

= f sin mx cos mx dx

-7t

(2.6), (2.7) ve (2.8) deki bagintilar dikkate alinarak Fourier serisinin katsayilari
asagidaki gibi bulunur:

I. (2.4) ifadesinin her iki yanini - den @ ye integre edersek,

T Y oo
j fl)dx = f ag + Z(an cos nx + b, sin nx)] dx
-1 - n=1
[ o0 ™ V1
= a, f dx + Z an fcosnx dx + by, fsinnx dx]
-1 n=1 -1 -1

= T[ao
1 T
ap = o jf(x)dx
-1

ii. (2.4) ifadesinin her iki yanini cos kx ile ¢arpar ve sonra -n den 7 ye integre

edersek,

T

|

-7

j f(x) coskxdx =

ag + Z (a, cosnx + b, sin nx)] cos kx dx
n=1

Vs
Ao
=— | coskxdx
2
—TT

)

n=1

2mnx 2mkx ]
dx

Y Vs
a, fcosnxcoskxdx+bn fsin T CosS—
-7

-7
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s s

a, fcoslxcoskx+---+ak fcoskxcoskx

-7t —TT

=0+

Vs

+apyq f cos(k + 1)x coskx + -+

-7

Y T
+|aq fsinlxcoskx+---+ak Jsinkxcoskx
-1 [

Vi

+agq f sin(k + 1)x cos kx + -+

-7

T

=0+ ay jcoszkxdx+0
-1

== T[ak
1 Vi
e =~ ff(x) coskxdx, k=1,2,-
-7t
k yerine n yazarsak

T
1
an=; jf(x)cosnxdx, n=1,2,--
—TT

iii. (2.4) ifadesinin her iki yanini sin kx ile garpar ve sonra -n den m ye integre

edersek
T YA o
f f(x)sinkxdx = f ap + z (a,, cosnx + b, sin nx)] sin kx dx
-7 -7 n=1
Vs [o') Y Y
= q, j sinkx dx + Z an J cosnx sinkx dx + b, J sin nx sin kx dx]
-7 n=1 -7 -7
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T s

b, fcoslxsinkx+---+bk Jcoskxsinkx

—TT —TT

=0+

T

+ byiq f cos(k + 1)x sinkx + -

-1
Vs T

+ by fsinlxsinkx+---+bk Jsinkxsinkx
-1 [

T

+ b1 f sin(k + 1)x sinkx + -+

-7

Y
=040+ by fsinzkxdx=nbk

-1
1 T
bk=E ff(x)sinkxdx, k=12,
-1
k yerine n yazarsak
™
1
bn:; ff(x)sinnxdx, n=1,2,--
-7

elde edilir. Boylece (2.4) serisine ait Fourier katsayilar1 (2.9), (2.10) ve (2.11) deki

gibi bulunur.

1 s
ag = o ff(x)dx (2.9)
a, = % ff(x) cosnx dx (2.10)
b, = % ff(x) sinnx dx (2.12)

Fourier serilerinin incelenmesinde bazen serinin kompleks {istel fonksiyonlar
cinsinden ifade edilmesine ihtiya¢ duyulur. Bunun 6nemli iki nedeni vardir. Birincisi,
Fourier serilerinin miihendislikteki ve fizikteki baz1 uygulamalarinda fonksiyonlarin

kompleks formdaki Fourier agilimlarinda ve katsayilarda 6nemli sayilabilecek kisalik
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ve netlikler ortaya ¢ikar. Ikincisi de, kompleks Fourier serileri Fourier
doniigimlerinin ortaya ¢ikisina ve gelisimine alt yapi olustururlar (Altin 2011). Bir
f(x) fonksiyonun kompleks Fourier serisi f(x) fonksiyonunun (2.4) baglantisindaki
formunun, Fourier serisinden hareketle asagidaki sekilde elde edilir .

e™ = cosnx + i sinnx

e™ ™ = cosnx — i sinnx

yukaridaki euler ifadeleri kullanilarak asagidaki ifadeler elde edilir.

einx + e—inx
cosnx = ————— (2.12)

inx —inx
e —e

s oy (2.13)

(2.12), (2.13) ve i? = —1 bagmtilar1 kullanilirsa, yani paydadaki i'li ifadeyi

ortadan kaldirmak i¢in i/i ile garpilirsa;

( ) B N i einx + e—inx b einx _ e—inx
f X) = Qg . an 2 n 2i
n:
0= R (e ()
n=1

[ee]
flx)=cy+ Z[cnei”x + c_pe ]
n=1

] -1
f(x) =co+ Z cpe™ + z cpe™*
n=1

n=—oo

o0}

FE)= ) cpet™

n=-—oo

elde edilir. Burada,

1 s
Co=ao =7 ff(x)dx
-
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T V1
_an—ibn_ 1 .. _ 1 —inx
== = ff(x)[cosnx i sinnx]dx = o ff(x)e dx, n
“x -
> 0 icin
_ap tiby

V3 V3
1 1 )
= = —_— I Q1 —_— mnx
C_n 5 o ff(x) [cosnx + isinnx]|dx 7 ff(x)e dx, n
n -

< 0icin

olurlar. Boylece f(x)'in kompleks formda Fourier agilimi ve Fourier katsayilar1 (2.14)

ve (2.15) te gosterilmektedir.

fE)= ) epe™ (2.14)
1 A —inx
Cn = 53— f fx)e™™*dx (2.15)

Uygulama alanlarinda genellikle f(x)'in keyfi bir [a, b] araliginda verilmis olmasi

halinde Fourier serisi gerekli olmaktadir. Boyle bir durumda yeni bir t degiskeni

yardimiyla,
n—(—n)_t—n
b—a x—b
_b+a+b—at
= 2

t_n(Zx—b—a)
- b—a

doniiglimii yaparak a<X< b araligt -n<t<mn aralifina doniistiirilebilir. Bu

doniistim Sekil 2.1'de gosterildigi gibi iki noktasi bilinen bir dogru denklemidir.
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Sekil 2.1: [a, b] aralifinin [-n, 7] aralifina doniismesi (Altin 2011)

Bu durumda,

b b—
o) = (5 + 22 e) = F o

fonksiyonu, t'ye gére 2z peryotlu bir Fourier serisine agilabilir. F(t)'nin Fourier serisi,

F(t) =A4,+ Z (A, cosnt + B, sinnt)

n=1
Fourier katsayilar1 ise
T
A, = % JF(t) cosntdt, n=0,1,2, ...
-
n
B, = % f F(t)sinntdt, n=0,1,2, ...
-

olacaktir. t yerine x cinsinden olan degiskenin kullanilmasi bize f(x)'in [a, b]

araligindaki Fourier agilimini verir. Bu durum asagida gosterilmektedir.

f(x)=A4,+ Z lAn cos (nn(ZZ : Z — a)>l + B, sin (mt(zz : Z — a)) (2.16)
b
2 nt(2x — b —a)
Ap = mff(x) cos< — )dx, n=012.. (2.17)
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b
2  (nm(2x —b —a)
= —a aff(x) sin — dx, n=0,1,2, ... (2.18)
a

Bu genel durumda eger peryot biiyiikliigi b-a=2L alinirsa b=a+ 2L olur ve
(@+b)/2=0 oldugundan dolay1 (2.16), (2.17) ve (2.18) formiilleri asagidaki

formiillere doniistir.

nnx . (mmx
f(x)=ap+ Z an cos L )] + by, sin (T) (2.19)
1 a+2L
nmx
=7 j f(x)cos (T) dx, n=0,1,2,.. (2.20)
a
1 a+2L
. (MmX B
=7 f f(x) sin (T) dx, n=0,1,2,.. (2.21)
a

Bazen araligi [-L, L] alarak simetrik bir aralikta inceleme yapmak gerekli olabilir. Bu
durumda T = 2L peryotlu f(x) fonksiyonunun Fourier serisini ve Fourier katsayilarini
elde etmek i¢in (2.16), (2.17) ve (2.18) formiillerinde a = -L ve b =L almak ya da
(2.19), (2.20) ve (2.21) formiillerinde a = -L almak yeterlidir. Bu yapildiginda (2.22),
(2.23) ve (2.24) formiiller elde edilir.

f(x)=ay+ Z [an cos mzx)] + b, sin <nLﬂ) (2.22)
ff(x)cos nrx )dx n=20,1,2,. (2.23)
= % ff(x) sin (nl,ﬂ) dx, n=0,1,2, ... (2.24)

Bu son durumda aralik simetrik oldugundan f(x) ¢ift ya da tek fonksiyon ise

asagidaki sonuglar elde edilir.

a. f(x) fonksiyonu 2L peryotlu ¢ift bir fonksiyon ise

l'lT[X)

f(x) =aq + Z ap cos
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L

a, = 2ff(x)cos(n )dx n=012,..

0

b. f(x) fonksiyonu 2L peryotlu tek bir fonksiyon ise

me)

f(x) =ag + 2 an sm

L

2 ¢ nm
b, = Lf (X)Sln( )dx n=0,1,2,..

0

Periyodik fonksiyonlarla ilgili problemlerin incelenmesinde Fourier serileri giiglii bir
aragtir. Ancak pratikte karsilasilan problemlerin bir ¢ogunda periyodik fonksiyonlar
bulunmaz. Ornegin mekanikte impuls ya da elektrikte voltaj gibi olaylar periyodik
degildir. Bir kez meydana gelen ve tekrarlanmayan bu gibi olaylari1 agiklamak igin
Fourier serilerini kullanamayi1z. Ancak [-L, L] keyfi aralifinda verilen periyodik bir
f(x) fonksiyonunun periyodu sonsuza gittiginde yani L—oo i¢in Fourier serisinin
yaklastig1 limiti inceleyerek periyodik olmayan fonksiyonlar i¢in de uygun bir
gosterim elde edebiliriz. Bu durumda incelenen T boyundaki veri sonsuzda
peryodikmis gibi diislinlilerek uygun bir a¢ilim elde edilebilir. Bu tiir problemlerin
¢oziimil yani periyodik olmayan fonksiyonlarin Fourier serileri ile gosterilebilmesini
Fourier integrali saglar. Fourier integrali ise Fourier donilislimiiniin temelini

olusturur (Altin 2011).

(2.22) ifadesindeki katsayilarin yerine (2.23) ve (2.24) teki degerleri yazilirsa (2.25)
teki ifadeyi elde ederiz.

1 L
fO=5 [

+§: T Jf(t) cos Zt) cos (nTnt> dt (2.25)
+ % ff(t) sin (nTnt) sin (nTnt) dt
L

olur. w, = nL—n denirse Aw,, = W, — Wp_q = %olacagmdan (2.25) esitligi
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L
£ =5 [roa |aw
“L

o L
+ Z % ff(t) cos(wy,t) dt| cos(wpt) (2.26)
)

n=1

+ %ff(t) sin(wy,t) dt | sin(w,t) ¢ Aw

(2.26) esitligine dontigiir. L — oo iken temel agisal frekans wo— 0 olur. Yani sonsuz
kiigiikliikte bir deger alir. Bu durumda o, = n.wg siirekli bir degiskene doniisiir. Yani
birbirini izleyen ardisik iki acisal frekans arasindaki fark Aw — 0 olur. Yani Ao ¢ok
kiigiik olur. Bu durumda n.o = n.A® carpimi siirekli bir o degiskenine yaklasir.

(2.26) ifadesi Aw — 0 iken asagidaki sekle dondisiir.

L
f@ = jim | [f@ar |ao
“L

+Z l% Jf(t) cos(wpt) dt | cos(wnt)

n=1
1 L
+ p- jf(t) sin(wyt) dt|sin(w,t) ; Aw
-L

Bu ifade de Aw — 0 igin
L
1
— ff(t)dt Aw - 0
21
“L

olur. Boylece (2.26) nin sagindaki Riemann toplami A® — 0 i¢in belirli bir integrale

dontisiir ve f'nin sagladigi belirli kosullar altinda (2.26) esitligi
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o

1 (o]
f) = f [(; f f(t) cos(wt) dt) cos(wt)

0

- (2.27)
+ (% f f () sin(wt) dt> sin(wt)] dw
seklinde ifade edilir. (2.27) ifadesini asagidaki sekilde gosterirsek
f(t) = f [A(w) cos(wt) + B(w) sin(wt)] dw (2.28)
0
A _1 ( d
=7 | 1 coswn e (2.29)
B 1 ( 1 d
() = ;_f £(&) sin(wt) dt (2.30)

(2.28), (2.29) ve (2.30) ifadelerinde sirasiyla Fourier integral gosterimi ve Fourier
integral katsayilar1 elde edilir. (2.28) ifadesinde gosterilen Fourier integral

gosterimini kompleks Fourier integraline doniistiiriirsek

e iwt —iwt iwt _ ,—iwt
0 = [ Ja (5 + 8w (57— )| a0
0

[0e]

f® = ] {1 [A(w)—iB(w)]eiwf+1[A(w)+iB(w)]e—twc}dw
2 2

0

f(t) = f{C(w)ei“’t + C(w)e “}dw (2.31)
0
elde edilir. (2.29), (2.30) ve (2.31) ifadeleri kullanilarak

Clw) = %[A(w) —iB(w)] = % J f(®)[cos(wt) — isin(wt)]dt

1 [ .
c@) =5 [ roe s (2.32)
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C(w)

= %[A(w) + iB(w)] = % f f(t)[cos(wt) + isin(wt)]dt

- 1 - .
(@) = C(-w) = o J F(o)ei@tdt

yazilabilecektir. C(w) = C(—w) olmasindan dolayz,

o0 0 —o 0
J. C(a))e_i“’tdW = f C(—w)e‘i‘“tdw = f C(w)eiwtd(_w) — .]- C(a))ei‘”tdw
0 0 0 —00
olur ki bu durum (2.31) esitliginde dikkate alinirsa (2.31) esitligi
0 0 o
fQ) = f C(w)e'tdw + j C(w)e®tdw = J C(w)e“tdw (2.33)
0 —0o0 —0o0

seklinde yazilabilir. (2.32) ifadesi (2.33) ifadesinde yeniden yazilirsa

f(t) = f{% ff(t)e‘i“’tdt}ei‘*’tdw

elde edilir. Igteki integral (biitiin t'ler iizerinde) sadece @ iizerinde bir fonksiyon

bagimlilig: verecektir. Igteki integrali F(w) olarak gdsterirsek:

1 [ .
FO =5 [ F@edo (2:34)

F(o) = f £6) e-iotds (2.35)

elde edilir. (2.35) ile tanimlanan F fonksiyonuna f'nin Fourier doniisiimii denir.
(2.34) ile tanimlanan f fonksiyonuna da F'nin ters Fourier doniisiimii denilmektedir.

(2.34) ve (2.35) ifadelerini simetrikligi saglamak i¢in asagidaki gibi de yazabiliriz:

1 ¢ .
FO) == f F(0) e“tdo (2.36)
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1 [ —iwt
F(w) =\/T—n_£ f@®) et tdt (2.37)

(2.36) bagintis1 bir fonksiyon ya da sinyalin zaman domenini temsil ederken (2.37)

bagintis1 frekans domenini temsil etmektedir.

2.2.1.2 Dalgacik doniisiimii

Fourier doniisiimii bir sinyalin frekans bilesenlerini analiz etmek i¢in faydali bir
aractir. Ancak Fourier doniisiimii tiim zaman ekseni boyunca alinirsa belirli bir
frekansin hangi anda ortaya ¢iktig1 belirlenemez. Bu sorunu gidermek i¢in KZFD
kullanilmaktadir. KZFD hem zaman hem de frekans bilgisini veren spektrogrami
bulmak icin kayan bir pencere kullanir. Ancak pencere uzunlugu frekans
¢ozlinlirliiglini sinirlandirmaktadir. Daha sonra Dennis Gabor tarafindan KZFD’nin
0zel bir durumu olan Gabor doniisimi gelistirilmistir (Gabor 1946). Gabor
dontigiimiinde pencere fonksiyonu olarak Gaus fonksiyonu kullanilmaktadir. Gaus
fonksiyonu sonsuz aralifa sahiptir ve bu nedenle uygulamalar i¢in pratik degildir.
Kisacas1 tiim bu problemlerin iistesinden gelebilmek icin Dalgacik doniistimi

gelistirilmistir. Dalgacik doniisiimii sinirh siireli kiiglik dalgaciklardan olugmaktadir.

Dalgacik doniisiimii ile ilgili ilk literatiir Alfred Haar tarafindan oOnerilen Haar
dalgacigidir (Haar 1910). Yalmiz “dalgacik” kavrami o zamana kadar
bilinmemekteydi. “Dalgacik” kavramini ilk oneren kisi jeofizik¢i Jean Morlet’tir
(Morlet 1981). Daha sonra Morlet ve fizik¢i Alex Grossman tarafindan “dalgacik”
kavrami kullanilmaya baslandi (Grossmann & Morlet 1984). 1985 yilindan 6nce
bilinen tek dalgacik Haar dalgacigiydi. Hatta bir¢ok arastirmaci Haar dalgacigina
kars1 bagka ortogonal dalgacigin olmadigimi diislinliyorlardi. Ancak matematikgi
Yves Meyer, Meyer dalgacigr isimli ikinci ortogonal dalgacigi kurdu (Lemarié-
Rieusset & Meyer 1986). Daha sonra Stephane Mallat, Meyer ile isbirligi yaparak
¢oklu ¢Oziiniirlik kavramini 6nerdi (Mallat 1989b). Ayni yillarda Ingrid Daubechies
ortogonal dalgacik olusturmak i¢in sistematik bir metot gelistirdi (Daubechies 1988).
Daha sonra Mallat hizli Dalgacik Doniisiimii i¢in algoritma onerdi (Mallat 1989a).
Bu hizli Dalgacik Doniisiimiiniin ortaya ¢ikmasiyla Dalgacik doniisiimii sinyal

isleme alaninda bir¢ok uygulama alani buldu.

Dalgacik doniislimiiniin taban fonksiyonlarina ‘“dalgacik” denilmekte olup,

dalgaciklar bir 6lgek ve dalgacik islevi ile tanimlanmaktadir. Dalgacik doniisiimii,
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Fourier donligiimiiniin duragan olmayan sinyaller i¢in eksik olan yonlerini kapatmak
icin gelistirilmig bir donilisiim yontemidir. Bu analiz yontemi; diisiik frekanslardaki
sinyaller i¢in genis, yiikksek frekanslardaki sinyaller icin dar olacak sekilde
degisebilen pencere boyutlarina sahip oldugundan biitiin frekans araliklarinda
optimum zaman-frekans ¢oziinilirligii saglayabilmektedir (Morlet 1981; Prochazka &
Storek 1995). Ayrica bu yontem giiriiltiiye karsi direngli ve duragan olmayan

sinyallere kolay bir bigimde uygulanabilmektedir.

Dalgacik siirli siiresi olan ve ortalamasi sifir olan dalgacik seklidir. Dalgacik
analizinin altinda yatan temel diisiince sinyali dlgege gore analiz etmektir ve Fourier
tabanli analiz de oldugu gibi siniis temel fonksiyonlar1 degil de dalgacik
fonksiyonlar1 kullanildigindan keskin siireksizlikleri igeren veriler i¢in ¢ok uygundur
(Mallat 1989b; Miner 1998). Dalgacik doniisiimleri tiim sinyal boyunca frekans-
zaman bilgisini korur. Bu sebeplerden dolay1 duragan olmayan sinyallerin dalgacik
temelli metotlarla islenmesi geleneksel metotlardan daha iyi sonuglar saglar.
Dalgacigin en dnemli avantajlarindan birisi, biiyiik sinyallerin yerel analizine olanak
tanimasidir. Ayrica siireksiz siniizoidal bir sinyali ele alacak olursak, sinyalin Fourier
doniistimiinde sadece sinyalin u¢ noktalarinda pik degerleri olusurken Dalgacik
dontigimii  ile siireksizlik civarindaki degisim de ger¢ek zamanli olarak

gozlemlenebilmektedir (Huang 2005).

Dalgacik teorisindeki onemli bir ilerleme diizglin ana dalgaciklarin kesfidir. Bu
dalgaciklarin bir dizi ayrik dteleme ve genisleme kiimeleri L?(R) igin bir ortonormal
taban olusturur. Burada L2, (2.38) de gosterildigi gibi smirl enerjiye sahip tiim f

fonksiyonlarmin kiimesidir.
[1r@rd <o (239

Dalgacik doniisiimii ile Gabor doniisiimii arasindaki ana fark dalgacik doniisiimiinde
dalgaciklarin sinirhi enerjiye sahip olmalaridir. Gabor doniisiimiinde ortonormal
taban diizgilin dalgaciklardan olusmaz. Bu nedenle bu sorunun iistesinden gelebilmek

i¢in yeni bir yaklasima ihtiyag vardir.

(2.39) ve (2.40) daki kosullar1 saglayan kompleks degerli bir ana dalgacik olan

fonksiyonunu gozoniine alalim. Bu ifadelerde W fonksiyonu, i fonksiyonunun
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Fourier dontigiimiidiir. (2.39) ifadesindeki kosul i fonksiyonunun sonlu enerjiye
sahip oldugunu belirtir. (2.40) ifadesindeki kabul edilebilirlik kosulu ise W(w)

fonksiyonu diizgiin bir fonksiyon ise ¥(0) = 0 olacagini belirtir.

f [W(®)]?dt < oo (2.39)

[0e]

B ¥ (w)]?
Cy = 21 o] dw < o (2.40)

— 00

Y ana dalgacik fonksiyonu (2.39) ve (2.40) daki kosullar1 karsiladigi taktirde s(t)
gibi gergek bir sinyalin dalgacik doniistimii ¥(t) dalgacik fonksiyonuna goére (2.41)
de gosterildigi gibi tanimlanr.

S(b,a) = \/ia f Y’ (t ; b) s(t)dt (2.41)

(2.41) ifadesinde " ifadesi i fonksiyonunun kompleks eslenigidir. 1’ fonksiyonu
(b € R,a > 0) olmak iizere (b,a) agik araliginda tammlidir. (2.41) de b ifadesi
zamanda kaydirma ile iligkili bir degerdir. a parametresi ise analiz edilecek

dalgacigin 6lcegi ile iliskili bir degerdir.

Eger ¥, (t), (2.42) deki gibi tanimlanirsa bu ifade, dalgacik fonksiyonunun a kadar

Ol¢eklenmesi ve b kadar kaydirilmasi anlamina gelecektir.

Pap(t) = a %Y (t — b) (2.42)

a

(2.41) esitligindeki ifade (2.42) de yer alan ifadeye gore tekrar diizenlenirse (2.43)
teki yeni ifade elde edilir.

S(b,a) = f Y, (O)s(t)dt (2.43)

Ana dalgacik fonksiyonu (2.40) daki kosulu sagladigi zaman S(b,a) dalgacik
dontisiimiinden s(t) sinyali (2.44) te gosterildigi sekilde tekrar elde edilir.
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1 [ [ da db
SCEF | [ stbawao=s (2.44)

—00 —00

Ayrik domende dlgekleme ve kaydirma parametreleri a = aj* ve b = nb, seklinde
ayriklastirilir ve analiz edilecek dalgaciklar (2.45) teki gibi ayriklastirilir. Bu ifade de
m ve n degerleri tamsayidir.

—nb
() = ag™ % <ﬂ> (2.45)

m
g

Buna gore ayrik dalgacik doniisiimii ve ayrik dalgacik doniisiimiiniin ters doniisiimii

sirastyla (2.46) ve (2.47) deki gibi gosterilmektedir. (2.47) de k, ifadesi

normalizasyon sabitidir.

Sun= | W pn @Ot (2.46)
s(t) = kl[} z z Sm,nl/)m,n (t) (2.47)

Ymna(t) fonksiyonu Olgek-zaman diizleminde Ornekleme noktalarini verir.
Ornekleme siireci, zaman (b-ekseni) ydniinde dogrusal érnekleme; dlcek (a-ekseni)

yoniinde logaritmik 6rnekleme seklindedir.

a, ¢ok yaygin bir bigimde (2.48) deki gibi secilir. Burada v bir tamsay1 degerdir ve

Y n(t) Nin v pargasi bir grup olarak islenir.
1
ap=2" (2.48)

Bu adim ses (voice) olarak adlandirilir. v tamsayis1 her oktav (octave) daki ses’lerin
sayisidir ve miizik anlamida iyi ayarlanmis Olcegi tanimlar. Bu durum
konvansiyonel Fourier analizindeki bir dizi dar bant filtrelerinin kullanimina benzer.
Dalgacik analizi diyadik 6lgek analizine smirlandirilamaz. Dalgacik analizi oktav
bagma bir dizi uygun ses sayisini kullanarak akustikte kullanilan 1/3 oktav, 1/6

oktav ya da 1/12 oktav analizlerini gergeklestirir (Lee & Yamamoto 1994).

Literatiirde bircok dalgacik fonksiyonu ailesi yer almaktadir. Bu dalgacik

fonksiyonlarindan bazilar1 asagida tanitilmaktadir.
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Haar dalgacig, dalgacik fonksiyonu tiirlerinden en basitidir. ¢(t) (2.49) daki

kosullar1 saglayan bir kutu fonksiyonu oldugunu varsayalim.
1, 0<t<1
¢() = {0, diger (2.49)

Eger y(t) fonksiyonu ¥ (t) = ¢(2t) — ¢ (2t — 1) seklinde tanimlanirsa (2.50) deki
fonksiyonu elde ederiz.

1, 0<t<1/2
Y(t) = { -1, 1/2<t<1 (2.50)
0, diger

¢(t) fonksiyonu Haar olgekleme fonksiyonudur ve ¥(t) Haar dalgacigidir. Bu
fonsiyon kendisinin kaydirma ve genislemelerine diktir. Bu durum (2.51) de

gosterilmektedir.
Y0 =27"2p(27 Mt —n),  mneL (2.51)

(2.51) de gosterildigi gibi Haar dalgacik ailesi L?(R) igin bir ortonormal taban
olusturur. Tarihsel olarak Haar fonksiyonu orjinal dalgaciktir. Bu dalgacik siirekli
degildir ve onun Fourier déniisiimii olan ¥ (t) fonksiyonu sadece |w|™! oldugunda

yani kotii frekans lokalizasyonuna denk geldiginde ¢oker.

Meyer dalgacigi, diizgiin bir ortonormal dalgacik tabani olusturur. Hepsinden once
¢(t) oOlcekleme fonksiyonunun Fourier doniisimii olan @(w) (2.52) deki gibi

tanimlanir.

11 |w| <_7T
0 = T (3 2 4
(@) %cos Ev(alwl—l)], 37 < |w| =3 (2.52)
kO, diger

(2.52) de yer alan v ifadesi (2.53) ve (2.54) teki kosullar1 saglayan diizgiin bir

fonksiyondur.

v(t) = {2 =) (2.53)
vi)+v(l—-t)=1 (2.54)
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Bu durumda 1 dalgacik fonksiyonu, @ den kolay bir bigimde bulunabilir. Boylelikle

Y dalgacik fonksiyonunun Fourier doniistimii (2.55) teki gibi bulunur.

W(w) = e/? )" d(w+21(2l + 1)b(w/2)
leZ

= e 2[@p(w + 21) + P (w — 21m)]|P(w/2) (2.55)

Morlet dalgaciginin Fourier doniisiimii kaydirilmis bir gausiyendir. Morlet dalgacigi
(2.56) da gosterilmektedir. Morlet dalgaciginin Fourier doniisimii ise (2.57) de

belirtilmektedir.
V() = (e—iwot _ e—wZ/Z)e—tZ/z (2.56)

q](w) b e—(a)—wo)z/z _ e—wZ/Ze—w(z,/Z (2.57)

wy siklikla ¥ nin en yiiksek maksimumunun ikinci en yiiksek maksimuma oraninin
yaklagik olarak 1/2 olmasina gore segilir. Morlet dalgacigi gergek degerli ve
kompleks degerli bir dalgaciktir. Morlet dalgacigi, bir siniis dalgasinin bir gausiyen

tarafindan pencerelenmesinden (nokta nokta ¢arpilmasindan) olusur.

Daubechies dalgacigi, Ingrid Daubechies tarafindan gelistirilmis bir dalgacik
ailesidir (Daubechies 1988; Daubechies 1993). Haar dalgacik tabani hari¢ tiim
ortonormal dalgacik tabanlar1 siirekli destekli fonksiyonlardan olusur. Daubechies
dalgacig1 da kompakt bir bigimde desteklidir. Daubechies dalgacigi disinda Symlets,
Coiflets ve BiorSplines dalgacik aileleri de bircok uygulama alaninda
kullanilmaktadir.  Symlets  dalgacigi  simetrikligi  arttirllmis  Daubechies

dalgaciklarinin degistirilmis bir tiirtidiir.

2.2.1.3 Hilbert-Huang doniisiimii

Fourier doniistimii gibi geleneksel veri analiz yontemleri bir sinyalin dogrusal ve
duragan oldugu varsayimi lizerine kuruludur. Dalgacik analizi ve Wagner-Wille
dagilimi (Flandrin 1999; Grochenig 2001) ise bir sinyalin duragan olmadigi ancak
dogrusal oldugu varsayimi iizerine kuruludur. Bu yontemlere ilaveten daha birgok
dogrusal olmayan zaman serisi analiz yontemleri (Tong 2002; Kantz & Schreiber
2004) gelistirildi. Ancak bu yontemlerin de varsayimi sistemin duragan ve kararli

oldugudur. Yalnmiz ¢cogu gercek sistemde (dogal ya da insan yapimi) sinyaller hem
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dogrusal degil hem de duragan degildir. Dogrusal ve duragan olmayan sinyalleri bir
varsayima gore analiz etmek ¢oziimden daha c¢ok problem yaratabilmektedir.
Dogrusal ve duragan olmayan veriyi temsil etmek icin gerekli kosul, uyarlamali bir
temele sahip olmaktir. Onsel tanimli bir fonksiyon giiclii bir temele dayanamaz. Bu
sorunu ¢dzmek i¢in uyarlamali -yani veriye bagimli- sonsal tanimli bir yontemin
kurulmasi1 gerekmektedir (Huang 2005). Bu sorun Huang vd. (Huang et al. 1996;
Huang et al. 1998; Huang et al. 1999) tarafindan gelistirilen Hilbert-Huang
dontistimi (HHD) isimli yontemle gerceklestirilerek hem dogrusal hem de duragan
olmayan sinyallerin analiz edilmesi saglanmistir. Fourier doniisiimii, dalgacik
dontisimii ve HHD nin karsilagtirmali 6zeti Cizelge 2.3’de gosterilmistir (Huang &
Wu 2008).

Cizelge 2.3: Fourier, dalgacik doniisiimii ve HHD nin karsilastirmali 6zeti (Huang &
Wu 2008)

Fourier Dalgacik HHD
Dayanak onsel Onsel uyarlamali
Frekans yaylh_m: global yay_lhplz bolgesel farlfll_laslm: yerel,
belirsiz belirsiz belirli
Prezentasyon enerji-frekans enerji-zaman-frekans enerji-zaman-frekans
D.Ogrusal evet evet hayir
sistem
Duragan sistem hayir evet evet
Ozellik aynk: haymr
hayir ] evet
¢ikarimi stirekli: evet
Teorik diizlem  teori teori deneysel

HHD, iki bolimden olusur: Empirik Mod Ayrisma (EMA) ve Hilbert Spektral
Analizi (HSA). HHD ozellikle zaman-frekans-enerji gosterimlerinde dogrusal
olmayan ve duragan olmayan veri analizi i¢in potansiyel olarak uygundur. Ayrica

HHD test edilmis ve kapsamli olarak gecerlilik kazanmistir, ancak sadece empirik

olarak (Huang 2005).

Empirik mod ayrisimi
EMA, duragan olmayan ve dogrusal olmayan siireclerden gelen veriyle ugrasmak
i¢in gerekli bir yontemdir. Onceki ydntemlerin hemen hemen hepsinin aksine, bu

yeni yontem verilere dayanan, sonsal-tanimli, sezgisel ve uyarlanabilirdir. Modlara
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ayristirma siireci, herhangi bir verinin farkli basit i¢sel salinim modlarindan olustugu
varsayimina dayanmaktadir. Dogrusal veya dogrusal olmayan her bir i¢sel mod, ayni
sayida ekstrem (sinyalin maksimum ve minimum degerleri) ve sifir gecisli (bir
matematiksel fonksiyonun isaretinin degistigi nokta) olan basit bir salinim1 temsil
eder. Ayrica salinim, "yerel ortalamaya" gore simetrik olabilmektedir ve herhangi bir
anda veriler, bir¢ok farkli salinim moduna sahip olabilmektedir. Bu salinim
modlarinim her biri, asagidaki tanima sahip I¢csel Mod Fonksiyonu (IMF) ile temsil
edilir:

e Tiim veri kiimesindeki ekstremum sayis1 ve sifir gegis sayisi, en fazla bire esit ya

da en fazla birden farkli olmalidir;
e Herhangi bir noktada, yerel maksimum ile tanimlanan zarfin ortalama degeri ve

yerel minimum tarafindan tanimlanan zarfin ortalama degeri sifirdir.

Bir IMF, basit bir harmonik isleve karsilik gelen basit bir salinim modunu temsil
eder, ancak daha genel bir yaklasimla ifade edilirse: IMF, basit bir harmonik bilesen
olarak sabit genlik ve frekans yerine, zamanin fonksiyonu olarak degisen genlik ve
frekansa sahiptir. Orjinal sinyal, bu IMF lerin ve son monotonik egilimin toplami
olarak ifade edilir. EMA yoOnteminin algoritmasi Sekil 2.2°de gosterilmektedir
(Huang et al. 1998; Colominas et al. 2014).

1. k=0ver, = xin tiim ekstremumlarini bul.

2. Enalt (ep;,) ve en st (ep,.x) zarflar: elde etmek icin r nin
minimum ve maksimumlari arasindaki ara degerleri hesapla.

hesapla.

3. Ortalama zarfi (m = M)

4. IMF adaymi (dy,; = ry — m) hesapla.
5. dy4q bir IMF mi?

e Evetise; dy,q i kaydet, artani (rk+1 =X— %(=1 di) hesapla,
k = k + 1 islemini yap ve 2. adimda giris verisi olarak ry y1 al.

e Hayir ise; 2. adimda giris verisi olarak d,4 ial.

6. Son kalan ry, durma kriterini saglayana kadar devam et.

Sekil 2.2: EMA yonteminin algoritmas1 (Huang et al. 1998; Colominas et al. 2014)

EMA’nin yerel dogasi, bir modda ¢ok farkli dl¢eklerde salinimlar iiretebilir ya da

farkli modlarda benzer Olgeklerde salimimlar tretebilir. Bu durum arzu edilen bir
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durum degildir ve herbir mod i¢in benzer Olgeklerin tercih edilmesi arzu edilir.
EMA’nin bu sonucu “mod karigimi1” isimli bir probleme yol agmaktadir (Colominas
et al. 2014). Bu sorunun {iistesinden gelmek i¢in Topluluk Empirik Mod Ayristirma
(TEMA) (Wu & Huang 2009) isimli yeni bir yontem oOnerildi. TEMA, orijinal
sinyalin  giiriiltiili  kopyalarinin  olusturdugu topluluk iizerinde ayrigmay1
gerceklestirir ve ortalamaya gore nihai sonuclari elde eder. Beyaz Gausiyen
giiriltiiniin eklenmesi, tiim zaman-frekans alanini doldurarak EMA'nin diyadik
filtreleme davranisindan yararlanarak mod karistirmay1 azaltir (Flandrin et al. 2004).
Boylece tiim zaman ekseni boyunca benzer dl¢eklerde ¢ok daha diizenli modlar elde
edilir. TEMA yo6nteminin algoritmasi Sekil 2.3’te gosterilmektedir (Wu & Huang
2009; Colominas et al. 2014).

1. x orjinal sinyal, 3 > 0 ve
w® sifir ortalamali birim varyansl beyaz giiriiltii olmak tizere;
x® = x + Bw® yi hesapla (i = 1,---,1).

2. Herbir xV, EMA yéntemiyle tamamen ayristirihir ve
dl((l)modlarl elde edilir (k = 1, -+, K).

3. x'in k. modu olarak dy y1 ata (ak = %Z%zl dl((i)).

Sekil 2.3: TEMA yo6nteminin algoritmasi (Wu & Huang 2009; Colominas et al.
2014)

Tiim bu iyilestirmelere ragmen TEMA algoritmast da yeni zorluklar1 beraberinde
getirdi. Nitekim algoritmanin bir sonucu olarak; yeniden yapilandirilmis sinyal,
modlarin toplami ve nihai egilim artik giiriiltii igermektedir. Ayrica, Sinyal ve
girtltiniin farkli gergeklestirmeleri modlarin birbirinden farkli sayida iiretilmesine
yol acmakta ve nihai ortalamayr zorlastirmaktadir. TEMA algoritmasindaki
zorluklarin giderilmesi i¢in Tamamlayict Topluluk Empirik Mod Ayristirma
(TTEMA) algoritmasi gelistirildi (Yeh et al. 2010). TTEMA, tamamlayict (yani,
ekleme ve ¢ikarma) giiriiltii ¢iftlerini kullanarak sinyali tekrar olusturma problemini
onemli Olciide hafifletti. TTEMA yoOnteminin algoritmasi Sekil 2.4’te
gosterilmektedir (Yeh et al. 2010; Colominas et al. 2014).
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1. x orjinal sinyal, 3 > 0 ve
w® sifir ortalamali birim varyansli beyaz gurilti olmak tizere;
®
Y1

y D = x — pw® yi hesapla (i = 1,---,1).

=x+ pw® yi hesapla (i = 1,---,1) ve

2. Herbir yf), EMA yontemiyle tamamen ayristirilir ve
dl(:)modlarl elde edilir (k = 1, -+, K).
Herbir ygi), EMA yontemiyle tamamen ayristirilir ve
dl(l)modlarl elde edilir 1= 1, ---,L).

3. y,'in k. modu olarak dy y1 ata (ak = %2:1 dg))'
y,'nin L. modu olarak d, y1 ata (al = %ﬂ:l dl(i))'
X = ak + al.

Sekil 2.4: TTEMA yonteminin algoritmas1 (Yeh et al. 2010; Colominas et al. 2014)

Bununla birlikte, TTEMA algoritmasinin tamlik 6zelligi kanitlanamaz ve sinyalin
farkl giiriiltiilic kopyalar1 farkli sayida mod iiretebildiginden dolay1 nihai ortalama
problemi ¢oziilmemis olarak kalir (Colominas et al. 2014). Tim bu sorunlarin
tistesinden gelebilmek icin Torres vd. tarafindan Giiriiltii Uyarlamali Tamamlayici
Topluluk Empirik Mod Ayristirma (GUTTEMA) (Torres et al. 2011) algoritmasi
gelistirildi. GUTTEMA, ihmal edilebilir bir yeniden yapilandirma hatasinin
istesinden gelerek ve sinyal arti giirtiltiiniin farkli gerceklenisleri i¢in farkli mod
sayilar1 problemini ¢ozerek TEMA iizerinde 6nemli bir gelisme sagladigini gosterdi.
Bu teknigin uygulamalari; biyomedikal miihendisligi (Navarro et al. 2012), sismoloji
(Hooshmand et al. 2012; Han & van der Baan 2013) ve bina enerji tiiketimi
(Fontugne et al. 2013) gibi alanlarda bulunabilir. GUTTEMA yo6nteminin algoritmasi
Sekil 2.5’te gosterilmektedir (Torres et al. 2011; Colominas et al. 2014). Sekil 2.5’te
yer alan E(:) sembolii, EMA tarafindan k. modun iiretimini ifade eden bir

operatordiir.
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1. EMA'y1 kullanarak herbiri = 1, -+, Ti¢in x® = x + Bow® hesapla:
I

~ 1 . -
= Tzdi‘) =dy
i=1

2. llk asamada (k = 1) ilk arta kalan1 hesapla: (r1 =X- al)

3. EMA'y1 kullanaraki = 1,---,licinry + BlEl(W(i)) nin ilk modunu
elde et ve ikinci GUTTEMA modunu tanimla:

d, = TZ%=1 Eq (r1 + B1E1(W(l)))
4, k = 2,---,Kicin k. arta kalan1 hesapla:
g = Ig—1) — di

5. EMA'y1 kullanaraki = 1, -+, ligin r + BkEk(w(i)) nin ilk modunu
elde et ve (k + 1). GUTTEMA modunu tanimla:

daery) = 120 Bx (1 + BB (w®))

6. Bir sonraki k degeri icin 4. adima git.

Sekil 2.5: GUTTEMA yonteminin algoritmasi (Torres et al. 2011; Colominas et al.
2014)

EMA'nin giiriiltiiye bagli varyasyonlarindaki ana fikir, yeni ekstremumlar yaratmak
icin sinyale baz1 kontrollii giiriiltiiler eklemektir. Bu yolla yerel ortalama; sinyalin
geri kalaninda (ekstremumlarin olusturulmadigi yerde) degistirilmeden kalirken,
yeni ekstremumlarin olusturuldugu boéliimlerde orjinal sinyale sadik kalmak igin
zorlanildi. Yani algoritma, dlgek-enerji alaninin belirli baz1 degerlerine odaklanmaya
zorlanildi. Ortalamanin anlami, sinyal art1 giriiltii gerceklesmelerinde biraz farklh
olan bu yerel ortalamay1 daha iyi tahmin etmektir. Ancak, TEMA bunun yerine yerel
ortalamalar1 degil modlar1 tahmin etmektedir. Bunun nedeni, sinyal art1 giiriiltiiniin
herbir ger¢eklesimini bagimsiz olarak ayristirmasidir. Boylece her ayristirmanin ilk
asamasinda bir yerel ortalama ve bir mod vardir. TEMA'da farkli bir sekilde
ilerlemek imkansizdir, o zaman gercek mode, biraz artan giiriiltii iceren orjinal
sinyalin  giiriiltiilii kopyalarmin modlarinin  bir ortalamasidir. Ote yandan,
GUTTEMA bir sonraki modeli hesaplamak i¢in herbir nihai modu kullanir. Herbir
mod, bir deflasyon semasinda sirali olarak hesaplanir. Ardindan, TEMA'dan, sinyal
art1 giiriiltiiniin her bir ger¢eklesiminin yerel ortalamasini tahmin etmede TEMA’dan
farkli bir bi¢imde ilerlenir. Daha sonra arta kalan sinyal ve yerel ortalamanin

ortalamasi arasindaki fark olarak gercek mod tanimlanir.
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Buna ragmen, GUTTEMA'da halen iyilestirilmesi gereken bazi yonler vardir. Bu

yonler sunlardir:

e Modlar artik giiriiltii iceriyor (Colominas et al. 2014).
e Sinyal bilgisi, ayrismanin ilk evrelerinde bazi "suni" modlarla birlikte TEMA'dan

"daha sonra" goriiniir (Colominas et al. 2014).

Buna géore GUTTEMA daki bu eksikleri gidermek i¢in Colominas vd. tarafindan
Iyilestirilmis GUTTEMA (IGUTTEMA) (Colominas et al. 2014) algoritmasi
gelistirilmistir. IGUTTEMA yonteminin algoritmas1 Sekil 2.6’da gdsterilmektedir
(Colominas et al. 2014). Sekil 2.6’da yer alan M(-) sembolii, sinyalin yerel

ortalamasini saglayan bir operatordiir.

1. ik artik sinyali (r; = (M(x))) elde etmek igin xV = x +
BOEl(w(i)) EMA tarafindan hesaplanir.
2. llkadimda (k = 1) ilk modu (al =X— rl) hesapla.
3. Ikinci artik sinyal (r1 + B1E, (w(i))) icin kestirim yap ve
ikinci modu tammmla:d, =r; — 1, = r; — (M (rl + BlEz(w(i))))
4. k = 3, -+, Kicin k. artani hesapla: ry, = (M (rk_1 + Bk_lEk(w(i))))
5. k.modu hesapla: dy = r_; — Iy

6. Bir sonraki k i¢in 4. adima git.

Sekil 2.6: IGUTTEMA yo6nteminin algoritmasi (Colominas et al. 2014)

Bu tez ¢aligmasinda kullanilan IGUTTEMA ve EMA yontemlerine ait kullandigimiz
MATLAB  fonksiyonlarm1 ~ su  adreslerden  indirdik:  http://perso.ens-

lyon.fr/patrick.flandrin/emd.html ve http://www.bioingenieria.edu.ar/grupos/ldnlys/.

Hilbert spektral analizi

HHD'niin amaci, zaman serisi verilerinin zaman-frekans-enerji iligkisini ¢ikartmaktir.
Ayrica yontem, duragan olmayan verileri yerel olarak tanimlamaya c¢aligmaktadir.
Anlik frekanslar1 (AF) ve genlikleri hesaplamak ve sinyali daha yerel olarak tarif
etmek i¢in bir Fourier veya dalgacik tabanli doniisiim degil, Hilbert doniisiimii (HD)
kullanilmistir. HD’yi tam olarak anlayabilmek i¢in AF kavramini iyi bilmek

gerekmektedir. Bu kavramdan da 6nce frekans kavramina oncelikle goz atalim.
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Frekans herhangi bir salinim hareketinin incelenmesi i¢in gerekli bir niceliktir.
Frekansin ¢ok temel ve dogrudan tanimi yapilacak olursa; (2.58) de gosterildigi gibi

periyodun tersidir.

\H
I
S| =

(2.58)

Bu tanima gore frekans sadece tam bir dalga hareketi varsa vardir ve frekans, hassas
bir zamansal ¢oziiniirlik olmadan bu uzunluk boyunca sabit olacaktir. Aslinda,
aragtirmacilarin  6nemli bir kismi, frekansin biitlin bir dalga profili olmadan
tanimlanamayacagini diisinmektedir (Huang et al. 2009). (2.58) de verilen frekans
tanimina dayanarak frekansi belirlemenin yolu, ardisik dalgalanmalar arasindaki
zaman araliklarin1 veya ardigik dalgalar izerindeki faza karsilik gelen noktalari
Olemektir. Bu, peryodun sabit oldugu basit bir siniizoidal dalga i¢in ¢ok kolay bir
bicimde uygulanir. Yalniz gercek veriler icin bu durum birkag¢ zorluk igermektedir:
[lk olarak tiim dalga boyunca frekans degeri sabitse frekans nasil tiirevlenebilir olur?
Ikinci olarak, duragan olmayan ve frekans modiilasyonu iceren dogrusal olmayan
sistemlerde her degisen frekansla detayli frekans modiilayonu agiga ¢ikmaz. Son
olarak karmasik bir titresimde, birbirini izleyen iki sifir-gecis arasinda c¢ok fazla
ekstremum olabilir. Kisacas1 boyle sistemlerin iiretmis oldugu sinyaller i¢in frekans
kavrami agik degildir. Frekansin tanimindan dolayr “anlik” sozciigiinii frekans
kavramu ile iligkilendirmede belirgin bir ¢atiski vardir. Bu nedenle AF’in tanima,

tartismali ve empirik olarak degerlendirilir (Boashash 1992).

AF’1in hesaplanmasi i¢in HD kullanilir. Bir x(t) sinyalinin Hilbert doniisiimii (2.59)
da gosterildigi gibi hesaplanir.

(0]

H(x(®) =2(t) = %P J

— 00

x(7)

t—T1

dt (2.59)

Bu déniisiim sonucunda x(t) sinyalinin faz acis1 +90° kaydirilarak  x(t) sinyali
kompleks diizleme genisletilmis olur. Daha sonra x(t) sinyali ve bu sinyalin Hilbert
doniisiimiiniin biraraya gelmesiyle sinyalin (2.60) da gosterildigi gibi analitik temsili

olusur.

z(t) = x(t) + i2(t) = a()e®® (2.60)
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Bu analitik fonksiyonun anlik genligi ve anlik fazi sirasiyla (2.61) ve (2.62) de

gosterilmektedir.
a(t) = {(x*(t) + 22()}*/? (2.61)
x(t
0(t) = tan‘l% (2.62)

Sonug olarak anlik frekans (2.63) te gosterildigi gibi hesaplanir. Yani anlik frekans,

bir sinyalin anlik fazinin zamana gore degisimidir.

B do(t)

w(t) = It (2.63)

Genlik ve frekans fonksiyonlar1 zaman fonksiyonlar1 olarak ifade edildiginden,
belirli bir zamanda belirli bir frekanstaki bagil genligi veya enerjiyi (genligin karesi)
gosteren Hilbert spektrumu H(w,t) olarak olusturulabilir. Daha sonra, marjinal bir
spektrum, denklem (2.64) te oldugu gibi hesaplanabilir. Marjinal spektrum, tiim veri

aralig1 boyunca tiim genliklerin (enerjilerin) toplamini temsil eder.

T

h(w) = fH(a), t)dt (2.64)
0

Tim fonksiyonlarin fiziksel anlik frekanslar iiretme anlaminda "iy1" Hilbert
dontisimii vermedigi ¢esitli ¢aligmalarda (Huang et al. 1998; Huang et al. 1999)
gosterilmektedir. Ornegin, sifir ortalamaya sahip olmayan fonksiyonlar Hilbert
dontisimii kullanilarak negatif frekans katkis1 verecektir (Huang et al. 1998; Huang
et al. 1999).

2.2.2  Oznitelik se¢cimi

Bir siniflandirma modelinin karmasiklig1 girdi sayisina baglidir. Bu deger, bdyle bir
modeli egitmenin zaman ve uzay karmasikligini ve gerekli 6grenme 6rnegi sayisini
belirler. Bir modeli egitmek i¢in tiim girdiler yerine sadece dnemli olanlarini1 almak
zaman ve uzay karmagikligini azaltmamiza olanak saglar. Bu nedenle boyut azaltma
Oonemli bir siire¢ olarak karsimiza ¢ikmaktadir (Alpaydin 2014). Boyut azaltmay1

istememizin birka¢ nedeni vardir. Bunlar:

o Bellek ve zaman karmagikligini azaltmak.
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e Bir girdinin gereksiz oldugunu anladigimizda onu elde etmek ya da 6lgmek igin
gereken zamandan tasarruf ederiz.

e Kiiciik veri kiimelerinde daha basit modeller daha giivenilir olur. Boylesi
modellerin varyansi diisiiktiir.

e Veri kiimesi daha az degiskenle acgiklandiginda bu verileri olusturan siireci daha
Iyi anlayabiliriz.

e Veriyi daha iyi gorsellestirebiliriz.

Boyut azaltmak i¢in iki temel yontem vardir. Bunlar: 6znitelik secimi ve 6znitelik
cikarimudir. Oznitelik segimi birgok oriintii tanima ve Yapay Zeka problemlerinin
cok énemli adimlarindan biridir (Zhang & Deng 2007). Oznitelik se¢iminde, n adet
degiskenden en ¢ok bilgi iceren K tanesi bulunur ve dteki (n-k) tanesi atilir. Oznitelik
cikariminda ise asil n adet degisken birlestirilerek k<n tane yeni degisken
olustururuz (Alpaydin 2014). Bu yontemler ¢ikt1 bilgisini kullanip kullanmadiklarina
gdre gozetimli ya da gdzetimsiz olabilirler. Oznitelik ¢ikarimi igin en iyi bilinen ve
sik kullanilan yontemler temel bilesen analizi ve dogrusal ayirtag ¢éziimlemesidir.
Bu yontemlerin ikisi de dogrusaldir ve ilki gdzetimsiz, ikincisi gézetimlidir. Bunlarin
disinda goOzetimsiz yontemlerden birka¢i sunlardir: etmen ¢ozliimlemesi ve ¢ok
boyutlu dlgeklemedir. Dogrusal olmayan boyut azaltmaya ornek olarak esdlclimsel

Oznitelik esleme ve yerel dogrusal gomme yontemleri verilebilir.

Makine Ogrenmesi algoritmalarmi etkili bir bicimde kullanabilmek igin verinin
onceden islenmis olmasi gereklidir. Oznitelik se¢imi de verinin islenmesi noktasinda
onemli yontemlerden biridir. Oznitelik secimi yontemlerinin amac iliskisiz, gereksiz
ve giiriiltiilii 6zniteliklerin elenerek Makine Ogrenmesi algoritmalarmin hizini ve
siniflandirma dogrulugunu arttirmaktir (Kalousis et al. 2007). Ilgisiz dznitelikler,
yararli bilgi saglamayan Ozelliklerdir. Ayrica gereksiz Oznitelikler, segilen
Ozniteliklerden daha fazla bilgi saglamazlar. Gozetimli 6grenme agisindan 6znitelik
secimi li¢ yaklasimdan birini kullanarak bir dizi aday o6zellik verir (Molina et al.
2002):

e Degerlendirme Sl¢iitiinii optimize eden 6zniteliklerin alt kiimesinin boyutu
e Degerlendirme Ol¢iimleri iizerinde belirli bir kisitlamayr saglayan alt kiimenin

kiigiik boyutu

71



e Genel olarak, boyut ve degerlendirme Olgiimleri arasinda en iyi uyuma sahip alt

kiime

Oznitelik segimi, Makine Ogrenmesi algoritmalarin genelleme yetenedini ve
ogrenme hizim arttirirken model karmasikhigini da azaltmaktadir. Oznitelik secimi
boyunca; verideki ilgisiz, gereksiz veya giiriiltiilii Oznitelikler birgok durumda
engellenebilmektedir (Dash & Liu 1997). Orneklerin sayis1 6zniteliklerden ¢ok daha
az oldugunda, Makine Ogrenmesi algoritmalar1 veriyi 6grenme konusunda 6zellikle
zorlanir. Clinkii arama uzay1 yeterli bliylikliikkte degildir. Boylelikle model, giiriiltii
ve ilgili veriler arasinda dogru bir sekilde ayrim yapamamaktadir (Provost 2000).
Oznitelik se¢imi igin iki onemli yaklasim vardir. Ilki Bireysel Degerlendirme,
ikincisi Alt Kiime Degerlendirmedir. Ozniteliklerin siralanmasi  Bireysel
Degerlendirme olarak bilinir (Guyon & Elisseeff 2003). Bireysel Degerlendirmede,
tek bir Ozniteligin agirhg, uygunlugunun derecesine gore atanir. Alt Kiime
Degerlendirmesinde ise aday oOznitelik alt kiimeleri, arama stratejisi kullanilarak

olusturulmustur (Kumar 2014).

Oznitelik secimi i¢in genel yontem dort anahtar adimdan olusmaktadir. Bunlar: Alt

kiime olusturma, alt kiime degerlendirme, durma kriteri ve sonu¢ degerlendirmedir.

Alt kiime olusturma, her bir asamanin arama alanindaki degerlendirme i¢in bir aday
alt kiime belirledigi sezgisel bir arama ydntemidir. Iki temel konu alt kiime olusturma
siirecinin dogasina karar verir: Bir sonraki alt kiime olusturma ve arama
organizasyonudur. Birincisi; arama yoniinii etkileyen arama baglangi¢ noktasina
karar verir. Her asamada arama baslangi¢ noktalarina karar vermek icin ileri, geri,
bilesik, agirliklandirma ve rastgele yontemler kullanilir (Doak 1992). Ikincisi; ardisik
arama, Ussel arama (Narendra & Fukunaga 1977; Pearl 1984) veya rasgele arama
(Liu & Motoda 1998) gibi belirli bir stratejiyle Oznitelik seg¢imi siirecinden
sorumludur. Yeni olusturulan bir alt kiime belirli bir degerlendirme Kkriteri ile
degerlendirilmelidir. Bu nedenle, 6zniteliklerin aday alt kiimesinin performansini
belirlemek i¢in literatiirde birgok degerlendirme kriteri Onerilmistir. Makine
Ogrenmesi algoritmalar1 iizerindeki bagimliliklarina dayanarak degerlendirme
olgiitleri iki gruba ayrilir: bagimsiz ve bagimli kriterler (Liu & Yu 2005). Bagimsiz
kriterler, bir 6znitelik kiimesinin veya bir 6zniteligin performansini degerlendirmek

i¢in herhangi bir Makine Ogrenmesi algoritmasi igermeksizin egitim verisinin temel

ozelliklerini kullanir. Bagimli kriterler ise Makine Ogrenmesi algoritmasimin
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performansina dayali Oznitelikleri se¢gmek igin Onceden belirlenmis Makine
Ogrenmesi algoritmalarmi igerir. Son olarak, secim siirecini durdurmak igin
durdurma &lgiitleri belirlenmelidir. Oznitelik se¢imi islemi dogrulama isleminde
durur. Dogrulama siireci 6znitelik se¢imi siirecinin pargasi degildir. Ancak 6znitelik
secim yontemi, farkli testler ve karsilastirmalart daha 6nceden belirlenen sonuglarla
ya da yapay veri kiimeleri, gercek diinya veri kiimeleri ya da her ikisini birden
kullanan rakip yontemlerin sonuglariyla karsilastirarak dogrulanmalidir (Kumar
2014).

Makine Ogrenmesi algoritmalarinin veriden model olusturma siirecini dnemli bir
bigimde belirleyen etmenlerden biri de 6znitelik kiimesidir. Oznitelik se¢imi igin ii¢
genel yaklagim vardir. Bunlar: Filtre Yaklasimi, Sarmalama Yaklasimi ve Gomiili
Yaklasimdir. Filtre Yaklagimu, egitim verisinin genel 6zelliklerini Makine Ogrenmesi
algoritmasindan bagimsiz olarak kullanir yani 6zniteliklerin degerlendirilmesinde
istatistiksel testler kullanilir (Bolon-Canedo et al. 2013). Sarmalama Yaklagimi,
ilgililik diizeyi ile en 1yi Oznitelik alt kiimesi se¢imi arasindaki iliskiyi kesfeder ve
Makine Ogrenmesi algoritmasima uyarlanmis optimal bir znitelik alt kiimesini arar
(Kohavi & John 1997). Ozellik secimindeki yaklasimlardan sonuncusu ise
deneylerde kullanilan siniflandirma algoritmalarinin se¢ilen 6znitelik gruplarindan
hangisi lizerinde iyi bir 0grenme sagladigi lizerinedir. Bu yaklasim Sarmalama
Yaklasimina benzemektedir. Ancak GOomiilii Yaklasimda, arama siirecine 6grenme
siireci etki etmektedir. Bu da hesaplamasal maliyeti azaltmada ve veriye olan asiri

egilimi azaltmaktadir.

GOmiilii Yaklagim ve Sarmalama Yaklagimi1 ayn1 zamanda fayda teorisi yaklagimin
kullanmaktadir. Fayda Teorisi bir durum hakkinda belirsizlik s6zkonusu oldugu
zaman akilci kararlar verme ile ilgili bir yaklasimdir (Alpaydin 2014). Fayda
teorisine gore yapilan se¢imler sonucunda en 1yi sonucu veren 0znitelik kiimesi ayni
zamanda Oznitelik vektorimiizii olusturmaktadir. Bu durumu matematiksel olarak
ifade edelim: Elimizde bulunan ilk 6znitelik x olsun ve S durumu ayrik durumlardan
olugsun; Sk, k = 1,...,n. Buna gore X Ozniteligini bildigimizde Sy durumunun
gerceklesme olasiligi P(Sy|x) olarak hesaplanir. X 6zniteligini S durumuna atayan
karar hareketi o; ve fayda fonksiyonumuzu da Ui olarak tanimlayalim. Boylelikle
beklenen fayda (2.65) te gosterildigi gibidir (Alpaydin 2014).
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BU(@ul) = ) UnP(Sil) (2.65)
k

Beklenen faydayi en yiiksek yapacak hareketin o; oldugunu varsayarsak; X 6zniteligi
icin o; hareketinin beklenen faydasi (2.66) esitligindeki gibi hesaplanir (Alpaydin
2014).

EU(x) = mfxz Ui P (Sk|%) (2.66)
k

Mevcut Oznitelik kiimesine eklenen yeni bir Ozniteligimiz y olsun. Buna gore

beklenen fayda (2.67) esitligindeki gibi tekrar hesaplanir (Alpaydin 2014).

EU(x,y) = mgxz Uik P (Sklx,y) (2.67)
k

Boylece EU(X,y) > EU(X) ise y dzniteliginin segilen Makine Ogrenmesi algoritmasi
icin yiiksek enformasyon saglayan bir 6znitelik oldugu sdylenebilir. Yani 6znitelik
kiimesine eklenen yeni Ozniteligin beklenen faydasi onceki Oznitelik kiimesinin
beklenen faydasindan biiyiikk ise yeni Ozniteligin yararli bir Oznitelik oldugu

sOylenebilir.

Literatiirde bir¢cok Oznitelik se¢imi yontemi Onerilmistir. Ancak bu yoOntemlerin
karsilastirmali olarak calisilmasi ¢ok zor bir gorevdir. Gergek veri setinden Once
iliskili 6znitelikleri bilmeden, 6znitelik se¢cim yontemlerinin etkinligini bulmak ¢ok
zordur. Zira veri setleri ¢cok sayidaki iliskisiz 6znitelik, gereksiz Oznitelik, giirtiltiilii
veri ya da Ozelliklerden veya Orneklerden dolayr yiiksek boyutluluk gibi birgok
zorluk igerebilir. Bu nedenle 6znitelik secimi yonteminin performansi, 6grenme
yonteminin performansina baglidir. Literatiirde dogruluk, bilgisayar kaynaklar,
Oznitelik se¢cimi hizi gibi birgok performans oOlgiiti vardir. Cogu arastirmaci,
Oznitelik seciminde "en 1iyi yontem'"in bulunmadigimi kabul etmektedir (Bolén-
Canedo et al. 2013). Bu nedenle, yeni 6znitelik segme yontemleri, farkli stratejiler
kullanarak 6zel problemlerin {istesinden gelmeye ¢aligmaktadir. Bu stratejiler asagida

belirtilmektedir:

e Bir topluluk yontemi kullanarak oznitelik se¢iminin daha iyi bir sekilde

yapilmasini saglamak (Saeys et al. 2008; Bolon-Canedo et al. 2012)
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e Agac toplulugu (Tuv et al. 2009) gibi baska yontemlerle birlestirme ve 6znitelik
¢ikarimi (Vainer 2009)

e Mevcut algoritmalar1 yeniden yorumlama (Sun 2007; Sun et al. 2008)

e (Coziilmemis problemlerle basa ¢ikmak i¢in yeni bir yontem olusturma
(Chidlovskii & Lecerf 2008; Loscalzo et al. 2009)

e Birkag Oznitelik se¢cim yOntemini birlestirmek (Zhang et al. 2008; EI Akadi et al.
2011)

Oznitelik seciminde degerlendirme kriteri, en uygun &zellik alt kiimesini elde etmek
icin kullanilir. Yiiksek boyutlu verilerde (6rnek sayisi < oOzellik sayisi), optimal
Ozellik alt kiimesini bulmak zor bir istir (Kohavi & John 1997). Bu problem NP-hard
bir problem olarak bilinmektedir (Kohavi & John 1997; Blum & Rivest 1992). Yani
N adet 6znitelik sayist icin 2" adet 6znitelik alt kiimesi bulunmaktadir. Oznitelik alt
kiimesinin bulunmasi i¢in bircok arama yontemi vardir. Bu yontemler ve birbirleriyle

karsilastirmalar Cizelge 2.4’de gosterilmektedir (De Silva & Leong 2015).

Cizelge 2.4: Arama Y ontemlerinin Karsilastirilmasi (De Silva & Leong 2015)

A:rama . Karmagiklik Avantajlar Dezavantajlar
Yontemi
N e Yiiksek dogruluk Hesaplamasal maliyet
Kapsamlt 0@%) , Optimal 5znitelik kimesi ok yiksek
Ardigik O(N?) e Uygulanmas: basittir Geriye dogru iz sirme

daha az esnektir

e Kullanicilar dogruluk ve hiz
Rastgele O(NlogN) arasinda tercih yapabilir Diisiik dogruluk
e Yerel optimumdan kaginir

VIBES algoritmas1 Parkinson veri kiimesine uygulanmadan 6nce veri kiimesine ait
Ozniteliklerin secilmesi gerekmektedir. Ciinkii onbinlerce 6znitelik {izerinde Veri
Madenciligi gerceklestirmek olduk¢a zahmetli bir siiregtir. Veri Madenciligi siirecini
hizli bir sekilde gerceklestirmek igin Parkinson veri kiimesi ig¢in olusturulan
Ozniteliklerden en fazla enformasyon veren (ya da siniflandirma dogrulugu en
yiiksek) oOzniteliklerin secilmesi gerekmektedir. Oznitelik se¢imi igin kullanilan
Oznitelik se¢im algoritmast OneRAttributeEval algoritmasidir. Boylelikle daha
yilksek enformasyon veren Oznitelikler segilirken diisiik enformasyon veren
oznitelikler elenmis oldu. Ozniteliklerin secimi esnasinda OneRAttributeEval

algoritmas1 10-kathi ¢apraz dogrulama yontemi kullanilarak calistirildi. Bunun
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sonucunda 6zniteliklerin her birinin veriyi dogru simiflandirma yiizdeleri elde edilir.
10-kath ¢apraz dogrulama ydntemi uygulandigi i¢in dogru siniflandirma orani bu 10-
kat’in ortalamasidir. Boylelikle her bir Oznitelik i¢in (ort + sapma) seklinde
sonuglar elde edilmis olur. Daha sonra Oznitelikler segilirken (ort — sapma = 70)
sartina uyan Oznitelikler secilir. Boylelikle onbinlerce Oznitelik arasindan sadece
sayis1 ylzlerle ifade edilebilecek kadar 6znitelik segilir. Bolim 3.2°de bu siireg

ayrintili bir bigimde anlatilmaktadir.

2.3 Yeni Bir Topluluk Ogrenme Algoritmasimin Tasarim: VIBES

Topluluk Ogrenmede hipotez olusturma siireci toplulugun optimize edilmesi
Olciitiine bagh olarak degismektedir. Optimize etme Olciitiiniin amaci birbirinden
farkli gesitlilikte modeller elde etmek ve elde edilen modellerden uygun olanlari
biraraya getirmektir. Ozetle Topluluk Ogrenmede model cesitliligi ve farkli
modelleri biraraya getirme stratejisi smiflandirma dogrulugunu dogrudan

etkilemektedir.

Model gesitliligini arttirmak i¢in kullanilan ¢esitli yontemler vardir. Bu yontemler su

sekildedir:

e Egitim kiimesinin parcalara ayrilarak herbir parcanin temel smiflandiricilar
tarafindan 6grenilmesidir.

o Oznitelik alt kiimelerinin olusturularak herbir alt kiimenin bir temel siniflandiric
tarafindan 6grenilmesidir.

e Smiflarin bazilarinin bir temel siiflandiric: tarafindan 6grenilirken bazilarinin da

baska temel siniflandiricilar tarafindan 6grenilmesidir.

Olusan modelleri uygun bir bicimde biraraya getirmek siniflandirma dogrulugunu
onemli Olgiide arttirmaktadir. Bunun icin iki yontemi ayni anda uygulamak
gerekmektedir. Bu yoOntemler: Model birlestirme yontemi ve model se¢im
yontemidir. Model birlestirme yontemi; smiflara gore yapilan tahminlerin
olasiliklarinin maksimumu, minimumu, g¢arpimi ve agirlikli ¢ogunluk oylamasi
alinarak hesaplanmaktadir. Model se¢im yontemi ise; ileri yonlii (forward), geriye
dogru (backward), ileri-geri yonlii (floating), sezgisel (heuristic) ve tam arama

(exhaustive) yontemlerinden olugmaktadir.
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Bu tez calismasinda 6zgiin olarak gelistirilen Topluluk Ogrenme algoritmas: iki
varsayim iizerine kuruldu: Oznitelikler birbirlerinden bagimsizdir ve Oznitelikler
birbirlerine bagimlidir. Verilen bir D = {X, ¢} X € R™*" egitim kiimesi i¢in; ilk
varsayima gore herbir £;,4 € {1,--,n} temel Ogrenici, bu egitim kiimesine ait
sadece bir 0zniteligi ve orjinal egitim kiimesinin kendisini 6grenir. Bu siire¢ Sekil
2.7°de gosterilmektedir. Ozniteliklerin bagimlihig varsayimina gére; ilk olarak
Oznitelikler enformasyon saglama oOlclitiine gore en yiliksekten en diisiige dogru
siralanir.  Enformasyon oOl¢iimii  i¢in ReliefF  ve Shannon enformasyonu
yontemlerinden biri tercih edilir. Daha sonra herbir temel 6grenici sirasiyla ilk bir,
ilk iki ilk n ve son olarak birinci ve n. niteliklerin olusturdugu yeni veri kiimelerini
Ogrenir. Bu stire¢ Sekil 2.8’de gosterilmektedir. Sonug olarak bir X girdisi i¢in n+1
adet farkli desende temel 6grenici elde edilir (Bu desen farkliligindan esinlenerek ve
miizikal ritme bir analoji yaparak gelistirilen algoritmanin adi VIBES olarak
konuldu). Daha sonra n+1 adet temel Ogrenici igerisinden en yetkin toplulugu

olusturacak sekilde k adet temel 6grenici segilir ve gogunluk oylama yontemine gore

birlestirilir.
X e B™®
1. Adim
Yeni editirm verileri — — — —
olugturulur X X PRI X X
2. Adim
Temel dfreniciler £ ) o Ln EEY)
editilir
3. Adim
Temel ddreniciler E"UUE’J
segiliv
4. Adim
Temel ddreniciler H

hirlegtirilir we sonug
hipotezi olugturulur

Sekil 2.7: Ozniteliklerin bagimsizlig1 varsayimina gore hipotez olusturma siireci
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X E ]R?‘?I‘K?’r

1 Adim
Bznitelicler dnem Lok, . x,)

derecelerine gire

siralanir
feni editim werileri o -

alugurulur X, (& | %) “s ‘xqﬁ_mj (% | %)

Temel &greniciler o Lo LI £ 'Q‘l:n+1:|

| |

4. Adim
Temel ddreniciler ‘Q"‘L_JL_J‘E'J

segilir l

5. Adim
Temel dgreniciler H
birlez firilir we zonug
hipotezi olug turulur

Sekil 2.8: Ozniteliklerin bagimlilig1 varsayimina gore hipotez olusturma siireci

Topluluk Ogrenmede temel ogrenicilerin se¢imi ve birlestirme ydntemi g¢ok
onemlidir. Bu ¢alismada temel 6grenici segiminde optimize edilmis ileri yonlii bir
algoritma ve Genetik Algoritmalar1 kullandik. Yapilan testler sonucunda optimize
edilmis ileri yonlii arama, Genetik Algoritmalar kullanilarak yapilan aramaya gore
daha iyi sonu¢ vermistir. Ayrica Ruta ve Gabrys (Ruta & Gabrys 2005) tarafindan
yapilan c¢alismada da ileri yonlii aramanin Genetik Algoritma ve diger arama
tirlerine gore daha 1iyi sonug¢ verdigi goriilmiistiir. Temel Ogrenicilerin
birlestirilmesinde ise ¢ogunluk oylama yontemini kullandik. Ayrica bu ydntemlerin
tercih edilmesinde yapilan deneylerde bu parametrelerin iyi sonuglar vermesi etkili

oldu.
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VIBES algoritmasinin pseudo kodlart Sekil 2.9°de gosterilmektedir. Buna gore
Y1

X =[x, ,2,] € R™*™ 6rnek uzayl, ¢ = siuf etiketleri ve £ bir temel

Ym

smiflandirici olmak iizere; herbir temel dgrenicinin olusturdugu 4, ,4 € {1,---,n}
hipotezi, 6zniteliklerin birbirlerine bagimli ya da birbirlerinden bagimsiz olmalari
varsayimina gore olusturulur. Temel 6grenicilerden hipotezler olusturulduktan sonra
hipotez secimi asamasina gegilir. Temel Ogrenicilerin se¢im siireci ilk temel
Ogrenicinin sec¢imi ile baslar. Bu siire¢ boyunca tiim temel 6greniciler gezilir ve en
yiiksek dogrulugu veren temel 6grenici secilir. Daha sonra segilen ilk temel 6grenici
ile ikinci aday-Ogrenicilerin tahminleri ¢ogunluk oylamaya gore oylanir ve
toplulugun dogruluk orani hesaplanir. Dogruluk oranin1 maksimum yapan temel
Ogrenici secilir. Bu islem, tiim temel Ogreniciler gezilene kadar devam eder. Bu
asamadan sonra, secilen temel Ogrenicilere ait hipotezler c¢ogunluk oylama

yontemine gore birlestirilir ve sonug hipotezi olusturulur.
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Algoritma vibes
Giris: X ornek uzay,
4 siif etiketleri,
L temel 6grenici,
x test Ornegi,
isDependent 6zniteliklerin bagimlilig,
infoMeasure 6zniteliklerin enformasyon 6l¢ciimii
Cikis: H sonug hipotezi

Metot:
if(infoMeasure is ReliefF) :

rank « Relieff Algorithm (X, »)
else

rank < Shannon Entropy (X, ¢)

S,E <« {}
for 4 to rank:
if(isDependent) :
ifi #n+1): S—SuXx*
else S « rank[1] \; y-rank[end]
else
ifixn+1): S« Xx*
else S X
h; « £;(S,4)

fori—1lton+1:

CQ<{}
forj<1lton+1:

T<—Lj UE

if(Q<7):

Qe<T
else

break

E«<CUE

E
H(x) « maxyyh:x >y

Sekil 2.9: VIBES algoritmasi

2.3.1 VIBES algoritmasinin zaman karmasikhg:
VIBES algoritmasi i¢in ¢alisma zamani fonksiyonu T(n) iki kisimdan olusmaktadir.
Ik kisim, temel dgrenicilerin egitildigi kismi; ikinci kisim ise temel dgrenicilerin

secildigi kismi igermektedir. Bu durum (2.68) de gosterilmektedir.

T(n) =Ti(n) + To(n) (2.68)
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[k kisim i¢in ¢alisma zamam fonksiyonu (2.69) da gosterilmektedir.
Ti(n)=a(m+1) (2.69)

(2.69) esitliginde a degeri temel Ogrenicilerin egitim zamanim ifade etmek i¢in
kullanilan bir sabittir. Ikinci kisim icin ¢alisma zamami fonksiyonu (2.70)’te

gosterilmektedir.

(2.70)

T,(n) = b.< 5

(n+1Dn+ 2))
(2.70) esitliginde b degeri temel Ogrenicilerin se¢imi esnasinda yapilan iglemlerin
zamanini ifade etmektedir. Yalmz (2.70)’deki ifade optimize edilmis olan temel
Ogrenici se¢im zamanini gostermemektedir. Bunun yerine tiim temel &grenicilerin
denendigi durumlar1 olusturan algoritmanin zamanini ifade etmektedir. Optimize
edilmis olan algoritmanin ¢alisma zamanini ifade edecek genel bir fonksiyon yoktur.
Ciinkii her smiflandirma problemi ic¢in olusturulan modeller degismektedir. Ayni
zamanda olusan bu modeller, temel Ogrenicilere bagli olarakta degismektedir.
Kisacasi optimize edilmis boyle bir Greedy algoritmasinin ¢alisma zamani i¢in genel
bir fonksiyon bulunmamaktadir. Bu nedenle optimize edilmis algoritmanin ¢alisma
zamani genel bir fonksiyon olan f(-) fonksiyonu ile ifade edilecektir. Boylelikle
(2.70)’deki ifade (2.71)’deki ifadeye doniisiir ve optimize edilmis temel Ggrenici
olusturma algoritmasi ile optimize edilmemis algoritma arasinda Ts(n) < T,(n)

iliskisi olusur.

T\(n) = b.f <(n +1D(n+ 2)>

5 2.71)

Buna gore VIBES algoritmasinin toplam ¢alisma zamani (2.72)’deki gibi olur. Bu
ifade de yer alan a ve b katsayilari arasinda her zaman a > b iliskisi vardir. Clinkii
bir temel 0greniciyi egitmek igin gegen siire, bir temel 6greniciyi se¢mek i¢in gegen
stireden daha fazla olmaktadir. Bu durumlan dikkate alarak VIBES algoritmasinin

calisma zamanini en iyi ve en kotii duruma gore analiz edecegiz.

(n+ DN+ 2))

(2.72)

T(n)=a.(n+1)+b.f< >
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Simdi (2.72)’deki ifadeyi en kotlii duruma gore analiz edelim. Buna gore ¢aligma
zamani fonksiyonunu girdi biiyiikliigii olan n degerine gore yazip a ve b degerlerini
1 olarak alirsak ve f(-) fonksiyonunu birim fonksiyon olarak kabul edersek
(2.74)’teki ifadeyi elde ederiz.

n+1)(n+2)
2

Tm)=mn+1)+ (2.73)

n>+5n+4

T(n) = >

(2.74)
Buna gore algoritmanin zaman karmasikligini iist sinir olan big — O notasyonuna
gore yazarsak; ilk 6nce ¢ > 0 ve Vn = ng i¢in f(n) < c. g(n) esitsizligini saglayan
¢ ve n, degerlerini bulmamiz gerekmektedir. Bu esitsizlik i¢in uygun degerler ¢ = 1
ve ny, = 6 olarak bulunur ve g(n) =n? igin zaman karmasikligit O(n?) olarak

bulunur.

Simdi (2.72)’deki ifadeyi en iyi duruma goére analiz edelim. Buna gore ¢alisma
zamani fonksiyonunu girdi biiyiikliigii olan n degerine gore yazip a ve b degerlerini
1 olarak alirsak ve f(-) fonksiyonunu optimize edilmis topluluk olusturma
algoritmasinin en iyi durum fonksiyonu olarak kabul edersek (2.76)’daki ifadeyi elde

ederiz.

Tm)=n+1)+A+Inn) (2.75)
Tm)=24+Inn+n (2.76)

Buna gore algoritmanin zaman karmagikligini alt sinir olan big — Q1 notasyonuna
gore yazarsak; ilk once ¢ >0 ve Vn=ny i¢in 0 < c.g(n) < f(n) esitsizligini
saglayan ¢ ve ny degerlerini bulmamiz gerekmektedir. Bu esitsizlik i¢in uygun
degerler ¢ = 3 ve n, = 1 olarak bulunur ve g(n) = n i¢in zaman karmasikligi Q(n)

olarak bulunur.

Boylelikle VIBES algoritmasinin zaman karmasikligi en iyi ve en kotli durumlar igin

sirastyla Q(n) ve 0(n?) olarak bulunur.
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2.3.2 VIBES algoritmasimn bellek karmasiklig
VIBES algoritmast igin bellek karmasikligi fonksiyonu f(n,m) iki kisimdan
olusmaktadir. Ik kisim, temel dgrenicilerin egitildigi kismi; ikinci kisim ise temel

ogrenicilerin se¢ildigi kismi igermektedir. Bu durum (2.77) da gosterilmektedir.
fn,m) = fi(n,m) + f,(n, m) (2.77)
[k kisim i¢in bellek karmasiklig1 fonksiyonu (2.78) de gdsterilmektedir.
filn,m) =a+nm (2.78)

Bu esitlikte a degeri bir sabit degeri ifade etmektedir. Ikinci kisim igin bellek
karmasikligi fonksiyonu (2.79) de gosterilmektedir.

fon,m) =b+ (n+1)m (2.79)

Bu esitlikte b degeri bir sabit degeri ifade etmektedir. Toplam bellek karmasikligi ise
(2.80) daki gibi olur.

f(nm)=a+nmm+b+n+1)m (2.80)

Calisma zamani fonksiyonunu girdi biiyiikliigii olan n.m degerine gore yazip a ve b

degerlerini 0 olarak alirsak (2.81) daki ifadeyi elde ederiz.

f(n,m)=2.nm+m (2.81)

Bu durumda n ve m degerlerinin birbirlerine gore durumlari en koti durum
senaryosuna (n ~ m ya da n = m) gore olusturulursa (2.82) de gosterilen durum elde
edilir.

2m—1)m+m, n<m

f(n,m) =4 2mm+m, n=m (2.82)
2n(n—1)+(n—-1), n>m

(2.82) deki ifadeyi diizenlersek (2.83) de goserilen ifadeyi elde ederiz.

2m? —m, n<m
f(n,m) =< 2m? +m, n=m (2.83)
2n® —n-—1, n>m
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Buna gore algoritmanin bellek karmasikligini herbir durum igin en {ist sinir olan
big — O notasyonuna gore yazarsak bellek karmasikligi sirasiyla (2.84), (2.85) ve
(2.86) de gosterildigi gibi olur.

c=2vemy=1icin 0(m?) (2.84)
c =3vemy = 1icin 0(m?) (2.85)
c=2veny = 1icin 0(n?) (2.86)

(2.84), (2.85) ve (2.86) teki ifadeleri birlestirecek olursak bellek karmasikligi (2.87)
deki gibi olur.

f,m) =0 <<n?%‘é§+{"’ m}) > (2.87)

(2.81)’deki ifadeye gore n ve m degerlerinin birbirlerine gére durumlari en iyi durum

senaryosuna (% = n ya da % = m) gore olusturulursa (2.88) de gosterilen durum

elde edilir.

IR
3

2n,

flnm) = (2.88)

S[3318
I
3

3m,

Buna gore algoritmanin bellek karmagikligini herbir durum igin en alt siir olan
big — Q notasyonuna gore yazarsak bellek karmagsikligi sirasiyla (2.89) ve (2.90) da
gosterildigi gibi olur.

c=2veny =1icin2(n) (2.89)

c =3vemy =1icin N(m) (2.90)

(2.89) ve (2.90) ifadelerini birlestirecek olursak bellek karmasikligr (2.91) deki gibi

olur.

f(n,m) =10 (&gﬁgﬁm m}> (2.91)
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Boylelikle VIBES algoritmasinin bellek karmagsikligi en iyi ve en kotii durumlar igin

swrastyla 2(max,, men+{n, m}) ve 0 ((maxn,mew {n, m})z) olarak bulunur.

2.3.3 Ikili smiflandirma problemleri icin topluluk 6grenicilerde cogunluk
oylama yonteminin uygunlugunun teorik gosterimi

Bir Topluluk Ogrenici i¢in en uygun tahmin karar1 (yani minimum yanlis tahmin
karari), temel Ggrenicilerin yapmis oldugu £(X) = p igin olas1 ger¢ek a degerini
bulmaktir. n tane tamel Ogrenici tarafindan yapilan p = p;---p, tahminlerini ve
gercek deger a’y1 (a = f + ¢) gézoniine alalim. Buna gore Bayes Teoremi yoluyla

a’nin sonsal olasiligi (2.92)’de gosterilmektedir.

P(p1 -+ pnla)P(a)
P(py -+ pp)

P(alpy - pn) = (2.92)

Boylece iki siifli (1 ve 0) bir problem i¢in sonsal olasilik (2.93) ve (2.94)’deki gibi

ifade edilir.

P(p; - pyla=1DP(a=1)
P(pl"'pn)

P(a=1lp;pn) = (2.93)

P(py - ppla =0)P(a = 0)
P(py -+ pn)

P(a=0l|p;-pn) = (2.94)
(2.93) ve (2.94)’deki sonsal olasilik degerleri iki ¢arpanla hesaplanir. Bu
carpanlardan biri Onsel olasilik olan P(a) ve a’nin olabilirligi (likelihood) olarak
adlandirilan veri-bagimli ifade P(p; - ppla)’dir. Normalizasyon sabiti P(p; - py)

ise en uygun tahmin kararini hesaplamada kullanilmaz.

P(a =1|p) ve P(a = 0|p)’yi bulmak i¢in a=0 ve a=1 gibi iki hipotezin Onsel
olasiliklar1 hakkinda bir varsayim yapmak gerekmektedir. Ayn1 zamanda verilen bir
a icin p’nin olasiligr hakkinda bir varsayim yapmak gerekmektedir. Bunun ig¢in
oncelikle P(a =1) = P(a = 0) = 0.5 seklindeki 6nsel olasiliklarin esit oldugunu
varsaylyoruz. Ayrica P(al|p) sonsal olasiligini maksimize etmek P(p|a)’nin
olabilirligini maksimize etmeye esittir. Bunun yani sira her bir temel 6grenicinin hata
oranini e < 0.5 olarak varsayryoruz. Ciinkii en kotii senaryo da bile gogunluk tahmin
edicisi 0rneklerin en az yarisin1 dogru olarak tahmin etmektedir. Yani hata orani en
kotli durumda e = 0.5 olmaktadir. Ancak siniflandirma problemlerine uygulanan

Makine Ogrenmesi algoritmalar1 en kotii durumda bile ¢ogunluk tahmin edicisinin
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yapmis oldugu tahmin dogruluguna esit olmaktadir. Bu nedenle temel 6grenicilerin
yaptiklar1 tahminler i¢in hata oranlari e < 0.5 olarak varsayilmaktadir. Boylece
P(p|a) olabilirligi (2.95)’deki gibi hesaplanir. Herbir temel dgrenicinin olabilirligi
ise (2.96)’deki gibi hesaplanir.

P@pla) = | [P@ile) (2.95)
1—e), i =
P(pila) = {( ) e)’ e a (2.96)

Boylece iki hipotezin olabilirlik orani (2.97)’te gosterildigi gibi hesaplanir.

P(pla=1) “TP(pila=1)
P(pla=10) L 1P@ila=0) (2.97)

P(pila=1) . S eV I 4 Y - e\, .
P(pila=0) ifadesi p; = 1 ise ( . ) e esittir yok eger p; = 0 ise (l—e) e esittir ve

RN
e < 0.5 i¢in (1Te) orani her zaman 1’den daha biiyiik olur. Cogunluk oylamali

yontem yerine minimum ya da maksimum olasilikli tahminin sonucuna karar verme
yontemlerin de ise bu oran 1’e esit olacaktir. Ciinkii olasiligin frekans tanimindan
faydalanacak olursak ve onsel olasiliklar1 dikkate alacak olursak maksimum ya da
minimum olasilikli durumun 1 ya da 0 gelme olasilig1 esit olacaktir. Yani tek bir
temel 6grenicinin yapmis oldugu tahmin ya 0 ya da 1°dir. Bu durum tiim diger temel
Ogrenici tahminleri i¢in de aynidir. Boylelikle yapilan bir tahminde, 1 ya da 0 gelme
olasilig1 i¢cin maksimum ya da minimum olasilik gelme olasiliklart da esit
olmaktadir. Sonug olarak, ¢ogunluk oylamali yontemin topluluk olusturma siirecinde

diger yontemlere kiyasla teorik olarak en uygun yontem oldugu goriilmektedir.

2.3.4 Cogunluk oylamal topluluk dgrenicilerde simiflandirma hatas1 tahmini
icin onerilen yontem

Bir Topluluk 6grenici hatali tahminler yaptiginda bazi sorular ortaya ¢ikmaktadir. Bu
sorulardan en Onemli ikisi sudur: “Bireysel tahmin edicilerin tahmin dogruluklari
toplulugun tahminlerini ne kadar etkilemektedir?” ve “bireysel tahmin edicilerin
etkilesimleri toplulugun tahminlerinde ne kadar etkilidir?”. Bu iki soru iki kavrami
giindeme getirmektedir. Bu kavramlar: Dogruluk ve ¢esitliliktir. Hata fonksiyonunun

tiirline ve birlestirme yontemine bagh olarak, topluluk hatasindaki dogruluk-cesitlilik
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kirilmasimin her zaman miimkiin olmadigi anlasilmaktadir (Brown 2011). Bu iki
terim arasinda bir degisinti fikri Bias-Varyans ayrigmasini (Geman et al. 1992)

animsatmaktadir.

Bias-Varyans (underfitting-overfitting) ikilemi Makine Ogrenmesi algoritmalarmin
calisma mantigin1 anlamada onemli bir aragtir. Son yillarda yapilan deneysel
caligmalarda bias-varyans ikileminin kullanimi bir hayli artmaktadir. Bias ve varyans
kavramlar1 ¢ok basit 6grenme algoritmalarinin ¢ok kompleks olanlar karsisinda ne
kadar performansli olabilecegini ve model topluluklarinin basit modeller karsisinda
ne kadar performansli olabilecegini gostermeye yardimer olmaktadir. Bias-Varyans
ikilemi cesitli istatiksel hata fonksiyonlar1 igin tiiretildigi gibi karesel kayiplar
(squared loss) igin de tiiretilmistir (Domingos 2000). Bu tiiretme Geman vd. (Geman
et al. 1992) tarafindan yapilan caligmada gosterilmistir. Bu gosterimde Makine
Ogrenmesi algoritmasinin ortalama karesel hatasi, bias’in karesi ile varyans’in
toplam1 olarak ifade edilmistir. Bu gosterim disinda, Bias-Varyans ikilemi farkli
bigimlerde de gosterilmektedir. Ornegin yapilan bu g¢aligmalardan bir tanesi 0-1
kaybi igindir. Yalniz gergeklestirilen bu gosterimlerin bir kismi1 6nemli derecede
eksiklikler icermektedir (Domingos 2000; James 2003). Ornegin Kong ve
Dietterich'in (Kong & Dietterich 1995) 0-1 kayb1 igin yapmis oldugu gosterim de
varyans  negatif  ¢ikmakta ve  girilti = kaynakli  sorunlar  dikkate
alinmamaktadir (Domingos 2000). Hata fonksiyonu olarak karesel kayiplara dayal
hata fonksiyonunu kullanmak ¢ok uygundur. Bunun nedeni ise karesel hatanin
Bias-Varyans ikilemi gibi iyi bilinen matematiksel 6zelliklere sahip olmasidir (James
2003). Buna gore bireysel bir tahmin edici i¢in Bias-Varyans ikilemi (2.101) de
gosterildigi gibi karesel kayip fonksiyonu tiirlinden ifade edilir (Geman et al. 1992).

bias® = E[(f (x) — E[d])?] (2.98)
varyans(d) = E[(E[d] — d)?] (2.99)
varyans(gurilti) = E[g?] (2.100)

E[(f(x) — d)?] = bias? + var(d) + var(giriilti) (2.101)

Yalniz topluluk 6grenicilerin hata analizinde Bias-Varyans ayrigimi tek basina yeterli

olmamaktadir. Ciinkii topluluk ogreniciler birbirleriyle etkilesim igerisinde olan
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bireysel tahmin edicilerden olusmaktadir. Bu nedenle (2.101) deki ifadenin topluluk
Ogreniciler i¢in tekrar diizenlenmesi gerekmektedir. Bu diizenleme ile topluluk
Ogrenicileri i¢in Bias-Varyans-Kovaryans ayrisimi (Ueda & Nakano 1996)
gerceklestirilir. Bu ayrisimin genel ifadesi (2.102) de gosterilmektedir (Ueda &
Nakano 1996).

E|(f(x) - d)°| = bias? + %W(d) + (1 - %)Fw + var(girilti)  (2.102)

Cogunluk oylamali topluluk 6grenicilerde siniflandirma hatasin1 6nceden kestirme,
tim diger birlestirme yoOntemlerinden daha zordur. Genel olarak, topluluk
simiflandirma hatasinin, diizgiin dogruluk ve gesitlilik bilesenlerini icerecek bigimde
bilinen bir dokiimii yoktur. Modeller arasindaki korelasyonun performansi
etkiledigini gosteren en basit sezgi, Binom teoremi tarafindan verilir (Brown 2011).
Buna gore her biri ayn1 hata olasiligina sahip T adet modele sahipsek ve istatistiksel
olarak bagimsiz hatalar yaptiklarini varsayarsak, ¢cogunluk oylama toplulugu (2.103)
de gosterilen hata ihtimaline sahiptir (Brown 2011).

T

T
P(H(x) £y) = Z (k) pk(1 —p)T=H (2.103)
k>(T/2)

Ornegin T=10 ve p=0.5 igin ¢ogunluk oylama hatasi 0.205 olacaktir. Ancak bu
durum sadece istatistiksel olarak bagimsiz hatalar oldugunda s6z konusu olmaktadir.
Yani birbiriyle iligkili durumlar biiyiik bir problem olarak karsimiza c¢ikmaktadir.
Bunun yerine ¢esitli aragtirmacilar, ¢ogunluk oylama topluluklarinda kendi sezgisel
gesitlilik tanimlamalarini Onerdiler. Bu arastirmacilarin 6nde gelen isimlerinden
Kuncheva (Kuncheva 2004), 6nerilen birkag ¢esitlilik 6l¢iimii ¢alismalarina 6nderlik
etti. Yalniz sonug su idi: "Herhangi bir 6l¢iim ¢ogunluk oyunun dogrulugu ile tutarh
bir sekilde iliskilendirilmemektedir". Buna ragmen, bazi arastirmacilar topluluk
yonteminin performansini karakterize eden yaklasik bir 6l¢giim olarak bu ¢aligsmalari
yararli buldu. Ancak c¢esitlilik iizerine "son s6z" olarak bu Olgiimlere

giivenilmemelidir. Bu durumda Kuncheva'nin 6nerisi (Kuncheva 2004) basitlik ve

hesaplama kolaylig1 nedeniyle Q-istatistigidir.

Topluluk 6grenicilerin hata analizlerini yaparken ortaya ¢ikan en 6nemli sorun temel
ogrenicileri birlestirme yonteminin karmasikhigidir. Ornegin ¢ogunluk oylama

yontemi ile farkli ¢esitlilikteki modeller birlestirilirken ¢ok farkli topluluklar ortaya
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cikabilmektedir. Bu da toplulugun tahmin hatasini belirlemeyi gliglestirmektedir.
Toplulugun tahmin hatasin1 belirlemek yerine toplulugun en diisiikk ve en yiiksek
olas1 tahmin hatas1 belirleyebilmek daha olasidir. Bu tez ¢alismasinda da ¢ogunluk
oylamal1 topluluk 6grenicilerin hata analizlerini yapmak i¢in bir yontem onerildi. Bu
yontem ¢ogunluk oylamali bir topluluk 6grenicinin en diisiik ve en yiiksek olasi
tahmin hatasin1 vermektedir. Ayrica toplulugu olustururken uygulanan yontemin
optimize edilmis olmasi1 durumunda; toplulugun tahmin hatasi, gelistirilen yontemin
en diisiik olas1 tahmin hatasina yakindir. Ancak optimize edilmemis bir birlestirme
de; toplulugun hata orani, gelistirilen yontemin irettigi en yiiksek olasi tahmin

hatasina yakin olmaktadir.

Gelistirilen yontem empirik olarak gelistirildi ve sezgilerimizle uyumluluk
gostermektedir. Yapilan deneysel sonuglar da yontemin basarili oldugunu

gostermektedir. 4. Boliimde bu sonuglar gdsterilmektedir.

e = [e1, ez, er] vektori herbir temel Ogrenicinin yapmis oldugu hata olasiligi
olsun. Buna gore ¢ogunluk oylamali topluluk 6grenicilerin minimum ve maksimum
hata tahmini T degerinin ¢ift ya da tek olmasina bagli olarak asagidaki adimlar

uygulanarak hesaplanir.

1. Eger minimum hata tahmini hesaplanacaksa e vektorii biliyiikten kiiciige dogru
siralanir ve e,;, vektorii olusturulur. Diger tiirlii e vektorii kiigiikten biiyilige

dogru siralanir ve e,,,, vektorii olusturulur.

a. T degeri ¢ift ise;

i.  Minimum hata tahmini hesaplanacaksa, e,,;, vektoriiniin ilk eleman1
(en biiyiik degeri) diziden ¢ikarilir ve e,y,;, vektoriiniin son elemani (en

kiigiik degeri) dizinin sonuna eklenir.
ii.  Maksimum hata tahmini hesaplanacaksa, e, vektoriiniin ilk elemant
(en kiiciik degeri) diziden ¢ikarilir ve ey, vektoriiniin son elemani (en

biiyilik degeri) dizinin sonuna eklenir.
b. T degeri tek ise; enin V€ €max Vektorlerinde herhangi bir degisiklik

yapilmaz.
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a. epip vektori i¢in minimum hata tahmini &,;, su sekilde hesaplanir:
Vektoriin ilk iki elemaninin harmonik ortalamasi hesaplanir. Daha sonra bu
sonug ile vektoriin li¢lincii elemaninin harmonik ortalamasi hesaplanir. Bu
stire¢ son elemana kadar aymi sekilde gergeklestirilerek &,,;, degeri

hesaplanir. Herhangi bir degerin sifir olmasi durumunda sifir olan elemanin
degeri % olacak sekilde alinir.

b. emax vektori igcin maksimum hata tahmini &,,, su sekilde hesaplanir:
Vektoriin ilk iki elemaninin aritmetik ortalamasi hesaplanir. Daha sonra bu
sonug ile vektoriin ii¢lincii elemaninin aritmetik ortalamasi hesaplanir. Bu
stire¢ son elemana kadar aym sekilde gerceklestirilerek ¢&,,,, degeri

hesaplanir.

emax vektorl yukarida anlatildig: sekliyle olusturulduktan sonra €, in degeri adim
adim (2.104) teki gibi hesaplanir. Bu ifadeyi diizenlersek (2.105) teki ifadeyi elde
ederiz. Bu ifadeyi en genel bigimde yazarsak (2.106) teki ifadeye doniisiir. Bu

ifadenin matematiksel gosterimi (2.107) da belirtilmektedir.

55+
2

k ’ . (2.104)
: / +er

c — .
max 2

+ ey

e, + ey, + 2les + 22¢, + -4 20T De,,

Emax = >(T—1) (2.105)
_ 81 + + Z(T_Z)E’T
gmax - Z(T_l) (2106)
1 T
Emax = m (el + Z Z(T_2)9T> , T =2 (2.107)
t=2

emin vektori yukarida anlatildigr sekliyle olusturulduktan sonra &,,;, in degeri adim

adim (2.108) deki gibi hesaplanir. Bu ifadeyi diizenlersek (2.109) deki ifadeyi elde
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ederiz. Bu ifadeyi en genel bigimde yazarsak (2.110) daki ifadeye doniisiir. Bu
ifadenin matematiksel gosterimi (2.111) de belirtilmektedir.

Z(T_l)eleze3e4 eT

Emin =
e (91929394 er y 6162638 €er 20Ve eye5e4 - eT) (2.108)

€1 €2 er
2(T-1)
Emin =
1 1 21 22 2(T-2) (2.109)
R
2(T-1)
E i =
e (l+__-+2(T_2)) (2.110)
eq er
. —Z(T—l) 1 T>?2
Emin = 1 o 20D ° % (2.111)
e t=2 er

Buna gore cogunluk oylamali bir topluluk 6grenici i¢in en kotii durum senaryosuna
g0re Emin V€ Emax degerlerini hesaplayalim. En kotii durum senaryosuna gore
e =|[c,c,c, -+, p] ve ¢ > p olsun. Bu senaryoda temel dgrenicilerin en kotii tahmini
¢ olarak belirlenmistir. Ciinkii rastgele bir tahmin ediciden daha iyi bir tahmin edici
cogunluk tahmin edicisidir. Cogunluk tahmin edicisi en fazla sayiya sahip sinifi tiim
tahminlerinde kullanir. Buna gore en kotii senaryoya gore (2.112) de &4, Ve (2.113)

de ise &, gosterilmektedir.

c, Eger T cift ise
Emax = ct+p y : 2.112
{ —m Egethek se ( )
4c

3c -fp Eger T cift ise
Emin = ZCp (2113)

Eger T tek ise

ct+p

(2.112) deki ¢ —% ifadesi i¢in temel Ogrenici sayist olan T degerini ortadan

kaldiracak sekilde limit alirsak (2.114) deki ifadeyi elde ederiz. Boylelikle (2.112)
ifadesi, (2.115) deki ifade gibi yazilabilir.
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. ctp
%%C —W =cC (2114)

Emax = ¢, Eger T ¢ok buyuk bir deger ise (2.115)

2.3.5 NFLT aqsindan VIBES algoritmasinin teorik olarak degerlendirilmesi

NFLT’ye iliskin igerimler heniiz ortaya konulmadan ¢ok dnce bu teoriye ait ilk izlere
Isko¢ filozof David Hume’da rastlanilmaktadir. David Hume 1739 yilinda
yayinladigi eseri “A Treatise of Human Nature”da (Hume 1739), “Nesnelerin sik sik
veya sitirekli birlesiminin  gézlemlenmesinden sonra bile, deneyimledigimiz
nesnelerin Otesinde herhangi bir nesne hakkinda herhangi bir ¢ikarim yapmak i¢in
higbir sebebimiz olmadigin1” belirtmistir. Insan dgrenmesine dair bu bakis agisindan
¢ok sonra; Tom Mitchell (Mitchell 1980), Schaffer (Schaffer 1994) ve Kohavi-
Wolpert (Kohavi & Wolpert 1996) gittikge artan bir titizlikle biassiz 6grenmenin

faydasiz oldugunu yapmis olduklari ¢aligmalarla gostermislerdir.

David Wolpert, “The Lack of A Priori Distinctions Between Learning Algorithms”
(Wolpert 1996) isimli ¢alismasinda &grenme algoritmalari arasinda bir ayrimda
bulunmak i¢in yeterli 6nsel (a priori) bilgiye sahip olmadigimiz1 gostermistir. Daha
sonra David Wolpert, William Macready ile birlikte yapmis olduklart “No Free
Lunch Theorems for Optimization” (Wolpert & Macready 1997) isimli ¢alisma ile;

bu teoriyi ‘arama ve optimizasyon’ problemlerine de uygulamislardir.

Bdylelikle birgok bilimsel galisma alaninda oldugu gibi (Ornegin matematik alaninda
Godel kanitlamas1 (Godel 1931), herhangi bir aritmetik dizgesinde aksiyomlardan
yola cikarak kanitlanamayan dogrularin var oldugunu ortaya koyarken, ekonomi
alaninda Arrow'un imkansizlik teoremi (Arrow 1950) miikemmel bir oylama
sisteminin olmadigmni belirtmistir) Makine Ogrenmesi alaninda da bir gesit
imkansizlik teorisi ortaya cikmustir. Imkansizlik teorileri bir dizgenin smrlarini
cizerek dizgelerin evrensellik iddialarini ortadan kaldirmaktadir. Bu acgidan bakacak
olursak; Go6del kanitlamasi matematik’in saglam temellere dayanmadigini degil,
matematik’in saglam temellere dayandirmak i¢in bir dizge olusturulmasinin miimkiin
olamayacagini gdstermistir. Makine Ogrenmesi alaninda ise NFLT; herhangi bir
gercek diinya problemi {izerinde herhangi bir 6grenme algoritmasini tercih etmemiz
icin onsel bir bilgiye sahip olmadigimizi sdylemektedir. Yani NFLT, tim 6grenme

algoritmalarinin  performanslarmin  6nsel ayrimlarin  eksikliklerinden dolayi
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birbirleriyle ayni oldugunu ve bu nedenle evrensel en iyi 6grenme algoritmasinin
olamayacagimi belirtmektedir. Ancak, sadece herhangi bir veri kiimesi {izerinde

sadece baz1 6grenme algoritmalari en iyi performansi gosterecektir.

NFLT’nin 6grenme algoritmalari i¢in ¢izdigi sinir1 matematiksel bir notasyonla ifade
edelim. Oncelikle (x;,y;) ayrik degerli ikililerinden olusan ve i =1,--,m ve
y; = £1 seklinde tanimli D egitim kiimesine sahip oldugumuzu diislinelim. Ayrica
verilerimizin bilinmeyen bir f(x) fonksiyonundan olustugunu ve sifir olmayan
Bayes hata oranina (EK A.1l’e bakiniz) sahip oldugumuzu varsayalim. Buna gore
algoritmanin yapmis oldugu hatayr hesaplayalim. Ancak f(x) fonksiyonumuzu
bilemeyecegimiz i¢in hatayr da dogrudan hesaplayamayiz. Bu nedenle D egitim
kiimesi i¢in hatanin beklenen degerini hesaplamaliyiz. (2.116)’da hatanin beklenen
degeri gosterilmektedir (Wolpert 1996). Bu ifade de P(I) tiim olast girislerin

olasiligini ifade etmektedir.

E[eD] = ) > PO[L = 8(F(D. h(D)] P(RIDIP(fID)

o (2.116)

(2.116)’daki ifadeden yola ¢ikarak 6rnekleme dagilimi P(I)’dan bagimsiz olarak ve
egitim kiimesinin 6rnek sayilar1 esit olacak sekilde; P, (h|D) seklinde tanimli k adet
ogrenme algoritmasinin tim f(-) hedef fonksiyonlar1 tizerindeki beklenen hata
degerleri arasindaki iliski Vk , Ey[e|f, m] = ¢, dir ve rastgele tahmin ediciden daha
Iyi en az bir hedef fonksiyonu vardir. Ayrica sabit herhangi bir D egitim kiimesi i¢in
tim f(-) hedef fonksiyonlar1 lizerindeki beklenen hata degerleri arasindaki iligki
Vk, Exle|f,D] = c,’dir. Bunun yani sira tim P(f) Onciilleri {izerindeki beklenen
hata degerleri arasindaki iliski Vk, Ej[e|m] = c3’tiir. Son olarak sabit herhangi bir
D egitim kiimesi i¢in tim P(f) oOnciilleri lizerindeki beklenen hata degerleri

arasindaki iliski Vk , Ey[e|D] = ¢, tiir.

Herhangi bir 6grenme algoritmasi i¢in verilen bir veri kiimesi i¢in hipotez olusturma
olasiligi P(h|D)’dir. VIBES algoritmasi i¢in olusturulan hipotezlerin olasiliklar
sirastyla P(hq|dq), P(hy|d;), -+, P(h,|d,) seklindedir. Bu olasiliklar igerisinden
P(h,|d,) olasihigi P(h|D) olasiligi ile aynidir. Yani VIBES algoritmasinin her
zaman en az bir hipotezi, segilen temel 6grenicinin olusturdugu hipotez ile aynidir.

Clinkii her zaman asil veri kiimesi her iki algoritma igin de ortaktir. Buna gore
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(2.111)’deki ifadeden faydalanarak bir temel dgrenici/topluluk 6grenici ile VIBES

algoritmasi arasindaki hatanin beklenen degeri iligkisi (2.117)’de gosterilmektedir.

1
1 20 | r=2 (2.117)

Ele/D] © #t=2ETe|d,]

Ele|D] = 2(T-D

(2.117)’deki ifadeye gore VIBES algoritmast NFLT agisindan bir baska 6grenme
algoritmasi ile kiyaslandiginda beklenen hata degeri en kotii durumda bu 6grenme

algoritmasina esit olacaktir.

2.4 VIBES Algoritmasinda Ozniteliklerin Enformasyon Olgiimii i¢in

Kullanilan Yontemler

Bu tez ¢aligmasinda 6zniteliklerin enformasyon dl¢iimiinde iki yontem kullanildi. Bu

yontemlere asagida deginilmektedir.

2.4.1 ReliefF algoritmasi

ReliefF algoritmasi1 (Kononenko et al. 1997) Relief algoritmasinin (Kira & Rendell
1992) gelistirilmis bir halidir. ReliefF algoritmasi Ornek-tabanli  6grenme
yaklagimindan esinlenerek gelistirilmis bir Oznitelik se¢im algoritmasidir. Relief
algoritmasi; veri kiimesinden rastgele aldigi bir 6rnegin, veri kiimesindeki her bir
siifa ait en yakin Ornekler igerisinden rastgele segtigi bir 6rnege olan uzakligina
gore bir Oznitelik agirlik 6lgiimii yapar. Relief algoritmasina ait pseudo kod Sekil
2.10°da gosterilmektedir.Sekil 2.10’daki pseudo kodda yer alan diff(.) fonksiyonu
uzaklik 6l¢tim fonksiyonudur. Nominal degerler i¢in diff(.) fonksiyonu (2.118)’deki
gibi tanimlanmaktadir. Niimerik degerler igin ise diff(.) fonksiyonu (2.119)’deki gibi

tanimlanmaktadir. (2.119)’deki ifadede yer alan nuy ifadesi normalizasyon birimidir.

) _ (0, X Ve y, ayntise
dif f (i yid) = {1, X ve yi farkli ise (2.118)
dif f (e, yi) = (e — yi) /nuy, (2.119)
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Algoritma: Relief

Giris: .S, egitim kiimesi.

m, veri sayisl.

Cikis: w, 6zniteliklerin agirliklari

Metot:
w < (0,0,..,0)
fori €1tom
Rastgele bir x € S 6rnegini al;
x’e en yakin pozitif 6rneklerden rastgele birinial, Z* € S*
x'e en yakin negatif 6rneklerden rastgele birinial, Z~ € S~
if x € S* then
Near-hit <Z+
Near-miss €Z-
else
Near-hit €Z+
Near-miss €Z:
for j<1 to #all_features
wj€wj - diff(x;, Near-hitj)2+ diff(x;, Near-miss;)?
endfor

endfor

Sekil 2.10: Relief algoritmasi (Kira & Rendell 1992)

Relief algoritmasi iki eksikligi i¢cermektedir. Bu eksiklikler: Relief algoritmasinin
eksik verilerle ilgili yetersizligi ve sadece iki simifli problemlere uygulanmasidir
(Kononenko et al. 1997). Bu eksiklikleri gidermek i¢in Relief algoritmasinin bir

uzatimi olan ReliefF algoritmasi gelistirilmistir.

2.4.2 Shannon enformasyon kurami
Entropi kelimesi ilk olarak Rudolf Clausius tarafindan kullanilmistir (Baray 2003).
Clausius, kapali bir sistemdeki enerji miktarinin 6l¢iisiinii bu sisteme giren 1sinin ve

sistemin sicakliginin bir fonksiyonu olarak tanimlamig ve buna da Almancadaki
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“energie” kelimesine benzediginden dolayr Yunancada “doniisiim” anlamina gelen

“entropi” adin1 vermistir (Fang et al. 1997).

Enformasyon Kurami, Claude Shannon tarafindan gelistirilmis bir kuramdir. Bu
kuram ile “iletisim”, matematiksel bir temele oturtulmus ve iletisimin teorik sinirlar
cizilmistir (MacKay 2003). Shannon (Shannon 1948) bu kuramini “A Mathematical
Theory of Communication” isimli ¢aligmasinda naif bir bicimde agiklamaktadir.
Shannon, John von Neumann’in da destegi ile “entropi” kelimesini bilgideki
belirsizligin olglisiinii gostermede kullanmustir (Fang et al. 1997). Entropi kavrami
giintimiizde istatistiksel mekanik, termodinamik, finans, parametre tahmini ve
Makine Ogrenmesi gibi birgok alanda kullanilmaktadir. Makine Ogrenmesi alaninda

ozellikle 6zniteliklerin enformasyon miktarin1 hesaplamada kullanilmaktadir.

Entropi kavrami, eldeki bilginin sayisallastirilmast  ve  beklentisizligin
maksimumlagmasidir. Dunham (Dunham 2002), entropinin bir veri kiimesi igindeki
belirsizlik, saskinlik ve rastgeleligi 6lgmek i¢in kullanildigimi belirtmistir. Eldeki
biitiin veriler tek bir sinifa ait olsaydi, 6rnegin herkes ayni futbol takimini tutsaydi,
herhangi bir kisiye tuttugu takimi sordugumuzda alacagimiz yanit bizi

sasirtmayacaktir; bu durumda entropi sifir olacaktir.

Buna gore bir egitim kiimesindeki 6zniteliklerin enformasyon miktarim1 su sekilde
hesaplayabiliriz: Egitim kiimesi ¢ikislarinin yi, Yo, ..., Yo oldugu ve bu ¢ikiglara
karsilik mevcut olasiliklarin P(y1), P(Y2), ..., P(Yn) oldugu durumlarda enformasyon
kazanci (Information Gain) (2.120)’deki formiile gore 6zniteliklerin enformasyonunu
hesaplamaktadir. Bu 6l¢iim bize; egitim kiimesinin girislerini olusturan 6znitelikler

tarafindan saglanan bilginin beklenen miktarin1 vermektedir (Shannon 1948).

Y smif niteligine gore verilen bir X niteliginin bilgi kazanci, X’in degeri bilindiginde
yani I(Y; X) bilindiginde Y’ nin degeri hakkindaki belirsizligi azaltir. Y’nin degeri
hakkindaki belirsizlik onun entropisi ile yani H(Y) ile olgiiliir. X’in degerini
bildigimizde Y’nin degeri hakkindaki belirsizlik Y’nin kosullu entropisi tarafindan
verilir. Yani H(Y|X) tarafindan verilir. Bu durumda bilgi kazanci formiili
(2.121)’deki gibi hesaplanir (Shannon 1948).
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I(Y;X) = H(Y) — H(Y|X) (2.121)

Y={y1, ....yn} ve X={Xi, ....xn} degerlerini alan ayrik degiskenler olsun. Bu
durumda Y’nin entropisi ve Y nin kosullu entropisi sirasiyla (2.122) ve (2.123)’deki
gibi hesaplanir (Shannon 1948).

k
HY)=- z P(Y =y;)log, P(Y = y;) (2.122)
l
HOYX) = = > P(X = x)H(Y|X = x)) (2.123)
j=1

Bilgi kazanci formiiliiniin alternatif formiili ise (2.124)’de gosterilmektedir. Bu
durumda X ve Y’nin ortak entropisini hesaplamamiz gerekmektedir. Buna gore ortak

entropi (2.125)’daki gibi hesaplanir (Shannon 1948).

I(V;X)=HX)+H(Y)—-HX,Y) (2.124)

HX,Y) = —ZP(X =x,Y =y;)log, P(X = x,Y = y;)

— (2.125)
LJ

2.5 VIBES Algoritmasinda Kullanilan Baz1 Temel Ogreniciler

Bu tez calismasinda VIBES algoritmasinin temel Ogrenicileri olarak alti temel

ogrenici kullanildi. Bu temel 6grenicilere agagida deginilmektedir.

2.5.1 Kk-En yakin komsu algoritmasi

M-boyutlu bir uzayda tanimli olan bir veri kiimesi ve bir sorgu noktasi verilmis
olsun. Buna gdre bu sorgu noktasina en yakin veriyi bulma adimi en yakin komsuluk
problemi olarak tanimlanir (Beyer et al. 1999). Ancak, k-En Yakin Komsuluk (k-
EYK) algoritmasi ise bir sorgu noktasinin bir veri kiimesi i¢erisindeki en yakin k tane
veriye olan uzaklhigin1 esas almaktadir. Uzakliklarin hesaplanmasinda (2.126),
(2.127), (2.128) ve (2.129)’de gosterildigi gibi sirasiyla Euclidean, Manhattan,
Chebyshev ve Minkowski uzaklik formiilleri (Deza & Deza 2009) kullanilmaktadir
(Witten et al. 2011). Minkowski uzaklik formiiliinde m=1 ve m=2 i¢in hesaplanan
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uzakliklar sirastyla Manhattan ve Euclidean uzakligi vermektedir. p ve q veri

noktalar1 olmak tizere d(p,q) iki nokta arasindaki uzaklik olarak tanimlansin.

i(Pi — qi)?

dguclidean (pr Q) = (2.126)
n
dmanhattan (pr Q) = lei - Qil (2.127)
i=1
dChebyshev(p; q) = miax(lpi —q;l) (2.128)
n Ym
dyinkowski (P, q) = <Z|Pi - Qi|m> (2.129)
i=1

kK-EYK algoritmasinda K degerinin optimal degerden yiiksek olmasi birbirine
benzemeyen noktalarin bir araya toplanmasina, optimal degerden kiiciik secilmesiyse
birbirine benzeyen siniflarin ayri siniflara konmasina neden olmaktadir. k-EYK
algoritmasi ig¢in en uygun k degerinin belirlenmesi 6nemli bir adimdir; ¢iinkii k

degerine gore sorgu noktasinin hangi sinifa atanacagi belirlenmektedir.

k-EYK smiflandirict yapilan k gézlem iginden en fazla tekrar eden sinifa gore karar
vermektedir. Yalniz bu karar sinifi, sadece k komsuya gore alinirsa her zaman iyi
performans vermeyebilir. Bu durumda k komsu arasinda en ¢ok tekrar eden sinifin
segilmesi yerine agirlikli oylama adli bir yontemin uygulanmasi s6z konusu olabilir.
Agirlikli  oylama yontemi gozlenen degerler icin agirhikli  uzakliklarin
hesaplanmasina gore calisir. Agirlikli oylama yontemi i¢in iki farkli agirlik
hesaplama yontemi vardir. Bunlar (2.130) ve (2.131) esitliginde gosterilmektedir
(Witten et al. 2011). (2.130) esitligi agirlikli inverse olarak bilinir. (2.131) esitligi ise
agirlikli benzerlik olarak bilinir. Bu esitliklerde yer alan N; egitim verisini, n ise;

egitim kiimesinde yer alan nitelik sayisin1 gostermektedir.

N
1
weightipyerse = Z—
i [d(p, q)? (2.130)
n
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d(p, q)?
n

N
Weightsimilarity = Z 1- (2.131)

i=1

(2.130) ve (2.131)’de yer alan d(p,q) ifadesi p ve g noktalar1 arasindaki uzakligi ifade
etmektedir. Her bir smif igin agirliklar hesaplanarak agirlikli oylama degeri

belirlenir. En biiyiik degere sahip olan siif, yeni gdzlemin sinifi olarak kabul edilir.

k-EYK gibi dogrusal olmayan algoritmalar dogalar1 geregi diisiik biash ve yiiksek
varyanslidir (Manning & Raghavan 2009). Bir o6grenme algoritmasinin bias’1,
algoritmanin yapacagi tahminler ile verinin ger¢ek degeri arasindaki fark olarak
bilinmektedir. Bu farkin ¢ok biiyiikk olmasi algoritmanin diisiik isabetli tahminler
yaptigin1 gostermektedir. Bir 6grenme algoritmasinin varyansi ise algoritmanin
yapmis oldugu tahminler arasindaki degisimin ortalamadan ne kadar saptigi olarak
bilinmektedir. Diger bir degisle bir sorgu noktasi igin gergeklestirilen tahminlerin
ortalamadan ne kadar saptigidir. Sonug olarak hem bias hem de varyans 0grenme

algoritmalari i¢in tahmin hatalarina sebep olmaktadir.

2.5.2 Naive bayes algoritmasi

Naive Bayes (NB) sinifandirici, gliglii bagimsiz varsayimlariyla Bayes’in teoremine
dayali basit bir olasiik smiflandiricidir. Bir NB siniflandirici, bir sinifin bir
ozelliginin herhangi bir diger 6zelligi ile iliskili olmamasi esasina dayanir. Yani NB
siniflandirict  tiim  o6zelliklerin birbirlerinden bagimsiz oldugunu varsayar. NB
simiflandirict birgok kompleks gercek diinya problemlerinde oldukg¢a iyi sonug
vermektedir. 2004’te, Bayes smiflandirma problemlerinin  analizi NB
siniflandiricilarin nedensiz goriinen etkileri i¢in bazi teorik nedenlerin var oldugunu
gosterdi (Zhang 2004). NB siniflandiricinin bir avantaji da siniflandirma i¢in gerekli
olan parametreleri tahmin etmek icin sadece kii¢lik miktarda egitim verisinin yeterli

olmasidir.

NB smiflandiricilar makine 6grenmesi alanindaki Onemli arastirma simirlarimi
gosterirler. Bunun amaci sadece gercek diinya verisi {lizerinde iyi c¢alisan 6grenme
metotlarin1 kesfetmek degil ayni zamanda acik anlamlar1 da kesfetmektir. NB
siiflandiricilar olasiliksal bilgiyi 6grenme, kullanma ve gostermede agik anlamlara

sahip basit bir yaklasim saglarlar. NB metodu gézetimli timevarimsal gorevlerde
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kullanilmak i¢in tasarlanilir. Bu metodun performans amaci test 6rneklerinin sinifini

dogru bir bigimde tahmin etmektir (John & Langley 1995).

Bir NB smiflandirici i¢in olasilik model bir durumsal modeldir. Bu olasilik model
icin Fq, Fo, ..., Fy 0zellik degiskenleri ve sinifin ya da ¢ikisin bagimli degiskeni C
olmak iizere durumsal model Bayes teoremi kullanilarak (2.132)’de gosterilmektedir
(Witten et al. 2011).

_ p(Op(Fy, -+, K |C)
~ p(F, -, Ey) (2.132)

p(C|F1) "';Fn)

Ozelliklerin ayrik degerlere degil de siirekli degerlere sahip oldugu durumlarda, X
stirekli nitelik olmak tizere; ilk olarak veri siniflara gore ayrilir. Sonra herbir
smiftaki X’in ortalamasi1 ve varyansi hesaplanir. Son olarak verilen C=c sinifina ait

degerlerin olasilig1 bir normal dagilim i¢in X=x i¢in (2.133)’daki formiille hesaplanir

(Witten et al. 2011).

_(x—pe)?

1 202
1702 F (2.133)
v c

p(X =x|C=c)=

2.5.3 Destek yoney makinasi

Bu yontem diisiik boyutta dogrusal olarak ayrilamayacak bir veri kiimesini, ¢ogu
zaman daha yliksek boyuta tagiyarak bir diizlem yardimiyla ayirmaya dayanir. Eger
veri kiimesi dogrusal olarak ayrilabiliyorsa boyut degisimine gerek duyulmaz.
Destek Yoney Makinesi (DYM), sonsuz sayidaki diizlemsel ayiricilardan,

birbirinden ayrilacak sinif 6rneklerinden maksimum uzaklikta yer alan1 seger.

Iki sinifli bir smiflandirma probleminde -1/+1 bu iki smifin etiketlerini gdstersin.
X={x!, r'} Grnekleminde x' € C; ise r' = +1 ve x' € C; ise r' = -1 degerini alsin. w ve
Wy parametrelerinin saplamasi gereken kosullar (2.134)’daki gibi tanimlanirsa ve

wlixt +wy = +1, Egerrt=+1

wixt +wy < -1, Egerrt=-1 (2.134)

bu kosullar1 tek satirda ozetlersek r'(w'x' + w0) > +1 ifadesi elde edilir. Kosulun
r'w'x' + wp) > 0 olmamast dnemlidir. Ciinkii érneklerin iistiindiizlemin yalnizca
dogru yaninda degil daha iyi genelleme i¢in ona belli bir uzaklikta kalmasi

gerekmektedir. Sinirin her iki yaninda en yakin 6rneklerin sinira uzakligina kenar
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payt denir ve iyi bir genelleme i¢in bu kenar payini olabildigince biiyiik yapmak

gerekmektedir (Alpaydin 2014).

A

Sekil 2.11: Dogrusal olarak birbirinden ayrilabilen veriler arasindaki hiperdiizlem
(DFG Research Training Group n.d.)

x' 6rneginin destek vektore uzakliginin formiilii (2.135)’de yer almaktadir (Alpaydin
2014).

lwTxt + wp|

r' € {-1, +1} oldugunda bunu her iki yandaki rnekler igin yazarsak (2.136) ifadesi
elde edilir (Alpaydin 2014).

(2.136)

Bu degerin en az p gibi bir deger olmasini istedigimizi disiintirsek (2.137) ifadesi
elde edilir (Alpaydin 2014).

>p, vt (2.137)

Buna gore p degerini olabildigince biiylitmek isteriz. Ciinkii destek vektorlerin

birbirlerinden olabildigince uzak olmasmi isteriz. Ancak bunu w vektorini
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Olgekleyerek yapmak istenen ¢oziim olmaz. Tek ¢oziim olarak p|lw|| = 1 ifadesini
sabitleyip kenar paymi olabildigince bliylitmek i¢in ||w|| degerini yani vektoriin
boyunu olabildigince kiigiiltiiriiz (Cortes & Vapnik 1995; Vapnik 2000). Bu durumda
maksimum boslugu bulmaya yarayan problem quadratik programlama modeline
doniistr (Cristianini & Shawe-Taylor 2000). Buna gére minimum olmasini
istedigimiz vektor boyu ve kisitlar1 (2.138)’teki gibi belirtebiliriz. Bu ifadede 1/2
ifadesi hesaplamay1 kolaylastirmak i¢in eklenmistir (Alpaydin 2014).
T

2

min kisit:rt(wTxt + wy) > +1, Vt (2.138)
(2.138)’teki problem dogrusal olmayan bir optimizasyon problemidir. Bu tiir
problemleri ¢dzmek icin Lagrange fonksiyonundan faydalanilir. o Lagrange
carpanlar1 kullanilarak kisitlanmamis bigimde (2.139)’deki gibi yazilir. Bu ifade
diizenlenirse (2.140)’daki ifadeyi elde ederiz (Alpaydin 2014).

N
1
Ly =5 wTw) — 2 at[rt(wTxt + wy) — 1] (2.139)
t=1
’ N
= > wTw) — z atrt (wlhxt + wy) + z at (2.140)
t=1 t

Bu islevi w, wo degerlerine gore en kii¢iik ve o' >0 degiskenlerine gore en biiyiik
noktay1 artyoruz. Bu digbiikey, ikinci dereceden bir iyileme problemidir. Cilinkii hem
ana terim hem de dogrusal kisitlar digbiikkeydir. Bu yiizden yerine
Karush-Kuhn-Tucker kosullar1 kullanilarak eslek problem ¢oziilebilir. Eslek, L,
problemini o' degiskenlerine gore biiyiitmektir ve kisitlar, L, islevinn w ve wq
parametrelerine gore egiminin 0 ve o' > 0 olmasidir. Bu kisitlar (2.141) ve (2.142)’de

gosterilmektedir (Alpaydin 2014).

aLP tota.t
Wzo = wzzt:arx (2.141)
oL, -

Bu kisitlar1  (2.140) ifadesinde yerine Kkoyarsak (2.143)’daki ifadeyi elde
ederiz (Alpaydin 2014).
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2 (2.143)

1
— _EZZ atasrtrS(xt)sz + z at
t S t

Bu islevi of degiskenlerine gore biiyiitiirken kisitlari yazarsak (2.144) ifadesi elde
edilir (Alpaydin 2014).

Zatrt =0 ve at >0,Vt

t (2.144)

Bu ifade ikinci dereceden optimizasyon problemidir. Bu durumda dual model matris
formunda (2.145) deki gibi ifade edilir (Alpaydin 2014).

1

maxall — EaTHa ve kisitlar:at =0 (2.145)
Bu ifade de H, Hessian matrisini gostermektedir. | ise birim matristirve 1 =[11 ... 1]

seklinde gosterilir. H matrisi (2.146)’deki gibi ifade edilir (Alpaydin 2014).
H = rtTS(xtXS) — rtrS(xr)sz (2.146)
Bu optimizasyon probleminin (W', b", o) optimal noktas1 i¢in (o) ¢dziimleri yani
Lagrange carpanlart (2.141) ve (2.142)'de belirtildigi gibi optimal hiper diizlemin
(2.147)’de gosterildigi gibi W ve (2.148)’te gosterildigi gibi b~ parametrelerini
belirler. S6z konusu parametreler destek vektorleri ve bu destek vektorlerin sayisini

gostermek tizere asagidaki sekilde yazilabilir. Burada N ifadesi destek vektor

sayisidir (Alpaydin 2014).

wh= Z(“t)*rtxt (2.147)

R E
b —NZF‘(’C) w (2.148)
t

(2.148) ifadesinde goriildiigii gibi b 1 hesaplanmasinda sadece destek vektérler

kullanilmaktadir. Ciinkii destek vektor olmayan tiim Lagrange carpanlarn sifira
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esittir (Ozkan 2016). Bu durumda yeni bir 6rnege gore siniflandirma igin (2.149) teki

fonksiyon kullanilabilir.
Fx) = sign (Z(af)*rf((xfﬂx)b*) (2.149)
t

(2.149) ifadesi yerine sadece destek vektorler gozoniine alinacak olursa yeni
ifademiz (2.150)’daki gibi olur.

f(x) = sign(w*x + b*) (2.150)

2.5.4 Dogrusal diskriminant analiz

Dogrusal diskriminant analiz (DDA) smiflandirma problemlerinde boyut azaltmak
icin kullanilan gézetimli bir yontemdir. Sekil 2.12’de gosterildigi gibi iki sinifli (Cy
ve C,) bir siniflandirma problemi i¢in DDA su sekilde ¢alisir:

Oncelikle verinin izdiisiimiiniin {izerine diistiigii W vektorii tammlanir. Boylelikle
X’in W iizerine diistiigii izdiisiimii z = w’x seklinde hesaplanir. Boylelikle boyut
azaltimi gerceklestirilmis olur. m; ve m;y, sirasiyla izdiisiimden 6nce ve sonra C;’den
orneklerin ortalamasidir. Ayrica m, € R4 ve m; € R olarak tamimlidir. m; ve my ile
m; ve m, arasindaki iliski sirasiyla (2.151) ve (2.152)’de gosterilmektedir (Alpaydin
2014). xt € C, ise r* =1 ve xt € C, ise rt = 0 seklinde tammli bir X = {x¢,r}

veri kiimesi i¢in,
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Sekil 2.12: w vektorii tizerine 2-boyutlu ve iki sinifli verinin izdiisimi (Alpaydin

2014)
Zt wTxtrt -
my = T =wimy (2.151)
SewTxt@-rt
my; = Zt(l _ rt) =w'm, (2152)

Izdiisiimden sonra C; ve C, ‘den &rneklerin dagilimi (2.153) ve (2.154)’da sirasiyla
gosterilmektedir (Alpaydin 2014).

= ) (wTx =)’ (2.153)
t .

sZ = Z(wat -my)*(1—19) (2.154)

Izdiisiimden sonra iyi bir bigimde birbirinden ayrilmis iki simf icin ortalamalarin
miimkiin olabildigince uzak olmasi ve smiflarin 6rneklerinin miimkiin olabildigince
kiiciik bir bolgeye yayilmasi istenir (Alpaydin 2014). Diger bir ifadeyle |m, —

m, | nin biiyiik olmas1 ve sZ + sZ’nin de kiiciik olmasi istenir.
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2.5.5 Karar agaclan

Bir karara varirken olusturulacak karar agacimin kokiinden baslaylp yaprak
diigtimlere dogru hareket ederek ornek iizerinden siniflama yapan bir algoritmadir.
Karar agaclar1 basit bir anlayisa dayanmakla birlikte, bazi veriler iizerinde ¢ok
basarili modeller olusturabilmektedirler. Sekil 2.13’de 6rnek bir karar agaci yer
almaktadir. Bu karar agacinin en altinda karar diigiimleri yer almaktadir. Bu 6rnekte
karar agaci smiflandiricisi; PD ve CO ile etiketlenmis olan Ornekleri

smiflandirmaktadir.

Farar

Sekil 2.13: Ornek bir karar agaci

1970'lerin sonlar1 ve 1980'lerin basinda J. Ross Quinlan Makine Ogrenmesi alaninda
yeni bir algoritma olan ve ID3 (lterative Dichotomiser) olarak bilinen bir karar agaci
algoritmasi gelistirdi. Bu ¢alisma; E. B. Hunt, J. Marin ve P. T. Stone tarafindan
tamimlanan Kavram Ogrenme Sistemleri {izerine yapilan daha &nceki galigmalara
genigletildi. Daha sonra Quinlan, yeni gelistirilmis gozetimli G6grenme
algoritmalarinin genellikle karsilastirildigi bir benchmark haline gelen C4.5'1 (ID3'in
ardil1) sundu. 1984'te bir grup istatistik¢i (L. Breiman, J. Friedman, R. Olshen ve C.
Stone), ikili karar agaclarinin olusturulmasini tanimlayan Siniflama ve Regresyon
Agaclarint (CART) sundular. Boylelikle ID3 ve CART ayni anda birbirinden
bagimsiz olarak gelistirildi. Ancak bu iki algoritma, egitim kiimelerinden Karar

Agaglarin1 6grenme i¢in benzer bir yaklasim izledi (Han & Kamber 2006).

ID3, C4.5 ve CART karar agaglarinin yukaridan asagiya yinelemeli bir bolme ve
yonet bi¢ciminde olusturuldugu aggdzlii (yani geri izleme olmayan) bir yaklagimi
benimser. Karar agaci ¢ikarimi i¢in ¢cogu algoritma ayni zamanda bir takim egitim

kiimesi ve bunlarla iliskili sinif etiketleri ile baslayan yukaridan asagiya dogru bir
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yaklagimi izler. Aga¢ olusturulurken, egitim kiimesi tekrarlanan bir sekilde kiigiik alt
gruplara boliiniir. Temel bir karar agaci algoritmasi Sekil 2.14'de 6zetlenmistir (Han

& Kamber 2006).

Algoritma: Generate decision_tree

Giris: D, egitim kiimesi.
attribute_list, aday nitelik kiimesi.
Attribute_selection_method, ayirma Kkriterine karar veren metot; bu

kriter splitting attribute'dan olusur.
Cikis: Karar Agaci modeli

Metot:

(1) ANdigimiuni olustur;

(2)  if Dveri kiimesindeki verilerin timi € sinifi then

3) return C'sinifi olarak etiketlenmis bir yaprak digiimi olarak
Nidondir;

(4) if attribute list=0 then

(5) return Jdeki ¢cogunluk sinifina gore etiketlenmis bir yaprak
diiglim olarak Vi dondiir;

(6)  “Eniyi” ayirma kriterini bulmak i¢in Attribute selection_method(D,

attribute_list) metodunu uygula;
(7)  splitting criterionile Ndigiimini etiketle;

(8) if splitting attribute ayrik degerli then

9 attribute_list € attribute_list - splitting attribute,

(10) for each splitting criterion'n j. ¢ikisi

(11) D;, J. ¢cikis1 ifade eden D'deki veri gruplarinin kiimesi olsun;
(12) if D;= @ then

(13) Ndigimiine Ddeki cogunluk sinifi olarak etiketlenmis

bir yapragi ata;
(14) else Ndugiimiine Generate decision_tree(D; attribute_list)
tarafindan dondiiriilen digiimi ata;
endfor
(15) return NV

Sekil 2.14: Temel bir karar agaci algoritmasi (Han & Kamber 2006)
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Sekil 2.14°deki algoritma su stratejide ¢alismaktadir:

Oncelikle algoritma ii¢ parametreyle cagrilir. Bu parametreler sunlardir: D,
attribute list ve Attribute_selection_method. Burada D veri kiimesi olarak
ifade edilmektedir. attribute list parametresi, veri kiimelerini tanimlayan 6z
niteliklerin bir listesidir. Attribute selection_method, verilen veri gruplarini
smiflara gore “en iyi” ayiran 6zelligi segmek igin sezgisel bir prosediirii belirtir.
Bu yordam, bilgi kazanci veya Gini dizini gibi bir 6znitelik se¢imi Olgiitii
kullanir. Agacin kesinlikle ikili olup olmadig1 genellikle 6zellik se¢imi Slgiitii
tarafindan yonlendirilir. Gini dizini gibi bazi 6znitelik se¢im Olgiimleri, elde
edilen agacin ikili olmasini zorlar. Digerleri (bilgi kazanci gibi) ise, c¢oklu
bdlmelere (yani, bir diigiimden iki veya daha fazla dalin ¢ikmasi) izin vermez.
Agac, D'deki egitim verilerini temsil eden tek bir diigiim olan N ile baslar (1.
adim).

D'deki veri gruplari timiiyle ayn1 sinifa ait ise, N diiglimii bir yaprak haline gelir
ve bu smifla etiketlenir (2. ve 3. adimlar). 4. ve 5. adimlar ise karar agacini
sonlandirma kosullaridir.

Aksi takdirde algoritma, bolme kriterini belirlemek igin
Attribute selection method °u cagwir. splitting criterion, D’deki  veri
gruplarimi siniflara gore ayirmak igin “en 1y1” yola karar veren N diiglimiinii test
eden Ozniteligi ifade etmektedir (6. adim). ayrica splitting criterion, segilen
testin sonuglarina gore hangi dallarin N diigtimiinden ¢ikacagini belirtir.

N diigiimii, diigiimde bir test gorevi goren splitting criterion ile etiketlenmistir
(7. adim). splitting criterion her bir sonucu i¢in N diigiimiinden bir dal ¢ikar.
D'deki gozlemler buna gore boliimlendirilir (10. ve 11. adimlar). Boylelikle Sekil
2.15’te gosterildigi gibi ii¢ olas1 senaryo vardir. Buna gore A, bdlme niteligi
olsun. A, egitim verilerine dayanan v ayr1 degeri {a, ay, ..., ay} igerir.

1. A ayrik degerli ise bu durumda, N diigiimiindeki testin sonuglart A'nin
bilinen degerlerine dogrudan karsilik gelir. Bir dal, Amnin bilinen her
degeri olan a; i¢in olusturulur ve Sekil 2.15 (a)’da gosterildigi gibi bu
degerle etiketlenir. D; pargasi, A’nin a; degerine D’deki sinif-etiketli veri
gruplarinin alt kiimesidir. Verilen bir parcadaki tiim veri gruplarinin

hepsi, A i¢in ayn1 degere sahip oldugu igin, A'nin gelecekte herhangi bir
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bolme isleminde dikkate alinmasina gerek yoktur. Bu nedenle,
attribute_list'ten kaldirilir (8. ve 9. adimlar).

. A siirekli degerli ise bu durumda, N diigiimiindeki test A< split point ve
A>split point kosullarina tekabiil eden iki olas1 sonuca sahiptir; burada
split_point, splitting criterion'in bir parcasi olarak
Attribute_selection_method tarafindan dondirilen bolme noktasidir
(Pratikte split point yani a, genellikle A’nin bilinen iki degerinin orta
noktasi olarak alinir ve bu nedenle egitim verilerinden A'nin dnceden
mevcut olan bir degeri olmayabilir). Boylelikle iki dal, N’den ayrilir ve
Sekil 2.15 (b)’ye gore etiketlenir. Sonugta veri gruplart su sekilde
boliiniir: D1, A<split point i¢in D’deki sinif-etiketli veri gruplarinin alt
kiimesini tutarken, D, gerisini tutar.

. A ayrik degerli ise bu durumda ikili bir aga¢ iiretilmelidir (6znitelik
secimi Ol¢iitli veya kullanilan algoritma tarafindan belirlendigi gibi): N
diigiimiindeki test "A € Sp?" seklindedir. Sa, A i¢in bolme alt kiimesidir ve
bolme kriterinin bir pargasi olarak Attribute_selection_method
tarafindan dondiirtliir. Sa_bilinen A degerlerinin bir alt kiimesidir. Verilen
bir veri grubu A’nin a; degerine sahipse ve a; € Sa ise, N diigiimiindeki
test yerine getirilir. Boylelikle Sekil 2.15 (c)’de gosterildigi gibi iki dal,
N'den ¢ikar. N'nin sol dali yes olarak etiketlenmistir. Boylelikle Dy, testi
kargilayan D'deki smif-etiketli veri gruplarmm alt kimesi ile
iliskilendirilir. N'den ¢ikan sag dal no olarak etiketlenir. Boylelikle Do,
testi karsilamayan D'nin smif-etiketli veri gruplarmin alt kiimesi ile

iliskilendirilir.
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EBélme zsenaryolan Oirnelder
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Sekil 2.15: Ayirma kriterine bagli olarak karar agacindaki ii¢ olasi durum ((Han &
Kamber 2006)’dan izin alinarak degistirilmistir)

= Algoritma, D'nin D; veri gruplari i¢in bir karar agaci olusturmak i¢in ayn1 iglemi
Ozyinelemeli olarak kullanir (14. adim).
=  Ozyinelemeli bolme siireci asagidaki durma kosullarindan herhangi biri dogru
oldugunda durur.
1. D veri kiimesindeki veri gruplarinin timi ayni sinifa ait ise (2. ve 3. adimlar),
2. Veri gruplarmin daha fazla boliinebilecegi kalan nitelik olmadiginda (4.
adim), cogunluk oyu kullanilir (5. adim). Bu, N diiglimiinii bir yapraga
dontistiirmek ve D'deki en yaygin sinifla etiketlemek i¢indir.
3. Belirli bir dalda veri grubu yoksa. Yani, Dj veri par¢asi bossa (12. adim). Bu
durumda bir yaprak D’deki ¢ogunluk sinifina gore olusturulur (13. adim).

= Sonug olarak karar agact dondiiriiliir (15. adim).

Verilen bir D veri pargasini “en iyi” ayiran ayirma kriterini segmek igin &znitelik
secim Ol¢timii kullanilir. Ayirma kriterinin sonuglarina gére D, daha kiigiik parcalara

ayrilabilseydi, ideal olarak her boliim saf olurdu (yani, belirli bir béliime diisen tiim
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veri gruplari aym1 smifa ait). Kavramsal olarak, "en iyi" bolme kriteri, boyle bir
senaryoda en ¢ok yakin sonug veren kriterdir. Oznitelik secim &lgiitleri boliinmiis
kurallar olarak da bilinir. Cilinkii belirli bir diigiimdeki veri gruplarinin nasil
béliinecegini belirler. Oznitelik segme 6lciitii, verilen egitim verilerini tanimlayan her
nitelik icin bir siralama saglar. Olgiim icin en iyi skora sahip olan &znitelik, verilen
veri gruplari i¢in bdlme niteligi olarak segilir. Ayr1 6znitelik siirekli degerli ise veya
ikili agaglarla smirlandirilmigsa, sirasiyla bolme noktasi veya bolme alt kiimesi de
bolme kriterinin bir pargasi olarak belirlenmelidir. D verisi igin olusturulan agag
diigiimii bolme kriteri ile etiketlenir, dallar kriterin her sonucu i¢in olusturulur ve
gruplar buna gére béliiniir. Ug popiiler 6znitelik segme 6lciitii vardir. Bunlar: Bilgi

kazanci, kazang orani ve gini dizinidir (Han & Kamber 2006).

ID3, Oznitelik se¢im Olgiitii olarak bilgi kazanci yontemini kullanir. Bu 6lciit,
mesajlarin degerini veya "bilgi icerigini" inceleyen bilgi teorisi ilizerine Claude
Shannon'un onciiliigiinii yaptigi ¢alismaya dayanmaktadir. D’deki bir veri grubunu
smiflandirmak i¢in ihtiya¢ duyulan beklenen bilgi (2.155)’deki formiile gore
hesaplanmaktadir. Bu formiilde p; ifadesi D’deki C; sinifina ait veri gruplarinin
olasiligidir. D’den A niteligi ile ayrilan bir veri grubunu siniflandirmak i¢in gerekli
beklenen bilgi (2.156)‘deki formiile gore hesaplanmaktadir. Bilgi kazanci, orijinal
bilgi gereksinimi (yani, yalnizca siniflarin oranina bagl olarak) ile yeni bilgi
gereksinim arasindaki fark olarak (yani, A tlizerinde boliimlemeden sonra elde edilen)

tanimlanir. (2.157)’da bu denklem gosterilmektedir (Han & Kamber 2006).

Info(D) = — Z pilogz (py) (2.155)
_y/al |
Info,(D) —Z DI XInfO(D]) (2.156)
j=1
Gain(A) = Info(D) — Info,(D) (2.157)

Baska bir deyisle, Gain(A) bize A'ya gore dallanilirken ne kadar kazang saglandigini
anlatir. Bu, A'min degerini bilmekten kaynaklanan bilgi gereksiniminde beklenen
azalmadir. En yiiksek bilgi kazanimina sahip A o6zelligi (Gain(A)), N diigiimiindeki
ayirma Ozniteligi olarak secilmistir. Bu, "en iyi siniflandirma" yapacak olan A

Ozniteligini ayirmay1 istedigimizi soylemekle esdegerdir. Boylelikle, veri gruplarini
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smiflandirmayr bitirmek i¢in gerekli bilgi miktart minimal olmaktadir (yani
minimum Infoa(D)) (Han & Kamber 2006).

Bilgi kazanci 6lgiitii ¢cok sayida ¢iktiyla test edildiginde egilimli olmaktadir. Yani
bliyiik sayida degerlere sahip Oznitelikleri segmeye daha ¢ok egilimlidir. Bu nedenle
ID3’lin gelistirilmis versiyonu olan C4.5 algoritmasi bilgi kazanci 6l¢iitii yerine
kazang orami Ol¢iitiinii kullanmaktadir. Kazang orani 6lgiitii, bilgi kazanci dl¢iitiiniin
egilimli olan &zelliginin {stesinden gelmektedir (Han & Kamber 2006). Kazang
orani, Info(D) ile benzer bir bi¢imde tanimli (2.158)‘daki “ayirma bilgisi” degerini
kullanarak bilgi kazancini bir tiir normalize ederek (2.159)‘deki formiile gore dlgiim

yapar (Han & Kamber 2006).

v
Splitinfo,(D) = — Z I x log, <M> (2.158)
£,1D] D] -
GainRatio(4) = Gain(A)
ainRatio(A) = Splitinfo(A) (2.159)

Gini indeksi CART algoritmasi tarafindan kullanilir. Gini indeks ile D’nin katigiklig1
Olgtilmektedir. Gini indeks (2.160)‘deki formiil kullanilarak hesaplanir. D verisi A
Ozniteligi kullanilarak D1 ve D2 gibi ikili ayrilirsa Gini indeksi (2.161)deki formiil
kullanilarak hesaplanir. Ayrica ayrik veya siirekli degerli bir 6zellik tizerinde bir ikili
bolinme tarafindan olusacak olan katigikliktaki azalma (2.162)‘deki formiil

kullanilarak hesaplanir (Han & Kamber 2006).

m
Gini(D) =1 — z p? (2.160)
i=1
. IDy| . . ID,| .
Giniy(D) = mel(Dﬂ + mel(Dz) (2.161)
AGini(A) = Gini(D) — Gini,y(D) (2.162)

Bir karar agaci olusturuldugunda dallarin bir¢gogu egitim verilerindeki anormallikleri
giiriiltiiye veya belirsizliklere baglh olarak yansitacaktir. Aga¢ budama yontemleri,
verilere asirt uyma sorununu giderir. Bu tiir yontemler, en az giivenilir dallart

kaldirmak igin tipik olarak istatistiksel yontemler kullanir (Han & Kamber 2006).
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Sekil 2.17: Sekil 2.16’teki budanmamis karar agacinin budanmis bigimi (Han &
Kamber 2006)

Sekil 2.16’te hazirlanmamis bir aga¢ ve Sekil 2.17'te budanmis bigimi
gosterilmektedir. Budamali agaclar daha kiiciik ve daha az karmasiktir ve dolayisiyla
anlasilmasi1 daha kolaydir. Bagimsiz test verilerini (yani daha once goriilmemis
olanlarin) diizensiz agaglara gore dogru sekilde siniflandirilmasinda genellikle daha

hizli ve daha iyidirler (Han & Kamber 2006).
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2.5.6 Random forests

Breiman (Breiman 2001) tarafindan yapilan c¢alismada aga¢ tahmin edicilerin
birlestirilmesine dayali Random Forests isimli bir algoritma tamitilmistir.
Algoritmada ormanlar i¢in genelleme hatasi ormandaki agag sayisina gore bir limite
yakinsar. Sadece bir orman icin genelleme hatasi ormandaki bireysel agaglarin
giiciine ve onlar arasindaki iliskiye baglhidir. Herbir diiglimii ayirmak i¢in rastgele bir
Ozellik se¢cimi kullanma AdaBoost’a tercihen daha uygun hata oranlar1 verir. Ayrica

AdaBoost’a kiyasla giirtiltiiye karsi daha direnglidir (Breiman 2001).

2.6 Smflandirict Performansim Ol¢mek i¢in Kullamlan Olgiit ve

Yontemler

Bir o6grenme algoritmasinin  6grenme siireci sonunda performansimna Kkarar
verilebilmesi i¢in gesitli istatistiksel Kriterlere gerek vardir. Bu tez ¢alismasina konu
olan 6grenme algoritmalarinin performanslarin1 6lgmek i¢in kullanilacak Kriterler
sunlardir: F-Olgiitii, Ortalama Karesel Hatanin Karekokii (Root Mean Squared Error
(RMSE)) ve Kappa degeridir. Bu tez ¢alismasi kapsaminda yapilan deneylerin
sonuclarinin dogrulugunu garanti altina almak i¢in ise tiim deneylerde k-Katli Capraz

Dogrulama (k-KCD) metodu uygulanacaktir.

2.6.1 F-Olgiitii (F1)

F-Olgiitii (Van Rijsbergen 1979); (2.163)’te ifade edilen Kesinlik (precision)
ve (2.164)’te ifade edilen Hassasiyet (recall) degerlerinin harmonik ortalamasi olarak
ifade edilir. (2.165)te dengeli F-Olgiitiiniin denklemi gosterilmektedir. Ancak
gergekte F-Olgiitiiniin tam ifadesi (2.166)’da gosterilmektedir (Chinchor 1992). Bu
ifadede 8 sembolii Kesinlik ve Hassasiyet arasindaki dengeyi ifade etmektedir. Ikili
bir smiflandirma problemi (pozitif ve negatif) i¢in kesinlik, pozitif olarak tahmin
edilen 6rnekler arasindan dogru olarak siniflandirilan pozitiflerin oranidir. Hassasiyet
ise gercek smifi pozitif olan ornekler arasindan dogru olarak siniflandirilan pozitif
orneklerin oranidir (Dumais et al. 2009; Witten et al. 2011). Cizelge 2.5te ikili bir

siniflandirma problemi i¢in dogruluk tablosu gdsterilmektedir.
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Cizelge 2.5: Iki simifl1 bir tahmin i¢in dogruluk tablosu (Stehman 1997)

Tahmini Sinif

Evet Hayir
Gergek Smif Evet Gergek pozitif (GP)  Hatali pozitif (HP)

Hayir Hatali negatif (HN)  Gergek negatif (GN)

Kesinlik = G
esiniik = GP + HP (2163)

H yet = GP
assasiyet = o= (2.164)
r_ 2 * Kesinlik X Hassasiyet
'™ Kesinlik + Hassasiyet (2.165)
(B%? + 1) X Kesinlik x Hassasiyet
= <[ <

A B? X Kesinlik + Hassasiyet ' O=p=<+e) (2.166)

F-olciitii 6zellikle egitim kiimesinin hazirlanmasi boyunca dgrenme algoritmasinin
performansini arttirmak i¢in kullanilmaktadir. Bunun i¢in F-6l¢iitii ve veri biiytkliigii
arasinda ¢izilen 6grenme egrisinden bir mutluluk grafigi (Russell & Norvig 2003)
elde edilmeye c¢alisilmaktadir. Boylelikle gereksiz veriler ayiklanarak ogrenme
algoritmasinin performansi arttirilir. Ayrica F-6lciitii siniflarin tani igin yeterli olup
olmadigina karar vermek amaciyla kullanilmaktadir. Genel olarak bu tez

calismasinda kabul edilebilir F-6lgiitii degeri minimum 0.5 olarak kabul edildi.

2.6.2 Ortalama karesel hata

Ortalama Karesel Hatanin Karekokiic (OKHK), Ortalama Karesel Hata (Mean
Squared Error (MSE)) degerinin karekokiiniin alinmasiyla hesaplanir. Ortalama
Karesel Hata (OKH) yaygin bir bi¢imde birgok alanda kullanilmaktadir. Birgok
matematiksel yontem (lineer regresyon gibi) matematiksel olarak ele alinmasi kolay
oldugu i¢in OKH’yi kullanmaktadir. Makine Ogrenmesi alaninda kullanimi ise

ogrenme algoritmalarinin performanslarini 6lgmektir (Witten et al. 2011).

Bir tahmin edicinin hata orani rastgele bir tahmin yapmasindan ya da dogru bir
tahmin yapamamasindan kaynaklanmaktadir (Lehmann & Casella 1998). OKH ve
OKHK degeri sifira ne kadar yakinsa bir tahmin edicinin yapmis oldugu hata da o
kadar az ya da diisiiktiir. Ayrica her 6grenme problemi i¢in OKH ya da OKHK ’nin
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kabul edilebilir hata degeri farkli olabilmektedir. OKH ve OKHK’nin formiilleri
(2.167) ve (2.168) ifadelerinde sirasiyla yer almaktadir (Witten et al. 2011). Bu
formiillerde yer alan semboller i¢in; p, tahmini degeri; a ise ger¢ek degeri ifade

etmektedir.

—a1)? + o+ (P — ap)?
OKH = (P41 1) . (Pn n) (2.167)

(2.168)

— 2_|_..._|_ — 2
0KHK=\/(p1 a) . (pn — an)

2.6.3 Kappa degeri

Kappa degeri bir egitim kiimesi lizerinde gerceklestirilen 6grenme sonucunda yapilan
tahminler ve gergek simiflar arasindaki uyumu 6lgmek igin kullanilmaktadir (Witten
et al. 2011). Kappa degeri ilk olarak Cohen (Cohen 1960) tarafindan gelistirildi.
Cohen’e gore Kappa degeri, iki gézlemci arasindaki uyumu Slgmek i¢in kullanilan
bir 6l¢iittiir (Cohen 1960). Kappa degeri gelistirildigi andan beri birka¢ ¢alisma
alaninda kullanildi. Makine 6grenmesi alan1 da bu disiplinlerden bir tanesidir. Kappa
degeri, Makine Ogrenmesi alaninda bir 6grenme algoritmasinin dogrulugunu
arttirmaya yardimci bir Olgiit olarak kullanilmaktadir. Kappa degeri (2.169)’de
gosterildigi gibi hesaplanmaktadir (Cohen 1960).

P(a) — P(e)
K = 1——P(e) (2.169)

P(a) 6grenme algoritmasinin dogrulugunu ve P(e) aynmi egitim kiimesi iizerinde
tahmin yapan 6grenme algoritmasinin elde etmis oldugu beklenilen dogrulugu ifade
etmektedir. Yani yapilan tahminin ortaya ¢ikma olasiligidir. Cohen'in Kappa
degerine yapilan en Onemli elestiri bazen sezgilerimizden uzak olacak sekilde
beklenenden farkli sonuglar vermesidir (Gwet 2010). Ornegin iki siniftan olusmus ve
veri sayist aynt iKi egitim kiimesi {izerinde gergeklestirilen 6grenme sonucunda
O0grenme algoritmasinin gergeklestirmis oldugu dogruluk oranlar1 esit olmasina
ragmen Kappa degeri iki egitim kiimesi i¢in de farkli olabilmektedir. Ancak bir¢ok
egitim kiimesi lizerinde smiflandiricilarin 6grenme yeteneklerini 6lgmek i¢in basarili

bir ol¢iit olarak kullanilmaktadir.
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Kappa degeri -1 ve | arasinda degismektedir. -1 degeri tam bir uyumsuzlugu ya da
ters yonde bir iliski durumunu belirtmektedir. 1 ise kusursuz bir uyumu
belirtmektedir. Kappa degeri 0.4 ve {izeri bir deger ise sansin Otesinde bir
uyumluluktan bahsedilebilir (Landis & Koch 1977). Landis ve Koch tarafindan
Kappa degerine yapilan yorum Cizelge 2.6’da gdsterilmektedir.

Cizelge 2.6: Kappa degeri i¢in yorum tablosu (Landis & Koch 1977)

Kappa degeri Yorum

<0.00 Mliski yok yada ters iliski
0.00-0.20  Onemsiz iliski
0.21-0.40  Orta derecede iliski
0.41-0.60  Kabul edilebilir iligki
0.61-0.80 Onemli derecede iliski
0.81-1.00 Mikemmel iligki

2.6.4 Kk-Kath ¢apraz dogrulama

Egitim kiimesinin bir 6grenme algoritmasi tarafindan yeterince iyi Ogrenilip
ogrenilmedigini anlamanin g¢esitli yontemleri vardir. Bu yontemlerden bir tanesi de
k-KCD’dir. k-KCD verinin hemen hemen k esit pargaya boliinerek bir 6grenme
algoritmas: tarafindan Ogrenilebilmesi i¢in bir yontem sunar. Boylece O0grenme
algoritmasi k defa hem test hem de egitilmis olur. Ayrica 6grenme algoritmasi daima
egitim kiimesi tizerinde bir eksik katla egitilir (Kohavi & Provost 1998). Yani k alt
pargadan (k—1)’i egitim amaciyla kullanilirken geriye kalan Kkat ise test kiimesi olarak
kullanilir (Alpaydin 2014). Ogrenme algoritmasinin dogruluk orani ise k adet kat igin
ortalama dogruluk hesaplanarak bulunur (Kohavi & Provost 1998).

k-KCD  kullanilarak  egitim kiimesi i¢in veri sayisinda smirlamalara
gidilebilinir (Witten et al. 2011). Boylece gerekli olmayan verinin egitim kiimesi
igerisinden ¢ikartilmasi saglanabilir. Bu da k-EYK gibi 6rnek tabanli yaklasimlari
kullanan algoritmalar i¢in hem egitim hem de test siirecinde performans
saglayacaktir. Ayrica k-KCD yontemi kullanilarak bias-varyans ikilemi
dengelenebilmektedir (Mitchell 1997).

k-KCD yontemi hesaplamasal maliyet agisindan yiiksektir. Yalniz bir §grenme

algoritmasimin hata oranini tahmin etmek istedigimizde ¢ok faydali bir yontemdir.
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Ayn1 zamanda az sayida veriye sahip iki 6grenme algoritmasini birbiriyle kiyaslamak
icin de k-KCD yonteminden faydalanilir (Mitchell 1997). k-KCD’de 6nemli bir
problem egitim ve test kiimesinin her ikisine dagilmis olan Orneklerin siniflari
arasindaki dengesizliktir (Witten et al. 2011). Bu smf dengesizliginden dolayi
O0grenme algoritmalar1 saglikli bir 6grenme siireci gerceklestirememektedirler. Bu
nedenle 6grenme algoritmalarinin hata oranlart olmasi gerekenden daha yiiksek
¢ikabilmektedir. Bu sorunu ¢6zmenin yolu; her bir sinifin hem egitim hem de test
kiimesi igerisinde dengeli bir bicimde yer almasidir. Boylelikle sorunun ¢oziimii
saglanabilmektedir. Sorunun ¢6ziimiinde uygulanan bu teknik “stratification” olarak
isimlendirilmektedir. “Stratification” teknigi, egitim ve test kiimelerindeki
dengesizlige kars1 bir koruma saglamaktadir (Witten et al. 2011). WEKA, k-KCD
yonteminde “stratification” teknigini uygulamaktadir. Bu da 6grenme siiregleri igin

giivenilir dogruluk oranlar1 vermektedir.

Bu tez ¢alisgmasinda k degeri yapilan deneylerin ¢ok biiyiik bir kisminda 10 olarak
alindi. Bunun nedeni ise: farkli 6grenme yontemleri kullanilarak gergeklestirilen
cesitli egitim kiimeleri iizerindeki yaygin testlerde hata oraninin en dogru tahminini
yapmak i¢in k’nin en dogru degerinin 10 civarinda oldugunun goériilmesidir. Ayrica
yapilan teorik ¢aligmalarda da k degerinin yaklasik olarak 10 oldugu
gosterilmektedir (Witten et al. 2011).

Makine Ogrenmesi algoritmalarinin performanslarmi test ederken bazen k-KCD
yonteminin Ozellesmis hali olan Leave-one-out Capraz Dogrulama (LOOCD)
kullanilir. Bu yontem de dogrulama verisi olarak orijinal 6rnekten tek bir gézlem
ornegi kullanma esasina dayanir. Yani orijinal Ornekler igerisinden bir ornek
dogrulama 6rnegi olurken geriye kalan Ornekler egitim ornegi olarak kullanilir. Bu
durum tim Ornekler dogrulama Ornegi olarak kullanilana kadar tekrarlanir. Bu
yontem Ozellikle siniflandiricilarin olusturmus olduklart modelleri birbirlerinden ne
kadar farkli olduklarini ortaya koymak i¢in kullanilir. Eger her bir durumda modeller
birbirinden oldukga farkli sonuclar {iretiyorsa orijinal drneklerin gézden gecirilmesi
gerekmektedir. Cilinkii bu verilerin giiriiltiilii veriler olma ihtimali vardir (Witten et

al. 2011).
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3. ANALIZ VE UYGULAMA

Bu tez calismasinda gercgeklestirilen tiim deneyler asagida belirtilen 6zellikteki bir
bilgisayar iizerinde gerceklestirildi: Intel Core 17 CPU Q740 1.73 GHZ, 8 GB RAM
ve 64-bit Windows 7 Ultimate Service Pack 1.

Yapilan deneylerde kullanilan Makine Ogrenmesi algoritmalar1 WEKA aracinda yer
alan algoritmalardir. Bu algoritmalar WEKA araci igerisinde 7 kategori altinda
gruplanmistir. Bu kateoriler sunlardir: bayes (bayesian O6grenme), functions
(fonksiyon Ogrenme), lazy (6rnek ya da tembel 6grenme), misc (farkli 6grenme
yaklasimlar1), rules (kural 6grenme), trees (karar agaci 6grenme) ve meta (meta ya da
topluluk 6grenme)’dir. Bu kategorilere gore deneylerde kullanilan algoritmalarin
listesi sirasiyla Cizelge B.1, Cizelge B.2, Cizelge B.3, Cizelge B.4, Cizelge B.5,
Cizelge B.6 ve Cizelge B.7°de gosterilmektedir.

3.1 VIBES ve Diger Makine Ogrenmesi Algoritmalarimin Benchmark

Veri Kiimelerine Uygulanmasi

VIBES algoritmasinin performansi Cizelge 2.1°de belirtilen veri kiimeleri iizerinde
uygulandi. Bu tez ¢alismasindaki tiim deneylerde VIBES algoritmasi temel 6grenici
olarak 6 temel 6grenici kullandi. Bu temel 6greniciler sunlardir: k-EYK, NB, DY M,
Diskriminant Analiz (DA), Karar Agaci (KA) ve Random Forest (RF)’dir. VIBES
algoritmasinin kodlanmasi ve veri kiimeleri tizerine uygulanmast MATLAB R2016b
aract kullanilarak gergeklestirildi. VIBES algoritmast dort ana kisimdan

olusmaktadir. Bunlar:

e Ozniteliklerin enformasyon &lciitiine gore siralanmalarmi iceren kisimdir. Bu
kisimda iki yontem kullanilmistir. Bunlar ReliefF ve Shannon enformasyonudur.
ReliefF algoritmast MATLAB R2016b versiyonunda tanimlidir. Shannon
enformasyonunun hesaplanmasi i¢in Pereira (Pereira 2015) tarafindan gelistirilen
hazir fonksiyon kullanilmistir.

e Temel 6greniciler kullanilarak veri lizerinde hipotezlerin olusturuldugu kisim.
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e Birbiriyle uyumlu hipotezlerin biraraya getirildigi kisim.

e Olusan bu toplulugun performansinin istatistiksel 6zetinin hesaplandigi kisimdir.

Bu dort ana kisma ait kodlar Sekil B.2, Sekil B.3, Sekil B.4, Sekil B.7 ve Sekil B.8’te
gosterilmektedir. VIBES algoritmasi tiim veri kiimeleri iizerinde 10-katli ¢apraz
dogrulama yontemi uygulanarak 3 kere tekrarlandi. Bununla ilgili kodlar Sekil
B.1’de gosterilmektedir. Boylelikle bu 3 denemenin ortalamasi VIBES algoritmasinin
her bir veri kiimesi i¢in siniflandirma dogrulugu olarak atandi. Cogunluk oylamali
topluluk Ogrenicilerde hata analizi i¢in gelistirilen ve 2.3.4 bolimiinde tanitilan
yontem VIBES algoritmasi iizerinde uygulandi. Boylelikle gergek sonuglar ile teorik
sonuclarin  karsilagtirmas1  yapildi. Bu yonteme ait kodlar Sekil B.9’da
gosterilmektedir. Tiim bu yapilan deneylerin sonuglar1 4.1. boliimde yer almaktadir.
Ayrica VIBES algoritmas1 diger Makine Ogrenmesi algoritmalar1 ile de
karsilastirildi. Bu Makine Ogrenmesi algoritmalari Benchmark veri kiimelerine
WEKA 3.9.1 versiyonu iizerinde uygulanarak sonuglar elde edildi (Sonuglar elde
edilirken 10-katli ¢apraz dogrulama yontemi kullanildi). Daha sonra bu sonuglar

VIBES algoritmasi ile karsilagtirildi.

3.2 VIBES ve Diger Makine Ogrenmesi Algoritmalarimin Parkinson

Veri Kiimesine Uygulanmasi

VIBES algoritmasi, PhysioNET veritabanindan elde edilen Parkinson veri kiimesi
tizerinde de uygulandi. Bu veri kiimesi, idiyopatik Parkinsonlu 93 hasta ve 73
saglikli kontrol bireyinden elde edilen yiiriime Sl¢iimlerini icermektedir. Yani bu veri
kiimesi, yer seviyesinde yaklasik olarak 2 dakika boyunca deneklerin yiiriirken yere
uyguladiklar1 yer tepki kuvveti kayitlarii da igerir. Bu veri kiimesi i¢in 6rnek bir

tepki kuvveti kaydi Sekil 3.1’de gosterilmektedir.
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Sekil 3.1: (a ve b) kontrol bireyi, (c ve d) ve (e ve f) parkinsonlu iki bireye ait sol ve
sag ayak i¢in yere uygulanan kuvvetlerin zamana gore degisimi

VIBES algoritmast Parkinson veri kiimesine uygulanmadan once veri kiimesine ait
Ozniteliklerin olusturulmasi gerekmektedir. Ayrica Oznitelik olustururken sinyalin
ham hali ve her bir sensdre ait sinyallerin birbirleriyle olan etkilesimleri de
kullanildi. Daha sonra deneklere ait ham sinyaller ve etkilesimli sinyaller, sinyal
doniisim yontemleri ile dondstiiriildi. Sinyallerin  doniistiiriilmesinde Fourier
dontigiimii, Dalgacik dontlisimii ve HHD kullanildi. Her bir doniisiim islemi
sonrasinda elde edilen Oznitelikler daha sonra OneRAttributeEval 6znitelik se¢im
algoritmas1 kullanilarak secildi. Boylelikle daha yiiksek enformasyon veren
Oznitelikler segilirken diisiik enformasyon veren Oznitelikler elenmis oldu.

Ozniteliklerin segimi esnasinda OneRAttributeEval algoritmas: 10-kath capraz
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dogrulama yontemi kullanilarak calistirildi. Bunun sonucunda Ozniteliklerin her
birinin veriyi dogru siniflandirma yiizdeleri elde edilir. 10-katli ¢apraz dogrulama
yontemi uygulandigl i¢in dogru smiflandirma orant bu 10-kat’in ortalamasidir.
Boylelikle her bir oznitelik i¢in (ort + sapma) seklinde sonuglar elde edilir.

Oznitelikler segilirken (3.1)’deki kurala uyan &znitelikler segilir.

(ort — sapma = 70) (3.1)

Boylelikle onbinlerce 6znitelik arasindan sadece sayisi yiizlerle ifade edilebilecek
kadar Oznitelik secilir. Parkinson veri kiimesinden Oznitelik olusturma ve bu
Oznitelikler arasindan Oznitelik segme siireci ayrintili bir bigimde asagida

agiklanmaktadir.

Deneklerin her bir ayagindan elde edilen 16 adet sinyali su sekilde etiketleyelim: Lj,
Lo, Ls, L4, Ls, Le, L7, Ls, R1, Ry, R3, Rs, Rs, Rs, R7 ve Rg. Daha sonra her bir ayaga
ait sinyallerin toplamin1 ifade eden 2 adet sinyali su sekilde etiketleyelim: Ty ve T».
Boylelikle her bir denek igin toplam 18 sinyalimiz oldu. Son olarak bu 18 sinyalin
kendi aralarinda ¢esitli fonksiyonlara tabi tutulmasiyla yeni sinyaller elde ettik.
Sinyaller tizerinde uygulanan fonksiyonlar (3.2), (3.3) ve (3.4)’te gosterilmektedir.

iloy) =x+y (3.2)
fey)=x-y (3.3)
f3(6y) = |x —yl (3.4)

Ornegin L; ve L, sinyalleri igin bu fonksiyonlar uygulandiginda yeni olusacak 3
sinyal sirastyla su sekilde olacaktir: Li+L,, Li-L, ve |Li-Lo|. Bu 18 temel sinyalin
kendi aralarinda tekrara yer vermeksizin bu 3 fonksiyona gore etkilesmeleri
sonucunda 459 yeni sinyal elde edilir. Boylelikle 18 temel sinyal ve 459 yeni sinyalle
birlikte her bir denek i¢in toplamda 477 sinyal elde etmis olduk. Sinyaller elde
edildikten sonra sinyal doniisiim yontemleri kullanilarak sinyallerin doniistiiriilmesi
gerceklestirildi. Son olarak 477 adet ham sinyal ve bu sinyallerin doniistiiriilmesiyle
elde edilen doniisiim sinyallerinin tepe analizleri yapildi. Sekil 3.2°de parkinsonlu

bireye ait sag ayak sinyaline ait tepe analizi gosterilmektedir.

122



800

Yy :
-00 . : ~ sirmyal
I \ ¥ tepe
_ eon b 7 1.. yuk;e!clik 4
E '...\ genislik
= L sInir
= 500 b \
= . \
bl L P
400
2 300 r \
E 1
o - L |
9 200 ] \
E f \
100 | f )
f Y
g }
100 | | | | | | |
20 40 &l 80 100 120 140
Jaman (ms)

Sekil 3.2: Parkinsonlu bireye ait sag ayak igin yere uygulanan kuvvet sinyalinin tepe
analizi

Tepe analizi sonucunda sinyallerin; maksimum ekstrem degerleri, bu ekstrem
degerlerine ait konumlar, tepelere ait genislikler ve tepenin ylikseklik degerlerine ait
4 adet yoney elde edilir. Tepe analizleri yapildiktan sonra her bir sinyale ait bu 4 adet
yoney lizerinde istatistiksel fonksiyonlar uygulanarak istatistiksel 6znitelikler elde
edilir. Ayrica bazi doniislim sinyallerinin ham halleri kullanilarak dogrudan
istatistiksel Oznitelikler de elde edilir. Bu sinyallere uygulanan istatistiksel
fonksiyonlar Cizelge B.8’de gosterilmektedir. Ayrica Sekil B.10’de sinyale ait
istatistiklerin hesaplanmasi i¢in yazilan MATLAB fonksiyonu gosterilmektedir. Bu
cizelgedeki fonksiyonlarin bazilar1 matematiksel notasyonla gosterilirken geri kalan

digerleri ise MATLAB fonksiyonu olarak ifade edildi.

Sinyaller iizerinde uygulanan ilk doniisiim yontemi Fourier donligiimiidiir. Fourier
doniistimii ile zaman domenindeki sinyal frekans domenine doniistiiriiliir. Bu duruma
iligkin olarak kontrol bireyi ve parkinsonlu bireye ait frekans domeni Sekil 3.3’te
gosterilmektedir. Her bir denek igin 477 adet sinyal ve bu sinyallerin Fourier
doniistimii kullanilarak elde edilen 6znitelik sayis1 85860’tir. Bu Oznitelikleri elde
etmek igin Sekil B.11’deki MATLAB kodlar1 yazilmistir. Daha sonra
OneRAttributeEval algoritmasi kullanilarak (3.1)’deki kosula gore 85860 6znitelik
icerisinden sadece 24 Oznitelik secilmistir. Bu Ozniteliklerin listesi Cizelge B.9’de

gosterilmektedir.
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Sekil 3.3: (a) Kontrol bireyi ve (b) Parkinsonlu bireye ait sag ayak sinyalinin tek
tarafli magnitiid spektrumu

Sinyaller iizerinde uygulanan ikinci doniisiim yontemi Dalgacik doniisiimiidiir.
Dalgacik doniisiimii ile bir sinyalin zaman-frekans-olgek ¢oziiniirligii elde
edilebilmektedir. Bu tez caligmasinda sinyallerin Dalgacik doniisimii i¢in yedi
dalgacik ailesi kullanildi. Bu dalgacik aileleri sunlardir: Gaus, BiorSplines, Coiflets,
Daubechies, DMeyer, Haar ve Symlets’dir. Bu dalgacik ailelerinden Gaus dalgacigi
stirekli dalgacik doniisiimii yaparken diger dalgacik aileleri ayrik dalgacik doniistimii

gerceklestirmektedirler.

2. dereceden Gaussian dalgacigi ile, her bir denek i¢in 477 adet sinyal ve bu
sinyallerin dalgacik doniisiimii kullanilarak elde edilen 6znitelik sayis1 92061°dir. Bu
Oznitelikleri elde etmek igin Sekil B.12’daki MATLAB kodlar1 yazilmistir. Daha
sonra OneRAttributeEval algoritmasi kullanilarak (3.1)’deki kosula gore 92061
Oznitelik icerisinden sadece 23 Oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge
B.10’te  gosterilmektedir.  Sekil 3.4’te 2. Dereceden gaussian dalgacik
gosterilmektedir. Ayrica deneklere ait kuvvet sinyallerinin 6lgekleme kuvvetleri de
hesaplanmistir. Olgekleme kuvveti bir sinyalin monofraktal ya da multifraktal

oldugunu belirten bir 6lgektir. Sekil 3.5’te kontrol bireyi ve iki parkinsonlu bireye ait

124



kuvvet sinyallerinin; olgekleme iistleri-Q. moment grafigi gosterilmektedir. Buna
gore sekildeki bireylere ait kuvvet sinyalinin 6lgekleme kuvvetinin Q. Momente gore
grafigi egrisel bir fonksiyon oldugu i¢in bu sinyaller multifraktaldir. Diger tiirlii
monofraktal bir sinyal olmaktadir. Sekil 3.6’da parkinsonlu bir bireye ait kuvvet
sinyalinin zaman sinyaline gore dalgacik uyumu gosterilmektedir. Sekil 3.7°de
kontrol bireyine ait kuvvet sinyalinin zaman sinyaline gore dalgacik uyumu
gosterilmektedir. Dalgacik uyumu iki sinyal arasindaki iliskiyi gosteren bir olgiittiir.
Burada her bir denege ait kuvvet sinyali degisirken zaman sinyali degismemektedir.

Buradaki amag¢ degigsmeyen bir sinyale gore diger sinyallerin iligkilerini 6l¢mektir.
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Sekil 3.4: 2. Dereceden gaussian dalgacik
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Sekil 3.5: Kontrol bireyi (Kontrol) ve iki parkinsonlu bireye (PH-1 ve PH-2) ait sag
ayak sinyalinin 6l¢ekleme iistii - Q. moment grafigi
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Sekil 3.6: Parkinsonlu bireye ait sag ayak sinyalinin zamana gore dalgacik uyumu
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Sekil 3.7: Kontrol bireyine ait sag ayak sinyalinin zamana gore dalgacik uyumu

Her bir denege karsilik her bir BiorSplines3.3, Coiflets2, Dmeyer, Haar, Symlets2,
Daubechies2,  Daubechies3, Daubechies4, Daubechies5, Daubechies6 ve
Daubechies7 dalgaciklari i¢in elde edilen 6znitelik sayis1 278091 dir. Bu 6znitelikleri
elde etmek i¢in Sekil B.13’daki MATLAB kodlar1 yazilmistir. Daha sonra
OneRAttributeEval algoritmas:1 kullanilarak (3.1)’deki kosula gore 278091

Oznitelikten her bir dalgacik tiirii i¢in 6znitelikler secilmistir.

BiorSplines3.3 dalgacigi kullanilarak olusturulan 6znitelikler icerisinden sadece 146
Oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge B.11’te gosterilmektedir. Sekil
B.14’de parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in BiorSplines3.3

dalgacigina ait 6. Seviyeye kadar detay katsayilar1 gosterilmektedir.

Coiflets2 dalgacigr kullanilarak olusturulan Oznitelikler igerisinden sadece 147
Oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge B.12’te gosterilmektedir. Sekil
B.15’de parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Coiflets2 dalgacigina

ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.

DMeyer dalgacigi kullanilarak olusturulan Oznitelikler icerisinden sadece 149
Oznitelik se¢ilmistir. Bu 6zniteliklerin listesi Cizelge B.19’de gosterilmektedir. Sekil
B.16’te parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in DMeyer dalgacigina

ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.
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Haar dalgacigr kullanilarak olusturulan 6znitelikler igerisinden sadece 114 6znitelik
secilmigstir. Bu Ozniteliklerin listesi Cizelge B.20’te gosterilmektedir. Sekil B.17°te
parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢cin Haar dalgacigma ait 6.

seviyeye kadar detay katsayilar1 gosterilmektedir.

Symlets?2 dalgacigi kullanilarak olusturulan Oznitelikler igerisinden sadece 126
Oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge B.21’te gosterilmektedir. Sekil
B.18’te parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Symlets2 dalgacigina

ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.

Daubechies? dalgacigi kullanilarak olusturulan &znitelikler igerisinden sadece 125
Oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge B.13’da gosterilmektedir. Sekil
B.19°da parkinsonlu bireyin sag ayagma ait kuvvet sinyali i¢in Daubechies2

dalgacigina ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.

Daubechies3 dalgacigi kullanilarak olusturulan 6znitelikler igerisinden sadece 142
Oznitelik se¢ilmistir. Bu 6zniteliklerin listesi Cizelge B.14’de gosterilmektedir. Sekil
B.20’de parkinsonlu bireyin sag ayagma ait kuvvet sinyali i¢in Daubechies3

dalgacigina ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.

Daubechies4 dalgacigi kullanilarak olusturulan 6znitelikler igerisinden sadece 172
Oznitelik se¢ilmistir. Bu 6zniteliklerin listesi Cizelge B.15’de gosterilmektedir. Sekil
B.21’de parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Daubechies4

dalgacigina ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.

Daubechies5 dalgacigi kullanilarak olusturulan 6znitelikler igerisinden sadece 132
Oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge B.16’da gosterilmektedir. Sekil
B.22’da parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Daubechies5

dalgacigina ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.

Daubechies6 dalgacigr kullanilarak olusturulan 6znitelikler icerisinden sadece 130
Oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge B.17°da gosterilmektedir. Sekil
B.23’de parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Daubechies6

dalgacigina ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.

Daubechies7 dalgacigr kullanilarak olusturulan 6znitelikler icerisinden sadece 168
Oznitelik se¢ilmistir. Bu 6zniteliklerin listesi Cizelge B.18’de gosterilmektedir. Sekil
B.24’de parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢cin Daubechies7

dalgacigina ait 6. seviyeye kadar detay katsayilar1 gosterilmektedir.
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Sinyaller iizerinde uygulanan son doniisiim yontemi HHD’dir. HHD ile 6znitelik
olusturmadan 6nce kuvvet sinyallerinin Welch Gii¢ Spektral Yogunluk Tahminleri
hesaplanmis ve bu yogunluk tahminlerinden oOznitelikler olusturulmustur. Sekil
3.8’de Parkinsonlu bireye ait sag ayak sinyalinin Welch gii¢ spektral yogunluk
tahmini gosterilmektedir. HHD ile bir sinyal IMF’lerine ayristirilir. Sekil B.26’te
parkinsonlu bir bireye ait sag ayak kuvvet sinyalinin ilk 6 IMF’si gosterilmektedir.
Sekil B.27’te bu ilk 6 IMF’ye ait genlik degerleri yer almaktadir. Daha sonra bu
IMF’ler kullanilarak AF’ler elde edilir. Sekil B.28’te bu ilk 6 IMF’ye ait AF’ler
gosterilmektedir. Her bir denek i¢in 477 adet sinyal ve bu sinyallerin HHD’si
kullanilarak elde edilen 6znitelik sayis1 694512°dir. Bu 6znitelikleri elde etmek igin
Sekil B.25’deki MATLAB kodlart yazilmigtir. Daha sonra OneRAttributeEval
algoritmasi kullanilarak (3.1)’deki kosula gore 694512 &znitelik igerisinden sadece

135 oznitelik secilmistir. Bu 6zniteliklerin listesi Cizelge B.22’te gosterilmektedir.

Gog/fArekans (dB/rad'sample)

1] 0.1 0.2 0.3 0.4 0.5 0.6 07 08 09 1
Mormalize Edilmis Frekans | <= rad/sample)

Sekil 3.8: Parkinsonlu bireye ait sag ayak sinyalinin Welch gii¢ spektral yogunluk
tahmini

Sinyal doniisim yontemleri kullanilarak elde edilen 6znitelikler ve bu 6znitelikler
igerisinden  yiiksek enformasyon veren Ozniteliklerin  secilmesi isleminin
tamamlanmasinin ardindan WEKA aracinin kullanabilecegi formatta egitim kiimeleri
olusturulur. Bu dosyalar1 olusturmak i¢in yazilan MATLAB kodlar1 Sekil B.29’da
gosterilmektedir. VIBES ve WEKA’da yer alan diger Makine Ogrenmesi
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algoritmalarinin parkinson veri kiimesi {izerindeki karsilagtirmali sonuglari 4.2.
boliimde gosterilmektedir. Parkinson veri kiimesine uygulanan tiim Makine
Ogrenmesi algoritmalar1 aksi belirtilmedikge 10-katli capraz dogrulama ydntemi

kullanilarak uygulandi.
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4. SONUCLAR VE TARTISMA

4.1 Benchmark Veri Kiimeleri Uzerinde VIBES ve Diger Makine

Ogrenmesi Algoritmalarimin Karsilastirmal Sonuclari

VIBES algoritmasini Parkinson veri kiimesi iizerine uygulamadan 6nce benchmark
veri kiimeleri iizerinde diger Makine Ogrenmesi algoritmalari ile birlikte uygulanip
karsilastirilmistir. Boylelikle VIBES algoritmasinin sadece spesifik bir veri kiimesine
degil, aym zamanda tiim diger smiflandirma problemlerine basariyla

uygulanabilecegi sonuclariyla gosterilmistir.

Benchmark veri kiimeleri iizerine Makine Ogrenmesi algoritmalarinin uygulanmasi
ile ilgili deneyler WEKA 3.9.1 ortaminda gerceklestirilmistir. Deneylerde kullanilan
siiflandirma algoritmalart WEKA’da 7 ana kategoriye (Bayes, functions, lazy, meta,
misc, rules ve trees) ayrilmistir. Bu tez ¢alismasinda da siniflandirma algoritmalari
bu Kkategoriler altinda karsilastirilmistir. Ayrica benchmark veri kiimeleri {izerine
uygulanan tiim Makine Ogrenmesi algoritmalari igin varsayilan parametreler
kullanildi. WEKA’da herbir Makine Ogrenmesi algoritmasi i¢in bu parametre

degerleri siniflandirma problemleri {izerinde ortalamasi alinmis degerlerdir.

Bir veri kiimesi {izerine uygulanan herhangi bir Makine Ogrenmesi algoritmasinin en
temel iki tahmin ediciden daha iyi tahminler iiretmesi beklenir (Kilicaslan et al.
2009). Bu tahmin ediciler: Cogunluk tahmin edicisi (ZeroR) ve rastgele tahmin
edicidir. Eger bir Makine Ogrenmesi algoritmasi bu iki tahmin ediciyle ayn1 ya da
daha diisiik dogrulukta tahminler veriyorsa bu Makine Ogrenmesi algoritmasinin
yapmis oldugu tahminler kabul edilebilir degildir. Ayn1 zamanda bir veri kiimesi
tizerinde yapilabilecek en kotii tahmini rastgele tahmin edici yapmaktadir. Bu tahmin
ediciden sonraki en iyi tahmin edici ZeroR’dur. Tim bu nedenlerle yapilan
deneylerde bu iki tahmin edicinin yapmis olduklar1 tahminler diger Makine
Ogrenmesi algoritmalarinin tahminleriyle karsilastirilmistir. 33 adet veri kiimesinden
olusan benchmark veri kiimelerinin tiimii {izerinde bu iki temel simiflandirici

uygulanmustir. Sekil 4.1°de bu iki tahmin edicinin sonuglar gosterimektedir. Sekil
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4.1 (a)’da bu iki tahmin edicinin benchmark veri kiimeleri iizerindeki dogruluk
oranlarinin ortalamasi gosterilmektedir. Bu sonuca gore ve daha dncede belirttigimiz
gibi ZeroR, rastgele tahmin ediciye gore daha yiiksek siniflandirma dogruluk oranina
sahiptir. Sekil 4.1 (b)’de ise bu iki temel siiflandiricinin 33 adet benchmark veri
kiimesinin ka¢ tanesinde en yiiksek tahminde bulundugunun sayisi (rank)
gosterilmektedir (Eger algoritmalar i¢in en yiiksek siniflandirma dogrulugu ayni ise
herbir algoritmanin rank degeri bir arttirilir). Bu iki baseline tahmin edicinin

benchmark veri kiimeleri tizerindeki ayrintili siniflandirma sonuglar1 Cizelge C.2°de

gosterilmektedir.
(a)
ZeroR t | 45.88
Hastgele | | 29.96
0 20 40 60 a0 100
Dogruluk Orani (%)
(b)
ZeroR ¢ ] 30
Rastgele 1 3
0 5 10 15 20 25 30 35
Rank

Sekil 4.1: Baseline algoritmalarin benchmark veri kiimeleri tizerindeki (a) ortalama
siiflandirma dogrulugu ve (b) rank sonuglari

[k olarak Bayesian Ogrenme yaklasimma sahip siniflandiricilar kendi aralarinda

benchmark veri kiimeleri {izerine uygulandi. Sekil 4.2 (a)’da bu algoritmalardan en
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yiiksek ortalama dogruluk oranina sahip ilk bes algoritma gosterilmektedir. Buna
gore en yiksek siniflandirma dogruluk oranini Aggregating One-Dependence
Estimators (A1DE) algoritmasi verdi. Sekil 4.2 (b)’de ise benchmark veri kiimeleri
tizerindeki en yiiksek ranka sahip ilk bes algoritma gosterilmektedir. Buna gore en
yiiksek rank degerini Aggregating Two-Dependence Estimators (A2DE) algoritmasi
verdi. Bayesian Ogrenme algoritmalarinin benchmark veri kiimeleri iizerindeki

ayrintili siniflandirma sonuglar1 Cizelge C.2°de gosterilmektedir.

(a)

MNE 17413
BN 179,28
BLR 1 78.81
AZDE 1 82,65
A1DE  §2.72
0 2;} 4;} 50 Blﬂ 100
Dogruluk Orani (%)
(b)

BELR F— 2
AZDE 13
A1DE 12
0 5 10 15 20 25 30 35

Rank

Sekil 4.2: Bayesian 6grenme algoritmalarinin benchmark veri kiimeleri tizerindeki
(a) ortalama smiflandirma dogrulugu en yiiksek ilk bes algoritma ve (b) rank
sonuglar1 en yliksek ilk bes algoritma

Ikinci olarak Fonksiyon Ogrenme yaklasimina sahip simiflandiricilar kendi aralarinda
benchmark veri kiimeleri iizerine uygulandi. Sekil 4.3 (a)’da bu algoritmalardan en
yiiksek ortalama dogruluk oranina sahip ilk bes algoritma gosterilmektedir. Buna

gore en yiliksek siniflandirma dogruluk oranimi Multilayer Perceptron (MLP)
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algoritmasi verdi. Sekil 4.3 (b)’de ise benchmark veri kiimeleri iizerindeki en yiiksek
ranka sahip ilk bes algoritma gosterilmektedir. Buna gore en yiiksek rank degerini
yine MLP algoritmas1 verdi. Fonksiyon Ogrenme algoritmalarinin benchmark veri

kiimeleri tizerindeki ayrintili siniflandirma sonuglar1 Cizelge C.3’te gosterilmektedir.

(a)

KLA 182.14
sGD 1 83.24
SPegasos F 1 B2.81
MLP 184.44
Logistic 1 80.85
0 25 45 Eb Bb 100
Dogruluk Qrani (%)
(b)

KLH — 2

MLP 1 15

Logistic =—= &

0 5 10 15 20 25 30 35
Rank

Sekil 4.3: Fonksiyon 6grenme algoritmalarinin benchmark veri kiimeleri tizerindeki
(a) ortalama siniflandirma dogrulugu en yiiksek ilk bes algoritma ve (b) rank
sonuglar1 en yiiksek ilk bes algoritma

Ucgiincii olarak Ornek Tabanli Ogrenme yaklasimina sahip smiflandiricilar kendi
aralarinda benchmark veri kiimeleri {iizerine uygulandi. Sekil 4.4 (a)’da bu
algoritmalardan en yiiksek ortalama dogruluk oranma sahip algoritmalar
gosterilmektedir. Buna gore en yiiksek simiflandirma dogruluk oranimi RseslibKnn
algoritmasi verdi. Sekil 4.4 (b)’de ise benchmark veri kiimeleri lizerindeki en yiiksek
ranka sahip algoritmalar gosterilmektedir. Buna gore en yiiksek rank degerini yine

RseslibKnn algoritmasi verdi. Ornek Tabanli Ogrenme algoritmalarmin benchmark
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veri kiimeleri iizerindeki ayrintili siniflandirma sonuglart  Cizelge C.4’te

gosterilmektedir.

(a)

RseslibKnn 1 86.28 1

LWL ' 66.49

K.Star 1 §2.03

Bk 1 83.41

0 20 40 60 80 100
Dogruluk Orani (%)
(b)

RseslibKnn 1 21

LWL O

KStar mm———— &

0 5 10 15 20 25 30 35
Rank

Sekil 4.4: Ornek tabanli 6grenme algoritmalarmin benchmark veri kiimeleri
iizerindeki (a) ortalama simiflandirma dogrulugu ve (b) rank sonuglari

Doérdiincii olarak cesitli yaklasimlara gére 6grenme gerceklestiren siniflandiricilar
kendi aralarinda benchmark veri kiimeleri tizerine uygulandi. Sekil 4.5 (a)’da bu
algoritmalardan en yiiksek ortalama dogruluk oranina sahip algoritmalar
gosterilmektedir. Buna gore en yiiksek siniflandirma dogruluk oranini Composite
Hypercubes on Iterated Random Projections (CHIRP) algoritmasi verdi. Sekil 4.5
(b)’de ise benchmark veri kiimeleri lizerindeki en yiiksek ranka sahip algoritmalar
gosterilmektedir. Buna gore en yiiksek rank degerini yine CHIRP algoritmas1 verdi.
Sekil 4.5’deki algoritmalarin benchmark veri kiimeleri {izerindeki ayrintili

siiflandirma sonuglari Cizelge C.5’te gosterilmektedir.
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FLR

CHIRP

IMC

VI

HyperPipes

FLR

CHIRP

IMC

VE

HyperPipes

()

154,96
182.02
1 81.93
1 68.03
160,56
20 40 60 80 100
Dodruluk Orani (%)
(b)
— 2
17
1 12
= 1
10 15 20 25 30 a5
Rank

Sekil 4.5: Cesitli yaklagimlara gore 6grenme gerceklestiren algoritmalarin
benchmark veri kiimeleri tizerindeki (a) ortalama siniflandirma dogrulugu ve (b) rank

sonuglari

Besinci olarak Kural Tabanli Ogrenme yaklasimina sahip smiflandiricilar kendi

aralarinda benchmark veri kiimeleri iizerine uygulandi. Sekil 4.6 (a)’da bu

algoritmalardan en yiiksek ortalama dogruluk oranina sahip ilk bes algoritma

gosterilmektedir. Buna gore en yiiksek smiflandirma dogruluk oranimmi Fuzzy

Unordered Rule Induction Algorithm (FURIA) algoritmasi verdi. Sekil 4.6 (b)’de ise

benchmark veri kiimeleri lizerindeki en yiiksek ranka sahip ilk bes algoritma

gosterilmektedir. Buna gore en yiiksek rank degerini yine FURIA algoritmas1 verdi.

Kural Tabanli Ogrenme algoritmalarinin benchmark veri kiimeleri iizerindeki

ayrmtili siniflandirma sonuglar1 Cizelge C.6°da gosterilmektedir.
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(a)

RoughSet 1 §2.86
MODLEM 1 81.50

FURIA E 1 83.28

PART 1 82,81

MM ge 182,63

0 2;} 4;} F:‘rD EIEI 100
Dogruluk QOrani (%)
(b)

RoughSet ——— &

FURIA 13

Ridor = 2

NNQE" e §

W] 5 10 15 20 25 30 35
Rank

Sekil 4.6: Kural tabanli 6grenme algoritmalarinin benchmark veri kiimeleri
tizerindeki (a) ortalama siiflandirma dogrulugu en yiiksek ilk bes algoritma ve (b)
rank sonuglar1 en yiiksek ilk bes algoritma

Altinc1 olarak Karar Agact Ogrenme yaklasimma sahip siiflandiricilar kendi
aralarinda benchmark veri kiimeleri {iizerine uygulandi. Sekil 4.7 (a)’da bu
algoritmalardan en yiiksek ortalama dogruluk oranina sahip ilk bes algoritma
gosterilmektedir. Buna gore en yiiksek siniflandirma dogruluk oranini Random
Forests (RF) algoritmas:t verdi. Sekil 4.7 (b)’de ise benchmark veri kiimeleri
tizerindeki en yiiksek ranka sahip ilk bes algoritma gosterilmektedir. Buna gbre en
yiiksek rank degerini yine RF algoritmasi verdi. Karar Agact Ogrenme
algoritmalarinin benchmark veri kiimeleri lizerindeki ayrintili siniflandirma sonuglari

Cizelge C.7°de gosterilmektedir.
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(a)

Simple CART 183.07
RF 18763 1
LMT E 186.00 -

FT 1 84,33

ADTree 183.98

0 El{:l 4;} ErD E:D 100
Dodgruluk Orani (%)
(b)

Simple CART —— 3

REFTree ——— 4

RF F 120

LT 1 9

o 5 10 15 20 25 30 35
Rank

Sekil 4.7: Karar agac1 6grenme algoritmalarinin benchmark veri kiimeleri {izerindeki
(a) ortalama siniflandirma dogrulugu en yiiksek ilk bes algoritma ve (b) rank
sonuglart en yiiksek ilk bes algoritma

Su ana kadar yapilan deneylerde temel Ogreniciler 6grenme yaklagimlarina gore
kendi aralarinda karsilastirildi. Simdi ise herbir 6grenme yaklasimi icerisinde en
yiiksek smiflandirma dogruluguna sahip siniflandiricilar karsilastirilacak. Sekil
4.8de bu smiflandiricilarin  (sadece temel Ogreniciler) karsilastirilmasi
gosterilmektedir. Sekil 4.8 (a)’daki sonuglara gore bu siniflandiricilar igerisinden
Karar Agact Ogrenme yaklasimini benimseyen RF siniflandirict en yiiksek ortalama
siiflandirma dogruluguna sahiptir. Ayn1 zamanda Sekil 4.8 (b)’deki sonuglara gore
RF smiflandirict rank bakimindan da en yiiksek degere sahiptir. Bu nedenle Topluluk
Ogrenme ya da Meta Ogrenme yaklasimlarini iceren siniflandiricilarda benchmark

veri kiimeleri iizerinde temel 6grenici olarak RF siniflandirict kullanilacaktir. Sekil
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4.8’deki sonuglarin ayrintili karsilagtirmali sonuglar1 Cizelge C.8 ve Cizelge C.9’da

gosterilmektedir.
(a)
FT 1 84.33
LMT 186.00 1
RF 187.63 -
Hseslibknn 186.28 1
MLP 1834 44
0 20 40 B0 80 100
Dogruluk Orani (%)
(b)
Simple CART ——= 3
LMT ——— 4
HEFTree ——— 4
RF 12
Hseslbknn == 3
0 5 10 15 20 25 30 35
Rank

Sekil 4.8: Makine Ogrenmesi algoritmalarinin (sadece temel dgreniciler) benchmark
veri kiimeleri tizerindeki (a) ortalama siiflandirma dogrulugu en yiiksek ilk bes
algoritma ve (b) rank sonuglar1 en yiiksek ilk bes algoritma

Son olarak Topluluk/Meta Ogrenme yaklasimma sahip siniflandiricilar  kendi
aralarinda benchmark veri kiimeleri {izerine uygulandi. Sekil 4.9 (a)’da bu
algoritmalardan en yiiksek ortalama dogruluk oranina sahip ilk bes algoritma
gosterilmektedir. Buna goére en yiiksek smiflandirma dogruluk oranmi Rotation
Forest algoritmas1 verdi. Sekil 4.9 (b)’de ise benchmark veri kiimeleri iizerindeki en
yiiksek ranka sahip ilk bes algoritma gosterilmektedir. Buna gore en yiiksek rank
degerini yine Rotation Forest algoritmasi verdi. Topluluk/Meta Ogrenme
algoritmalarinin benchmark veri kiimeleri iizerindeki ayrintili siniflandirma sonuglari

Cizelge C.10, Cizelge C.11 ve Cizelge C.12’de gosterilmektedir.
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WIHW

Rotation Forest

RC

MultiBoostAB

AdaBoosth

Stacking
Rotation Forest
MultiBoostAB
EMD

CvH

Sekil 4.9: Topluluk Ogrenme algoritmalarinin benchmark veri kiimeleri iizerindeki
(a) ortalama siniflandirma dogrulugu en yiiksek ilk bes algoritma ve (b) rank
sonuglar1 en yiiksek ilk bes algoritma

Son olarak WEKA’da yer alan tiim Makine Ogrenmesi algoritmalar1 (88 algoritma)
birbirleriyle karsilastirildi. Karsilastirma sonuglart Sekil 4.10°da gosterilmektedir. Bu
karsilastirmaya VIBES algoritmasi dahil edilmedi. VIBES algoritmasi daha sonra bu
algoritmalarla da kiyaslanmaktadir. Sekil 4.10 (a)’daki sonuglara goére benchmark
veri kiimeleri lizerinde Rotation Forest algoritmasi en yiiksek ortalama dogruluga
sahip algoritmadir. Sekil 4.10 (b)’de ise en yiiksek rank degerine sahip iki algoritma
vardir. Bu algoritmalar: Rotation Forest ve MultiBoostAB’dir. Benchmark veri

kiimeleri iizerinde tiim Makine Ogrenmesi algoritmalarmin ayrmtili karsilastirma

(a)

 8§7.65 1
1 87.76 1
1 87.67 1
1 87.59
1 87.60
0 EIDI 4ID ErD 100
Dodruluk Orani (%)
(b)
9
10
=i—3
—— 5
5
0 5 1;} 1I5 zlﬂ 2I5 a5
Rank

sonuglar Cizelge C.13, Cizelge C.14 ve Cizelge C.15’te gosterilmektedir.
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WIHW

AdaBoosth1

RC

Rotation Forest

RF

CvR
MultiBoostAB
EMD

RC

Rotation Forest

Sekil 4.10: WEKA’daki tiim Makine Ogrenmesi algoritmalarmnin (VIBES haric)
benchmark veri kiimeleri tizerindeki (a) ortalama siniflandirma dogrulugu en yiiksek

()

 8§7.65 1
 8§7.60 1
1 87.67 1
1 87.76
1 87.63
0 EID' 4ID F:‘rD 100
Dodruluk Qrani (%)
(b)
= 5
_— 7
= 5
= 4
— 7
0 5 10 1I5 2-& 2I5 35
Rank

ilk bes algoritma ve (b) rank sonugclar1 en ytiksek ilk bes algoritma

VIBES algoritmas: iki varsayim iizerine calismaktadir: Ozniteliklerin birbirlerine
bagimli oldugu ve bagimsiz oldugu’dur. Benchmark veri kiimeleri iizerine VIBES
algoritmasin1 uygularken her iki varsayima gore deneyler tasarlayacagiz. ilk
deneyimiz Ozniteliklerin bagimliligi varsayimina gore gergeklestirildi. Bu deneyin
sonuclart Sekil 4.11°de gosterilmektedir. Bu sonucglara gore temel Ogrenici RF
secildiginde VIBES algoritmasinin ortalama siiflandirma dogrulugu %89.80 ve rank
degeri 17 ile en yiiksek olmaktadir. Ayrica diger Topluluk Ogrenme algoritmalarinda

da temel Ogrenici olarak RF segilmisti. Sekil 4.11°’deki sonuglarin ayrintili listesi

Cizelge C.16°da gosterilmektedir.
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(a)

RF 89.80-
KA 87.32
DA 80.40
DYM 85.22
NB 79.13
k-EYK 187.31 1

0 20 40 &0 ao 100
Dogruluk Qrani (%)
(b)

RF 17
KA = 2

DA f=——= 3

D¥YM =—————— 6

ME [ O

W] 5 10 15 20 25 30 35
Rank

Sekil 4.11: Ozniteliklerin bagimlilig1 varsayimina gore VIBES algoritmasinin segilen
temel 6grenicilere gore benchmark veri kiimeleri iizerindeki (a) ortalama
siniflandirma dogrulugu degerleri ve (b) rank sonuglari

Cogunluk Oylamali Topluluk Ogrenicilerde toplulugun tahmini ve gercek hatasi
arasindaki farkin diisiik olmasi 6nemlidir. Gelistirmis oldugumuz ¢ogunluk oylamali
simiflandiricilarda hata oranmi tahmin algoritmasi gercek sonuglara olduk¢a yakin
degerler vermistir. Ozniteliklerin bagimlilig1 varsayimina gére VIBES algoritmasimin
temel Ogrenicilere gore tahmini ve ger¢ek hata oranlari arasindaki fark oldukca
diisiiktiir. Bu karsilagtirmalara iliskin sonuglar Sekil 4.12°de gosterilmektedir. Buna
gore ortalama hata orani farki %0.575’tir. Bu sonuca gore hata tahmin algoritmasi
oldukea iyi calismaktadir. Bu hata degerlerinin herbir benchmark veri kiimesine gore

ayrintili listesi Cizelge C.17’de gosterilmektedir.
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Sekil 4.12: Ozniteliklerin bagimhilig1 varsayrmina gore VIBES algoritmasinin segilen
temel 6grenicilere gore benchmark veri kiimeleri tizerindeki ortalama gercek ve
tahmini hata oranlari

Ozniteliklerin bagimsizlig1 varsayimina gore gergeklestirilen deneyin sonuglar1 Sekil
4.13’te gosterilmektedir. Bu sonuglara gore temel 6grenici RF secildiginde VIBES
algoritmasinin ortalama smiflandirma dogrulugu %88.22 ve rank degeri 17 ile en
yiiksek olmaktadir. Ayrica Sekil 4.13’deki sonuglarin ayrintili listesi Cizelge C.18’de

gosterilmektedir.
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Sekil 4.13: Ozniteliklerin bagimsizlig1 varsayimina gore VIBES algoritmasinin
secilen temel 6grenicilere gore benchmark veri kiimeleri iizerindeki (a) ortalama
siniflandirma dogrulugu degerleri ve (b) rank sonuglari

Ozniteliklerin  bagimsizligi varsayimma gore VIBES algoritmasmin temel
Ogrenicilere gore tahmini ve gercek hata oranlar1 arasindaki fark oldukca diistiktiir.
Bu karsilastirmalara iligkin sonuglar Sekil 4.13’te gosterilmektedir. Buna gore
ortalama hata oran1 farki %1.655’tir. Bu sonuca gore hata tahmin algoritmasi oldukca
1yi calismaktadir. Bu hata degerlerinin herbir benchmark veri kiimesine gore ayrintili

listesi Cizelge C.19’da gosterilmektedir.

Her iki varsayima gore hata orami farklarini kiyasladigimizda dogruluk orani
yiikseldik¢e hata orani farkinin diistiigi goriilmektedir. Simiflandirma dogrulugu
diistiikce de hata orami1 farkinin yiikseldigi goriilmektedir. Sonu¢ olarak her iki
varsayima gore ortalama hata orami farki %1.115 olmaktadir. Bu da kabul edilebilir

bir sonu¢ olarak karsimiza g¢ikmaktadir. Ayrica tahmin degerinin gergek hata
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degerine gore her zaman biiylik ¢ikmasi bir iist sinir olmasi agisindan 6nemlidir.
Boylelikle bir toplulugun gercek hatasinin her zaman tahmini hatadan daha diisiik

olacagi s6ylenebilecektir.
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Sekil 4.14: Ozniteliklerin bagimsizligi varsayimina gore VIBES algoritmasinin
secilen temel 6grenicilere gére benchmark veri kiimeleri iizerindeki ortalama gercek
ve tahmini hata oranlari

Son olarak WEKA’da yer alan tiim Makine Ogrenmesi algoritmalar1 (88 algoritma)
ile VIBES algoritmast karsilagtirildi. Karsilastirma sonuglart  Sekil 4.15°de
gosterilmektedir. Sekil 4.15 (a)’daki sonuglara goére benchmark veri kiimeleri
tizerinde VIBES algoritmast %89.80 ile en yiiksek ortalama dogruluga sahip
algoritmadir. Sekil 4.15 (b)’de ise en yiiksek rank degerine sahip algoritma 14 rank
degeri ile yine VIBES algoritmasi olmustur. Benchmark veri kiimeleri tizerinde
VIBES algoritmas1 dahil tiim Makine Ogrenmesi algoritmalarinin ayrintil
karsilastirma sonuglar1 Cizelge C.20, Cizelge C.21 ve Cizelge C.22°de
gosterilmektedir. Tiim bu sonuglara gére VIBES algoritmasi ve en yakin rakibi olan
Rotation Forest algoritmasi arasindaki fark %?2.04’tiir. Bu sonu¢ smiflandirma

dogrulugu agisindan 6nemli bir sonugtur.
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Sekil 4.15: Tiim Makine Ogrenmesi algoritmalarinin (VIBES dahil) benchmark veri
kiimeleri tizerindeki (a) ortalama simiflandirma dogrulugu en yiiksek ilk bes
algoritma ve (b) rank sonuglari en yiiksek ilk bes algoritma

VIBES algoritmasinda toplulugu olustururken veri kiimesinin boyutuna bagli olarak
ciddi bir zaman maliyeti olusmaktadir. Bu nedenle toplulugu olustururken
simiflandirma dogrulugunu diisiirmeden ileri yonlii aramayir uygun bir noktada
kesmek oOnemlidir. Bu acidan ileri yonlii aramayi optimize etmek icin arama
algoritmasinda degisiklikler gergeklestirdik. Bu degisiklikler optimize edilmis ve
normal (optimize edilmemis) VIBES algoritmasinin karsilagtirma sonuclari Sekil
4.16°da gosterilmektedir. Bu sonucglara gore Sekil 4.16 (a)’da gosterildigi gibi
siiflandirma dogrulugu degismeden Sekil 4.16 (b)’de gosterildigi gibi ortalama
iterasyon sayisi yaklasik olarak 14 kat diistiriilmiistiir. Bu durum yiiksek boyutlu veri
kiimeleri i¢in toplulugu hizli bir bigimde olusturmamiza olanak vermektedir. Ayrica

Sekil 4.16 (c)’de tahmini ve ger¢ek hata orani arasindaki farkta aymi kalmaktadir.
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Boylelikle smiflandirma dogrulugunu degistirmeden zaman maliyetini disiirmiis
olduk. Sekil 4.16°daki sonuglar 6zniteliklerin bagimlilig1 varsayimina gore yapilmis
olsa da oOzniteliklerin bagimsizlig1 varsayimi i¢in de sonu¢ ayni olacaktir. Yani
siniflandirma dogrulugu degismezken toplulugu olusturan zaman maliyeti
diismektedir. VIBES algoritmasinin benchmark veri kiimeleri {izerinde optimize

edilmis ve edilmemis versiyonlarinin ayrintili karsilastirma sonuglar1 Cizelge C.23’te

gosterilmektedir.
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Sekil 4.16: Ozniteliklerin bagimlilig1 varsayrmina gore VIBES algoritmasinin
(Temel Ogrenici olarak RF algoritmasi segildi) topluluk olusturma ydntemi igin
kullandigi ileri yonlii arama ve bu aramanin optimize edilmis halinin (a) Ortalama
dogruluk oranina (b) Ortalama iterasyon sayisina ve (¢) Ortalama gergek ve tahmini
hata oranina gore karsilastirma sonuglari

VIBES algoritmasinin topluluk olustururken kullandigi arama yontemleri: Optimize
edilmis ileri yonlii arama ve Genetik Algoritmalar (GA)’dir. Bu iki arama yontemine
gore yapilan deneylerin sonuglart Sekil 4.17°de gosterilmektedir. Sekil 4.17 (a)’daki
sonuglara gore ileri yonlii arama, GA’ya gore bir nebze daha fazla dogru
siniflandirma oranina sahiptir. Aradaki fark %0.2779°dur. Bu fark onemli bir fark

degildir. Yalmz Sekil 4.17 (b)’deki sonucglara goére optimize edilmis ileri yonlii
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arama, GA’ya gore zaman maliyeti agisindan oldukc¢a iyidir. Buna gore optimize
edilmis ileri yonlii arama GA’ya gore yaklasik 39 kat daha hizlidir. Sekil 4.17 (¢)’de
optimize edilmis ileri yonlii arama ile GA i¢in gercek ve tahmini hata oranlari
gosterilmektedir. Bu fark degerlerinin, yukarida belirtilen %1.115 degeri ile uyumlu
oldugu goriilmektedir. Sekil 4.17 (d)’de ise optimize edilmis ileri yonlii aramayla GA
ile yapilan arama sonucunda olusturulmus modellerin rank degerleri
karsilagtirilmistir. Bu sonuglara gore benchmark veri kiimeleri iizerinde esit sayida
rank degeri elde edilmistir. Sonug olarak optimize edilmis ileri yonlii arama ile GA
arasinda siniflandirma dogrulugu acisindan bir fark olmadig1 goriilmektedir. Yalniz
optimize edilmis ileri yonlii aramanin zaman maliyeti ac¢isindan daha iyi oldugu
aciktir. Bu nedenle topluluk olusturmada optimize edilmis ileri yonlii arama
algoritmas1 daha etkilidir. Bu iki arama ydntemine gére benchmark veri kiimeleri

tizerindeki ayrintili sonuglar Cizelge C.24’te gosterilmektedir.

Ozniteliklerin  bagimlihigi varsayirmma gére VIBES algoritmast ilk  6nce
Ozniteliklerin enformasyon miktarini hesaplar. Enformasyon miktarini hesaplarken
iki yontem kullanilir. Bu yontemler: ReliefF ve Shannon entropi’dir. Sekil 4.18°de
bu iki 6znitelik enformasyon hesaplama yonteminin sonuglar1 gosterilmektedir. Sekil
418 (a)’da her iki yontemin siniflandirma dogruluklarinin karsilagtirmasi
gosterilmektedir. Buna gore ReliefF algoritmasimna gore yapilan siniflandirma
dogrulugu Shannon entropiye gore %0.7634 oraninda daha yiiksek dogruluk oranina
sahiptir. Sekil 4.18 (b)’de her iki yontem optimize edilmis ileri yonlii aramada
gerceklestirilen iterasyon sayisina gore karsilastirilmiglardir. Buna goére ReliefF
algoritmas1 ortalama ieterasyon sayist bakimindan Shannon entropiye gore 149
iterasyon daha fazla calismistir. Yalniz bu deger istatistiksel acidan ¢ok Onemli
degildir. Sekil 4.18 (c)’de ReliefF ile Shannon entropi i¢in gergek ve tahmini hata
oranlar1 gosterilmektedir. Bu fark degerlerinin, yukarida belirtilen %1.115 degeri ile
uyumlu oldugu goriilmektedir. Yani gercek ve tahmini hata orani arasindaki fark
olduk¢a diisiiktiir. Bu iki enformasyon oOl¢iim yoOntemine gore benchmark veri
kiimeleri tizerindeki ayrintili sonuglar Cizelge C.25’te gosterilmektedir. Sonug olarak
ReliefF ve Shannon entropi algoritmalar: istatistiksel acidan birbirlerine olduk¢a
yakin sonuglar vermektedir. Bu nedenle smiflandirma problemlerine gore her iki

algoritmay1 da denemek gerekmektedir.

148



(a) (b)

__100 __ 150
< B89.6963 B9.4184 = 127.6958
@ S 100
O© &0 e
= N
% o 50
= E
g 5 3.2359
(] < .
0 0 =
Optimize  GA Optimize  GA
(c)
30 .
) [ IGercek
~on | I Tatmini
[
o
O Fark=1.15 Fark=0.78
@ 10 ¢
o
=
0 . .
Optimize GA
(d)
GA | | 24
Optimize | | 24
0 5 10 15 20 25 30 35

Rank Sayisi

Sekil 4.17: Ozniteliklerin bagimlilig1 varsayimima gére VIBES algoritmasinin
(Temel Ogrenici olarak RF algoritmasi segildi) topluluk olusturma ydntemi igin
kullandig1 optimize edilmis ileri yonlii arama ve Genetik Algoritmalar kullanilarak
yapilan aramanin (a) Ortalama dogruluk oranina (b) Ortalama arama zamanina (c)
Ortalama ger¢ek ve tahmini hata oranina ve (d) Rank sayisina gore karsilastirma
sonuglar1
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Sekil 4.18: Ozniteliklerin bagimlilig1 varsayimima gére VIBES algoritmasinda

(Temel Ogrenici olarak RF algoritmasi secildi) dzniteliklerin enformasyonunu

olemek i¢in kullanilan Relief algoritmasi ve Shannon entropinin (a) Ortalama

dogruluk oranma (b) iterasyon sayisina ve (c) Ortalama gergek ve tahmini hata
oranina gore karsilastirma sonuglari

Sonug olarak VIBES algoritmasi benchmark veri kiimeleri tizerinde diger 88 Makine
Ogrenmesi algoritmasina gore en yiiksek siniflandirma dogruluguna sahiptir. Ayrica
VIBES algoritmasinin bazi parametre degerleri yapilan deneyler sonucunda daha iyi
sonu¢ vermistir. Bu parametre degerleri VIBES algoritmasimin varsayilan
parametreleri olarak ayarlandi. Buna gore VIBES algoritmasinin varsayilan
parametre degerleri: Ozniteliklerin Durumu: Oznitelikler birbirlerine bagimli, Arama
Algoritmasi: Optimize edilmis ileri yonlii arama, Enformasyon Olgiimii: ReliefF

olarak belirlenmistir.

4.2 Parkinson Veri Kiimesi Uzerine Uygulanan Makine Ogrenmesi
Algoritmalarimin Sonuclari

Parkinson veri kiimesine Makine Ogrenmesi algoritmalar1 uygulanmadan once iki
temel tahmin edici (Rastgele tahmin edici ve ZeroR) bu veri kiimelerine uygulandi.

Iki temel tahmin edicinin sonuglar1 Sekil 4.19°da gosterilmektedir. Ayrica ayrintili
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sonuclar Cizelge C.26’da gosterilmektedir. Bu sonuglara gore sinyal doniigiimii
uygulanmis tiim Parkinson veri kiimelerinde ZeroR smiflandirici, rastgele tahmin
ediciye gore daha yiliksek smiflandirma dogruluguna sahiptir. Bu durum iki tahmin
edicinin dogasina uygun bir sonugtur. Diger Makine Ogrenmesi algoritmalarinin bu
veri kiimeleri tizerindeki siniflandirma dogrulugunun bu iki tahmin edicinin
tahminlerinden daha yiiksek olmasi gerekmektedir. Diger tiirlii yapilan tahminler

kabul edilebilir olmayacaktir.
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Sekil 4.19: Iki temel tahmin edicinin cesitli sinyal doniisiimleri uygulanmis olan
Parkinson veri kiimesi iizerindeki siniflandirma dogrulugu oranlari

4.2.1 Parkinson veri kiimesine uygulanan WEKA’daki simiflandiricilarin
karsilastirmah Sonug¢lar:

WEKA’da yer alan 91 adet Makine Ogrenmesi algoritmasi, 0-1 normalizasyonu
uygulanmis Parkinson veri kiimesi iizerine tatbik edilmistir. Makine Ogrenmesi
algoritmalar1 bu veri kiimelerine uygulanmadan O©nce Oznitelik se¢im siireci
gerceklestirildi. Oznitelik secimi i¢cin WEKA’da yer alan WrapperSubsetEval
Oznitelik secim yontemi kullanildi (WEKA’da verinin timii egitim kiimesi olarak

secildi. Yani ¢apraz dogrulama gerceklestirilmedi. Ancak WrapperSubsetEval
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algoritmast 10-katli capraz dogrulama yontemini kullandigi igintekrardan capraz
dogrulama yapilmasina gerek goriilmemistir). Bu yontem, segilen Makine
Ogrenmesinin en yiiksek oranda dogruluk verdigi ve en diisiik hata oranina sahip
oldugu oznitelik kiimesini segmektedir. Bu yontem 0Oznitelik se¢imi igin ¢esitli
yontemler kullanmaktadir. Bu tez calismasinda Oznitelik arama yontemi olarak
BestFirst algoritmasi tercih edildi. Bu se¢imin yapilmasinda BestFirst algoritmasinin
daha yiiksek dogruluk veren Gznitelik kiimelerini olusturmasi etkili oldu. Ayrica
arama iglemi icin ileri yonlii arama gerceklestirildi. Sarmalama (wrapper) yaklasimi
secilen Makine Ogrenmesi igin en yiiksek dogrulukta &znitelik kiimesini
olusturmasina ragmen zaman maliyeti agisindan olduke¢a kétiidiir. Ozellikle egitim
slireci uzun siiren algoritmalar i¢in sarmalama yontemi olduk¢a zaman
harcamaktadir. Bu durumda genel yaklasimimiz; ilgili Parkinson veri kiimesi
tizerinde en yiiksek dogrulugu veren 6znitelik kiimesinin, egitim ve arama zamani

uzun siiren Makine Ogrenmesi algoritmalari icin de kullanilmas ydniindedir.

Benchmark veri kiimelerinde oldugu gibi Parkinson veri kiimeleri i¢in de Makine
Ogrenmesi algoritmalar1 6grenme yaklasimlarma gore karsilastirildi. WEKA’da
Makine Ogrenmesi algoritmalar1 7 ana kategoriye ayrilmaktadir. Bunlar: Bayes,

functions, lazy, meta, misc, rules ve trees’dir.

Parkinson veri kiimelerine ilk uygulanan Makine Ogrenmesi algoritmalar1 Bayesian
o0grenme yaklasimina sahip algoritmalardir. Bu algoritmalar igerisinden Bayesian
Network (BN) algoritmast HHD uygulanmis Parkinson veri kiimesi iizerinde %93.94
dogruluk oraniyla en yiiksek smiflandirma dogruluguna sahiptir. Ayni1 zamanda
Aggregating One-Dependence Estimators (A1DE) algoritmasi Daubechies3
dalgacig1 uygulanmis Parkinson veri kiimesi iizerinde %93.94 dogruluk oraniyla en
yiiksek siniflandirma dogruluguna sahiptir. Diger Bayesian Ogrenme yaklagimina
sahip algoritmalar Parkinson veri kiimeleri iizerinde daha diisiik siniflandirma
dogrulugu elde etmislerdir. Bu sonuglarla ilgili ayrintilar Cizelge C.27°de

gosterilmektedir.

Parkinson veri kiimelerine ikinci uygulanan Makine Ogrenmesi algoritmalari
Fonksiyon 6grenme yaklagimina sahip algoritmalardir. Bu algoritmalar igerisinden
Linear Discriminant Analysis (LDA) algoritmas1 Daubechies3 dalgacigi uygulanmis
Parkinson veri kiimesi iizerinde %93.33 dogruluk oraniyla en yiiksek siniflandirma

dogruluguna sahiptir. Diger Fonksiyon Ogrenme yaklasimina sahip algoritmalar
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Parkinson veri kiimeleri iizerinde daha diisik smiflandirma dogrulugu elde

etmislerdir. Bu sonuglarla ilgili ayrintilar Cizelge C.28’de gosterilmektedir.

Parkinson veri kiimelerine {i¢iincii uygulanan Makine Ogrenmesi algoritmalar1 Ornek
O0grenme yaklagimina sahip algoritmalardir. Bu algoritmalar igerisinden Instance
Based-k (IBk) algoritmast HHD uygulanmis Parkinson veri kiimesi tizerinde %91.52
dogruluk oraniyla en yiiksek siniflandirma dogruluguna sahiptir. Ayn1 zamanda 1Bk
algoritmas1 Daubechies4 dalgacigi uygulanmis Parkinson veri kiimesi iizerinde
%91.52 dogruluk oraniyla en yiiksek siniflandirma dogruluguna sahiptir. Diger
Orek Ogrenme yaklasimina sahip algoritmalar Parkinson veri kiimeleri iizerinde
daha diisiik simiflandirma dogrulugu elde etmislerdir. Bu sonuglarla ilgili ayrintilar

Cizelge C.29°da gosterilmektedir.

Parkinson veri kiimelerine dérdiincii uygulanan Makine Ogrenmesi algoritmalar
cesitli 6grenme yaklagimlarina sahip algoritmalardir. Bu algoritmalar icerisinden
HyperPipes algoritmasit Daubechies4 dalgacigi uygulanmig Parkinson veri kiimesi
tizerinde %89.70 dogruluk oraniyla en yiiksek smiflandirma dogruluguna sahiptir.
Diger cesitli 6grenme yaklasimlarina sahip algoritmalar Parkinson veri kiimeleri
tizerinde daha diisiik smiflandirma dogrulugu elde etmislerdir. Bu sonugclarla ilgili

ayrintilar Cizelge C.30°da gosterilmektedir.

Parkinson veri kiimelerine besinci uygulanan Makine Ogrenmesi algoritmalar1 Kural
Tabanli Ogrenme yaklasimima sahip algoritmalardir. Bu algoritmalar igerisinden
Decision Table algoritmast HHD uygulanmis Parkinson veri kiimesi iizerinde
%90.30 dogruluk oraniyla en yiiksek siniflandirma dogruluguna sahiptir. Diger Kural
Tabanli Ogrenme yaklagimina sahip algoritmalar Parkinson veri kiimeleri {izerinde
daha diisiik smiflandirma dogrulugu elde etmislerdir. Bu sonuglarla ilgili ayrintilar

Cizelge C.31°de gosterilmektedir.

Parkinson veri kiimelerine altinci uygulanan Makine Ogrenmesi algoritmalar1 Karar
Agac1 Ogrenme yaklasimma sahip algoritmalardir. Bu algoritmalar igerisinden J48
(C4.5) algoritmast Daubechies3 dalgacigi uygulanmig Parkinson veri kiimesi
tizerinde %90.30 dogruluk oraniyla en yiiksek simiflandirma dogruluguna sahiptir.
Diger Karar Agact Ogrenme yaklasimia sahip algoritmalar Parkinson veri kiimeleri
tizerinde daha diisiik smiflandirma dogrulugu elde etmislerdir. Bu sonuglarla ilgili

ayrintilar Cizelge C.32’de gosterilmektedir.
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Parkinson veri kiimelerine uygulanan Temel Ogreniciler igerisinden en yiiksek
dogruluk oranina BN ve AIDE algoritmalar1 sahiptir. Bayesian Network (BN)
algoritmast HHD uygulanmis Parkinson veri kiimesi tizerinde %93.94 dogruluk
orantyla en yiiksek smiflandirma dogruluguna sahiptir. Ayn1 zamanda Aggregating
One-Dependence Estimators (A1DE) algoritmast Daubechies3 dalgacigl uygulanmis
Parkinson veri kiimesi iizerinde %93.94 dogruluk oraniyla en yiiksek siniflandirma
dogruluguna sahiptir. Diger Temel Ogreniciler Parkinson veri kiimeleri {izerinde
daha diisiik siniflandirma dogrulugu elde etmislerdir. Bu sonuglarla ilgili ayrintilar

Cizelge C.33’de gosterilmektedir.

Parkinson veri kiimelerine son uygulanan Makine Ogrenmesi algoritmalari
Topluluk/Meta Ogrenme yaklasgimina sahip algoritmalardir. Bu algoritmalar
icerisinden END, Filtered Classifier, MultiClass Classifier, OrdinalClass Classifier,
Weighted Instances Handler Wrapper (WIHW), MultiScheme ve StackingC
algoritmalar1 Daubechies3 dalgacigr uygulanmis Parkinson veri kiimesi iizerinde
%93.94 dogruluk oraniyla en yiliksek siniflandirma dogruluguna sahiplerdir. Ayrica
END, Filtered Classifier, MultiClass Classifier, OrdinalClass Classifier, WIHW ve
Grading algoritmalart HHD uygulanmis Parkinson veri kiimesi {izerinde %93.94
dogruluk oramyla en yiiksek smiflandirma dogruluguna sahiplerdir. Diger
Topluluk/Meta Ogrenme yaklagimina sahip algoritmalar Parkinson veri kiimeleri
tizerinde daha diisiik siniflandirma dogrulugu elde etmislerdir. Bu sonuglarla ilgili

ayrintilar Cizelge C.34 ve Cizelge C.35’de gosterilmektedir.

WEKA’da yer alan Makine Ogrenmesi algoritmalarmm (91 algoritma) herbir
Parkinson veri kiimesi iizerinde en yiiksek siniflandirma dogrulugu ve bu dogruluk

oranini elde eden Makine Ogrenmesi algoritmast Sekil 4.20°de gosterilmektedir.
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HHT | %93.94 (BN)| 1
sym2 [ 2:89.09 (Grading) | .
haar [ %90.30 (NBS) | N
dmey F %90.30 (IBK)| 1
db7 | %91.52 (StackingC)| -
dbs | %90.30 (Grading) | .
dbs | 291.52 (StackingC)| -
db4 F %92.12 (ADE)| -
dbs F 293.94 (A1DE)| 1
db2 | :89.09 (Grading) | .
coif2 | %90.91 (BN)]
bio3.3 | %91.52 (SGD)| A
gaus2 | 2:89.09 (BN) | .
FFT | %:89.70 (Grading)| .
0 zlc- 4;} ErD 8;} 100

Dogruluk Orani (%)

Sekil 4.20: WEKA’daki Makine Ogrenmesi algoritmalarmin, herbir Parkinson veri
kiimesi iizerinde en yiiksek siniflandirma dogrulugu ve ilgili Makine Ogrenmesi
algoritmasi

4.2.2 Bir yapay sinir agr modelinin parkinson veri kiimesi iizerindeki
sonuc¢lari

Parkinson veri kiimeleri iizerinde Olgeklenmis Eslenik Dereceli Geri Yayilim A
(Scaled conjugate gradient backpropagation) kullanilarak bir sinir agi modeli
olusturulmaya calisildi. Sinir ag1 modeli olusturulmadan o6nce veri kiimeleri
normalize edildi. Ayrica WEKA’da yer alan CfsSubsetEval algoritmasi ve BestFirst
arama yontemi Kullanilarak 6znitelik se¢imi gergeklestirildi (Verinin timi egitim

kiimesi olarak sec¢ildi. Yani c¢apraz dogrulama gerceklestirilmedi. Ancak
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algoritmanin kendisi ¢apraz dogrulama yontemini kullanmaktadir). Sinir ag1 modeli
egitilirken verinin %701 egitim, %15’1 dogrulama ve %15’1 de test igin
kullanilmistir. Ayrica herbir deney 30 kere tekrarlanarak ortalama simiflandirma
dogrulugu elde edilmistir. Deneylerin bir¢ok kez tekrarlanmasinin nedeni her
deneyde capraz dogrulama yontemi ile olusturulan veri kiimesinin farkli olmasidir.
Ayni zamanda her deneyde sinir aginin baglangi¢ agirliklar1 farkli olmaktadir. Bu
nedenle kararli bir model olusturmak icin deneyler 30 defa gerceklestirildi.
Boylelikle gercek bir test kiimesi ile karsilasildiginda smiflandirma dogrulugu
yapilan deneylerin ortalama sonucuna yakin ¢ikabilecektir. Sinir ag1 modeli
olusturulurken tiim parametreler varsayilan degerlerde birakildi. Yalniz gizli katman
sayist 10, 50, 100, 150, 200, 250, 300, 350 ve 400 olarak degistirilerek siniflandirma
dogrulugu (test kiimesi sonucu) ve diger dogruluk oranlar1 (egitim kiimesi ve
dogrulama kiimesi sonuglari) analiz edildi. Bu islemlerin gerceklestirilmesi igin

yazilan MATLAB kodu Sekil B.30’da gosterilmektedir.

FFD uygulanmis Parkinson veri kiimesine, Olceklenmis Eslenik Dereceli Geri
Yayilim Agi uygulandiginda ve ag yapisinda 200 gizli katman kullanildiginda sinir
ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan ortalama %83.73 dogruluk
orani vermistir. Gizli katman sayisinin degisimine gore diger dogruluk oranlar

Cizelge C.46°da gosterilmektedir.

Gaussian2 dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Agi uygulandiginda ve ag yapisinda 250 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan
ortalama %82.13 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.47’de gosterilmektedir.

BiorSplines3.3 dalgacig1 uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Ag1 uygulandiginda ve ag yapisinda 200 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yliksek dogruluk orani olan
ortalama %83.73 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.48’de gosterilmektedir.

Coiflets2 dalgacig uygulanmis Parkinson veri kiimesine, Olceklenmis Eslenik
Dereceli Geri Yayilim Ag uygulandiginda ve ag yapisinda 50 gizli katman

kullanildiginda sinir ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan
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ortalama %83.60 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.49°da gosterilmektedir.

Daubechies? dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Agi uygulandiginda ve ag yapisinda 350 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan
ortalama %82.53 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.50°de gosterilmektedir.

Daubechies3 dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Agi uygulandiginda ve ag yapisinda 10 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan
ortalama %84.67 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.51’de gosterilmektedir.

Daubechies4 dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Ag uygulandiginda ve ag yapisinda 200 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yiliksek dogruluk orani olan
ortalama %82.40 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.52’de gosterilmektedir.

Daubechies5 dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Agi uygulandiginda ve ag yapisinda 150 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan
ortalama %83.33 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.53’te gosterilmektedir.

Daubechies6 dalgacig1 uygulanmig Parkinson veri kiimesine, Olceklenmis Eslenik
Dereceli Geri Yayilim Ag uygulandiginda ve ag yapisinda 50 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan
ortalama %84.27 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.54°te gosterilmektedir.

Daubechies7 dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayillm Ag uygulandiginda ve ag yapisinda 100 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yliksek dogruluk orani olan
ortalama %84.00 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.55’de gosterilmektedir.
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Dmeyer dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Agi uygulandiginda ve ag yapisinda 300 gizli katman
kullanildiginda sinir ag1 modeli test kiimesi i¢in en yliksek dogruluk orani olan
ortalama %85.07 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.56’da gosterilmektedir.

Haar dalgacig1 uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik Dereceli
Geri Yayilim Ag1 uygulandiginda ve ag yapisinda 10 gizli katman kullanildiginda
sinir ag1 modeli test kiimesi i¢in en yiiksek dogruluk orani olan ortalama %84.13
dogruluk orani vermistir. Gizli katman sayisinin degisimine gore diger dogruluk

oranlar Cizelge C.57’de gosterilmektedir.

Symlets2 dalgacigi uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik
Dereceli Geri Yayilim Ag1 uygulandiginda ve ag yapisinda 100 gizli katman
kullanildiginda sinir agr modeli test kiimesi i¢in en yiiksek dogruluk orani olan
ortalama %82.80 dogruluk orani vermistir. Gizli katman sayisinin degisimine gore

diger dogruluk oranlar1 Cizelge C.58’de gosterilmektedir.

HHD uygulanmis Parkinson veri kiimesine, Olgeklenmis Eslenik Dereceli Geri
Yayilim Ag1 uygulandiginda ve ag yapisinda 10 gizli katman kullanildiginda sinir ag
modeli test kiimesi i¢in en yiiksek dogruluk orani olan ortalama %81.07 dogruluk
oran1 vermistir. Gizli katman sayisinin degisimine goére diger dogruluk oranlar

Cizelge C.59°da gosterilmektedir.

Tim bu sonuglara gore sinyal doniisiimlerine gore en yiiksek sonuglar Cizelge 4.1°de
gosterilmektedir. Bu sonuclara gore en yiiksek sonucu Dmeyer dalgacigi uygulanmis

veri kiimesi lizerindeki sinir ag1 modeli elde etmistir.
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Cizelge 4.1: Normalize edilmis Parkinson veri kiimesi lizerinde Yapay Sinir Ag1’nin
siniflandirma sonuglari

Gizli

5 fgﬂ;’i‘nu Katman  Egitim (%) DO*‘;’(f,zl)"‘ma Test (%)  Tiimii (%)
Sayisi

FFD 200 82.20£2.50  82.93+9.15  83.73+6.96  82.55+2.34
Gaussian2 250 83.19+5.73 80.53+6.10  82.13+9.26 82.63+4.85
BiorSplines3.3 200 85.19+4.22  85.20+7.51  83.73+5.65  84.97+2.85
Coiflets2 50 84.55+£3.34  83.20+7.31 83.60+6.92 84.20+£2.91
Daubechies? 350 84.75+3.39  82.93+8.40  82.53+8.17  84.14+1.99
Daubechies3 10 86.17+2.84  84.40+6.84  84.67£6.97  85.68+2.38
Daubechies4 200 84.12+4.27 82.27+7.33 82.40+6.94 83.58+3.33
Daubechies5 150 85.57+3.57 86.00+5.83 83.33+£7.21 85.29+2.34
Daubechies6 50 84.52+3.28 83.73+6.03 84.27+8.27 84.36+2.13
Daubechies? 100 86.06+3.09  84.67+7.21 84.00£7.20  85.54+2.14
DMeyer 300 86.81+5.02  82.80+7.73  85.07+7.27  85.9443.77
Symlets2 100 85.25+5.79 81.73+£7.25 82.80+7.21 84.34+4.14
Haar 10 87.07£2.95 86.13£8.90  84.13%+6.85 86.48+2.43
HHD 10 84.70£3.53  81.60+£7.09  81.07£8.59  83.68+2.81

Dmeyer dalgacig uygulanmis Parkinson veri kiimesi iizerine uygulanan 300 gizli
katmanl sinir ag1 modeli 30 deneyin ardindan test kiimesi tlizerinde ortalama %85.07
dogruluk orani vermistir. Bu ortalama sonucun hassasiyetini arttirmak i¢in deney
sayis1 30’dan 100°e cikartildi. Boyllelikle test kiimesi iizerinde daha hassas bir
ortalama siniflandirma dogrulugu elde edilmis oldu. Bu deneylerin sonucunda test
kiimesi iizerinde ortalama dogruluk orani %83.00 olarak elde edildi. Ayn1 zamanda
100 deney igerisinde test kiimesi lizerinde en yiiksek simiflandirma dogrulugu
%96.00 olarak elde edildir. En diisiik simmiflandirma dogrulugu ise %68 olarak
gozlendi. Bu sonuglarin tiimii Sekil 4.21°de ayrintili olarak gosterilmektedir. Bu

sonuclara gore egitim ve dogrulama kiimeleri iizerindeki ortalama siniflandirma
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dogrulugu yaklasik olarak %88 olarak gozlenirken test kiimesinde bu oran %83.00

olarak gézlendi.

Yapay Sinir Agi (Dmey Dalgacigi)

100 i
I
I I —_
95 | | | |
| —l | |
90} I I
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O 75} | |
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| 1
I
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Egitim Dogrulama Test Tumu
Deney Tirl

Sekil 4.21: Dmey dalgacig1 uygulanmis Parkinson veri kiimesi lizerinde bir Yapay
Sinir Ag1 modelinin egitim, dogrulama, test ve tiimiinii i¢eren siniflandirma sonuglari
(Deney 100 kere gergeklestirildi. Gizli katman sayis1 300°diir)

4.2.3 VIBES algoritmasimin parkinson veri kiimesi iizerindeki sonuclari

VIBES algoritmas1 Parkinson veri kiimesi iizerine uygulanirken yapilan tiim
deneylerde VIBES algoritmasinin tiim olas1 parametreleri dikkate alindi. Ornegin
Ozniteliklerin birbirlerine bagimli ya da bagimsiz oldugu, Ozniteliklerin bagimli
oldugu varsayima gore 6zniteliklerin hangi enformasyon 6l¢iim yontemine (ReliefF
ya da Shannon entropi) gore siralanacagi, toplulugu olustururken optimize edilmis
ileri yonlii arama mi1 yoksa GA’nin mu kullanilacagi ve son olarak 6 temel
Ogreniciden hangisinin secilecegi gibi olasi durumlar yapilan deneylerle belirlendi.
Boylelikle Parkinson wveri kiimeleri {izerinde bu 36 olast senaryonun tiimii
gerceklestirildi ve en iyi durum VIBES algoritmasinin bu siniflandirma problemi igin
parametre degerleri olarak ayarlandi. Herbir temel 6grenici i¢in olast 6 durum
Cizelge 4.2°de gosterilmektedir. Ayrica yapilan herbir deney 3 kere tekrarlanmis ve

sonuclarin ortalamasi alinmistir.
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Cizelge 4.2: Herbir Temel Ogrenici igin temel parametrelerin olas1 durumlari

No Oznitelikler Oznitelik Enformasyon Olgiim Topluluk Olus'turma
Bagimli m1 Yontemi Yontemi
1 Evet ReliefF Optimize
2 Evet ReliefF GA
3 Evet Shannon Optimize
4 Evet Shannon GA
5 Hayir Shannon Optimize
6 Hayir Shannon GA

VIBES algoritmasi temel dgrenici olarak k-EYK algoritmasini kullandiginda olas1 6
durumun deneyi gerceklestirildi. Yapilan deneylere gore Cizelge 4.2°deki 6 numarali
parametre degerlerine gore VIBES algoritmasi sadece 2 veri kiimesi (FFD ve
Gaussian2) lizerinde en yiiksek siniflandirma dogruluguna sahip olurken; 5 numaral
parametre degerlerine goreyse geri kalan 12 veri kiimesi iizerinde en yiiksek
smiflandirma  dogruluguna sahip olmugstur. Buna gore VIBES algoritmasi
Ozniteliklerin bagimsiz oldugu varsayimina ve topluluk olusturma yontemi olarak
optimize edilmis ileri yonlii arama algoritmasina gore ayarlanmis parametre
degerlerinde en yiiksek smiflandirma dogrulugunu vermistir. Yapilan deneylerle
ilgili ayrintili sonucglar Cizelge C.37°de gosterilmektedir. Buna gore VIBES
algoritmas1 Temel Ogrenici olarak k-EYK algoritmasmm kullandiginda yapilan 6
olast duruma gore veri kiimeleri lizerindeki en yiiksek siniflandirma dogrulugu
oranlar1 Sekil 4.22°de gosterilmektedir. Bu sonuglara gore HHD’li Parkinson veri
kiimesi %97.37 siniflandirma dogrulugu ile en yiiksek siniflandirma dogruluguna
sahiptir. En diisiik siniflandirma dogrulugu ise Gaussian2’li Parkinson veri kiimesi

icin %85.66 olarak gozlenmistir.
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VIBES (k-EYK)

HHT [ %97.37 | 1
sym2 %691.52 |

haar | %92.73 |
dmey f %92.73 |

db7 %:92.93 |

dbé 201.31]

db5 | %:91.52 |

dbd | %93.74 |

dba f 5:92.32 |

db2 %:91.92 |
coif2 %:93.33 |
bio3.3 | %9212 |
gaus2 f %085 66 |

FFT %:86.67 |

0 20 40 B0 80 100

Dogruluk Orani (%)

Sekil 4.22: VIBES algoritmasi Temel Ogrenici olarak k-EYK algoritmasini
kullandiginda yapilan 6 olas1 duruma gore veri kiimeleri iizerindeki en yiiksek
siiflandirma dogrulugu oranlar

VIBES algoritmas1 temel 6grenici olarak NB algoritmasini kullandiginda olas1 6
durumun deneyi gergeklestirildi. Yapilan deneylere gore Cizelge 4.2°deki 6 numarali
parametre degerlerine gore VIBES algoritmasi1 sadece 3 veri kiimesi (FFD,
Gaussian2 ve Dmeyer) iizerinde en yiiksek siiflandirma dogruluguna sahip olurken;
5 numarali parametre degerlerine goreyse geri kalan 11 veri kiimesi iizerinde en
yiiksek siniflandirma dogruluguna sahip olmustur. Buna gore VIBES algoritmasi
Ozniteliklerin bagimsiz oldugu varsayimimna ve topluluk olusturma yontemi olarak
optimize edilmis ileri yonlii arama algoritmasina gore ayarlanmis parametre
degerlerinde en yiiksek smiflandirma dogrulugunu vermistir. Yapilan deneylerle
ilgili ayrintili sonuglar Cizelge C.38’de gosterilmektedir. Buna gore VIBES
algoritmas1 Temel Ogrenici olarak NB algoritmasmi kullandiginda yapilan 6 olast
duruma gore veri kiimeleri iizerindeki en yiiksek siiflandirma dogrulugu oranlari

Sekil 4.23’te gosterilmektedir. Bu sonuglara gére HHD’li Parkinson veri kiimesi
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%91.31 simiflandirma dogrulugu ile en yiiksek siniflandirma dogruluguna sahiptir.
En diisiik simiflandirma dogrulugu ise BiorSplines3.3’°1ii Parkinson veri kiimesi i¢in

%87.27 olarak gozlenmistir.

VIBES (NB)
HHT ¢ %691.31 | 1
sym2 [ %:B88.69 | 1
haar | %:89.49 | 1
dmey 2:88.81 | 1
db¥ %%B8.49 | 1
dbé | %B88.08 | 1
db5 | %88.48 | 1
db4 %6B88.29 | T
db3 [ %690.51 | .
db2 [ %88.89 | 1
coif2 [ %:89.49 | 1
bio3.3 %%6B7.27 | T
gaus2 [ %:88.28 | 1
FFT [ %B88.48 | 1
0 20 40 60 ao 100

Dogruluk Orani (%)

Sekil 4.23: VIBES algoritmasi Temel Ogrenici olarak NB algoritmasini
kullandiginda yapilan 6 olas1 duruma gore veri kiimeleri iizerindeki en yiiksek
siiflandirma dogrulugu oranlar

VIBES algoritmas1 temel 6grenici olarak DYM algoritmasimi kullandiginda olas1 6
durumun deneyi gerceklestirildi. Yapilan deneylere gore Cizelge 4.2°deki 1 numarali
parametre degerlerine gore VIBES algoritmasi sadece 3 veri kiimesi (Daubechies5,
Daubechies6 ve Dmeyer) iizerinde en yliksek smiflandirma dogruluguna sahip
olurken; 3 numarali parametre degerleri i¢in 1 veri kiimesi (Symlets2), 6 numarali
parametre degerleri i¢in 2 veri kiimesi (FFD ve Gaussian2) ve son olarak 5 numarali
parametre degerleri i¢in de geri kalan 8 veri kiimesi tlizerinde en yiiksek siniflandirma
dogruluguna sahip olmustur. Buna gore VIBES algoritmasi 6zniteliklerin bagimsiz

oldugu varsayimina ve topluluk olusturma yontemi olarak optimize edilmis ileri
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yonlii arama algoritmasina gore ayarlanmis parametre degerlerinde en yliksek
simiflandirma dogrulugunu vermistir. Yapilan deneylerle ilgili ayrintili sonuglar
Cizelge C.39°da gosterilmektedir. Buna gore VIBES algoritmasi Temel Ogrenici
olarak DYM algoritmasini kullandiginda yapilan 6 olasi duruma gore veri kiimeleri
tizerindeki en yiiksek siniflandirma dogrulugu oranlart Sekil 4.24°te gosterilmektedir.
Bu sonuglara gore HHD’li Parkinson veri kiimesi %91.72 smiflandirma dogrulugu
ile en yliksek siniflandirma dogruluguna sahiptir. En diisiik siniflandirma dogrulugu

ise FFD’li Parkinson veri kiimesi i¢in %87.88 olarak gozlenmistir.

VIBES (DY)
HHT [ %91.72 |
sym2 %90.30 |
haar | %691.31 |
dmey f %91.31 |
db¥ %690.10 |
db6 %590.30 |
db5 [ %:89.90 |
db4 %690.71 |
db3 %601.11]
db2 | 9290.30 |
coif2 ¢ %689.00 |
bio3.3 %B89.70 |
gaus2 f %88.08 |
FFT [ %B87.88 |
0 20 40 &0 80 100

Dodruluk Qrani (%)

Sekil 4.24: VIBES algoritmasi Temel Ogrenici olarak DYM algoritmasini
kullandiginda yapilan 6 olas1 duruma gore veri kiimeleri iizerindeki en yiiksek
siiflandirma dogrulugu oranlar

VIBES algoritmas1 temel 6grenici olarak DDA algoritmasini kullandiginda olas1 6
durumun deneyi gerceklestirildi. Yapilan deneylere gore Cizelge 4.2°deki 1 numarali
parametre degerlerine gore VIBES algoritmasi 5 veri kiimesi (Coiflets2, Daubechies3,

Daubechies4, Daubechies6 ve Dmeyer) iizerinde en yiiksek simiflandirma
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dogruluguna sahip olurken; 6 numarali parametre degerleri igin 2 veri kiimesi (FFD
ve Gaussian2) ve son olarak 5 numarali parametre degerleri icin de geri kalan 9 veri
kiimesi iizerinde en yiiksek smiflandirma dogruluguna sahip olmustur (Bazi veri
kiimeleri tizerinde farkli parametre degerlerinin ayni siniflandirma dogruluguna sahip
olduklar1 goriilmiistiir). Buna gore VIBES algoritmasi 6zniteliklerin bagimsiz oldugu
varsayimina ve topluluk olusturma yontemi olarak optimize edilmis ileri yonlii arama
algoritmasina gore ayarlanmis parametre degerlerinde en yiiksek siniflandirma
dogrulugunu vermistir. Yapilan deneylerle ilgili ayrintili sonuglar Cizelge C.40’ta
gosterilmektedir. Buna gore VIBES algoritmast Temel Ogrenici olarak DDA
algoritmasini kullandiginda yapilan 6 olas1 duruma gore veri kiimeleri tizerindeki en
yiiksek siiflandirma dogrulugu oranlar1 Sekil 4.25’te gosterilmektedir. Bu sonuglara
gore HHD’li Parkinson veri kiimesi %91.72 siniflandirma dogrulugu ile en yliksek
siiflandirma dogruluguna sahiptir. En diisiik siniflandirma dogrulugu ise FFD’li ve

Daubechies2’li Parkinson veri kiimeleri i¢in %88.28 olarak gézlenmistir.

VIBES algoritmas:1 temel 6grenici olarak KA algoritmasini kullandiginda olas1 6
durumun deneyi gerceklestirildi. Yapilan deneylere gore Cizelge 4.2’ deki 6 numarali
parametre degerlerine gore VIBES algoritmasi sadece 2 veri kiimesi (FFD ve
Gaussian2) lizerinde en yiiksek siniflandirma dogruluguna sahip olurken; 5 numarali
parametre degerlerine goreyse geri kalan 12 veri kiimesi iizerinde en yiiksek
smiflandirma  dogruluguna sahip olmustur. Buna gore VIBES algoritmasi
Ozniteliklerin bagimsiz oldugu varsayimina ve topluluk olusturma yontemi olarak
optimize edilmis ileri yonli arama algoritmasina gore ayarlanmis parametre
degerlerinde en yiiksek smiflandirma dogrulugunu vermistir. Yapilan deneylerle
ilgili ayrintili sonuclar Cizelge C.41°de gosterilmektedir. Buna gore VIBES
algoritmas1 Temel Ogrenici olarak KA algoritmasimi kullandi§inda yapilan 6 olast
duruma gore veri kiimeleri lizerindeki en yiliksek smiflandirma dogrulugu oranlar
Sekil 4.26’da gosterilmektedir. Bu sonuglara gore HHD’li Parkinson veri kiimesi
%95.76 smiflandirma dogrulugu ile en yiiksek siniflandirma dogruluguna sahiptir.
En disik smiflandirma dogrulugu ise Gaussian2’li Parkinson veri kiimesi i¢in

%88.08 olarak gdzlenmistir.
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VIBES (DDA)

HHT 2:91.72 | .
sym2 %:88.89 | 1
haar %%691.11 | 1
dmey 2:89.90 | 1
dbvy %89.29 | .
db6 °488.89 | .
db5 %89.49 | '
db4 2691.31 | 7
db3 %01.62] -
db2 %:88.28 | T
coif2 %%B88.89 | .
bio3.3 %6A9.90 | 7
gaus2 %:88.89 | 1
FFT %88.28 | '
20 40 60 80 100

Dogruluk Orani (%)

Sekil 4.25: VIBES algoritmasi Temel Ogrenici olarak DDA algoritmasini
kullandiginda yapilan 6 olas1 duruma gore veri kiimeleri iizerindeki en yiiksek
siiflandirma dogrulugu oranlar
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VIBES (KA)

HHT | %95.76] 1
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gaus2 f %88.08 |
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Sekil 4.26: VIBES algoritmasi Temel Ogrenici olarak KA algoritmasini
kullandiginda yapilan 6 olas1 duruma gore veri kiimeleri iizerindeki en yiiksek
siiflandirma dogrulugu oranlar

VIBES algoritmas1 temel 6grenici olarak RF algoritmasini kullandiginda olas1 6
durumun deneyi gerceklestirildi. Yapilan deneylere gore Cizelge 4.2°deki 2 numarali
parametre degerlerine gére VIBES algoritmas1 1 veri kiimesi (Gaussian2) lizerinde en
yiiksek siiflandirma dogruluguna sahip olurken; 3 numarali parametre degerleri igin
1 veri kiimesi (FFD) ve son olarak 5 numarali parametre degerleri i¢in de geri kalan
12 veri kiimesi iizerinde en yiiksek siniflandirma dogruluguna sahip olmustur. Buna
gore VIBES algoritmasi Ozniteliklerin bagimsiz oldugu varsayimina ve topluluk
olusturma yontemi olarak optimize edilmis ileri yonlii arama algoritmasina gore
ayarlanmig parametre degerlerinde en yiiksek smiflandirma dogrulugunu vermistir.
Yapilan deneylerle ilgili ayrintili sonuglar Cizelge C.42°de gosterilmektedir. Buna
gore VIBES algoritmas1 Temel Ogrenici olarak RF algoritmasini kullandiginda

yapilan 6 olasi duruma gore veri kiimeleri iizerindeki en yiiksek siniflandirma
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dogrulugu oranlar1 Sekil 4.27°de gosterilmektedir. Bu sonuglara gére HHD’li
Parkinson veri kiimesi %95.35 siniflandirma dogrulugu ile en yiiksek siniflandirma
dogruluguna sahiptir. En diisiik siniflandirma dogrulugu ise FFD’li ve Gaussian2’li

Parkinson veri kiimeleri i¢in %87.27 olarak gozlenmistir.

VIBES (RF)
HHT | %95.35 | -
sym2 | %690.91 | .
haar | %82.93] A
dmey [ %91.92 | 1
db7 | %92.73]
db6 | 990.71 | -
db5 f %90.10] -
dbd | %92.73] 1
dba | %9212] -
db2 | 9290.51 | 1
coif2 | %91.92|
bio3.3 | %:90.91 | 1
gaus2 [ %87.27 | 1
FFT [ %87.27 | 1

0 20 40 60 80 100

Dodruluk Qrani (%)

Sekil 4.27: VIBES algoritmasi Temel Ogrenici olarak RF algoritmasini
kullandiginda yapilan 6 olas1 duruma gore veri kiimeleri iizerindeki en yiiksek
siiflandirma dogrulugu oranlar

Yapilan bu deneyler sonucunda HHD’li Parkinson veri kiimesinin VIBES
algoritmasmin tiim Temel Ogrenicileri tarafindan en yiiksek dogruluk oraniyla
smiflandirildigi  goriilmiistiir.  Ayrica bu veri kiimesi {izerinde en yiiksek
simiflandirma dogrulugunu iki temel 6grenici elde etmistir. Bu temel 6greniciler k-
EYK ve KA algoritmalaridir (Deney parametreleri: Ozniteliklerin bagimsizlig
varsayimi ve topluluk olusturma yontemi olarak optimize edilmis ileri yonlii arama).
Bu temel 6grenicilerden k-EYK algoritmasinin parametre degerleri varsayilan olarak

kullanild1. Yalmz k-EYK algoritmasinin k degeri bu smiflandiricinin modelinin
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kompleksligini oldukc¢a belirleyici kilmaktadir. Yani k degeri kiiciildiikce daha basit
modeller olusurken k degerinin artmasiyla k-EYK simiflandiricinin  olugturmus
oldugu modelde komplekslesmektedir. Bu durum bias-varyans ikilemine neden
olmaktadir. Bu nedenle k degerinin 1’den 10’a kadar olan degisiminin siniflandirma
dogruluguna olan etkisi analiz edildi. Bu analiz sonucunda k’nin 1 degerinin optimal
oldugu goriildii. Boylelikle ¢ok basit bir modelin HHD’li veri kiimesi iizerinde
olduk¢a iyi bir smiflandirma sagladigi soylenebilir. Yani dogrusal bir
siniflandiricitnin HHD'li veri kiimesini simiflandirmada daha iyi sonug¢ verecegi
sOylenebilir. Ayrica yapilan herbir deney 10 kere tekrarlanarak kararli bir sonucunun
elde edilmesi saglandi. Yapilan deneylerin sonuglart Sekil 4.28’de gosterilmektedir.
Ayrintili sonuglar ise Cizelge C.43’te gosterilmektedir.

VIBES (k-EY
g7 . T ( . K]

06.5 1 96-36

")

96 i o o

95.5 | p

]
n
T

Dogruluk Qrani (%56)
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935

93

k - degeri

Sekil 4.28: k degerinin degisimine gore VIBES (k-EYK) algoritmasinin HHD’li veri
kiimesi lizerindeki siiflandirma dogrulugunun degisim grafigi

VIBES (k-EYK) algoritmasi igin optimal k degeri 1 olarak bulunduktan sonra
VIBES (1-EYK) i¢in ¢apraz dogrulama yontemine gore siniflandirma dogrulugunun
degisimleri incelenmistir. Capraz dogrulama yontemi i¢in yapilan deneyler sunlardir:

2-katli capraz dogrulama, 5-kath ¢apraz dogrulama, 10-katli ¢capraz dogrulama ve
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LOOCD’dir. Herbir capraz dogrulama yontemi icin 10 deney gerceklestirildi. Bu
deneylerin sonuglart Sekil 4.29°da gosterilmektedir. Sonuglarin ayrintilari ise Cizelge
C.44°te gosterilmektedir. Buna gore bu dort yontemin ortalama siniflandirma

dogrulugu %95.32 olarak elde edilmistir.
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2 5 10 LOOCD
Capraz Dogrulama Degeri
Sekil 4.29: Capraz dogrulama yonteminin degisimine gore VIBES (1-EYK)

algoritmasinin siiflandirma dogrulugunun ortalamasi, standart sapmasi ve ug
degerleri

VIBES (1-EYK) algoritmasi igin igin ¢apraz dogrulama yoOntemine gore
simiflandirma  dogrulugunun degisimleri incelendikten sonra VIBES (KA)
algoritmasinin ¢apraz dogrulama yontemine gore siniflandirma dogrulugunun
degisimleri incelenmistir. Yapilan deneyler sonucunda temel &grenici olarak KA
algoritmast 1-EYK algoritmasina gore daha yiiksek dogrulukta siniflandirma
gerceklestirmistir.  VIBES (KA) algoritmasinin ¢apraz dogrulama ydnteminin
degisimine gore sonuglart Sekil 4.30°da gosterilmektedir. Sonuglarin ayrintilari ise
Cizelge C.45te gosterilmektedir. Buna gdre bu dort yontemin ortalama siniflandirma

dogrulugu %96.11 olarak elde edilmistir.
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VIBES (KA)
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Sekil 4.30: Capraz dogrulama yonteminin degisimine gére VIBES (KA)
algoritmasinin siniflandirma dogrulugunun ortalamasi, standart sapmasi ve ug
degerleri

Bu sonugclar 151¢inda Parkinson veri kiimeleri igerisinde VIBES algoritmasinin en
yiiksek smiflandirma dogrulugu elde ettigi veri kiimesi HHD’li Parkinson veri
kiimesidir. Bu veri kiimesi iizerinde basit ve en yiiksek siniflandirma dogrulugunu
veren temel Ogrenici KA’dir. Ayrica HHD’li veri kiimesi iizerinde VIBES
algoritmasinin  performansin1 ~ arttiran  parametreler  sunlardir:  Ozniteliklerin
bagimsizlig1 varsayimi ve topluluk olusturma yontemi olarak optimize edilmis ileri
yonlii aramadir. Ayrica capraz dogrulama yontemindeki degisime gore siniflandirma
dogrulugu orani %95.45’in altina diismemistir. En yiiksek siniflandirma dogrulugu
ise LOOCD yonteminde %97.58 olarak gdzlenmistir. Ayrica bu ydnteme gore
deneyler 10 kere tekrarlanmasina ragmen bu sonug his degismemis ve standart sapma
degeri sifir olmustur. Tiim bu nedenlerden dolay1 Parkinson veri kiimesi i¢in en
performansli modelin VIBES (KA) algoritmasinin LOOCD yontemine gore
olusturmus oldugu model oldugu sdylenebilir. Bu modele gore secilen 6zniteliklerin
sayis1 14°tlir. Bu 14 6znitelik sunlardir: 43, 68, 127, 3, 111, 99, 126, 13, 35, 131, 45,

129, 81 ve 87. dzniteliklerdir (Oznitelik kiimesi Shannon entropiye gore siralanma
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durumuna gore verilmistir). Bu Oznitelikler ayrintili olarak Cizelge 4.3’te

gosterilmektedir.

Cizelge 4.3: VIBES (KA) algoritmasinin LOOCD ydntemine gére HHD’li veri
kiimesi {izerinde olusturdugu modelin sectigi 6znitelik kiimesi

Shannon
Omll\iltelik Entg;flfen Ayak_ Sinyale Uygulan_an Istatistiksel Sl[l)li)t;illﬁi glllla
0 Omitelik Sinyali Fonksiyon %)
No

43 3 L1+1L2 mad (modes_3, 1) 77.58
68 15 L1-L4 min (modes 1) 74.55
127 18 L1-R4 mad (pks3_1, 0) 72.12
3 41 L1-L7 median (p2_3) 75.76
111 45 L1-R2 max (pks3_2) 68.48
99 48 |L1-L5| mad (p3_3, 0) 76.36
126 70 R1-R6 mean (w4 _2) 75.76
13 87 L8 + R1 median (pks3_5) 70.30
35 98 [L1 - L3] norm(p2_2, 1) 66.67
131 102 |L1-L3| wentropy(amplitude 2, 'shannon') 63.03
45 105 |L1-L6| mean (pxx) 72.73
129 107 |L1-L6| mad (p3_2, 0) 63.03
81 121 |L4-R4| std(modes_2)/mean (modes_2) 72.73
87 133 |R1-R6| mad (pks2 1, 1) 72.12

43. Oznitelige gore olusturulan karar agaci yapisi ve kural yapisi sirastyla Sekil C.1
ve Sekil C.2°de gosterilmektedir. 68. dznitelige gore olusturulan karar agaci yapisi ve
kural yapisi sirastyla Sekil C.3 ve Sekil C.4’te gosterilmektedir. 127. 6znitelige gore
olusturulan karar agaci yapisi ve kural yapisi sirasiyla Sekil C.5 ve Sekil C.6’da
gosterilmektedir. 3. Oznitelige gore olusturulan karar agaci yapist ve kural yapisi
sirastyla Sekil C.7 ve Sekil C.8’de gosterilmektedir. 111. 6znitelige gore olusturulan
karar agaci yapist ve kural yapist sirasiyla Sekil C.9 ve Sekil C.10°da
gosterilmektedir. 99. 6znitelige gore olusturulan karar agaci yapisit ve kural yapisi
sirastyla Sekil C.11 ve Sekil C.12°de gosterilmektedir. 126. Oznitelige gore
olusturulan karar agaci yapisi ve kural yapisi sirasiyla Sekil C.13 ve Sekil C.14°te
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gosterilmektedir. 13. 6znitelige gore olusturulan karar agaci yapisi ve kural yapisi
sirastyla Sekil C.15 ve Sekil C.16’da gosterilmektedir. 35. Oznitelige gore
olusturulan karar agaci yapist ve kural yapisi sirastyla Sekil C.17 ve Sekil C.18’de
gosterilmektedir. 131. 6znitelige gore olusturulan karar agaci yapisi ve kural yapisi
sirastyla Sekil C.19 ve Sekil C.20°de gosterilmektedir. 45. Oznitelige gore
olusturulan karar agact yapist ve kural yapisi sirasiyla Sekil C.21 ve Sekil C.22°de
gosterilmektedir. 129. 6znitelige gore olusturulan karar agaci yapisi ve kural yapisi
sirastyla Sekil C.23 ve Sekil C.24’de gosterilmektedir. 81. Oznitelige gore
olusturulan karar agact yapist ve kural yapisi sirasiyla Sekil C.25 ve Sekil C.26°da
gosterilmektedir. 87. 6znitelige gore olusturulan karar agaci yapisi ve kural yapisi

strastyla Sekil C.27 ve Sekil C.28’de gosterilmektedir.

VIBES (KA) algoritmasinin LOOCD’ye goére olusturdugu modelin HHD’li
Parkinson veri kiimesi iizerindeki smiflandirma sonuglart Cizelge 4.4°te
gosterilmektedir. Bu sonuglara gore 165 verinin 161 tanesi dogru olarak
smiflandirilmis ve smiflandirma dogrulugu %97.58 olarak elde edilmistir. Ayrica
modelin 6grenme diizeyini Olcen Kappa degeri 0.9507 olarak elde edilmistir.
Boylelikle modelin mitkemmel bir 6grenme gerceklestirdigini sdyleyebiliriz. Root
Mean Squared Error (RMSE) degeri 0.1557 olarak elde edilmistir. Bu degerin sifira
cok yakin olmast VIBES (KA) algoritmasinin modelinin yiiksek dogrulukta

tahminler yaptigin1 gostermektedir.
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Cizelge 4.4 VIBES (KA) algoritmasinin LOOCD yontemine gore olusturdugu
modelin HHD’li Parkinson veri kiimesi tizerindeki istatistiksel sonuglari

[statistiksel Olgiit Degeri
Ornek sayist 165
Dogru siiflandirilan 6rnek sayisi 161
Yanlis siiflandirilan 6rnek sayisi 4
Siniflandirma Dogrulugu %97.5758
Kappa 0.9507
Mean Absolute Error (MAE) 0.0242
Root Mean Absolute Error (RMSE) 0.1557
Relative Absolute Error (RAE) 20.6250
Root Relative Squared Error (RRSE) 6.4226

VIBES (KA) algoritmasimin HHD’li Parkinson veri kiimesi tizerindeki Hata Matrisi
(Confusion Matrix) Cizelge 4.5’te gosterilmektedir. Bu sonuca gore 2 parkinsonlu
birey yanls siniflandirilarak saglikli birey olarak tahmin edilmistir. Ayn1 zamanda 2
saglikli birey yanlis siniflandirilarak parkinsonlu birey olarak tahmin edilmistir.
Bunun 4 bireyin disindaki 161 birey i¢in yapilan siniflandirma tahmini dogru bir

bigimde gergeklestirilmistir.

Cizelge 4.5: VIBES (KA) algoritmasinin Hata Matrisi (Confusion Matrix)

Hata Matrisi CO (tahmin sinifi) PD (tahmin sinifi)

CO (gercek sinif) 70 2

PD (gergek sinif) 2 91

VIBES (KA) algoritmasinin detayli dogruluk tablosu Cizelge 4.6’te gosterilmektedir.
Bu tabloya gore VIBES (KA) algoritmasi Parkinsonlu (PD) ve Kontrol (CO) sinifi
i¢in de yiiksek oranda siniflandirma dogrulugu elde etmistir. Bunun i¢in F-Olgiitii ve
ROC degerlerini incelemek yeterlidir. Bu sonuglarin 1’e ¢ok yakin olmasi her iki

siifinda (PD ve CO) VIBES (KA) algoritmasi tarafindan yeterince iyi 6grenildigini
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ortaya koymaktadir. Yalniz bu iki siif igerisinden en iyi 6grenmenin PD’li sinifa ait
ogrenme oldugunu F-Olgiitii degerinin 0.9785 olmasindan ¢ikarmaktayiz. Ciinkii CO
siift i¢in bu deger 0.9722°dir. Ayrica Kesinlik ve Hassasiyet sonuglarinda da PD
siifi CO smifina goére VIBES (KA) algoritmasi tarafindan bir nebze daha iyi
ogrenilmistir.

Cizelge 4.6: VIBES (KA) i¢in HHD’li veri kiimesi {izerindeki detayli dogruluk
tablosu

GP HP  Kesinlik Hassasiyet F-Olgiiti ROC  Siniflar

0.9722 0.0215 0.9722 0.9722 0.9722 0.9513 CO

0.9785 0.0278 0.9785 0.9785 0.9785 0.9513 PD
Agnrhkh 0.9754 0.0246 0.9754 0.9754 0.9754 0.9513
Ortalama

PhysioNET (Goldberger et al. 2000) veritabanindan elde edilen Parkinson veri
kiimesi (Frenkel-Toledo, Giladi, Peretz, Herman, Gruendlinger & Jeffrey M
Hausdorff 2005; Yogev et al. 2005; Frenkel-Toledo, Giladi, Peretz, Herman,
Gruendlinger & Jeffrey M. Hausdorff 2005; Hausdorff et al. 2007) {izerinde VIBES
(KA) algoritmasi ve diger ¢alismalarin karsilagtirmali sonuglarini igeren tablo Cizelge
4.7°da gosterilmektedir. Bu sonuglara gére VIBES (KA) algoritmast diger tiim
calismalardan daha yiiksek oranda simiflandirma dogrulugu veren bir model
olusturmustur. Onerdigimiz ydnteme en yakin sonuglar Zeng vd. (Zeng et al. 2016)
tarafindan yapilan c¢alismaya aittir. Bu tez c¢aligmasinin Onerdigi yOntem
(HHD+VIBES (KA)), 2-kathi ¢apraz dogrulama ve LOOCD yontemlerine gore
yapilan siniflandirma tahminlerinde Zeng vd.’nin 6nerdigi yontemden daha yiiksek
dogruluk orani elde etmistir. Yalnizca 5-katl ¢capraz dogrulama yontemine gore Zeng
vd.’nin 6nerdigi yontem bu tez ¢alismasinin 6nerdigi yontemden %0.4506 gibi kiiciik
bir dogruluk oranmi farkiyla yiiksek ¢ikmistir. Sonu¢ olarak bu tez calismasinin
Onerdigi yontemin ortalama smiflandirma dogrulugu orani tiim diger ¢alismalarin

onerdigi yontemlerin ortalama siiflandirma dogrulugundan daha yiiksektir.
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Cizelge 4.7: Ayni1 Parkinson veri kiimesi tizerinde VIBES (KA) algoritmasi ve diger ¢calismalarin sonuglarinin karsilastirilmasi

Sinyal
v AN Ortalama
Czl{l?grﬁz?ar Veri Tiirt Donlgﬁl r;/uOrrz;l;tellk S:ilgfliﬁiﬁza Capraz Dogrulama Dogruluk Orani Dogruluk
Y 6ntemi Orani
2-katl1 capraz dogrulama 95.4545+1.0785
A Yere uygulanan T 5-katli ¢capraz dogrulama 95.9394+1.3717
Onerilen . HHD ve Istatistiksel o
Yéntem d_l key kuyvet Yéntemler VIBES (KA) ) %96.1061
sinyalleri 10-katli gapraz dogrulama 95.4545+0.7693
LOOCD 97.5758+0.0000
Timi Egitim ve Tiimii Test %99.40
. - o 0,
(Zeng et al. CTii;i/ulzj g\szPan Istatistiksel Radyal Tabanlh 2-katli gapraz dogrulama #9157 493.7767
2016) sinyalleri Yontemler Fonksiyon Sinir Ag 5-katli ¢apraz dogrulama 9%96.39
LOOCD %93.37
%93.08 (Ga verisi)
. Yere uygulanan ;..
(Shrivastavaet . Ikili Ayiklama e y 0 o 0
al. 2017) dikey kuvvet Algoritmas! Yapay Sinir Ag1 Capraz dogrulama %96.35 (Ju verisi) %93.1200

sinyalleri

%89.93 (Si verisi)
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Cizelge 4.7: (devam) Ayn1 Parkinson veri kiimesi lizerinde VIBES (KA) algoritmasi ve diger ¢alismalarin sonuglarinin karsilastirilmasi

(Jane et al.
2016)

(Daliri 2013)

(Ertugrul et al.

2016)

(Lee & Lim
2012)
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Yontemler

Dalgacik Déniigtimii

ve Istatistiksel
Yontemler

Q-Geri Yayilimh

Zaman Gecikmeli

Sinir Ag1

DYM (Ki-Kare

uzaklik ¢ekirdegi)

Kaydirilmis Bir-

Boyutlu ikili Oriintiiler

Agirliklandirilmig

Bulanik Uyelik

Fonksiyonlu Sinir Ag1

10-kath ¢apraz dogrulama

Veri kiimesinin %50’si
egitim, %50’si test kiimesi
(20 kere cgalistirildi)

10-katl ¢apraz dogrulama

%93.10 (Ga verisi)
%91.67 (Si verisi)

%89.66 (Ju verisi)

%91.20

%88.8889

%77.33

%91.5300

%91.2000

%088.8889

%77.3333
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43 Bu Tez Cahsmasimin Literatiire Katkilar1i ve Sonuglarin

Degerlendirilmesi

Bu tez ¢alismasinin literatiire yapmis oldugu katkilar, degerlendirmeler ve sonuglar

asagida maddeler halinde belirtilmektedir.

Bu tez calismasinda VIBES isminde yeni bir topluluk 6grenme algoritmasi
gelistirilmistir. Bu algoritma 33 adet benchmark veri kiimesi ve Parkinson veri
kiimesi lizerinde diger algoritmalara gore en iyi sonuglari vermistir.

VIBES algoritmasinin 33 adet benchmark veri kiimesi iizerindeki ortalama
dogruluk orani %89.80°dir. Bu veri kiimeleri tizerindeki ikinci en iyi ortalamaya
sahip Ogrenme algoritmast %487.76 dogruluk oraniyla Rotation Forest
algoritmasidir. Her iki algoritma igin kullanilan temel 6grenici Random Forests
algoritmasidir.

VIBES (RF) algoritmasinda topluluk birlestirme yontemi i¢in ¢ogunluk oylama
yontemi kullanilmistir. 2.3.4. Boliimde cogunluk oylama ydnteminin diger
yontemlere gore daha iyi oldugu teorik olarak gosterilmistir.

VIBES (RF) algoritmasinda hipotez arama algoritmasi olarak optimize edilmis
ileri yonlii bir arama yontemi ve GA yontemi kullanilmistir. 33 adet benchmark
veri kiimesi iizerindeki sonuglara gore optimize edilmis ileri yonlii arama
algoritmasi1 ortalama %89.6963 dogruluk orani ve ortalama 3.2359 saniyelik
arama zamani ile GA yoOntemine gore daha iyl sonug¢ elde edilmistir. GA
yontemiyle ise %89.4184 dogruluk orani ve ortalama 127.6958 saniyelik arama
zaman elde edilmistir. Buna gore dogruluk oranlar arasinda ¢ok ciddi bir fark
olmasa dahi optimize edilmis ileri yonlii arama algoritmas1 GA’ya gore daha kisa
siirede aramalar gerceklestirerek toplulugu olusturmustur.

VIBES (RF) algoritmasinda 6zniteliklerin enformasyon miktarini 6lgmek igin iki
yontem kullanilmigtir. Bunlar: ReliefF ve Shannon entropidir. Bu 1ki
algoritmanin ortalama dogruluk oranlart sirasiyla %89.8153 ve %89.0519°dur.
Bu nedenle enformasyon oOl¢iim yontemi olarak Shannon entropi varsayilan
algoritma olarak ayarlanmistir.

VIBES (RF) algoritmasi iki varsayimdan birinin tercih edilmesine gore
calismaktadir. Bu varsayimlar: Ozniteliklerin birbirlerine bagimli oldugu ve
bagimsiz oldugu varsayimlardir. Bu varsayimlara gore 33 benchmark veri kiimesi

tizerindeki ortalama dogruluk oranlar sirasiyla %89.80 ve %88.22 dir.
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Bu tez calismasinda, ¢ogunluk oylamali topluluk Ogrenicilerde tahmini hata
oranint bulmak i¢in bir yontem gelistirilmistir. Bu yonteme gore 33 adet
benchmark veri kiimesi iizerinde Ozniteliklerin bagimliligi varsayimimna gore
gercek ve tahmini hata oranlarinin farki %0.575tir. Ozniteliklerin bagimsizlig
varsayimina gore gercek ve tahmini hata oranlarinin fark: ise %1.655’tir. Sonug
olarak her iki varsayima gore ortalama hata orani farki %1.115°dir. Bu sonuca
gore hata tahmin yontemi gercek hata oranina oldukg¢a yakin sonuglar vermistir.
Parkinson veri kiimesi kullanilarak O6znitelik olusturmak i¢in FFD, Dalgacik
doniistimii ve HHD kullanilmistir. Bu sinyal doniisiim yontemleri igerisinden
HHD ile olusturulmus 6znitelik kiimesi tizerinde hem VIBES algoritmasi hem de
diger Makine Ogrenmesi algoritmalar1 yiiksek dogruluk oranlar1 vermigtir. HHD
disinda daubechies (db3 ve db4) dalgaciklar1 kullanilarak elde edilen 6znitelik
kiimeleri de ikinci en iyi smiflandirma dogrulugu veren sinyal dontisim
yontemleri olmustur.

HHD kullanilarak olusturulan Parkinson veri kiimesi VIBES (KA) algoritmasina
ve Ozniteliklerin bagimsizligi varsayimma gére LOOCD testi sonucunda
%97.5758 smiflandirma dogrulugu elde edilmistir. Boylelikle literatiirde daha
once yapilan 6 calismadan daha yiiksek oranda siniflandirma dogrulugu elde

edilmistir.
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EKA

Cizelge A.1: Deneklere ait tanimlayici bilgiler

ID Cinsiyet Yas Boy (m) Aégklgl)lk HoehnYahr UPDRS UPDRSM TUAG Hiz (m/sn)
GaPt03 K 82 1.45 50 3 20 10 36.34 -
GaPt04 E 68 171 - 25 25 8 11 0.642
GaPt05 K 82 1.53 51 25 24 5 145 0.908
GaPt06 E 72 1.7 82 2 16 13 10.47 0.848
GaPt07 K 53 1.67 54 3 44 22 18.34 0.677
GaPt08 K 68 1.63 57 2 15 8 10.11 1.046
GaPt09 E 69 1.6 68 3 34 17 12.7 0.894
GaPt12 K 59 1.63 67 2 25 7 8.37 1.261
GaPt13 E 70 1.68 53 2 38 21 15.51 0.726
GaPtl4 E 56 1.95 105 2 29 19 - 1.369
GaPt15 E 81 - 80 2 33 20 10.32 0.948
GaPt16 E 79 1.7 72 2 18 10 8.74 1.048
GaPt17 E 71 1.82 85 3 44 27 14.81 0.731
GaPt18 K 76 1.52 74 2 29 20 12.72 0.889
GaPt19 K 76 - 55 2 30 22 13.2 1.124
GaPt20 E 81 1.65 75 2 63 36 13.71 0.722
GaPt21 E 80 - 63 3 46 27 14.06 1.166
GaPt22 E 78 1.78 65 2 49 29 - 0.802
GaPt23 K 71 1.6 - 3 51 25 25.01 0.36
GaPt24 E 68 1.72 73 25 42 15 11.42 1.255
GaPt25 E 81 1.76 90 25 31 18 15.22 1.128
GaPt26 K 78 1.52 60 25 24 5 7.27 1.244
GaPt27 E 72 1.8 95 2 21 10 7.88 1.423
GaPt28 E 61 1.79 101 25 54 29 13.02 0.987
GaPt29 E 68 1.63 80 2 27 16 10.16 1.092
GaPt30 E 69 1.78 93 2 20 12 9.91 1.064
GaPt31 E 67 1.76 90 2.5 27 13 12.6 0.876
GaPt32 E 63 1.69 75 2 33 24 11.22 1.242
GaPt33 E 63 1.86 80 25 42 31 11.97 0.825
JuPt01 E 77 183 85 2 15 11 15.5 1.013
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Cizelge A.1: (devam) Deneklere ait tanimlayici bilgiler

JuPt02
JuPt03
JuPt04
JuPt05
JuPt06
JuPt07
JuPt08
JuPt09
JuPt10
JuPtll
JuPt12
JuPt13
JuPt14
JuPt15
JuPt16
JuPtl7
JuPt18
JuPt19
JuPt20
JuPt21
JuPt22
JuPt23
JuPt24
JuPt25
JuPt26
JuPt27
JuPt28
JuPt29
SiPt02
SiPt04
SiPt05
SiPt07
SiPt08
SiPt09
SiPt10
SiPt12
SiPt13
SiPt14

m m X A mm X mMm X X A A A mmmmmmAXx mmAXx X A M X mmmAXx X mmm X X

72
74
70
74
78
51
54
61
69
74
58
80
67
64
64
64
82
68
64
84
69
68
68
45
66
58
57
69
77
73
56
54
67
63
77
64
52
60

160
164
173
170
175
160
159
170
170
175
156
164
158
162
150
178
160
160
168
173
170
160
163
174
167
170
175
160
1.58
1.7
1.72
1.66
1.75
1.74
1.6
1.67
1.65
1.65

68
65
80
61
82
65
70
82
80
80
56
60
63
66
63
75
65
60
80
75
70
69
75
68
84
65
65
61
67
70
76
65
100
80
60
55
75
65

2.5
2.5
2.5
2
2.5
3
2
2.5
3
2
2.5
3
2
2.5
2
2.5
3
2
2
2.5
2.5
2
2.5
2
2
2
2.5
2.5
2.5
2
2.5

N N N NN NN

2.5

32
14
34
15
21
24
26
27
28
24
21
39
13
18
19
24
33
17
33
23
38
19
40
23
18
16
43
25
27
50
56
21
41
44
42
46

21
10
19
14
12
14
16
10
20
16
14
23

10
16
18
16
13
24
18
18
16
23
14
11
13
25
15

19
32

33
12
27
34
27
32

12.47
9.59
13.75
11.16
16.29
9.65
8.5
10.81
10.96
12.81
9.85
16.09
10.5
10
12.22
10.03
25.25
10
11.22
15.31
8.81
7.53
10.66
10.63
12.47
12.67
11.43
10.49

14.26
10.38
10.99
10.83
7.94
14.41
10.28
10.38
8.13

0.906
0.993
0.807
1.234
0.832
1.185
1.246
1.146
1.218
0.785
1.052
0.664
0.906
1.099
0.755
1.112
0.413
1.183
1.212
0.616
1.178
1.247
0.918
1.087
0.94
1.135
1.118
1.044
0.77
1.147
1.276
1.088
1.187
1.352
0.935
0.988
1.107
1.218
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Cizelge A.1: (devam) Deneklere ait tanimlayici bilgiler

SiPt15
SiPt16
SiPt17
SiPt18
SiPt19
SiPt20
SiPt21
SiPt22
SiPt23
SiPt24
SiPt25
SiPt27
SiPt28
SiPt29
SiPt30
SiPt31
SiPt32
SiPt33
SiPt34
SiPt35
SiPt36
SiPt37
SiPt38
SiPt39
SiPt40
GaCo01
GaCo02
GaCo03
GaCo04
GaCo05
GaCo06
GaCo07
GaCo08
GaCo09
GaCol0
GaColl
GaCol2
GaCol3

A A MmMm X X Mmm X mmmmmXxX X X A mmmm:XmMm:- X X mm X X mmmmmmm m

62
50
64
57
53
59
58
71
50
36
63
50
70
72
60
56
64
67
71
57
53
66
65
69
69
66
74
69
86
75
82
79
78
78
69
70
65
67

1.65
1.73
1.65
1.6
1.8
1.76
1.67
1.68
1.54
1.64
1.68
1.72
1.58
1.73
1.64
1.6
1.66
1.76
1.8
1.74
1.58
1.7
1.59
1.68
1.6
1.8
1.74
1.8
1.66
1.5
1.68
1.68
1.58
1.63
1.72
1.75
1.72
1.58

82
69
80
88
76
77
66
67
82
52
80
75
72
85
89
74
75
74
68
95
62
62
60
53
81
83
70
101
65
88
82
95
65
64
70
80
60
72

N N N NN NN DD DD N DNDDN

O O O O O O O o o o o o o

32
41
36
48
40
26
24
31
26
24
33
46
33
70
15
39
32
28
37
42
52
27
22
33

w
hy]

o b W O P P O W o B+ o

10.89
9.09
11.56
14.39
11.07
13.16
10.48
11.99
11.08
9.53
11.22
11.32
10.98
15.51
11.55
9.97
12.83
10.57
11.63
8.77
11.27
7.56
10.13
13.97
9.7

9.57

9.7

10.12
7.16
7.49

8.1

1.031
1.139
1.215
1.117
1.298
1.032
1.151
1.021
1.088
1.192
1.167
1.259
1.204
0.856
1.162
0.903
1.12
1.08
1.386
1.28
0.97
1.01
1.07
0.88
1.07
1.075
1.04
1.051
1.175
0.92
1.121
1.282
0.975
1.249
1.164
1.515
1.389
1.211
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Cizelge A.1: (devam) Deneklere ait tanimlayici bilgiler

GaCol4
GaCol5
GaCol6
GaCol7
GaCo22
JuCo01
JuCo02
JuCo03
JuCo04
JuCo05
JuCo06
JuCo07
JuCo08
Juc010
JuCo09
JuColl
JuCol2
JuCo13
JuCol4
JuCo15
JuCol6
JuCol7
JuCol8
JuCol9
JuCo20
JuCo21
JuCo22
JuCo23
JuCo24
JuCo25
JuCo26
SiCo01
SiCo03
SiCo04
SiCo05
SiCo06
SiCo07
SiCo08

A XA XA mMmxX X mMmmmMmMmXxXmXxX X X A mMmAXxX mmAXxmm-XxXX X XXX X mmmmZ>X X XN

68
67
63
67
65
78
71
66
68
55
74
62
77
62
65
72
72
61
55
53
66
65
64
59
67
60
62
68
64
53
60
53
65
71
55
70
57
65

1.7
1.7
1.55
1.62
1.72
167
175
172
170
159
155
160
170
167
182
171
160
177
180
150
172
170
163
168
160
185
162
182
170
172
167
1.53
1.72
1.77
1.56
1.56
1.59
1.57

47
70
58
58
72
75
80
60
80
52
74
58
65
78
83
70
61
72
90
56
83
60
59
59
67
88
75
87
72
85
70
56
60
80
90
54
55
69

o O o o o

O O O O O O O O O O O O O O O O O o o N OO kP kP W O O o o o N

O O O O O O O O O O O O O O O O o o o M O O P kP W O o o o o N

8.11
8.37
8.84
7.19

10.19
7.16
7.49
9.27
9.09
9.91
8.31
9.22
8.82
7.07
10.6
8.94
9.97

7.13
7.06
9.85
8.91
13.4
10.45
11.98
12.02
8.84
8.44
8.28
12.24
7.49
7.16
10.01
9.69
9.99
12.19

1.298
1.344
1.346
1.415
1.542
1.089
1.329
1.322
1.239
1.248
0.954
1.332
1.286
1.375
1.051
1.203
1.143
1.17
1.42
1.164
1.484
1.54
1.231
1.253
1.031
1.13
1.144
1.17
1.391
1.265
1.349
0.906
1.371
1.427
1.07
1.263
1.348
1.191
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Cizelge A.1: (devam) Deneklere ait tanimlayici bilgiler

SiCo09 E 56 1.72 75 - - - 9.47 131
SiCol10 E 50 1.7 68 - - - 8.79 1.442
SiCol1 K 60 1.6 80 - - - 8.97 1.465
SiCol2 K 37 1.61 54 - - - 6.23 1.538
SiCo13 E 61 1.73 69 - - - 9.97 1.299
SiCol4 E 52 1.64 64 - - - 9.77 1.151
SiCol5 K 54 1.69 73 - - - 7.68 1.469
SiCol6 E 60 1.85 88 - - - 9.28 1.073
SiCol7 K 64 1.65 - - - - 10.44 1.202
SiCol8 K 61 1.56 56 - - - 10.41 1.27
SiCol9 E 51 1.67 80 - - - 10.04 1.086
SiCo20 E 62 1.72 86 = - : 9.7 1.25
SiCo21 E 56 1.78 98 - - 3 7.63 1.458
SiCo22 E 52 1.66 88 = - - 7.63 1.418
SiCo23 E 53 1.7 76 - > - 8.94 1.16
SiCo24 E 54 1.7 73 - - - 11.05 1.03
SiCo25 E 57 1.76 80 - - - 9.16 1.13
SiCo26 E 60 1.74 72 - - - 9.2 1

SiCo27 E 67 1.9 95 - - - 12.52 1.12
SiCo28 E 61 1.7 72 - - - 12.65 0.99
SiCo29 E 53 1.7 87 - - - 11.41 1.29
SiCo30 E 63 1.74 82 - - - 8.68 1.42
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EKA.1 Bayes Hata Orani

Istatistiksel smiflandirmada Bayes Hata Orani, herhangi bir simiflandirici igin
rastgele bir sonucun miimkiin olan en diisiik hata oranim1 verir. Bu hata orani aym
zamanda indirgenemez hata orani olarakta isimlendirilir.

(A.1)’de Bayes kurali gosterilmektedir. Ayrica x orneklerinin olasilik yogunluk
fonksiyonu (A.2)’de gosterilmektedir. Sonug olarak bir x 6rnegini en yiiksek sonsal
olasiliga sahip bir smifa atayan Bayes smiflandiricinin hata orani (A.3)’te
gosterilmektedir.

P(x|y)P(y:)

POilx) =— o (A.1)
PG = ) PGxly)P() (A2)
i=1
B Hata Orani =1 — P(x|ly)P(y;) d
ayes Hata Oram ; fy i xX|yi)r(y;) ax (A.3)
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EKB

Cizelge B.1: Deneylerde kullanilan bayesian 6grenme algoritmalari

No Algoritmanin WEKA’daki Adi

1

2

Al1DE

A2DE

BayesNet
BayesianLogisticRegression
NaiveBayes
NaiveBayesSimple

NaiveBayesUpdateable
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Cizelge B.2: Deneylerde kullanilan fonksiyon 6grenme algoritmalari

No Algoritmanin WEKA’daki Adi

1

2

10
11
12
13
14
15
16

17

FLDA
KernelLogisticRegression
LDA

libLINEAR

libSVM

Logistic

MLPClassifier
MultilayerPerceptron
MultilayerPerceptronCS
QDA

RBFClassifier
RBFNetwork

SGD

SimpleLogistic

SMO

SPegasos

VotedPerceptron
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Cizelge B.3: Deneylerde kullanilan 6rnek/tembel 6grenme algoritmalari

No Algoritmanin WEKA’daki Adi

1

2

IBk
IbkLG
Kstar
LocalKnn
LWL

RseslibKnn
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Cizelge B.4: Deneylerde kullanilan ¢esitli 6grenme yaklasimlarini kullanan
algoritmalar

No Algoritmanin WEKA’daki Ad1

1 CHIRP
2 FLR
3 HyperPipes

4 VFI
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Cizelge B.5: Deneylerde kullanilan kural tabanli 6grenme algoritmalari

No Algoritmanin WEKA’daki Adi

1

2

10
11
12

13

Conjunctive Rule
Decision Table
DTNB

FURIA

JRip
MODLEM
NNge

oLM

OneR

PART

Ridor
RoughSet

Vfdr
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Cizelge B.6: Deneylerde kullanilan karar agaci 6grenme algoritmalari

No Algoritmanin WEKA’daki Adi

1

2

10
11
12
13
14
15
16

17

ADTree
BFTree

CDT

Decision Stump
Extra Tree

FT

Hoeffding Tree
J48

J48 Consolidated
JA8graft
LADTree

LMT

NBTree
Random Forest
RandomTree
REPTree

SimpleCart
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Cizelge B.7: Deneylerde kullanilan meta/topluluk 6grenme algoritmalari

No

Algoritmanin WEKA’daki Ad1

© 00O N oo O A W DN PP

N DN N NN NN R R R R B B B B B R
~N o 00N W N P O © 0N O 0o W N B O

AdaBoostM1

Bagging

Classification via Cluctering
Classification via Regression
Dagging

Decorate

END

Filtered Classifier

Iterative Classifier Optimizer
LogitBoost

MultiBoostAB

MultiClass Classifier

MultiClass Classifier Updateable
OrdinalClass Classifier
RacedIncremental LogitBoost
Random Committee
Randomizable Filtered Classifier
Random SubSpace

Real AdaBoost

Rotation Forest

Threshold Selector

Weighted InstancesHandler Wrapper
Grading

MultiScheme

Stacking

StackingC

Vote
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function [] = benchmark(data, step, baselearner, isDependent)
acc = zeros(step,1l);
err = zeros(step,1);
est errl = zeros(step,1);
est err2 = zeros(step,1);
est err3 = zeros(step,1);
est err4 = zeros(step,1);
est _err5 = zeros(step,1);
X = tablel2array(data(:,1l:end-1));
Y = categorical (data.Class);
if (strcmp (attrMeasure, 'relief'))
[ranked, ~] = relieff( X, Y, 1 );
elseif (strcmp(attrMeasure, 'shannon'))
[gains, attorder] = computegains(data(:,l:end-1),
data{:,end});
A = sortrows ([gains attorder]);
ranked = flip(A(:,2));
else
return;
end
for i=1 step
fprintf (' (%d)\n',1i);
[output, el, e2, e3, eMax, eMin] = VIBES (X, Y, ranked,
baselearner, 10, isDependent) ;
acc (i) = output.CCI*100/output.NOI;
err (i) = output.ICI*100/output.NOI;
est errl (i) = el;
est _err2(i) = e2;
est _err3(i) = e3;
est _err4 (i) = eMax;
est _err5(i) = eMin;
end
fprintf ('%$2.4f %2.4f %2 .4f %2 .4f %2 .4f %2 .4f
%$2.4f\n', mean (acc), mean (err), mean (est_errl), ...
mean (est _err2), mean(est err3), mean(est errid),
mean (est_err5));
fprintf ('%$2.4f %2.4f %2 .4f %2 .4f %2 .4f %2 .4f

%2.4f\n', std(acc), std(err), std(est _errl), ...
std(est _err2), std(est err3), std(est errd), std(est errb));

end

Sekil B.1: VIBES algoritmasinin benchmark veri kiimeleri iizerine uygulanmasi i¢in
yazilan fonksiyon
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o

INPUTS:

% data = MxN matrix, where M = observations and N = features
% labels = Mx1l matrix with the true labels of each observation
% k = nearest neighbor value for relieff algorithm

o°

kFold = fold value for Cross Validation

o\

OUTPUTS: the classifier's performance summary

%% Version 1.0

function [output, el, e2, e3, eMax, eMin] = VIBES (X, Y, ranked,
base, fold, isDependent)

[row, ~] = size(X);

[hPredictions, predictionError] = generateModels (X, Y, ranked,

base, fold, isDependent );
[ePrediction, index] = generateEnsemble( Y, hPredictions);
output = generateStatistics( Y, ePrediction, index );
$performanceSummary ( output );
[el, e2, e3, eMax, eMin] = estimatedError (predictionError,

index, row);

end

Sekil B.2: VIBES algoritmasinin ana yapisi
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function [prediction, predictionError] = generateModels (X, Y,
ranked, base, fold, isDependent)

[row, col] = size(X);
prediction = repmat (Y, 1, col+l);
predictionError = zeros(l, col+l);

for i=1 : col+1l
disp(i);
if (isDependent)
if (i~=col+1)

indices = ranked(l:1);
else
indices = [ranked(l); ranked(end)];
end
else
if (i~=col+1)
indices = i;
else
indices = 1l:col;
end

end
if (strcmp (base, 'knn'))
Mdl = fitcknn(X(:,indices), Y, 'NumNeighbors', 1);
elseif (strcmp (base, 'nb'"))
Mdl = fitcnb(X(:,indices), Y, 'DistributionNames',
'normal'); % normal, mn, kernel, mvmn

elseif (strcmp (base, 'svm'))
t = templateSVM('Standardize', true, 'KernelFunction',
'"linear'); % linear, gaussian, rbf, polynomial
Mdl = fitcecoc(X(:,indices), Y, 'Learners',6 t);

elseif (strcmp (base, 'disc'))
Mdl = fitcdiscr(X(:,indices), Y, 'DiscrimType',
'linear'); % 'linear', 'pseudolinear', 'diaglinear', 'quadratic',
'diagquadratic', 'pseudoquadratic'
elseif (strcmp (base, 'tree'))
Mdl = fitctree(X(:,indices), Y);
elseif (strcmp (base, 'rf'))
Mdl = TreeBagger (100, X(:,indices), Y, 'OOBPrediction',
'on');
elabel = oobPredict (Mdl) ;
prediction(:,1) = elabel;
predictionError (i) = 100-(sum(Y==elabel)*100/row);
continue;
end
CvMdl = crossval (Mdl, 'KFold', fold);
[elabel, ~] = kfoldPredict (CvMdl) ;
prediction(:,1i) = elabel;
predictionError (i) = 100-(sum(Y==elabel)*100/row) ;
end
end

Sekil B.3: Modellerin olusturulmasi siireci
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function [prediction, index] = generateEnsemble( actual,
hPredictions )

function [ePrediction] = finalHypotesis (prediction)
class = categories (actual);
predictedClassCount = countcats (prediction,?2);
[~, I] = max(predictedClassCount, [],2);
ePrediction = class(I(l:end));

end

[~, b] = size (hPredictions);

index = zeros(l, b);

accuracyValue = zeros(l, b);

for i=1 : b

res = -1;
for j=1 : b
if (sum(index == 7j) > 0)
continue;
end
prediction = finalHypotesis ([hPredictions(:, index(l: (i-
1))) hPredictions(:, 3)1);
acc = sum(prediction == actual);
if (res < acc)
res = acc;
accuracyValue (i) = acc;
index (i) = j;
end
end
end
[~, ind] = max(accuracyValue);
index = index (1l:ind);
prediction = categorical (finalHypotesis (hPredictions (:,
index)));

end

Sekil B.4: Toplulugun olusturulma siireci

215



function [prediction, index] = generateEnsemble Opt( actual,
hPredictions )

function [ePrediction] = finalHypotesis (prediction)
class = categories (actual);
predictedClassCount = countcats (prediction,?2);
[~, I] = max(predictedClassCount, [],2);
ePrediction = class(I(l:end));

end

[~, b] = size (hPredictions);

index = zeros(l, b);

accuracyValue = zeros(l, b);

%% OPTIMIZASYON
% Optimizasyon siniri belirleniyor
waitCount = 0;

cycle = log(b);

for i=1 : b
res = -1;
for j=1 : b
if (sum(index == 7j) > 0)
continue;
end

prediction = finalHypotesis ([hPredictions(:, index(1l:

1))) hPredictions(:, 3)1);

acc = sum(prediction == actual);

if (res < acc)
res = acc;
accuracyValue (i) = acc;
index (i) = j;

end

end

%% OPTIMIZASYON
Optimizasyon Kodlari
if (max (accuracyValue) > accuracyValue (1))
waitCount = waitCount + 1;
if (waitCount > cycle)
break;
end
else
waitCount = 0;
end
end

o\

[~, ind] = max (accuracyValue);

index = index(l:ind);

prediction = categorical (finalHypotesis (hPredictions(:,
index)));
end

Sekil B.5: Toplulugun optimize edilerek olusturulma siireci
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function [acc, prediction, index] = generateEnsemble GA( index,
actual, hPredictions )

function [ePrediction] = finalHypotesis (prediction)
class = categories (actual);
predictedClassCount = countcats (prediction,?2);
[~, I] = max(predictedClassCount, [],2);
ePrediction = class(I(l:end));

end

if (sum(index) == 0)
acc = 0;

else
prediction = finalHypotesis (hPredictions(:, find(index))):;
acc = -sum(prediction == actual);

end

end

options = gaoptimset ('PopulationType', 'bitstring');

FitnessFcn=Q (x) generateEnsemble GA(x, Y, hPredictions);

[index2, acc, exitflag, Output] = ga(FitnessFcn, col+l,
options) ;

Sekil B.6: Toplulugun Genetik Algoritmalar kullanilarak olusturulma stireci
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function [ output ] = generateStatistics( actual, ePrediction,
Indices )

Class = categories (actual);

NumberOfInstanceAsClass = countcats (actual);

NumberOfClass = length(Class);

ROC = zeros (NumberOfClass, 1);

NumberOfInstance = length (actual);

TNumber of Instances

output.NOI = NumberOfInstance;

%$Set Confusion Matrix

ConfusionMatrix = confusionmat (actual, ePrediction);
%Calculated True Positive

TP = diag(ConfusionMatrix) ./ sum(ConfusionMatrix,?2);
%Calculated False Positive

FP = (sum(ConfusionMatrix,1l)' - diag(ConfusionMatrix)) ./
(length (actual) - sum(ConfusionMatrix,2));

%Calculated Precision

Precision = diag(ConfusionMatrix) ./ sum(ConfusionMatrix,1)';

%$Calculated Recall

Recall = TP;

%Calculated F-Measure

F Measure = (2*Precision.*Recall)./(Precision+Recall);

%Calculated Cohen's Kappa Statistic

pPA = trace(ConfusionMatrix) / NumberOfInstance;

PE = sum((sum(ConfusionMatrix,?2).*sum(ConfusionMatrix,1)"') ./
(NumberOfInstance*NumberOfInstance)) ;

output.Kappa = (pA-pE)/ (l-pE);

predict = (actual == ePrediction);
meanPredict = mean (predict);
sumPredict = sum(predict);

%Calculated Mean Absolute Error
output.MAE = l-meanPredict;
%Calculated Root Mean Squared Error
output.RMSE = sqgrt (l-meanPredict);
%Calculated Relative Absolute Error
output .RAE = sumPredict / sum(abs (meanPredict-double (predict)));
$Calculated Root Relative Squared Error
output .RRSE = sqgrt (sumPredict / sum((meanPredict-
double (predict)) ."2));

%Calculated TPR as each Classes
last = 0;
TPR = zeros (length(actual), NumberOfClass);
for i = 1 : NumberOfClass
first = last + 1;
last = last + NumberOfInstanceAsClass (i)
row = 1;
for j = first : last
TPR(row, i) = sum(ePrediction(first:j) == Class(i)) /
NumberOfInstanceAsClass (i) ;
row = row + 1;
end
TPR(row:end, i) = TPR(row-1, 1i);
end

Sekil B.7: Toplulugun performans istatistiginin hesaplanma siireci
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%Calculated Area Under ROC
for 1 = 1 : NumberOfClass

ROC(i) = TP(i)*(1-FP(i));%trapz(sort (1-
(sum (TPR(:,setdiff (1:NumberOfClass,i)),2)./ (NumberOfClass-1))),
TPR(:,1));
end

$Detailed Accuracy By Class
Class{NumberOfClass+1} = '';
RowNames = cell (NumberOfClass+1,1);
for i = 1 : NumberOfClass

RowNames (i) = cellstr(int2str(i));
end
RowNames (end) = cellstr ('Weighted Avg.');

output.DetailedAccuracyByClass = table([TP; mean(TP)], [FP;
mean (FP)], [Precision; mean (Precision)],
[Recall; mean (Recall) ],

[F_Measure; mean(F Measure)], [ROC; mean(ROC)],
cellstr (Class),

'VariableNames', {'TP', 'FP',
'Precision', 'Recall', 'FMeasure', 'ROC', 'Class'},
'RowNames', RowNames);%{'."',
'..', 'Weighted Avg.'}):
$Feature Indices
output.Indices = Indices;
$Predicted Output
output.Prediction = ePrediction;
$Correctly Classified Instances
output.CCI = trace (ConfusionMatrix) ;
$Incorrectly Classified Instances
output.ICI = length(actual) - trace(ConfusionMatrix);
$Confusion Matrix
CM = table;
for i = 1 : NumberOfClass
CM(:,1) = num2cell (ConfusionMatrix(:,1)):;

end
CM.Properties.VariableNames = Class(l:end-1);
CM.Properties.RowNames = Class(l:end-1);
output.ConfusionMatrix = CM;

end

Sekil B.7: Toplulugun performans istatistiginin hesaplanma siireci
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function [] = performanceSummary (output)
"=

disp('=== Stratified cross-validation ===");

disp('=== Summary ==='");

disp(' ");

fprintf ('Correctly Classified Instances %8d $13.4f
$%\n', output.CCI, output.CCI*100/output.NOI);

fprintf ('Incorrectly Classified Instances %8d $13.4f
$%\n', output.ICI, output.ICI*100/output.NOI);

fprintf ('Kappa statistic $13.4f\n"',
output.Kappa) ;

fprintf ('Mean absolute error %13.4f\n",
output.MAE) ;

fprintf ('Root mean squared error %$13.4f\n"',
output.RMSE) ;

fprintf ('Relative absolute error %13.4f %%\n"',
output.RAE) ;

fprintf ('Root relative squared error $13.4f %%\n',
output.RRSE) ;

fprintf ('Total Number Of Instances %8d\n"',
output.NOI) ;

disp(' ");

disp ('=== Detailed Accuracy By Class ===");

disp("' ");

disp (output.DetailedAccuracyByClass) ;

disp(' ");

disp('=== Confusion Matrix ==='");

disp(' ");

disp (output.ConfusionMatrix) ;

end

Sekil B.8: Toplulugun performans ¢iktisi
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function

index,

end

r
erro
erro
erro

if (mod (length (index) ,2)=

end

for

end

eMax =

eMin
for

end
eMax
eMin

el
e2
e3

[el,
ow)
r predictionError (index) ;
rMin = sort (error, 'descend
rMax sort (error) ;

e2, e3, eMax, eMin]

errorMin
errorMax

=0)
errorMin = | (2:end)
errorMax = [ (2: end)

i=1 length (index)

if (errorMin (i) == 0)
errorMin (1) 1/row;

end

if (errorMax (i)
errorMax (i

end

) =

0)
1/row;

errorMax (1) ;
1/errorMin (1) ;

estimatedError (predictionError,

")

errorMin (end) ] ;
errorMax (end) ];

i=2 length (index)
eMax = eMax + 27 (i-2) *errorMax (i) :;
eMin = eMin + 27 (i-2)/errorMin (i) ;
= eMax / (2" (length (index)-1));
= (2~ (length(index)-1)) / eMin;
= mean ([eMax; eMin]) ;
geomean ( [eMax; eMin]);
harmmean ([eMax; eMin]);
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function [ output args ] = Stat( signal )
if (isempty(signal))

output args = [NaN NaN NaN NaN NaN NaN NaN NaN NaN NaN NaN
NaN NaN NaN NaN NaN];
else
output args = [std(signal)/mean(signal) max(signal)

min(signal) mean(signal) std(signal) skewness(signal)

kurtosis(signal) median(signal) range(signal) mad(signal, 0)

mad (signal, 1) sum(signal) wentropy(signal, 'shannon')

wentropy (signal, 'log energy') norm(signal, 1) norm(signal)];
end;

end

Sekil B.10: Sinyale ait istatistikler
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data files =
{'GaCo01 01",
'GaCo06_01"',
'GaCo09 01",
'GaCol4 017,
'GaCol7 017,
'JuCo01 0171,
'JuCo06_01"',
'JuCo09 01",
'JuCol5 017,
'JuCol8 017,
'JuCo23 017,
'JuCo26 01",
'SiCo01 01",
'SiCo07 017,
'SiCol0 017,
'SiCol5 017,
'SiCol8 01°',
'SiCo23 01°',
'SiCo26 01",

'GaPt03 01",
'GaPt08 01",
'GaPt13 01",
'GaPt18_01',
'GaPt21 01°',
'GaPt26 01",
'GaPt29 01",

'JuPt01_01',
'JuPt06 01",

'JuPt09 01",
'JuPt14 01",

"JuPt17 01",
"JuPt22 01",

'JuPt25 01",

'siPt02 01",
'siPt09 01",
'siPt13 01",
'sipt18 01",
'siPt21 01",
'siPt27 01",
'siPt30 01",
'siPt35 01",
'sipt38 01",

'GaCo02 017,
'GaCo0O7 01",
'GaColO O1',
'GaCol5 017,
'GaCo22 017,
'JuCo02 01",
'JuCo07 01",
'JuColl 01",
'JuCol6 01',
'JuCol9 01°',
"JuCo24 01',

'SiCo03_01°',
'sico08 01",
'SiColl 01,
'SiCol6 01,
'SiCo19 01°',
'SiCo24 01°',
'SiCo27 01,

'GaPt04 01,
'GaPt09 01°',
'GaPt14 01°',
'GaPt19 01',
'GaPt22 01°',
'GaPt27 01°',
'GaPt30 01°',

'JuPt02 01,
'JuPt07 01°',

'JuPt10_01',
"JuPt15 01°',

'JuPt18 01°',
'JuPt23 01°',

'JuPt26 01°',

'SiPt04 01",
'siPt10 01°',
'siptl4 01",
'siPt19 01°',
'siPt22 01°',
'sipt28 01°',
'sipt31 01°',
'siPt36 01",
'siPt39 01°',

'GaCo03 017,
'GaCo08 01",
'GaColl O1',
'GaCole 017,

'JuCo03 01",
'JuCo08 01°',
'JuCol2 01°',
'JuCol7 01°',
'JuCo20 01°',
'JuCo25 01°',

'SiCo04 01,
'SiCo09 01",
'SiCol2 01°',
'SiCol7 01,
'SiC020 01°',
'SiCo25 01°',
'SiCo28 01°',

'GaPt05 01",
'GaPt12 01°',
'GaPt15 01°',
'GaPt20 _01°',
'GaPt23 01',
'GaPt28 01',
'GaPt31 01,

'JuPt03 01",
'JuPt08 01",

'JuPtll 01°',
'JuPt16 01°',

'JuPt19 01°',
'JuPt24 01°',

'JuPt27 01°',

'SiPt05 01",
'SiPt12 01°',
'SiPt15 017,
'SiPt20 01°',
'SiPt23 01°',
'SiPt29 01°',
'SiPt32 017,
'siPt37 017,
'SiPt40 01'};

fs = 100; % 100 samples per second
Fl = zeros(1l, 80);

F2 = zeros(l, 80);

F total = zeros(l, 85860);

features = zeros(length(data files),

'GaCo04 017,

'GaCol2 01,

'JuCo04 01°',
'JuCol3_01°',

'JuCo21 01°',

'SiCo05 01",
'éiCol3701',
'éicO21_01',
'éiC029_Ol',
'GaPtO6 01",
'GaPt16 01',
'éaPt24_01',
'éapt32_01',
"JuPt04 01',
'5uPt12_01',
' JuPt20 01",
'&uPt28_Ol',
'Sipt07 01",
'éipt16_01',
'SiPt24 017,

'Sipt33 017,

85860) ;

'GaCo05 017,

'GaCol3 01",

'JuCo05 01",
'JuCol4d 017,

"JuCo22 01',

'SiCo06 01",
'SiCol4 01°',
'SiCo22 01°',
'SiCo30 01",
'GaPt07 01",
'GaPt17 01°',
'GaPt25 01,
'GaPt33_01°',
'JuPt05 01°',
"JuPt13 01°',
'JuPt21 01°',
"JuPt29 01°',
'SiPt08 01",
'SiPt17 01°',
'SiPt25 01,

'Sipt34 017,

Sekil B.11: Fourier doniisiimii kullanilarak her bir denek i¢in 6znitelik olusturma
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for i=1 : length(data files)
load (strcat('C:\...\', data files{i}, '.mat'));

abs diff = zeros(size(data,1l), 153);
diff = zeros(size(data,l), 153);
add = zeros(size(data,1l), 153);

m=1;
for k=2 : 18
for t=k+1 : 19

df = data(:, k) - data(:, t);
abs diff(:, m) = abs(df);
diff(:, m) = df;
add(:, m) = data(:, k) + data(:, t);
m=m+ 1;
end
end
signals = [data(:, 2:end) abs diff diff add];
[row, col] = size(signals);

for k=1 : col
% Single-sided magnitude spectrum with frequency axis in

Hertz
% Each bin frequency is separated by fs/N Hertz.
X mags = abs (fft(signals(:, k)));
bin vals = (0 : row-1);
fax Hz = bin vals*fs/row;
N 2 = ceil(row/2);
[pks, locs, w, p] = findpeaks(signals(:, k));
F1 = [Stat(signals(:, k)) Stat(pks) Stat(locs) Stat (w)
Stat (p)1;
[pks2, locs2, w2, p2] = findpeaks (X mags(l:N _2));
F2 = [Stat(X mags(l:N_2)) Stat(pks2) Stat(locs2) Stat(w2)
Stat (p2)];
[~, I] = sort(X mags(l:N 2), 'descend');
fax Hz = fax Hz (I(1:20));
F total((k-1)*180+1 : (k-1)*180+180) = [F1 F2 fax Hz (1)
fax Hz (2) fax Hz(3) fax Hz(20) Stat(fax Hz)];
end
features (i, :) = F_total;
end;

Sekil B.11: Fourier dontisiimii kullanilarak her bir denek i¢in 6znitelik olugturma
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clc;
clear all;

data files =
{'GaCo01 011,
'GaCo06_01"',
'GaCo09 01",
'GaCol4 017,
'GaCol7 017,
'JuCo01 011,
'JuCo06_01"',
'JuCo09 01",
'JuCol5 017,
'JuCol8 017,
'JuCo23 017,
'JuCo26 01",
'SiCo01 01",
'SiCo07 01",
'SiCol0 01",
'SiCol5 017,
'SiCol8 01',
'SiCo23 01°',
'SiCo26 01",

'GaPt03 01",
'GaPt08 01',

'GaPt13 01",
'GaPt18 01',

'GaPt21 01°',
'GaPt26 01",

'GaPt29 01",

'JuPt01 01",
'JuPt06 01",
'JuPt09 01",
"JuPt14 01",
"JuPt17 01",
'JuPt22 01",
'JuPt25 01",

'siPt02 01",
'siPt09 01",
'siPt13 01",
'sipt18 01",
'sipt21 01",
'sipt27 01",
'siPt30 01",
'siPt35 01",
'sipPt38 01",

'GaCo02 017,
'GaCo0O7 01",
'GaColO O1',
'GaCol5 017,
'GaCo22 017,
'JuCo02 01",
'JuCo07 01",
'JuColl 01",
'JuCol6 01',
'JuCol9 01°',
"JuCo24 01',

'SiCo03 01",
'SiCo08 01°',
'SiColl 01,
'SiCol6 01,
'SiCo19 01°',
'SiCo24 01',
'SiCo27 01°',

'GaPt04 01°',
'GaPt09 01°',
'GaPt14 01°',
'GaPt19 01",
'GaPt22 01°',
'GaPt27 01°',
'GaPt30 01°',

'JuPt02 01",
'JuPt07 01",
'JuPt10 01°',
'JuPt15 01°',
'JuPt18 01°',
'JuPt23 01°',
'JuPt26 01°',

'SiPt04 01,
'SiPt10 01,
'SiPt14 01,
'SiPt19 01°',
'SiPt22 01°',
'SiPt28 01°',
'SiPt31 01,
'sipt36 01",
'siPt39 01°',

'GaCo03 017,
'GaCo08 01",
'GaColl O1',
'GaCole 017,

'JuCo03 01",
'JuCo08 01°',
'JuCol2 01,
'JuCol7 01°',
'JuCo20 01°',
'JuCo25 01°',

'SiCo04 01,
'SiCo09 01°',
'SiCol2 01°',
'SiCol7 01,
'SiC020 01°',
'SiCo25 01°',
'SiCo28 01°',

'GaPt05 01",
'GaPt12 01°',
'GaPt15 01°',
'GaPt20 01',
'GaPt23 01°',
'GaPt28 01°',
'GaPt31 01°',

'JuPt03 01°',
'JuPt08 01",
'JuPt1l 01°',
'JuPt16 01°',
'JuPt19 01°',
'JuPt24 01°',
'JuPt27 01°',

'SiPt05 01°',
'siPt12 01°',
'siptl5 01",
'SiPt20 01°',
'SiPt23 01°',
'SiPt29 01°',
'SiPt32 01°',
'siPt37 _01°',
'SiPt40 _01'};

'GaCo04 017,

'GaCol2 01,

'JuCo04 01°',
'JuCol3_01°',

'JuCo21 01°',

'SiCo05 01",
'éiCol3_Ol',
'éicO21_01',
'éiC029_Ol',
'GaPt06 01,
'GaPt16 01',
'éaPt24_01',
'GaPt32 01",
"JuPt04 01",
'&uPtlZiol',
' JuPt20 01",
'&uPt28_Ol',
'Sipt07 01",
'éipt16_01',
'éiPt24701',

'SiPt33 01,

'GaCo05 017,

'GaCol3_01°',

'JuCo05 01",
'JuCol4d 017,

"JuCo22 01',

'SiCo06 01°',
'SiCol4 01°',
'SiCo22 01°',
'SiCo30 01",
'GaPt07 01°',
'GaPt17 01°',
'GaPt25 01°',
'GaPt33 01°',
'JuPt05 01°',
'JuPt13_01°',
'JuPt21 01°',
'JuPt29 01°',
'SiPt08 01",
'SiPt17 01°',
'SiPt25 01°',

'SiPt34 01°',

wname = 'gaus2';
level = 6;
fs = 100; % 100 samples per second

Sekil B.12: Gaus ana dalgacig1 ile Dalgacik doniisiimii yapilarak her bir denek i¢in
Oznitelik olusturma
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Fl zeros (1, 80);

F2 = zeros(l, 80);

F total = zeros(l, 92061);

features = zeros(length(data files), 92061);

for i=1 : length(data files)
load (strcat('C:\...\'"', data files{i}, '.mat'));

abs diff = zeros(size(data,1l), 153);
diff = zeros(size(data,l), 153);
add = zeros(size(data,l), 153);

m=1;
for k=2 : 18
for t=k+1 : 19
df = data(:, k) - data(:, t);
abs diff(:, m) = abs(df);
diff(:, m) = df;

add(:, m) = data(:, k) + data(:, t);
m=m + 1;
end
end
signals = [data(:, 2:end) abs diff diff add];
[row, col] = size(signals);
for k=1 : col
C = cwt(signals(:, k),l:fs,wname);

D = mean (C);

[hexp, taug] = wtmm(signals(:, k));
wcoh = wcoherence (signals(:, k),data(:, 1));
wcoh?2 = mean (wcoh) ;

[pks, locs, w, p] = findpeaks(signals(:, k));
F1l = [Stat(signals(:, k)) Stat(pks) Stat(locs) Stat (w)
Stat (p)1;

[pks2, locs2, w2, p2] = findpeaks (D);
F2 = [Stat (D) Stat(pks2) Stat(locs2) Stat(w2) Stat(p2)];

F total((k-1)*193+1 : (k-1)*193+193) = [F1l F2 hexp
Stat (taug) Stat(wcoh2)];
end

features (i, :) = F _total;
end;

Sekil B.12: Gaus ana dalgacigi ile Dalgacik doniisiimii yapilarak her bir denek i¢in
Oznitelik olusturma
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clc;
clear all;

data files =
{'GaCo01 O1°',
'GaCo06_01"',
'GaCo09 01",
'GaCol4 01,
'GaCol7 01",
'JuCo01 01",
'JuCo06_01"',
'JuCo09 01",
'JuCol5 017,
'JuCol8 01°',
'JuCo23 01",
'JuCo26 01",
'SiCo01 01",
'SiCo07 01",
'SiCol0 01",
'SiCol5 017,
'SiCol8 01',
'SiCo23 01°',
'SiCo26 01",

'GaPt03 01",
'GaPt08 01',

'GaPt13 01",
'GaPt18 01",

'GaPt21 01°',
'GaPt26 01",

'GaPt29 01",

'JuPt01 01",
'JuPt06 01",
'JuPt09 01",
"JuPt14 01",
"JuPt17 01",
'JuPt22 01",
'JuPt25 01",

'siPt02 01",
'siPt09 01",
'siPt13 01",
'sipt18 01",
'sipt21 01",
'SiPt27 01°',
'SiPt30 01",
'siPt35 01",
'sipPt38 01",

wname =

level = 6;

'GaCo02 01",
'GaCo0O7 01",
'GaColO O1',
'GaCol5 01",
'GaCo22 01°',
'JuCo02 01°',
'JuCo07 01",
'JuColl 01",
'JuCol6 01",
'JuCol9 01°',
'JuCo24 01°',

'SiCo03 01",
'SiCo08 01°',
'SiColl 01,
'SiCol6 01°',
'SiCo19 01°',
'SiCo24 01',
'SiCo27 01°',

'GaPt04 01°',
'GaPt09 01°',
'GaPt14 01°',
'GaPt19 01",
'GaPt22 01°',
'GaPt27 01°',
'GaPt30 01°',

'JuPt02 01",
'JuPt07 01",
'JuPt10 01°',
'JuPt15 01°',
'JuPt18 01°',
'JuPt23 01°',
'JuPt26 01°',

'SiPt04 01",
'siPt10 01°',
'SiPt14 01,
'SiPt19 01°',
'siPt22 01°',
'SiPt28 01°',
'SiPt31 01,
'sipt36 01",
'siPt39 01°',

'bior3.3'; %
haar,dmey,db2,db3,db4,db5,db6,db7,sym2,coif2,bior3.3

'GaCo03 01",
'GaCo08 01",
'GaColl O1',
'GaCol6 01",

'JuCo03 01",
'JuCo08 01",
'JuCol2 01",
'JuCol7 01",
'JuCo20 01",
'JuCo25 01",

'SiCo04 01,
'SiCo09 01°',
'SiCol2 01,
'SiCol7 01,
'SiC020 01°',
'SiCo25 01°',
'sico28 01°',

'GaPt05 01",
'GaPt12 01°',
'GaPt15 01°',
'GaPt20 01',
'GaPt23 01°',
'GaPt28 01°',
'GaPt31 01°',

'JuPt03 01°',
'JuPt08 01",
'JuPt1l 01°',
'JuPt16 01°',
'JuPt19 01°',
'JuPt24 01°',
'JuPt27 01°',

'SiPt05 01°',
'siPt12 01°',
'siptl5 01",
'SiPt20 01°',
'SiPt23 01°',
'SiPt29 01°',
'SiPt32 01°',
'siPt37 _01°',
'SiPt40 _01'};

'GaCo04 01°',

'GaCol2 01,

'JuCo04 01°',
'JuCol3 01",

'JuCo21 01°',

'SiCo05 01",
'éiCol3_Ol',
'éicO21_01',
'éiC029_Ol',
'GaPt06 01,
'GaPt16 01',
'éaPt24_01',
'GaPt32 01",
"JuPt04 01",
'&upt12_01',
' JuPt20 01",
'&uPt28_Ol',
'SiPt07 01",
'éipt16_01',
'éipt24_01',

'Sipt33 017,

'GaCo05 01",

'GaCol3_01°',

'JuCo05 01",
"JuColéd 0O1',

'JuCo22 01°',

'SiCo06 01°',
'SiCol4 01°',
'SiCo22 01°',
'SiCo30 01",
'GaPt07 01°',
'GaPt17 01°',
'GaPt25 01°',
'GaPt33 01°',
'JuPt05 01°',
'JuPt13_01°',
'JuPt21 01°',
'JuPt29 01°',
'SiPt08 01",
'SiPt17 01°',
'SiPt25 01°',

'SiPt34 01°',

Sekil B.13: Ayrik Dalgacik doniisiimii yapilarak her bir denek i¢in 6znitelik

olusturma
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fs = 100; % 100 samples per second

Fl = zeros(l, 80);

F2 zeros (1, 80*level);

F total = zeros(l, 278091);

features = zeros(length(data files), 278091);

for i=1 : length(data files)
load (strcat('C:\...\'"', data files{i}, '.mat'));

abs diff = zeros(size(data,1l), 153);
diff = zeros(size(data,l), 153);
add = zeros(size(data,1l), 153);

m=1;
for k=2 : 18
for t=k+1 : 19
df = data(:, k) - data(:, t);
abs diff(:, m) = abs(df);
diff(:, m) = df;

add(:, m) = data(:, k) + data(:, t);
m=m + 1;
end
end
signals = [data(:, 2:end) abs diff diff add];
[row, col] = size(signals);
for k=1 : col
[C,L] = wavedec(signals(:, k), level, wname);

D = detcoef (C,L,1l:1evel);

[pks, locs, w, pl = findpeaks(signals(:, k));
F1 = [Stat(signals(:, k)) Stat(pks) Stat(locs) Stat (w)
Stat (p)1;

for j=1 : level
D level = cellZ2mat(D(:, J));

[pks2, locs2, w2, p2] = findpeaks (D level);
F2((3-1)*80+1 : (j-1)*80+80) = [Stat (D _level)
Stat (pks2) Stat(locs2) Stat(w2) Stat(p2)]:;
end
[Ea,Ed] = wenergy(C,L);
F total ((k-1)*583+1 : (k-1)*583+583) = [F1 F2 Ea Ed(1)
Ed(2) Ed(3) Ed(4) Ed(5) Ed(6) Stat(Ed)]:;
end
features (i, :) = F _total;

end;

Sekil B.13: Ayrik Dalgacik doniisiimii yapilarak her bir denek i¢in 6znitelik
olusturma
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Sekil B.14: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in BiorSplines3.3
dalgaciginin 6. seviyeye kadar detay katsayilari
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Sekil B.15: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Coiflets2
dalgaciginin 6. seviyeye kadar detay katsayilari
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Sekil B.16: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali icin DMeyer
dalgaciginin 6. seviyeye kadar detay katsayilari
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Sekil B.17: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Haar dalgaciginin
6. seviyeye kadar detay katsayilari
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Sekil B.18: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Symlets2
dalgaciginin 6. seviyeye kadar detay katsayilari
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Sekil B.19: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in Daubechies2
dalgaciginin 6. seviyeye kadar detay katsayilari
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Sekil B.20: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢cin Daubechies3
dalgaciginin 6. seviyeye kadar detay katsayilari
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Sekil B.21: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali icin Daubechies4
dalgaciginin 6. seviyeye kadar detay katsayilar
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Sekil B.22: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali icin Daubechies5
dalgaciginin 6. seviyeye kadar detay katsayilari
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Sekil B.23: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali icin Daubechies6
dalgaciginin 6. seviyeye kadar detay katsayilar
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Sekil B.24: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali icin Daubechies?
dalgaciginin 6. seviyeye kadar detay katsayilari
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clc;
clear all;

data files =
{'GaCo01 O1°',
'GaCo06_01"',
'GaCo09 01",
'GaCol4 01,
'GaCol7 01",
'GabPt06 01",
'GaPt09 01",
'GaPtl6e 01",
'GaPtl19 01°',
'GaPt24 01',
'GaPt27 01",
'GaPt32 01",
'JuCo01 0O1°',
'JuCo06_ 01",
'JuCo09 01",
'JuCol5 017",
'JuCol8 01°',
'JuCo23 01",
'JuCo26 01",
'Jupt05 01",
'JupPt08 01",
'JupPtl3 01°',
'JubPtle 01',
'JuPt21 01',
'JubPt24 01',
'JubPt29 01°',
'SiCo01 01",
'SiCo07 01",
'SiCol0 01",
'SiCol5 017,
'SiCol8 01°',
'SiCo23 01",
'SiCo26 01",
'Sipt02 01",
'Sipt07 01",
'Siptl13 01",
'Siptle 01',
'Sipt21 01°',
'Sipt24 01',
'Sipt30 01",
'Sipt33 01°',
'Sipt38 01°',

Nstd =
NR = 1;
MaxIter =
fs = 100;
mode number =
inc = 80;

0.001;

15;

'GaCo02 01",
'GaCo07 01",
'GaColO 01",
'GaCol5 017,
'GaCo22 01°',
'GaPt07 01",
'GaPtl2 01",
'GaPtl7 01",
'GaPt20 01",
'GaPt25 01",
'GaPt28 01",
'GaPt33 01",
'JuCo02 01",
'JuCo07 01",
'JuColl 01',
'JuCol6 01",
'JuCol9 01°',
'JuCo24 01°',
'JuPtO01 01",
'JuPtO6 01",
'JuPt09 01°',
'JuPtl4 01°',
'JuPtl7 01",
'JubPt22 01',
'JuPt25 01',

'SiCo03 01",
'sico08 01",
'SiColl 017,
'siCol6 01",
'SiCo19 01",
'SiCo24 01",
'SiCo27 01",
'SiPt04 017,
'siPt08 01",
'SiPt14 01",
'SiPt17 01",
'SiPt22 01°',
'SiPt25 017,
'SiPt31 017,
'SiPt34 01",
'SiPt39 01°',

6;

'GaCo03 01",
'GaCo08 01",
'GaColl O1',
'GaCol6 01",
'GaPt03 01",
'GaPt08 01",
'GaPtl3 01",
'GaPtl8 01",
'GaPt2l1 01",
'GaPt26 01",
"GaPt29 01',

'JuCo03 01",
'JuCo08 01,
'JuCol2 01°',
'JuCol7 01,
'JuCo20 01°',
'JuCo25 01°',
'JuPt02 01°',
'JuPt07 01",
'JuPt10_01°',
'JuPt15 01°',
'JuPt18 01',
'JuPt23 01°',
'JuPt26 01",

'SiCo04 01°',
'SiCo09 01,
'SiCol2 017,
'SiCol7 01,
'SiC020 01°',
'SiCo25 01°',
'SiCo28 01°',
'SiPt05 01°',
'SiPt09 01",
'SiPt15 01°',
'SiPt18 01,
'SiPt23 01°',
'SiPt27 01°',
'siPt32 _01°',
'SiPt35 01°',
'SiPt40 01'};

'GaCo04 01°',
'éaColZ_Ol',
'éaPtO4_Ol',
'éaPtl4_Ol',
'éaPt22_Ol',
'éaPt30_Ol',
'JuCo04 01",
'quol3_Ol',
'&uCo2l_Ol',
'&uPtO3_Ol',
'&uPtll_Ol',
'&uPtl9_Ol',
'juPt27_01',
'SiCo05 01",
'éiCol3_Ol',
'éiCo2l_Ol',
'éiCo29_Ol',
'éiPth_Ol',
'éiPtl9_Ol',
'éiPt28_Ol',

'SiPt36 01,

'GaCo05 01",
'GaCol3 01",
'GaPt05 01",
'GaPtl5 01",
'GaPt23 01',
'GaPt31l 01",
'JuCo05 01",
'JuCold 01°,
'JuCo22 01',
'JuPt04 01',
'Jubtl2 01',
'JubPt20 01',
'JuPt28 01',
'SiCo06 01',
'SiCol4 01°,
'SiCo22 01",
'SiCo30 01",
'siptl2 01',
'Sipt20 01",
'Sipt29 01',

'SiPt37 01°',

t inc = 80*6 + 80*6 + 80*5 + 96;

Sekil B.25: HHD kullanilarak her bir denek i¢in 6znitelik olusturma
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Fl = zeros(l, 96);

F2 = zeros(l, 80);

F3 = zeros(l, 80);

F4 = zeros(l, 80);

F total = zeros(l, t inc*477);

features = zeros(length(data files), t inc*477);

for i=1 : length(data files)
load (strcat('C:\...\', data files{i}, '.mat'));

abs diff = zeros(size(data,1l), 153);
diff = zeros(size(data,l), 153);
add = zeros(size(data,l), 153);

m=1;
for k=2 : 18
for t=k+1 : 19

df = data(:, k) - data(:, t);
abs diff(:, m) = abs(df);
diff(:, m) = df;
add(:, m) = data(:, k) + data(:, t);
m=m+ 1;
end
end
signals = [data(:, 2:end) abs diff diff add];
[row, col] = size(signals);

for j=1 : a

pxx = pwelch (package(j, :));
[pks, locs, w, p] = findpeaks (package(j, :));
Fl = [Stat(package(j, :)) Stat(pxx) Stat(pks) Stat(locs)

Stat (w) Stat(p)];

[modes] = ceemdan (package(j, :), Nstd, NR, MaxIter, 1);
for t=1 : mode number
[pks2, locs2, w2, p2] = findpeaks (modes(t, l:end));
F2(1, ((t-1)*inc + 1):((t-1)*inc + inc)) =
[Stat (modes(t, l:end)) Stat(pks2) Stat(locs2) Stat(w2) Stat(p2)]:;
end;

y = hilbert (modes) ;
amplitude = abs (y):;
instfreq = (fs/(2*pi))*diff (unwrap (angle(y)));

for t=1 : mode number
[pks3, locs3, w3, p3] = findpeaks (amplitude (t,
l:end));
F3(1, ((t-1)*inc + 1):((t-1)*inc + inc)) =
[Stat (amplitude (t, l:end)) Stat(pks3) Stat(locs3) Stat (w3)
Stat (p3)1;

end:

Sekil B.25: HHD kullanilarak her bir denek i¢in 6znitelik olugturma
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for t=1 : mode number - 1

[pks4, locs4, w4, p4] = findpeaks(instfreqg(t, l:end));
F4 (1, ((t-1)*inc + 1):((t-1)*inc + inc)) =
[Stat (instfreg(t, l:end)) Stat(pksd) Stat(locsd) Stat (wd)
Stat (p4) ];
end;
F total(l, ((j-1)*t inc + 1):((j-1)*t inc + t inc)) = [F1
F2 F3 F471;
end;
features (i, :) = F total;
end; N

Sekil B.25: HHD kullanilarak her bir denek i¢in 6znitelik olusturma
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Sekil B.26: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali igin ilk 6 IMF
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Sekil B.27: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali i¢in ilk 6 IMF'ye ait
genlik degerleri
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Sekil B.28: Parkinsonlu bireyin sag ayagina ait kuvvet sinyali igin ilk 6 IMF'ye ait
AF degerleri
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clc;
clear all;

outcome = .
{ 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO',
'co', 'co', 'co', 'co', 'co', 'co', 'co', ...

'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO',
'co', 'co', 'co', 'co', 'co', 'co', 'co', ...

'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO',
'co', 'co', 'co', 'co', 'co', 'co', 'co', ...

'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO', 'CO',
'co', 'co', 'co', 'co', 'co', 'co', 'co', ...

IPDI, IPDI, IPDI, lPDl, lPDl, lPDl, IPDv, IPDv, IPDv, IPDv,
'pD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', ...

'ep', 'pD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD',

'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD',
'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', ...
'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD',

'PD', 'PD', lPDl’ 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD',
'pp', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', ...

'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD', 'PD',
'PD', 'PD', 'PD', 'PD', 'PD', 'PD'};

path "C:\...\";

fileName = 'pl';

load (strcat (path, fileName, '.mat')):;
features = pl;

[row, column]=size (features);

fid = fopen( strcat(path, fileName, '.arff'), 'wt');
fprintf (fid, '@relation parkinson\n\n');
for j=1 : column
disp(3);
fprintf (fid, strcat('@attribute', ' £ ', num2str(j), '
numeric\n'));
end
fprintf (fid, '@attribute outcome {Cco, PD}\n");
fprintf (fid, '\n@data\n');

for k=1 : row
disp (k) ;
for t=1 : column
fprintf (fid, strcat (num2str (features(k, t)), ', "))
end
fprintf (fid, strcat (outcome{k}, '\n'));

end
fclose (fid) ;
fclose('all');

rcot
'co’,
'co',
'co’,
'PD',
'PD',
'PD',
'PD',
'PD',

'PD',

Sekil B.29: WEKA i¢in arff dosya formati olusturma
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function Benchmark NN (input, output, hiddenLayerSize, step)

for i=l:size (input,?2)
input(:,1i) = mat2gray(input(:,1i));
end

function [accuracyTrain, accuracyVal, accuracyTest, accuracyAll]
= BackPropagationNeuralNetwork ()
X = input';
t = output';

o\

Choose a Training Function

For a list of all training functions type: help nntrain
'"trainlm' is usually fastest. (Levenberg-Marquardt)
'"trainbr' takes longer but may be better for challenging

o o

o°

problems.
% 'trainscg' uses less memory. Suitable in low memory
situations.
trainFcn = 'trainscg';
% Create a Pattern Recognition Network
net = patternnet (hiddenlLayerSize, trainFcn);
net.trainParam.showWindow = 0;

Q

% Setup Division of Data for Training, Validation, Testing
net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% Train the Network

[net, tr] = train(net,x,t):;

% Training Confusion Plot Variables
yTrn = net(x(:,tr.trainInd));

tTrn = t(:,tr.trainInd);

[c,~] = confusion (tTrn,yTrn);
accuracyTrain = 100* (1-c);

% Validation Confusion Plot Variables
yvVal = net(x(:,tr.vallnd));

tvVal = t(:,tr.vallInd);

[c,~] = confusion (tVal,yVal);
accuracyVal = 100* (1-c);

% Test Confusion Plot Variables
yTst = net(x(:,tr.testInd));
tTst = t(:,tr.testInd);

[c,~] = confusion (tTst,yTst);
accuracyTest = 100* (1-c);

Sekil B.30: Parkinson veri kiimelerine uygulanan Yapay Sinir Ag1 i¢in benchmark
programi
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Q

% Overall Confusion Plot Variables
yAll = net(x);

tAll = t;

[c,~] = confusion (tAll,yAll);
accuracyAll = 100* (1-c);

end

accl = zeros(step,1);
acc?2 = zeros(step,1);
acc3 = zeros(step,1);
acc4 = zeros(step,1l);

for i=1 : step
sdisp (1) ;
[accuracyTrain, accuracyVal, accuracyTest, accuracyAll] =
BackPropagationNeuralNetwork () ;
accl (i) = accuracyTrain;

acc2 (i) = accuracyVal;
acc3 (i) = accuracyTest;
acc4 (1) = accuracyAll;

end

fprintf ('$2.2££%2.2£\t%2.2£4£%2.2£\t%2.2£f+%2.2£\t%2.2££%2.2f\n",

mean (accl), std(accl), mean(acc2), std(acc2), mean (acc3),
std(acc3),

mean (acc4), std(accd));
end

Sekil B.30: Parkinson veri kiimelerine uygulanan Yapay Sinir Ag1 i¢in benchmark
programi
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Cizelge B.8: Sinyallere uygulanan istatistiksel biiyiikliikler

Istatistiksel Biiyiikliikler

Formiil / Fonksiyon

Maksimum
Minimum

Ortalama

Standart Sapma

Carpiklik

Basiklik

Ortanca

Aralik

Ortalamadan Mutlak Sapma
Ortancadan Mutlak Sapma
Toplam

Shannon entropisi
Logaritmik entropi

Yoneyin 1. normu

Yoneyin 2. normu

max(x)
min(x)

N
1 2
N — 1Z(xi )
=1

NZL 1(x; — )3

(hzzeor)

N Zz 10 — x)*

(W= 27)

median(x)
max(x) - min(x)
mad(x, 0);
mad(x, 1)
sum(x)
wentropy(x,'shannon’)
wentropy(x,'log energy")
norm(x, 1)
norm(x)
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Cizelge B.9: FD kullanilarak elde edilen Ozniteliklerin listesi (10-kathi gapraz

dogrulama kullanilmistir)

Oznitelik ~ Ayak Sinyale Uygulanan Istatistiksel Ozniteligin Tek Bagina
No Sinyali Fonksiyon Slr}lﬂanfl trma
Dogrulugu (%)
1 =Ll norm (p) 72.125+2.085
2 |Ls — Rg| wentropy (w, 'shannon') 73.402+2.178
3 |Ry — Ry| std(signals) /mean (signals) 78.789+1.903
4 |R3 — Rq| norm (w) 75.219:0.790
5 |Ry — Rr| kurtosis (X mags(1l:N_2)) 73.741+3.457
6 |R; — Rg| wentropy (w, 'shannon') 72.186+1.850
7 Ly — Lg mean (pks) 74.416+2.425
8 Ly — Lg std(signals) 73.397+1.564
9 Li—Lg median (pks) 73.200+1.950
10 L, —R, sum (pks) 73.067+1.904
11 Ly —Lg skewness (p) 72.396+2.390
12 Li —Rg range (p) 71.4484+1.281
13 Le — Rs kurtosis (signals) 73.806+1.438
14 R, — Ry std(signals) /mean (signals) 77.983+1.718
15 Ry — Ry kurtosis (X mags(1:N 2)) 73.741+3.457
16 Ly+ Ly kurtosis (signals) 73.670+0.834
17 Ly + Lg skewness (signals) 73.941+1.728
18 latls kurtosis (signals) 74.141+1.843
19 Ls+Lg std(signals) /mean (signals) 73.130+2.749
20  Lstls median (signals) 72.72541.815
21 Ls+ Lg mad (signals, 1) 72.455+1.855
22 Ly+ Ls skewness (signals) 71.920+1.876
23 Rs + Rg std(signals) /mean (signals) 75.356+2.582
24 Rs + Rg kurtosis (signals) 72.728+2.142
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Cizelge B.10: Gaus2 dalgacig kullanilarak elde edilen 6zniteliklerin listesi (10-kath
capraz dogrulama kullanilmistir)

Oznitelik ~ Ayak Sinyale Uygulanan Istatistiksel Ozniteligin Tek Bagina
No Sinyali Fonksiyon Siflandirma
Dogrulugu (%)
1 L — Ls] norm (p) 72.125+2.085
2 |Ls — Rg| wentropy (w, 'shannon') 73.402+2.178
3 |Ry — Ry| std(signals) /mean (signals) 78.789+1.903
4 |R3 — Re| norm (w) 75.219:0.790
5 |R3 — Rg| wentropy (w, 'shannon') 72.186+1.850
6 Ly — Lg mean (pks) 74.416+2.425
7 Do — L std(signals) 73.397+1.564
8 L, —Lg median (pks) 73.200+1.950
9 Li—R; sum (pks) 73.067+1.904
10 Li—Lg std(p) 72.396+2.390
11 Li — R range (p) 71.448+1.281
12 L¢ — Rs kurtosis (signals) 73.806+1.438
13 R, — Ry std(signals) /mean (signals) 77.983+1.718
14 Ly+ Lg skewness (signals) 73.941+1.728
15 Ly + L, kurtosis (signals) 73.670+0.834
16 LstLs kurtosis(signals) 74.141+1.843
17 Ls + Lg median (signals) 72.725+1.815
18 Ls+ Lg std(signals) /mean (signals) 73.130+2.749
19 Ls + Lg mad (signals, 1) 72.455+1.855
20 Ly + Lg skewness (signals) 71.920+1.876
21 Rc + Rg std(signals) /mean (signals) 75.356+2.582
22 Rs + Rg kurtosis (signals) 72.728+2.142
23 Rs + Rg skewness (D) 72.254+1.879

251



Cizelge B.11: BiorSplines3.3 dalgacigi kullanilarak elde edilen 6zniteliklerin listesi
(10-katl1 ¢apraz dogrulama kullanilmigtir)

Omll\ilt)elik S/?\r?/ak_ Sinyale Uygulan_an Istatistiksel Oznitselﬁigfillgrgellriniasma
yali Fonksiyon Dogrulugu (%)

1 Ly mad (pks2_4, 0) 71.449:1.392
2 |Ly — Lg| mean (pks2_5) 77.576+1.907
3 L1 — Lo mad (p2_4, 0) 76.973+2.068
4 IL1 = Re| std(p2_2) 76.772::2.350
5 L, — Ly range (p2_4) 76.902+2.465
6 |Ly — L] max (p2_4) 76.633+2.325
7 Ly — L, | std (p2_4) 76.094:1.658
8 L, — Ly std (pks2_4) 75.761+1.931
9 |L; — Lg| mean (pks2_4) 75.423+1.594
10 |L; — L,| range (D_level 4) 76.901+2.726
11 Ly — L,| norm(D_level 4) 74.547+1.523
12 |Ly — L] std(p2_4) 75.624+2.610
13 |L,— Ly mad (pks2_4, 0) 74.549+1.992
14 |Ly—Ls] mean (pks2_4) 75.017+2.582
15 |Ly — L] mad (p2_4, 0) 74.677+1.588
16 L1 — Ly mad(p2_4, 0) 75.222+2.776
17 |L; — Lg| std(D_level 4) 74.075+£1.396
18 1= Lal  entropy(pks2 4, 'shannon') 74.074+1.809
19 |L; — Ls| std(D_level 4) 74.819+2.238
20 M=l mean (pksz_4) 74.75142.730
21 |Ly— Lyl mad (pks2_4, 0) 74.879+2.349
22 |Ly — Lo| wentropy(p2_4, 'shannon') 73.672+1.538
23 IL, — R, | range (p2_4) 73.942+1.987
24 |Li — L] range (p2_4) 73.537+1.762
25 Ly — L,| mean (p2_4) 73.470+1.642
26 |Ly — Ly| wentropy (pks2 4, 'shannon') 73.468+1.414
27 |L; — L,| range (p2_3) 73.601+1.635

28 |Ly — Lo| max (p2_ 3) 73.601+1.635
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Cizelge

B.11:

(devam) BiorSplines3.3 dalgacigi

kullanilarak

ozniteliklerin listesi (10-kath ¢apraz dogrulama kullanilmistir)

elde

edilen

29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61

Ly — Lal
Ly — Ls]
L1 = Lal
L1 = Ry
L1 — Ry
L1 = Ls]
L1 — Lo
L1 = Re|
L1 — Ryl
Ly — Ls]
L1 = Re|
L1 — Ry
Ly — L
L1 — L]
Ly — L]
1Ly = Lo
L1 — Ls]
L1 — L]
L1 = Ry
L1 = L]
L1 — L]
Ly — Ls]
L1 = Re|
L1 = Re|
Ly — Ls]
Ly — Ls]
Ly — Ls]
Ly — Ls]
1L = L]
L1 = Re|
Ly — Ls]
Ly = Lyl
L1 — Lal

range (pks2 4)
norm(pks2 4)
std(p2 4)
max (p2_4)
std(p2 1)
norm(D_level 4)
max (p2_4)
range (D_level 3)
wentropy (p2 3, 'shannon')
wentropy (pks2 4, 'shannon')
std(D_level 3)
std (pks2 4)
std(p2 4)
std(D_level 5)
mad (pks2 4, 0)

wentropy (D _level 4, 'shannon')

norm(p2_4)
norm(pks2 5)
std (D _level 3)
mean (p2_ 3)
std(pks2_ 3)
range (D _level 4)
range (pks2 3)
std(D_level 2)
max (D _level 4)
max (pks2 4)

wentropy (p2 4, 'shannon')

wentropy (D_level 4, 'shannon')
norm(pks2 4)

norm (D _level 3)

mad (D _level 4, O0)
norm(pks2 4)

range (pks2 4)

73.742+£2.163
73.877+2.578
73.536+1.948
73.807+2.398
73.131+1.142
73.938+2.462
73.334+1.868
73.403+£1.594
73.134+2.013
73.742+2.800
73.467+2.384
73.334+1.947
73.469+2.620
74.207+3.025
73.405+2.492
72.998+1.920
73.271+£2.351
73.064+1.706
73.205+2.727
72.797+2.082
74.006+3.035
72.929+1.955
72.663+2.182
72.325+1.244
72.798+2.709
72.798+2.709
72.460+1.715
73.401+2.864
72.459+1.749
73.333+£3.170
72.595+1.989
72.457+1.978
72.661+2.360
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Cizelge B.11: (devam) BiorSplines3.3 dalgacigr kullanilarak elde edilen
Ozniteliklerin listesi (10-katl ¢apraz dogrulama kullanilmigtir)
62 |L, — L norm (p) 72.125+2.085
63 |Li — Ly std (pks2_4) 73.467+3.079
64 |L; — L,| std(D_level 4) 72.253+1.663
65 |L; — L,| norm (D _level 4, 1) 72.321+1.878
66 |Ls — Rg| wentropy (w, 'shannon') 73.402+2.178
67 |Le — R4l max (pks2_3) 72.997+1.710
68 ILg — Ry max (D_level 3) 72.997+1.710
69 ILg — Ry std (D level 3) 71.717+1.317
70 IR, — Ry| std(signals)/mean(signals)  78.789+1.903
71 Ry — Rl mad (D_level 5, 1) 76.230+1.863
72 Ry — R4 std(p2_4) 74.683+2.955
73 |R; — R mad (p2_4, 0) 73.063+1.959
74 |R,—Rs| wentropy(p2 4, 'shannon')  73.335+2.699
75 |R, — R norm (p2_4) 72.928+2.363
76 |R, — R;|  wentropy(D_level 4, 'shannon') 73.334+2.344
77 |Rz — Rg| norm (w) 75.219+0.790
78 |R3 — Rl wentropy (w, 'shannon') 72.186+1.850
79 Ly —L, mean (pks2 4) 76.635+2.711
80 L, —L; wentropy(pks2 4, 'shannon')  75.356+1.528
81 Ly — Lg mad (pks2 4, 0) 76.028+2.204
82 Ly — Ly mad (pks2 4, 0) 74.881+1.259
83 L —L, wentropy (D_level 4, 'shannon') 75.019+1.577
84 Ly — Ly mad (pks2 4, 0) 74.546+2.054
85 Ly — Ly std (pks2_4) 75.153+2.622
86 Ly —Lg mean (pks) 74.416+2.425
87 Li—Ls norm (pks2 4) 74.277+2.236
88 L —L, std (D level 4) 74.138+2.485
89 Ly —Lg std(signals) 73.397+1.564
90 L — Ly max (D level 4) 73.270+2.199
91 Li—1L, mean (p2_3) 73.334+2.198
92 Ly —Lg range (p2_6) 72.996+1.729
93 Ly —L; max (pks2 4) 73.270+2.199
94  L—Lg median (pks) 73.200::1.950
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Cizelge B.11: (devam) BiorSplines3.3 dalgacigr kullanilarak elde edilen
Ozniteliklerin listesi (10-kath capraz dogrulama kullanilmistir)
95 Li—1L, range (p2_4) 72.5284+1.912
96 Li—1L, std (pks2_4) 72.997+2.752
97 Li—Lg std(p) 72.396+2.390
98 L,—L, std (pks2_ 4) 72.320+1.743
99 Li—Lg std(D_level 4) 72.254+1.900
100 Li—Lg range (p2_4) 72.258+2.076
101 L,—L, norm(p2_4) 71.449+1.293
102 L, —Rg std (pks2 4) 74.479+2.105
103 Li —Rg mean (p2_4) 74.548+1.289
104 L, —Rg mean (pks2 4) 73.063+1.324
105 L, —R, sum (pks) 73.067+1.904
106 L1 —Rg std (D _level 4) 73.470+2.460
107 Li — Rg norm (D level 4) 73.332+2.083
108 L, —Rg min (D level 4) 72.596+1.678
109 Li— Ry std (pks2 4) 72.931+2.307
110 L1 —Rg mad (pks2_ 4, 0) 72.729+2.465
111 L —R, mad (pks2 4, 0) 72.932+2.694
112 L —R, std (D level 4) 72.398+3.020
113 L1 —Rg range (p) 71.448+1.281
114 Le— Ry mad (pks2_ 5, 0) 73.536+2.405
115 Le — Rs kurtosis(signals) 73.806+1.438
116 R, —R, std(p2 4) 73.538+1.518
117 Ry —R3 std (pks2_4) 73.532+1.642
118 R, —R; std(signals)/mean(signals) 77.983+1.718
119 Li+ Rg std(p2_4) 74.007+1.644
120 L1+ Rg std(p2_3) 73.809+2.368
121 L+ Ls std(p2_4) 73.068+1.818
122 Ly + R, wentropy (p2 4, 'shannon') 72.729+1.605
123 Li+R; mad (pks2_ 4, 0) 72.729+1.255
124 L, +R, norm(pks2 4) 72.458+1.689
125 L+ Lg std(pks2_4) 72.799+2.527
126 L +R, std (pks2_5) 73.466+2.331
127 Li+R, range (p2_4) 73.469+2.956
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Cizelge B.11: (devam) BiorSplines3.3 dalgacigr kullanilarak elde edilen
Ozniteliklerin listesi (10-katli capraz dogrulama kullanilmistir)

128 Li + R, std(p2_4) 72.190+1.536
129 L, +Ry mean (pks2_ 4) 73.542+3.121
130 Li+ Lg std(pks2 4) 71.651+1.079
131 L; + Rg wentropy (pks2 6, 'shannon')  71.987+1.538
132 Ly+Ls kurtosis(signals) 74.141+1.843
133 Ly+ L, kurtosis(signals) 73.670+0.834
134 Ly + L skewness (signals) 71.920+1.876
135 Ly+ Lg skewness (signals) 73.941+1.728
136 Ls + Lg std(signals) /mean (signals)  73.130+2.749
137 Ls + Lg mad (signals, 1) 72.455+1.855
138 Ls+Lg median (signals) 72.725+1.815
139 Ls+ Ry std (D level 4) 72.591+2.315
140 R, +Rs mad (p2_4, 0) 74.342+3.233
141 R, + Rs mad (pks2 4, 0) 72.120+1.64

142 Rs + Rg std(signals) /mean (signals)  75.356+2.582
143 Rs + Ry kurtosis (signals) 72.728+2.142
144 |R2 - R6| Ed (5) 73.534+1.397
145 R2 -R7 wentropy (Ed, 'shannon') 72.862+1.593
146 L7 + R4 wentropy (Ed, 'shannon') 72.79342.413
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Cizelge B.12: Coiflets2 dalgacig kullanilarak elde edilen 6zniteliklerin listesi (10-

katli ¢apraz dogrulama kullanilmaistir)

Omll\iltelik Ayak_ Sinyale Uygulan_an Istatistiksel Oznlgiﬁ?ﬁr;;iléfaaslna
0 Sinyali Fonksiyon Dogrulugu (%)
1 |L1-L3] std (D level 4) 77.378+1.956
2 |L1-L3] std(p2_4) 77.310+1.511
3 [L1-L2] wentropy (p2 3, 'shannon') 77.641+1.235
4 |L1-L3] mad (pks2 3, 0) 77.173+2.087
5 |L1-R6| std(p2 2) 77.642+2.434
6 |L1-L2] mean (pks2_ 3) 76.164+1.508
7 |L1-L2] mad (pks2 3, 0) 76.294+1.307
8 |L1-L3] std(p2 3) 76.232+1.940
9 |L1-L2] wentropy (D_level 3, 'shannon') 76.767+2.521

10 |L1-L2] norm (p2 3) 75.692+1.284
11 |L1-L3] min (D level 4) 76.030+1.608
12 |L1-L2] std(p2 3) 75.822+1.973
13 |L1-L2] mad (p2 3, 0) 76.161+2.166
14 |L1-R6| range (p2_2) 76.496+2.033
15 |L1-R6| max (p2_2) 76.496+2.033
16 [L1-L3] max (p2 4) 75.154+1.805
17 |L1-L3] mad (p2 4, 0) 75.561+2.590
18 [L1-L2] mean (p2_ 3) 75.419+1.424
19 [L1-L3] wentropy (p2 3, 'shannon') 75.019+1.510
20 [L1-L3] range (p2_ 4) 74.952+1.816
21 |L1-L2] std (pks2 3) 74.276+1.161
22 [L1-L3] norm(p2_ 3) 74.821+2.771
23 |L1-13|  wentropy(D_level 3, 'shannon') 74.750%2.272
24 |L1-L3| mad (p2_3, 0) 75.021+2.611
25 [L1-L2] range (p2_4) 73.872+1.071
26 |L1-L3] sum(p2_3) 73.670%1.602
27 [L1-12] std (D level 3) 74.076+2.254
28 [L1-L3] norm(p2_ 3, 1) 73.67 £1.602
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Cizelge B.12: (devam) Coiflets2 dalgacigr kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

29 [L1-L4]| norm(pks2 3) 73.943+2.210
30 |L1-L2] max (p2_4) 73.536+1.118
31 |L1-R4| std(p2_3) 74.147+2.781
32 |L1-R6| std(pks2 2) 73.604+1.810
33 [L1-L4| mad (p2 3, 0) 73.533£1.809
34 |L1-R6| std(D_level 2) 73.470£1.738
35 |L1-L3]| std(D level 3) 73.606+1.874
36 [L1-L2] norm (pks2_ 3) 74.277+3.004
37 [L1-L3| range (D_level 4) 73.67412.624
38 [L1-L6]| std(p2 4) 73.874+2.467
39 [L1-L3] sum (pks2_ 3) 73.133+1.767
40 [L1-L3] mad (D_level 3, 0) 73.540£2.520
41 [L1-L3] norm(p2 4) 73.066+2.140
42 [L1-14] wentropy(pks2 3, 'shannon') 73.403%2.587
43 [L1-L6]| min (D_level 5) 72.728+0.948
44 |L1-L2] sum (p_3) 72.593+1.041
45 [L1-L3] norm(pks2 3, 1) 72.796%1.961
46 [L1-L12| max (p2_3) 72.792+1.563
47 [L1-L12| range (p2_3) 72.792+1.563
48 [L1-L2] norm(p2 3, 1) 72.593+1.041
49 [L1-L2] norm(p2 4) 72.862+1.733
50 |L1- R4 norm (p2_3) 72.932+2.316
51 |L1-L3| wentropy (p2 4, 'shannon') 72.729+2.083
52 [L1-L3] mean (p2 3) 73.342+3.236
53 [L1-L6]| range (p2_4) 72.325+1.866
54 [L1-L2| norm(D level 3) 72.929+2.849
55 [L1-L2|] wentropy(pks2 3, 'shannon') 72.93 +2.708
56 |L1-L5] range (pks2_ 3) 72.797+2.397
57 |L1-L3] std(pks2_4) 73.070+2.861
58 |L1-L2] sum (pks2_3) 72.729+2.371
59 |L1-L2] range (D_level 3) 72.120+1.802
60 |L1-R4| max (p2_3) 72.326+1.852
61 |L1-L2] mad (D_level 3, 0) 72.861+1.826
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Cizelge B.12: (devam) Coiflets2 dalgacigr kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
o1
92
03
94

|L1-L3]
|L1-R4|
|L5 - R1|
|L5 - R6|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|L6 - R4|
|L6 - R1|
|R1-RT|
|R1-R6|
|R1-R6|
|R1-R6|
|R1-R2]|
|R1-R2|
|R1-R6|
|R1-R3|
|R3 - R6|
[R3 - R6|
L1-16
L1-L2
L1-L2
L1-L4
L1-16
L1- L4
L1-16
L1-L4
L1-L5
L1-L5
L1-L4
L1-L4
L1-L2

norm (p)
range (p2_3)
median (D_level 2)
wentropy (w, 'shannon')
std (D _level 2)
std(p2_2)
max (D_level 2)
max (pks2 2)
skewness (D_level 5)
wentropy (pks2 2, 'shannon')
std(signals) /mean (signals)
median (p2_ 3)
std(p2 4)
mad (p2 4, 1)
range (p2 4)
max (p2_4)
std (pks2 4)
mad (pks2 4, 0)
norm (w)
wentropy (w, 'shannon')
std (D _level 6)
mad (pks2 3, 0)
std(p2_3)
mad (pks2 3, 0)
mean (pks)
wentropy (p2_ 3, 'shannon')
std(signals)
range (p2_3)
max (pks2_ 3)
max (D_level 3)
wentropy (pks2 3, 'shannon')
max (p2_3)
mad(p2_ 3, 0)

72.125%2.085
71.990+1.883

73.338+£2.053
73.402+2.178
75.825%2.401
75.763%3.585
73.939+2.697
73.939+2.697
73.264+£2.052
73.063+2.761
78.789+1.903
75.555+1.661
74.280+£2.653
73.06611.946
72.189+1.688
72.189+1.688
72.729+2.128
71.648+1.603
75.219+0.790
72.186+1.850
75.758+1.022
75.487+1.899
74.140+1.158
73.872+1.928
74.416%2.425
73.470£1.355
73.397+1.564
73.469+2.224
73.062+1.282
73.062+1.282
72.864+1.749
73.268+2.389
73.063%1.713

259



Cizelge B.12: (devam) Coiflets2 dalgacigr kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

95

96

97

98

99

100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125
126
127

L1-L6
L1-L6
L1-L6
L1-L6
L1-L6
L1-L5
L1-L6
L1-L6
L1-L6
L1-14
L1-R7
L1-R6
L1 -R7
L1-R7
L1-R6
L1-R5
L1-R6
L5 -R7
L5 - R6
L6 - R5
R1-R6
R1-R6
R1 - RT
L1+1L6
L1 +R8
L1+R1
L1 +R7
L1+L6
L4 +L7
L4 + L5
L4 + L5
L4 + R2
L4+ L8

median (pks)
range (D level 4)
wentropy (pks2 4, 'shannon')
std(p)
std(p2 4)
range (pks2_ 3)
range (p2_6)
std (D _level 4)
max (p2_6)
norm(D level 3)
sum (pks)
min (D _level 4)
max (D_level 4)
max (pks2 4)
mean (p2 4)
wentropy (D_level 3, 'shannon')
range (p)
skewness (D _level 5)
skewness (D_level 5)
kurtosis(signals)
range (D _level 5)
median (p2_ 3)
std(signals) /mean (signals)
mean (p2_ 3)
min (D _level 6)
std (D _level 4)
norm(D level 1)
wentropy (pks2 3, 'shannon')
kurtosis(signals)
kurtosis(signals)
skewness (signals)
median (D _level 4)

skewness (signals)

73.200£1.950
72.664+1.744

72.393£1.920
72.396%2.390
72.792+2.178
72.390+1.631
71.785%0.684
72.124+2.051
72.052+2.007
71.923+1.823
73.067£1.904
72.728+1.835
72.659+2.312
72.659%2.312
72.528+2.218
71.786£1.721
71.448+1.281
76.096%2.618
72.860+2.819
73.806+1.438
72.594+2.061
73.265%2.369
77.983+1.718
74.748+1.639
73.674+1.545
73.26612.844
73.935+3.328
72.329+2.328
73.670+0.834
74.141+1.843
71.92 +1.876
75.487+1.828
73.941+1.728
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Cizelge B.12: (devam) Coiflets2 dalgacigr kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

128 L5+ L8 std(signals) /mean (signals) 73.130+2.749
129 L5+ L8 median (signals) 72.725+1.815
130 L5+ L8 mad (signals, 1) 72.455%1.855
131 R1 +R6 mad (pks2 4, 0) 77.03911.686
132 R5+R8 std(signals)/mean(signals) 75.35612.582
133 R5 +R6 kurtosis(signals) 72.728+2.142
134 L4 + R4 median (Ed) 78.58611.463
135 L4 + R4 Ed (4) 76.36912.582
136 L4 + R4 mad (Ed, 1) 76.496%2.085
137 [L1-RT| std (Ed) /mean (Ed) 75.757+1.510
138 L6 + R5 Ed(5) 74.61412.505
139 R3 - R7 kurtosis (Ed) 73.063+1.290
140 L4 + R8 Ed(5) 73.134+2.236
141 L5 + R5 sum (Ed) 72.38911.274
142 L5 + R5 norm(Ed, 1) 72.38911.274
143 L5 + R5 mean (Ed) 72.38911.274
144 |L7 - R5| Ed (5) 72.458+2.355
145 R3 - R7 Ed(5) 73.136%3.029
146 L7 + R5 Ed(5) 72.321+1.610
147 L5 +R8 Ed(5) 72.25612.048
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Cizelge B.13: Daubechies2 dalgacigr kullanilarak elde edilen 6zniteliklerin listesi
(10-katl1 ¢apraz dogrulama kullanilmigtir)

Oznitelik ~ Ayak Sinyale Uygulanan Istatistiksel Ozniteligin Tek Bagina
No Sinyali Fonksiyon Slr}lﬂanfl trma
Dogrulugu (%)
1 [L1-L3] range (p2_4) 78.587+1.512
2 |L1-L3| max (p2_4) 78.250+1.790
3 |L1-L3] std (D level 3) 76.431+1.200
4 [L1-L2] mean (p2_3) 76.969+1.979
5 |L1-L3] std(p2 3) 75.492+1.947
6 |L1-L2] std (pks2_ 3) 76.162+2.383
7 |L1-L2] wentropy (p2 3, 'shannon') 75.557+2.242
8 [L1-L2] range (pks2_4) 74.748+1.268
9 [L1-R2| wentropy (p2 3, 'shannon') 74.815+1.711
10 |L1-L2] norm (p2_ 3) 74.817+2.063
11 |L1-L2] norm(D_level 3) 74.479+1.335
12 |L1-L3] wentropy (p2 3, 'shannon') 75.56012.766
13 |L1-L2] norm(pks2 3) 74.213+1.817
14 |L1-L3] range (D_level 4) 74.478+2.102
15 [L1-L3| min (D _level 3) 73.944+1.981
16 |L1-R2| max (p2_3) 74.072+1.962
17 |L1-R2] range (p2_3) 74.072+1.962
18 |L1-R4| max (p2 3) 74.345+1.828
19 |L1-R4| range (p2_ 3) 74.345+1.828
20 |L1-L2] std (D level 3) 73.874+2.048
21 |L1-L6| range (D _level 4) 73.805+2.454
22 [L1-L2] std(p2_3) 73.741+2.318
23 |L1-L6] mean (p2_3) 73.469+1.960
24 IL1- L4 mean (w2_1) 73.739+2.405
25 |L1-L3] norm(p2_3) 73.472+1.745
26 |L1-L6] mean (pks2_3) 73.810+3.004
27 [L1-12| wentropy (pks2 3, 'shannon') 73.13241.212
28 |L1-L4| min (D level 3) 73.943+2.329
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Cizelge B.13: (devam) Daubechies2 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61

|L1-L6]|
|L1-L3]
[L1-L2]
|L1-L3]
|L1-L6]|
|L1-R4]|
[L1-L2]
|L1-L3]
|L1-L6]|
|L1-L4]
|L1-R4|
|L1-R2|
|L1-L8]
|L1-L3]
|L1-L3]
|L1-L2]
|L1-L3]
|L1-R6|
|L1-L3]
|L1-L2]
|L1-R6 |
|L4-R7|
|L4-R7|
|L5-R5 |
|L4-R7|
|L5-R6|
|L4-R6 |
|L4-R6 |
|L5-R5|
|L6-R1|
|L6-R1]|
|L8-R5|
|R1-RT|

min (D _level 5)
norm(D_level 3)
std(p2 4)
mad (D _level 3, 0)
min (D_level 4)
std (D _level 3)
mean (pks2_ 3)
std(p2_ 4)

std(D_level 3)

wentropy (D _level 3, 'shannon')
wentropy (D _level 2, 'shannon')
std(p2_4)

min (D level 3)
wentropy (p2 2, 'shannon')
wentropy (D_level 3, 'shannon')

mad (D_level 3, 0)
mad (p2 3, 0)
mad (pks2 2, 0)
norm (p)
range (pks2 3)
std (pks2 2)
std (w2 4)
norm(w2_ 4)
mad (w2 3, 0)
mean (w2_4)
wentropy (w, 'shannon')
std(w2_4)
wentropy (w2 4, 'shannon')
wentropy (w2 3, 'shannon')
std(D_level 2)
std(pz2_2)
mad (w2 3, 0)

std(signals) /mean (signals)

73.404+£1.790
73.471+£2.571
74.345+2.859
74.010£2.920
73.803+2.467
73.471+2.267
73.133£1.961
72.865+2.174
73.333%£2.432
73.202+2.360
73.265%1.714
72.864+1.698
72.527+1.828
72.928+2.182
72.729+1.970
72.863+2.134
73.273+2.888
72.260+1.954
72.125+2.085
72.792+2.337
72.794+2.162
75.083+1.686
74.682+2.955
73.470+1.787
73.465+1.926
73.402+2.178
73.468+2.260
72.799%2.323
72.799+2.219
73.532+2.727
72.929+2.487
74.747+2.507
78.789+1.903
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Cizelge B.13: (devam) Daubechies2 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62 |R1-R2| min (D level 4) 74.612+1.179
63 |R1-R2| std(p2 4) 72.998+1.826
64 |R1-R6| mean (p2_4) 72.260+2.052
65 |R3-R6| norm (w) 75.219+0.790
66 |R3-R6| sum (locs2 3) 73.270+1.721
67 |R3-R6 | norm(locs2 3, 1) 73.270+1.721
68 |R3-R6| wentropy (w, 'shannon') 72.186+1.850
69 L1-L6 std(p2 4) 75.75512.086
70 L1-L6 min (D _level 4) 74.750+1.922
71 L1-L6 mean (pks) 74.416+2.425
72 L1-12 std(p2 3) 74.67412.454
73 L1-L6 std(signals) 73.397+1.564
74 L1-L5 range (D_level 3) 73.332+1.729
75 L1-L6 mean (pks2_ 3) 73.132+1.562
76 L1-L6 mad (p2_3, 0) 74.209+2.659
77 L1-L6 median (pks) 73.200+1.950
78 L1-L4 std(p2_ 3) 73.335+2.417
79 L1-L6 range (D_level 4) 72.324+1.727
80 L1-L6 std(p) 72.396+2.390
81 L1-L5 min (D _level 3) 72.192+1.969
82 L1-L5 mad(p2_4, 0) 72.120+2.062
83 L1-L6 std (D _level 6) 71.717+1.645
84 L1-L6 std (D _level 5) 71.315+0.993
85 L1-R7 sum (pks) 73.067£1.904
86 L1-R2 range (D _level 3) 73.398+2.367
87 L1-R8 min (D_level 3) 72.259+1.556
88 L1-R6 wentropy (D level 3, 'shannon') 72.256+2.176
89 L1-R6 range (p) 71.448+1.281
90 L6-R1 mad (pks2 4, 0) 72.859+2.621
91 L6-R1 median (D level 3) 72.391+2.187
92 L6-R5 kurtosis(signals) 73.806+1.438
93 L7-R1 mad(p2_4, 1) 73.87412.148
94 R1-RT std(signals) /mean (signals) 77.983+1.718
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Cizelge B.13: (devam) Daubechies2 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

95

96

97

98

99

100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125

L1+R8
L1+R8
L4+L7
L4+L5
L4+L5
L4+L8
L5+L8
L5+L8
L5+L8
L4+R6
R5+R8
R5+R6
L5+R5
|L7-R5]|
L5+R5
L4+R5
L4+R4
L4+R4
L4+R4
L4+R4
|L1-RT]|
L4+R5
L5+R6
L4+R5
L4+R5
L6+R5
L7+R5
L5+R5
L6+R5
|R1-LT|
|L7-R5]|

range (p2_3)
max (p2_3)
kurtosis(signals)
kurtosis(signals)
skewness (signals)
skewness (signals)
std(signals) /mean (signals)
mad (signals, 1)
median (signals)
wentropy (w2 4, 'shannon')
std(signals) /mean (signals)
kurtosis(signals)
Ed (4)
Ed (5)
mad (Ed, 1)
Ed (4)
mad (Ed, 1)
median (Ed)
Ed (4)
Ed (3)
std (Ed) /mean (Ed)
mad (Ed, 1)
Ed (5)
median (Ed)
wentropy (Ed, 'log energy')
median (Ed)
Ed(5)
median (Ed)
Ed (5)
skewness (Ed)

Ea

72.524+2.247
72.658+2.334

73.670+0.834
74.141+1.843
71.920+1.876
73.941+1.728
73.130+2.749
72.455%1.855
72.725+1.815
72.122+2.031
75.356%2.582
72.728+2.142
77.650+2.400
76.566%1.335
76.769+2.334
76.63612.683
75.691+2.554
75.556%2.879
74.481+2.678
74.346+2.306
74.079%3.345
72.729+1.813
73.404+£2.153
73.338+2.494
73.329+2.340
72.793+1.880
73.002+2.503
72.996+1.698
72.729%2.341
72.324+1.905
71.920+1.586
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Cizelge B.14: Daubechies3 dalgacigi kullanilarak elde edilen Ozniteliklerin listesi
(10-katl1 ¢apraz dogrulama kullanilmigtir)

Omll\iltelik Ayak_ Sinyale Uygulan_an [statistiksel Oznltselﬁigﬁlgrgellsniasma
0 Sinyali Fonksiyon Dogrulugu (%)
1 R1 median (w2 1) 72.524+1.829
2 |L1-L2] std (D level 3) 77.847+1.388
3 [L1-L2] wentropy (D level 3, 'shannon') 77.713+2.172
4 |L1-L2] range (pks2 4) 77.173+1.757
5 |L1-L2] mad (p2 3, 0) 77.237+1.561
6 |L1-L3] std (pks2 4) 76.907+2.123
7 |L1-L3| std (D level 4) 76.701+1.929
8 |L1-L3] range (pks2_4) 76.095+1.811
9 L1 -L2] wentropy (pks2_3, 'shannon') 75.963+1.884

10 |L1-L2] max (D_level 4) 76.297+1.996
11 |L1-L2] range (D level 4) 75.692+1.493
12 |L1-L2] norm(D_level 3) 75.963+2.090
13 |L1-L2] max (pks2 4) 75.759+1.978
14 |[L1-R6| range (pks2 3) 75.627+2.357
15 |L1-L2] std (pks2_ 3) 75.157+2.278
16 |L1- R6| std (pks2 2) 75.156+2.310
17 [L1-L2] mean (pks2_ 3) 75.154+42.462
18 |L1-L2] std(p2_3) 74.678+1.714
19 |L1-L3]| max (p2 4) 75.154+2.669
20 |L1-L2] sum (p2_3) 75.151+2.234
21 |L1-L2] norm(pks2_ 3) 75.021+2.590
22 [L1-L2] wentropy (p2 3, 'shannon') 74.411+1.333
23 |L1-L2] norm(p2 3, 1) 75.151+2.234
24 |L1-L3] std(p2_3) 74.009+2.038
25 |L1-L3]| range (p2_4) 74.683+2.449
26 |L1-L3] max (pks2_4) 74.480+2.699
27 |L1-L3] max (D level 4) 74.480+2.699
28 [L1-R2| range (p2_4) 74.685+2.787
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Cizelge B.14: (devam) Daubechies3 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

29 |[L1-R6| max (pks2_ 3) 74.544+1.762
30 |L1-L6]| std(pks2_3) 73.805+1.171
31 |L1-L2] norm (p2_3) 74.142+2.245
32 |L1-L3] mad (pks2 4, 0) 73.538+1.734
33 |L1-R2| max (p2_4) 74.011+2.409
34 |L1-L2] mad (D_level2 3, 0) 73.736+1.902
35 |L1-L4] std(pks2_ 4) 74.073+2.894
36 |L1-R6| norm(pks2 2) 73.60612.746
37 |L1-R6| max (D_level 3) 73.670+1.572
38 |L1-L2] mean (p2_3) 73.266+1.540
39 [L1-R4| mad (p2 3, 0) 73.338+2.101
40 |L1-L5] min (D_level 3) 73.601+£2.036
41 |L1-R2| max (D_level 4) 73.132+1.350
42 [L1-R2| max (pks2 4) 73.132+1.350
43 |L1-L3| wentropy (D_level 4, 'shannon') 73.537+2.464
44 |L1-R6| mad (D_level 2, 0) 72.999+1.749
45 [L1-L6] std(pks2 4) 73.132+2.144
46 |L1-L4| mad (pks2 4, 0) 73.199+2.622
47 |[L1-R2] range (D _level 4) 73.8731£3.091
48 |L1-L3] std(p2_4) 72.797+1.900
49 [L1-L6]| mean (pks2 5) 73.472+2.929
50 [L1-L6| range (pks2_4) 73.265+2.082
51 |L1-R4| max (p2_3) 72.731+2.272
52 |L1-L4] std(p2_3) 72.729+2.235
53 |L1-R4| range (p2_3) 72.664+2.346
54 |[L1-13] wentropy(pks2_3, 'shannon') 72.663+2.112
55 [L1-L6] mad (pks2 4, 0) 72.596+1.800
56 [L1-14] wentropy(pks2 3, 'shannon') 72.389+1.746
57 |L1-L3] norm (p) 72.125+2.085
58 |L1-R4| std(pks2_ 3) 72.664+2.623
59 [L1-L6] min (D _level 5) 72.257+1.673
60 |L1-L6] std(p2_3) 72.594+2.489
61 |L1-R4| std(D_level 3) 72.056+1.979
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Cizelge B.14: (devam) Daubechies3 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62 |L1-L2] range (p2_3) 71.720+1.659
63 [L1-L2] max (p2_3) 71.720+1.659
64 [L1-R6| range (p2_2) 71.851+1.842
65 |L1-R6]| max (p2_2) 71.851+1.842
66 |L5 - R6]| wentropy (w, 'shannon') 73.402+2.178
67 |L6 - R1| mad (pks2_ 2, 0) 76.297+1.520
68 |L6 - R1]| std(p2_2) 74.007+1.808
69 |L6 - R1]| std(D level 2) 74.547+3.007
70 |L6 - R1| mad (p2_2, 0) 72.931+2.106
71 [L6-R1| wentropy(pks2 2, 'shannon') 72.257+1.883
72 |L6 - R1] max (pks2_ 3) 72.056+1.929
73 |R1 - RT| std(signals) /mean (signals) 78.789+1.903
74 |[R1-R6| median (p2 4) 74.212+1.831
75 |[R1-R6| mad (p2_3, 1) 72.594+1.710
76 |R1-R3| median (w2_1) 73.13442.403
77 |R1-R3]| std(pks2 4) 72.930+2.352
78 [R3-R6]| norm (w) 75.219+0.790
79 |[R3 -R6| wentropy (w, 'shannon') 72.186+1.850
80 L1-16 std (D _level 6) 74.009+1.195
81 L1-L6 mean (pks) 74.41642.425
82 L1-L5 min (D level 3) 73.534+1.967
83 L1-13 range (pksz_4) 73.938+2.518
84 L1-R1 skewness (p2_2) 73.067+1.564
85 L1-L6 std(signals) 73.397+1.564
86 L1-13 std(pks2_4) 73.133+2.556
87 L1-16 median (pks) 73.200+1.950
88 L1-16 max (p2_4) 72.728+1.673
89 L1-L4 norm(D level 3) 72.797+1.863
90 L1-16 range (p2_4) 72.392+1.651
91 L1-L4 std (D level 3) 72.192+1.826
92 L1-L4 min (D level 3) 72.724+2.251
93 L1-L6 std(p) 72.396+2.390
94 L1-12 mad (D _level 3, 0) 72.924+2.756

268



Cizelge B.14: (devam) Daubechies3 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

95

96

97

98

99

100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125
126
127

L1-1L2
L1-R1
L1-R6
L1-R6
L1-R6
L1-R6
L1-R6
L1 - R7
L1-R6
L6 -R1
L6 - R1
L6 -R1
L6 -R5
R1-R4
R1-R3
R1-R2
R1-RT
L1+R2
L1+R2
L1+R2
L1+1L2
L1+L7
L1+L7
L1+R3
L1+R2
L4+L7
L4 + L5
L4+ L5
L4 +18
L5+1L8
L5+ L8
L5+ L8
R1+R5

norm(pks2 3, 1)
kurtosis (p2 2)
range (D level 4)
std(p2 4)
std (D _level 4)
std (D _level 3)
min (D _level 4)
sum (pks)
range (p)
range (pks2 5)
mad (p2 4, 0)
mad (pks2 3, 0)
kurtosis(signals)
median (w2 1)
kurtosis (pks2 2)
kurtosis (p2 2)
std(signals) /mean (signals)
range (p2 4)
max (p2_4)
range (D level 4)
mad (D _level 5, 1)
max (pks2 3)
max (D_level 3)
mad (pks2 3, 0)
std(p2 4)
kurtosis(signals)
kurtosis(signals)
skewness (signals)
skewness (signals)
std(signals) /mean (signals)
median (signals)
mad (signals, 1)

norm(locs2 1)

72.257+1.471
73.202+3.196

74.278+2.336
74.078+1.883
73.740£2.115
74.009+2.446
73.665%2.679
73.067+£1.904
71.448+1.281
73.805+0.925
73.875%£2.526
72.593+1.948
73.806+1.438
73.670£1.796
72.660+1.709
72.255%2.135
77.983+1.718
76.639+2.187
76.435+2.126
73.537+1.827
72.795%2.123
73.134+2.410
73.134+2.410
72.658+2.092
72.458+2.416
73.670+0.834
74.141+1.843
71.920+1.876
73.941+1.728
73.130+2.749
72.725%+1.815
72.455%1.855
73.607+1.782
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Cizelge B.14: (devam) Daubechies3 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

128 R1 +R6 mad(p2 4, 1) 74.81613.209
129 R1+R5 norm(locs2_1, 1) 73.133%1.682
130 R1+R5 sum(locs2 1) 73.133+1.682
131 R1 + R5 mad(p2 4, 0) 72.86212.49
132 R5+R8  std(signals)/mean (signals) 75.35612.582
133 R5 + R6 kurtosis(signals) 72.728+2.142
134 L4 + R4 mad (Ed, 1) 76.901+2.183
135 L4 + R4 median (Ed) 75.76112.407
136 L4 + R4 Ed (4) 75.421+2.233
137 L4+ L6 skewness (Ed) 74.545+2.366
138 L4 + R8 Ed(5) 73.064+2.329
139 L4 + R5 median (Ed) 72.392+2.095
140 [L7 - R7| std (Ed) /mean (Ed) 71.986+1.684
141 |L4 - R4| Ed (4) 72.867+2.622
142 L6 + R5 Ed(5) 73.40512.750
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Cizelge B.15: Daubechies4 dalgacigr kullanilarak elde edilen ozniteliklerin listesi
(10-katl1 ¢apraz dogrulama kullanilmigtir)

Omll\iltelik Ayak_ Sinyale Uygulan_an Istatistiksel Oznlgiﬁ?ﬁr;;iléfaaslna
0 Sinyali Fonksiyon Dogrulugu (%)
1 |L1-L3] std(D level 4) 78.453+1.734
2 |L1-L3] mad (pks2 4, 0) 78.049+1.635
3 |L1-L3| std (pks2 4) 77.910+1.373
4 [L1-L3] max (D_level 4) 77.509+2.467
5 [L1-L3| wentropy (p2 3, 'shannon') 77.238+1.132
6 |L1-L3] max (pks2 4) 77.509+2.467
7 |L1-R6| std(p2 2) 77.174+1.486
8 |L1-L3] mean (pks2 4) 76.769+1.436
9 |L1-L3| std (pks2_ 3) 76.703+1.275

10 |L1-L3] max (p2 4) 76.432+1.633
11 |L1-L3] norm (pks2 4) 75.960+1.747
12 [L1-L3]| range (p2_ 4) 75.961+1.706
13 |L1-L3] range (D_level 4) 75.960+2.597
14 |L1-L3] std(p2_4) 75.624+1.200
15 |L1-L2] mad (pks2 3, 0) 75.761+2.213
16 [L1-L2] norm (p2 3) 75.824+2.197
17 |L1-R4| std(p2_3) 75.892+2.388
18 |L1-L3] mad (p2 4, 0) 75.561+2.337
19 [L1-L2| wentropy(D_level 3, 'shannon') 75.286+1.625
20 [L1-L2] mean (p2_ 3) 75.219+1.696
21 [L1-13] wentropy(pks2 3, 'shannon') 75.289+1.884
22 |L1-L3| sum (pks2_ 3) 75.422+1.583
23 [L1-L2] max (D_level 4) 75.222+2.154
24 |L1-L3] norm (pks2_3) 75.086+2.172
25 |L1-L2] max (pks2 4) 75.222+2.154
26 |L1-L2] mad (p2_3, 0) 74.814+1.798
27 |[L1-13] wentropy(pks2 4, 'shannon') 74.818+2.421
28 |L1-L3]| norm(pks2 3, 1) 75.085+1.745
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Cizelge B.15: (devam) Daubechies4 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

29 |L1-L3] range (pks2_4) 75.291+3.200
30 |L1-L4] std(pks2_4) 74.615+1.697
31 |L1-L2] std(p2_4) 74.61612.068
32 |L1-L2] wentropy (p2 3, 'shannon') 74.478+1.632
33 |L1-L2] std (pks2 4) 74.479+2.210
34 |L1-L4] mad (pks2 4, 0) 74.212+1.757
35 |L1-L6]| std(pks2 4) 74.81411.942
36 |L1-L3] mad (D level 3, 0) 74.014+2.631
37 |L1-L6] range (D_level 3) 74.277+1.846
38 |L1-L4] range (pks2 4) 74.479+2.206
39 [L1-R5]| std(D level 3) 73.940+1.873
40 |L1-L3| std(p2 3) 74.078+2.662
41 [L1-L2] norm(D level 3) 74.007+2.150
42 |L1-L6]| mad (pks2 4, 0) 74.008+1.871
43 |L1-L3] mad (p2_ 3, 0) 73.943+2.428
44 [L1-L2] std(p2_ 3) 73.601+1.972
45 |L1-L2] std(D level 3) 74.20612.310
46 |L1-L3] norm (p2_3) 73.33611.767
47 |L1-L6| mean (p2_3) 73.203+2.519
48 |L1-L2] mean (pks2 3) 73.742+2.876
49 [L1-L6]| range (pks2 4) 73.40612.629
50 |L1-L2] max (p2_3) 73.398+1.720
51 |L1-L2] max (p2_4) 73.537+2.357
52 |[L1-L2] wentropy(pks2 3, 'shannon') 73.400+2.367
53 [L1-13|  wentropy(D_level 4, 'shannon') 72.866+2.269
54 |L1-R4| std(pks2_ 3) 73.468+2.635
55 [L1-L2] range (p2_3) 73.398+1.720
56 [L1-R4| wentropy (p2 3, 'shannon') 72.999+2.515
57 |L1-L3] norm (D level 3, 1) 72.592+1.668
58 [L1-L2] range (D _level 3) 73.268+2.774
59 |L1-R4| std(D level 3) 73.204+2.800
60 |L1-L2] range (p2_4) 73.402+2.461
61 |L1-L2] mad (p2_4, 0) 73.134+2.606
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Cizelge B.15: (devam) Daubechies4 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
o1
92
03
94

[L1-L2]
|L1-L2]
|L1-L2]
|L1-L5]
|L1-L5]
|L1-R6|
|L1-R4|
|L1-R5|
|L1-L3]
|L1-L2]
|L1-L3]
|L1-R4|
|L1-L4]
|L1-L3]
|L1-L4]
|L1-L2]
|L1-R6|
|L1-L2]
|L1-L6|
|L1-L6|
|L1-R1]
|L1-L2]
IL5 - R6|
|L4-R7|
|L6 - R1|
|L6-R1|
|L6-R1|
|R1-RT|
|R1-R6|
|R1-R6|
|R2 - R7|
|R1-R6|
|R1-R2|

mad (D _level 3, 0)
norm(D_level 3, 1)
norm(p2_4)
std(p2 4)
mad (pks2 4, 0)
std (D _level 2)
wentropy (pks2 3, 'shannon')
std(p2_ 3)
std(D_level 3)
norm(pks2_ 3)
wentropy (D_level 3, 'shannon')
wentropy (D_level 3, 'shannon')
max (pks2 4)
norm (p)
max (D_level 4)
range (D level 2)
mad (pks2 2, 0)
norm(pks2 3, 1)
mean (pks2 4)
min (D level 5)
mad (p2 4, 1)
std (D _level 4)
wentropy (w, 'shannon')
median (D _level 5)
std (D _level 2)
range (D_level 3)
wentropy (p2 2, 'shannon')
std(signals) /mean (signals)
mad (D level 4, 1)
std(p2_ 4)
mad (w2 _4, 0)
max (p2_4)
range (p2_4)

72.792+1.393
72.864+£2.552

72.593£1.225
73.338+3.137
72.595+2.071
72.527+2.248
73.063+2.303
72.529+2.813
72.596+2.060
72.393+2.032
72.189+1.486
72.123+£1.927
72.590+2.244
72.125+2.085
72.590+2.244
72.521+2.394
72.926+2.271
72.459+1.989
71.920+1.643
72.25612.025
72.055+2.027
71.984+1.897
73.402+2.178
72.459+1.719
75.220+3.140
73.466+2.466
72.86612.541
78.789+1.903
73.805+1.961
74.410+1.662
72.862+2.410
72.529+2.381
71.919+1.566
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Cizelge B.15: (devam) Daubechies4 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

95 |[R1-R6]| mad (p2_4, 0) 73.335+3.098
96 |R1-R8| mad (pks2 4, 0) 72.323+1.985
97 |R1-R2| max (p2_ 4) 71.718+1.692
98 |IR3-R7| wentropy(w2 4, 'log energy') 75.894+1.619
99 [R3-R6| norm (w) 75.219+0.790
100 |R3 -R7| mean (w2 4) 73.536+1.270
101 |[R3-R6| wentropy (w, 'shannon') 72.186+1.850
102 L1-L6 mad (p2 4, 0) 75.963+1.575
103 L1-13 std(pks2 4) 74.818+2.605
104 L1-L6 mean (pks) 74.416%2.425
105 L1-L6 std(p2 4) 74.143+2.194
106 L1-L5 range (D_level 3) 73.736+1.581
107 L1-L4 wentropy (pks2 3, 'shannon') 73.876+2.456
108 L1-L6 std (pks2 4) 73.672+1.710
109 L1-13 wentropy (pks2 4, 'shannon') 73.604+1.804
110 L1-L2 mad(p2_ 3, 0) 73.602+1.594
111 L1-L2 std(pks2 4) 73.471+1.890
112 L1-L6 std (D _level 6) 73.605+2.030
113 L1-R1 kurtosis (D_level_ 3) 73.738+2.222
114 L1-16 mad (D_level 6, O0) 73.804+1.782
115 L1-L4 range (pksz_6) 73.33241.595
116 L1-L6 std(signals) 73.397+1.564
117 L1-L14 wentropy (p2 3, 'shannon') 72.930+1.979
118 L1-L6 mad (pks2_4, 0) 73.200+2.294
119 L1-L6 median (pks) 73.200+1.950
120 L1-14 mad (pks2_ 3, 0) 73.333+£2.740
121 L1-14 mad (p2 3, 0) 73.202+3.055
122 L1-L4 std(pks2_3) 72.529+1.917
123 L1-12 mad (D level 3, 0) 72.724+2.065
124 L1-13 max (pks2 4) 72.864+2.683
125 L1-13 max (D_level 4) 72.864+2.683
126 L1-L6 std(p) 72.396+2.390
127 L1-R6 std(p2_4) 75.755+2.652
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Cizelge B.15: (devam) Daubechies4 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

128
129
130
131
132
133
134
135
136
137
138
139
140
141
142
143
144
145
146
147
148
149
150
151
152
153
154
155
156
157
158
159
160

L1-R6
L1-R6
L1-R6
L1-R6
L1 -R7
L1-R6
L1-R6
L1-R6
L1-R6
L1-R6
L1-R6
L1-R6
L6 -R5
R1-R4
R1-R6
R1-R6
R1-RT
L1+R2
L1+R2
L1+1L5
L1+R8
L1+R1
L4+ L7
L4 + L5
L4+ L5
L4+ 18
L5+1L8
L5+ L8
L5+ L8
R5 + R8
R5 + R6
L4 + R4
L4 + R4

norm(D_level 3)
mad (pks2 4, 0)
min (D_level 4)
range (p2_4)
sum (pks)
range (pks2 3)
max (pks2 4)
max (D_level 4)
max (p2_4)
norm(pks2_ 3)
norm(p2 3)
range (p)
kurtosis(signals)
mad (pks2 4, 0)
range (D _level 5)
min (D level 5)
std(signals) /mean (signals)
mad (pks2 4, 0)
min (D _level 4)
std(w2 1)
norm(p2 6)
kurtosis (D_level 3)
kurtosis(signals)
kurtosis(signals)
skewness (signals)
skewness (signals)
std(signals) /mean (signals)
median (signals)
mad (signals, 1)
std(signals) /mean (signals)
kurtosis(signals)
median (Ed)

Ed (4)

74.143+1.085
74.279+2.518

72.863+1.385
73.808+2.616
73.067+1.904
73.404+2.258
73.198+2.153
73.198+2.153
73.000+£2.459
72.326+1.558
71.920£1.766
71.448+1.281
73.939+1.418
74.075+2.747
72.929+1.899
73.195+2.146
77.983+1.718
76.162+1.345
74.208+1.888
72.932+1.679
73.131+1.103
72.798+2.172
73.67 £0.834
74.141+1.843
71.920+1.876
73.941+1.728
72.996+2.857
72.725%+1.815
72.455%1.855
75.356+2.582
72.728+2.142
76.631+2.271
77.310£2.985
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Cizelge B.15: (devam) Daubechies4 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

161 L4 + R4 mad (Ed, 1) 76.028+1.721
162 R4 +R8 Ed(5) 75.627+2.440
163 |L1 - RT| skewness (Ed) 74.949+2.701
164 |L7 - R7] std (Ed) /mean (Ed) 73.804+1.975
165 L4 + R4 wentropy (Ed, 'log energy') 73.805+1.762
166 L5 +R4 Ed (4) 73.876+2.781
167 |L1 - RT| std (Ed) /mean (Ed) 73.801+2.567
168  |L6-R7| std (Ed) /mean (Ed) 73.202+2.184
169  |L4-R4| Ed (4) 73.40242.773
170 R2 - R6 skewness (Ed) 72.597+1.952
171 L4 + R5 Ed (4) 72.057+1.717
172 L6 + R5 Ed(5) 72.523+2.090
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Cizelge B.16: Daubechies5 dalgacigr kullanilarak elde edilen 6zniteliklerin listesi

(10-katl1 ¢apraz dogrulama kullanilmigtir)

Omll\iltelik Ayak_ Sinyale Uygulan_an Istatistiksel Oznlgiﬁ?ﬁr;;iléfaaslna
0 Sinyali Fonksiyon Dogrulugu (%)
1 L1 wentropy (p2 3, 'shannon') 72.123+1.947
2 |L1-L3] std(D level 4) 78.452+1.104
3 |L1-L3| std(p2 4) 77.577+0.968
4 |L1-L2] mad (pks2 4, 0) 75.355+1.495
5 |L1-L2] std(p2 4) 75.758+2.013
6 |L1-L3] range (p2_4) 75.286+1.129
7 |L1-L2] mad (p2 3, 0) 75.491+2.125
8 [L1-L2] mean (p2_3) 75.356+2.353
9 |L1-L3| max (p2_4) 75.084+1.004

10 |L1-L3] mean (p2 4) 75.288+2.132
11 |L1-L2] min (D level 3) 75.491+2.302
12 |L1-L3] range (D_level 4) 75.555+1.431
13 |L1 - L3| std(pks2 4) 74.885+1.790
14 [L1-R2] max (D _level 4) 75.218+1.734
15 |L1-R2| max (pks2_ 4) 75.218+1.734
16 |L1-L3] mad (D level 4, 0) 75.286+2.315
17 |L1-L3] mean (pks2_ 3) 75.017+2.221
18 |L1-L3]| mean (pks2 4) 74.480+1.547
19 [L1-L2| wentropy (D _level 3, 'shannon') 74.749+1.862
20 |L1-L3]| max (pks2 3) 74.211+£1.991
21 |L1-L3] max (D _level 3) 74.211+£1.991
22 |L1-L3] max (pks2 4) 74.011+1.798
23 |L1-L3] mean (p2_3) 74.078+1.784
24 |[L1-R6| std(D_level 2) 73.739+1.245
25 |L1-L6| range (p2_5) 74.479+2.107
26 |L1 - R4| mad (p2_ 3, 0) 73.807+1.645
27 [L1-L3] max (D_level 4) 74.011+£1.798
28 |L1-R4| std(p2_3) 74.751+2.644
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Cizelge B.16: (devam) Daubechies5 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61

|L1-L2]
|L1-L3]
|L1-R2]
|L1-L4]
|L1-L3]
|L1-R2]
|L1-R4]|
|L1-L2]
|L1-L3]
|L1-L6|
|L1-L2]
|L1-L3|
|L1-R5|
|L1-R2]
|L1-L2]
|L1-L4]
|L1-L2]
|L1-L6]|
|L1-R4|
|L1-R4]|
|L1-L2]
|L1-L2]
|L1-R6]
|L1-R5]
|L1-R4|
|L1-L2]
|L1-L3]
|L1-R2]
|L1-L2]
|L1-L3]
|L1-L6]|
|L1-R1]|
|L1-L3]

std (pks2 4)
mad (pks2 4, 0)
max (p2_ 4)
std(p2_ 3)
std (D _level 3)
range (p2_4)
std (D _level 3)
mad (pks2 3, 0)
mad(p2_4, 0)
mean (pks2 4)
std(p2 3)
range (pks2 4)
std (D _level 3)
std(p2 4)
max (p2_ 4)
std(pks2 4)
std (D _level 3)
mad (pks2 5, 0)
mad (pks2 3, 0)
wentropy (p2 3, 'shannon')
range (pks2 3)
range (p2_ 4)
mad(p2_ 2, 0)
std(p2 3)
wentropy (D level 3, 'shannon')
norm(pks2_ 3)
wentropy (pks2 3, 'shannon')
mad (pks2 4, 0)
range (D level 4)
sum (pks2 3)
std(pks2_5)
skewness (pks2Z_ 3)

norm (p)

74.142+2.322
73.539+2.130
73.738+2.271
73.403£2.042
74.481+3.361
74.007+2.596
74.014+2.917
73.401+1.929
73.741+2.730
73.068+1.739
74.070+2.509
73.334+2.267
73.536%2.737
73.471+2.215
73.470+2.278
73.747+3.466
73.066%1.749
73.270£2.290
73.402+2.561
73.472+2.717
72.794+0.965
72.861+1.657
72.664+2.171
72.528+1.815
74.147+4.016
72.594+2.066
72.328+2.188
72.663%2.358
72.525+1.948
72.327+1.932
72.525+1.744
72.456+2.077
72.125%2.085
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Cizelge B.16: (devam) Daubechies5 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
o1
92
03
94

[L1-L2]
|L1-R5|
|L1-L3]
[L1-L2]
|L1-L6|
|L1-L2]
|L2 - R6|
L5 - R6|
|L6 - R1]
|R1-RT|
|[R1-R6]|
|R1- R3]
|R1-R2|
|R1-R3|
|R1-R3|
|R3 - R6|
IR3 - R6|
L1-L2
L1-16
L1-L4
L1-12
L1-16
L1-16
L1-L2
L1-16
L1-16
L1-1L3
L1-16
L1-L2
L1-L4
L1-1L3
L1-14
L1-16

max (D_level 3)
std(p2 1)
range (pks2_ 3)
max (pks2_ 3)
max (p2_5)
norm(D_level 3, 1)
std (pks2 2)
wentropy (w, 'shannon')
std(D_level 2)
std(signals) /mean (signals)
mad (pks2 3, 1)
mad (pks2 3, 0)
std(p2 4)
mad (D _level 3, 0)
std (pks2 4)
norm (w)
wentropy (w, 'shannon')
range (pks2 3)
mean (pks)
norm(p2_3)
mad (pks2 3, 0)
wentropy (p2 3, 'shannon')
std(signal)
wentropy (pks2 4, 'shannon')
median (pks)
wentropy (D_level 4, 'shannon')
std (pks2 4)
std(p)
std(p2_ 4)
mean (p2_5)
range (pks2_ 3)
min (D_level 3)

range (p2_4)

71.990+1.826
72.257+1.943

71.986+1.542
71.99 £1.826
72.861+2.619
71.783£1.693
73.537+2.049
73.402+2.178
72.592+1.627
78.789+1.903
75.958+1.274
73.201+2.601
72.797+2.083
71.854+1.769
73.265%2.657
75.219+0.790
72.186+1.850
74.948+2.362
74.416+2.425
73.738+2.010
73.940+1.694
74.010+3.005
73.397+1.564
73.134+1.703
73.200+1.950
73.000+£2.435
72.798+2.545
72.396+2.390
72.390%2.033
72.254+2.223
71.985%1.975
71.581+1.516
71.715+1.387
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Cizelge B.16: (devam) Daubechies5 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

95
96
97
98
99
100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125
126
127

L1-R6
L1-R6
L1 -R7
L1-R4
L1-R6
L1-R6
L1-R6
L1-R6
L6 -R5
R1-RT
R2 - R7
L1+R2
L1+R2
L1+R2
L1+R1
L1+1L6
L1+R1
L1 +RT
L4+ L7
L4+ L5
L4 + L5
L4 +18
L5+1L8
L5+1L8
L5+ L8
R1+R5
R1+R5
R5 + R8
R5 + R6
L4 + R4
L4 + R4
R4 + R8
L4 + R4

range (pks2 4)
mad (pks2 4, 0)
sum (pks)
std (pks2 4)
std(pks2_4)
max (D _level 4)
max (pks2 4)
range (p)
kurtosis(signals)
std(signals) /mean (signals)
skewness (D_level 5)
max (D _level 4)
max (pks2 4)
std(p2 4)
kurtosis (D_level 3)
std(pks2_ 3)
std (pks2 4)
kurtosis (p2 3)
kurtosis(signals)
kurtosis(signals)
skewness (signals)
skewness (signals)
median (signals)
mad(signals, 1)
std(signals) /mean (signals)
max (pks2 4)
max (D _level 4)
std(signals) /mean (signals)
kurtosis(signals)
Ed (4)
mad (Ed, 1)

Ed (5)

median (Ed)

75.761+2.559
75.020£2.572

73.067+£1.904
73.064+2.279
72.863%2.241
72.123+2.060
72.123+2.060
71.448+1.281
73.939+1.418
77.983+1.718
72.525%1.464
74.008+2.508
74.008+2.508
74.008+1.958
73.606+1.811
72.928+1.546
73.669+2.956
73.336%2.249
73.670+0.834
74.141+1.843
71.920+1.876
73.941+1.728
72.725%1.815
72.455%1.855
72.996+2.857
72.860+2.411
72.860+2.411
75.356+2.582
72.728+2.142
77.442+1.467
76.226+1.636
74.278+1.495
75.016+2.468
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Cizelge B.16: (devam) Daubechies5 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

128 R3-R7 Ed (5) 73.938+1.924
129  |R3-R6| sum (Ed) 73.604+2.502
130  |R3-R6| norm(Ed, 1) 73.604+2.502
131  |R3-R6| mean (Ed) 73.604+2.502
132 |L1-RT] std(Ed) /mean (Ed) 73.806+2.510
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Cizelge B.17: Daubechies6 dalgacigr kullanilarak elde edilen 6zniteliklerin listesi
(10-katl1 ¢apraz dogrulama kullanilmigtir)

Oznitelik ~ Ayak Sinyale Uygulanan Istatistiksel Ozniteligin Tek Bagina
No Sinyali Fonksiyon Slr}lﬂanfl trma
Dogrulugu (%)
1 L1 max (D_level 4) 71.923+1.694
2 L1 max (pks2 4) 71.923+1.694
3 |L1-L2] min (D level 4) 79.126+1.605
4 [L1-L3] std (p2_4) 77.779+1.175
5 |L1-L3] std (D level 4) 77.577+1.101
6 |L1-L3] mad (p2_4, 0) 76.972+1.074
7 |L1-L2] std(p2_ 3) 77.507+1.822
8 [L1-L2] mad (p2 3, 0) 76.702+0.868
9 |L1-L2] std (D level 3) 76.768+2.271
10 |L1-R5] std(p2_3) 76.299+1.597
11 |L1-L3] mad (D_level 4, 0) 75.826+1.644
12 |L1- R4| mad (pks2 3, 0) 76.500+2.727
13 |L1-L4] wentropy (p2 3, 'shannon') 75.356+2.086
14 |L1-R6] range (p2_2) 75.422+1.992
15 |L1- R4| std(p2_3) 75.966+2.927
16 |L1-R6] max (p2_2) 75.422+1.992
17 [L1-L2] mad (D_level 3, 0) 75.823+2.400
18 |L1-L2] wentropy (p2 3, 'shannon') 75.354+2.409
19 [L1-L2] mean (p2 3) 75.35542.303
20 |L1-R4| std (pks2 3) 74.886+2.088
21 |L1-L3]| range (p2_4) 74.479+1.276
22 |L1-L6] mad (pks2 5, 1) 74.613+1.242
23 [L1-13] wentropy (p2_ 3, 'shannon') 74.549+1.561
24 [L1-L2] wentropy (D_level 3, 'shannon') 74.346+1.134
25 |L1-R4| std (D level 3) 74.412+1.546
26 |L1-L2] std (pks2_3) 75.487+1.995
27 |L1-L3] max (p2_4) 74.412+1.245
28 |L1-L2] mean (pks2_ 3) 75.089+2.741
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Cizelge B.17: (devam) Daubechies6 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

29 |L1-R4| wentropy (p2_ 3, 'shannon') 74.34611.171
30 |L1-L3] mad (D_level 3, 0) 74.547+1.786
31 |L1-L2] norm(p2_3) 74.611+2.350
32 [L1-L4| wentropy (D_level 3, 'shannon') 74.478+2.531
33 |L1 - L4 max (pks2 4) 74.54612.537
34 [L1-L2] norm(D level 3) 73.939+£1.596
35 [L1-L4| max (D_level 4) 74.546%2.537
36 |L1-L3] norm (p2_3) 73.944+2.088
37 |L1-L3] mean (pks2 4) 74.213+2.414
38 |L1-L3] mad (pks2 4, 0) 74.145+2.696
39 |L1-L2] mad (pks2 3, 0) 74.074+2.290
40 |L1-L3] range (pks2_4) 73.604+2.090
41 |L1-R4| wentropy (D _level 3, 'shannon') 73.134+1.897
42 |L1-L2] sum(p2_ 3) 73.604+2.517
43 |L1-L2] norm(p2 3, 1) 73.604+2.517
44 |L1-R1| std(p2_4) 73.536+1.990
45 |L1-L2] std(pks2 4) 73.203+£2.430
46 [L1-L6] wentropy(pks2_5, 'shannon') 72.997+1.497
47 |L1-L3] std(pks2 3) 73.272+2.898
48 |L1-R4| mad(p2_ 3, 0) 73.603£2.459
49 |L1-L2] sum(pks2 3) 73.267+2.343
50 |L1-R1| mad (p2_4, 0) 72.799+2.188
51 |L1-R4| max (p2_3) 73.203+2.621
52 |L1-L3]| norm(pks2 3, 1) 73.068+2.751
53 |L1-L3] std(pks2_4) 73.067+2.648
54 [L1-R4| range (p2_3) 73.203+£2.621
55 |L1-L3] sum (pks2_ 3) 73.068+2.751
56 |L1-L2] norm(D level 3, 1) 72.929+£1.783
57 [L1-L3| wentropy (p2 4, 'shannon') 73.198+2.262
58 |L1-L3] std(D_level 3) 73.540+2.678
59 [L1-R4| norm(D level 3) 72.935+2.827
60 |L1-L3] mad (p2_ 3, 0) 72.731+2.649
61 |L1-L6]| std(pks2 4) 73.267%2.745
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Cizelge B.17: (devam) Daubechies6 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
01
92
93
94

|L1-L2]
|L1-R4]|
|L1-L3]
|L1-L3]
|L1-L2]
|L1-L3]
|L1-L2]
|L1-L3]
|L1-L6|
|L5 - R6 |
|L6 - R1]|
|L6 - R1|
|L6 - R1]|
|L6 - R1]|
|L6 - R1]|
|R1 - RT]|
|R1-R5|
|R1-R6|
|R1- R3]
|R1-R2|
IR3 - R6|
IR3 - R6|
L1-L4
L1-14
L1-14
L1-L2
L1-16
L1-16
L1-16
L1-16
L1-16
L1-14
L1-L4

range (D_level 4)
norm(D_level 2)
min (D _level 4)
std(p2_ 3)
std(pz2_4)
norm (p)
std (D _level 4)
wentropy (D_level 3, 'shannon')
std(pks2_ 5)
wentropy (w, 'shannon')
std (D _level 2)
norm(p2_2)
wentropy (p2 2, 'shannon')
std(p2 2)
mad (p2 2, 0)
std(signals) /mean (signals)
mad (p2 4, 0)
mad (pks2 5, 1)
std (D _level 4)
max (p2_4)
norm (w)
wentropy (w, 'shannon')
wentropy (D_level 3, 'shannon')
max (D_level 4)
max (pks2 4)
mad (D _level 3, 0)
std (D _level 6)
mean (pks)
range (D _level 5)
std(signals)
median (pks)
wentropy (p2 3, 'shannon')

min (D level 3)

72.592+1.685
72.528+1.620

72.526+2.450
73.068+2.690
72.928+2.670
72.125£2.085
71.989+1.822
72.932+2.676
72.729+2.445
73.402+2.178
75.826+1.436
74.478+1.694
74.209+1.537
73.202+2.653
73.668+3.448
78.789+1.903
74.747+1.759
72.863+1.737
72.3231£1.665
72.662+2.404
75.219+0.790
72.186+1.850
74.547+1.496
74.951+2.679
74.075%2.055
74.815+2.236
74.077+1.842
74.416%2.425
74.944+2.406
73.397+1.564
73.200£1.950
72.865+2.349
71.988+1.840
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Cizelge B.17: (devam) Daubechies6 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

95
96
97
98
99
100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125
126
127

L1-L6
L1-L6
L1-R6
L1-R6
L1-R7
L1-R2
L1-R6
L1-R6
L1-R6
L1-R6
L6 -R5
R1-R6
R1-RT
R4 - RT
L1+R2
L1+R1
L1+1L8
L1+R3
L4 + L7
L4 +L5
L4 + L5
L4+ L8
L5 + L8
L5+1L8
L5+ L8
R5 + R8
R5 + R6
L4 + R4
L4 + R4
L4 + R4
R3 - R7
L7 +R5
|L4 - R4|

std(p)
max (D _level 4)
range (pks2 4)
mad (D _level 4, O0)
sum (pks)
wentropy (p2 3, 'shannon')
max (pks2 4)
max (D_level 4)
range (p)
norm(pks2 3, 1)
kurtosis(signals)
std(pks2_ 5)
std(signals) /mean (signals)
wentropy (w2 1, 'log energy')
std (pks2 4)
std(p2 4)
range (D _level 3)
range (pks2 4)
kurtosis(signals)
kurtosis(signals)
skewness (signals)
skewness (signals)
std(signals) /mean (signals)
median (signals)
mad (signals, 1)
std(signals) /mean (signals)
kurtosis(signals)
mad (Ed, 1)
Ed(4)
median (Ed)
Ed(5)
Ea

Ed (4)

72.396+2.390
72.931+2.741

74.273+2.187
73.809+2.483
73.067+1.904
72.190+1.836
71.989+1.582
71.989+1.582
71.448+1.281
71.043+1.017
73.939+1.418
71.786+1.392
77.983+1.718
72.123+1.655
73.736%1.579
74.747+2.871
72.056+1.883
72.057+1.718
73.670+0.834
74.141+1.843
71.920+1.876
73.941+1.728
72.996+2.857
72.725+1.815
72.455+1.855
75.356+2.582
72.728+2.142
77.373%£1.915
76.298+2.278
74.410+2.121
74.074+2.325
74.143+1.999
73.066+1.223
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Cizelge B.17: (devam) Daubechies6 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli capraz dogrulama kullanilmigtir)

128 |L4 - R7| Ed(5) 73.467+1.649
129 R4 + R8 Ed (5) 73.270£2.433
130 L4 +R8 Ed (5) 72.256+1.898
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Cizelge B.18: Daubechies7 dalgacigi kullanilarak elde edilen o6zniteliklerin listesi
(10-katli ¢apraz dogrulama kullanilmigtir)

Omll\iltelik Ayak_ Sinyale Uygulan_an Istatistiksel Oznlgiﬁ?ﬁr;;iléfaaslna
0 Sinyali Fonksiyon Dogrulugu (%)
1 L1 norm (pks2_3) 72.927+1.763
2 L1 wentropy (p2_ 3, 'shannon') 72.058+2.032
3 |L1-L3] std (D level 4) 78.252+1.030
4 |L1-L3] mad (pks2 4, 0) 77.510+0.959
5 |L1-L2] wentropy (pks2 3, 'shannon') 76.698+1.354
6 |L1-L3] std(p2 4) 77.305+2.245
7 [L1-L6] range (D level 5) 76.768+1.758
8 |L1-L3| std (pks2_4) 76.368+2.139
9 |L1 - R4| std (D level 3) 76.501+2.536

10 |L1-L3] mad (p2_ 4, 0) 76.229+1.956
11 [L1-R6]| std(pks2_ 2) 75.824+1.994
12 |L1-L3] std(pks2_ 3) 75.359+1.998
13 |L1-L4] mad (pks2 3, 0) 74.817+1.784
14 |L1-R4| std (pks2 3) 75.623+2.655
15 [L1-L3] min (D _level 4) 75.019+1.891
16 |L1-L2] mad (p2 3, 0) 75.353+2.113
17 |L1-L2] norm(D_level 3) 74.815+2.273
18 [L1-L2] mean (pks2_ 3) 74.683+2.181
19 |[L1-R6]| mad (pks2 3, 0) 75.215+2.677
20 |L1-L2] std(p2_3) 74.813+2.022
21 |L1-L3] mad (D level 4, 0) 75.224+2.882
22 [L1-R6| range (D_level 2) 74.141+1.715
23 |L1-L4| std (pks2_3) 74.277+2.118
24 |L1-R4| wentropy (D_level 3, 'shannon') 74.213+2.269
25 |L1-L2] norm(pks2_ 3) 74.543+2.114
26 |[L1-R6| std(p2_2) 74.343+1.941
27 |L1-L4] std(p2_3) 74.074+2.218
28 |L1-L3]| wentropy (pks2 3, 'shannon') 74.213+2.321
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Cizelge B.18: (devam) Daubechies7 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61

|L1-R6]
|L1-R6]
|L1-R6]
|L1-L3]
|L1-L2]
|L1-L3]
|L1-L3]
|L1-L3]
|L1-L3]
[L1-L2]
|L1-L3]
|L1-R5]
[L1-L2]
|L1-L2]
|L1-L3]
|L1-L2]
|L1-L2]
|L1-L2]
|L1-R4|
|L1-L2]
|L1-L3]
|L1-R4|
|L1-L2]
|L1-R4]|
|L1-L3]
|L1-R6|
|L1-L2]
|L1-L2]
|L1-L6]|
|L1-L6]|
|L1-L2]
|L1-L2]
|L1-L2]

max (pks2 2)
max (D _level 2)
std (D _level 2)
max (p2_ 4)
mad (pks2_ 3, 0)
wentropy (p2 4, 'shannon')
range (p2_4)
mad (pks2 3, 0)
mean (pks2 4)
wentropy (D_level 3, 'shannon')
norm(pks2_ 3)
std(p2_3)
std (D _level 3)
mad (D _level 3, 0)
wentropy (D_level 3, 'shannon')
max (pks2 4)
wentropy (p2 3, 'shannon')

max (D _level 4)

wentropy (pks2 3, 'shannon')

std (D _level 4)
range (D _level 4)
std(p2_3)
std(pks2_ 3)
mad (p2 3, 0)
wentropy (D _level 4, 'shannon')
mad (p2 2, 0)
norm(pks2 3, 1)
mean (p2_3)
range (p2_5)
std(pks2 5)
std(p2_4)
mad (D _level 4, O0)

mad(p2_4, 0)

73.874+1.974
73.874+£1.974
74.278+2.806
74.075%£2.118
73.806+1.931
73.608+2.146
74.008+2.225
73.876+2.461
74.078+2.601
73.540+2.361
73.470%£1.702
73.473+2.438
73.602+1.999
73.604+2.107
73.133+£2.260
73.063+1.748
73.133+2.324
73.063+1.748
73.673+£3.310
73.204+2.384
72.663%1.760
73.339+2.899
74.281+3.762
73.405%2.773
73.339+2.867
73.605+3.798
72.928+2.182
72.728+1.535
72.858+2.045
73.129+2.544
72.729+2.111
73.000+2.431
72.661+2.354
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Cizelge B.18: (devam) Daubechies7 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
o1
92
03
94

[L1-L2]
|L1-L3]
|L1-L3]
|L1-R6|
|L1-L2]
|L1-L2]
|L1-L3]
|L1-R4|
|L1-L6|
|L1-L3]
|L1-L2]
|L1-L2]
|L1-R5|
|L1-R5|
|L4-R1]
IL5 - R6|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|R1-RT|
|R1-R2|
|R1-R2|
|R1-R3|
|R1 - R3]
|R1 - R3]
IR1-R6|
|R1-R2|
|R1-R6|
|R1-R3|

max (pks2 3)
mean (p2_ 4)
norm (p)
min (D _level 2)
max (D_level 3)
range (p2_4)
wentropy (p, 'shannon')
wentropy (p2 3, 'shannon')
max (p2_5)
norm(p2_4)
max (p2_ 4)
range (pks2 4)
mad(p2_ 3, 0)
mad (pks2 3, 0)
std (D _level 3)
wentropy (w, 'shannon')
std (pks2 2)
norm(p2 2)
std(D_level 2)
wentropy (D_level 2, 'shannon')
norm(pks2 2)
wentropy (p2 2, 'shannon')
wentropy (pks2 2, 'shannon')
std(signals) /mean (signals)
max (pks2 4)
max (D _level 4)
mean (pks2 4)
std(pks2_4)
mad (pks2_ 3, 0)
range (pks2 5)
std(pks2_4)
mad (pks2_ 3, 1)

mean (pks2_ 3)

72.526+2.545
72.464+2.457

72.125+2.085
72.730£2.990
72.460+2.428
72.327+1.906
72.125%2.515
72.734+3.557
72.320£2.412
72.659+2.502
72.125+2.078
71.918+1.824
71.648+1.056
72.255%1.785
74.342+2.411
73.402+2.178
77.304+1.606
74.682+1.688
74.212+1.681
74.341+2.981
73.872+1.988
73.939+2.949
73.399+2.869
78.789+1.903
74.008+1.519
74.008+1.519
73.065+1.281
73.740+2.024
73.131+1.369
73.803+1.954
72.931+1.821
73.467%2.422
72.457+1.648
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Cizelge B.18: (devam) Daubechies7 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

95 |[R1-R5] mad (p2_4, 0) 71.649+0.985
96 [R3-R6| norm (w) 75.219+0.790
97 |[R3-R6| wentropy (w, 'shannon') 72.186+1.850
98 L1-L4 range (pksz_4) 74.948+1.327
99 L1-L6 mean (pks) 74.416%2.425
100 L1-16 range (D_level 6) 73.872+1.528
101 L1-L6 std (D _level 6) 73.873+2.463
102 L1-L4 norm (D _level 3) 73.535+2.050
103 L1-12 std(p2_ 4) 74.079+3.071
104 L1-L6 std(signals) 73.397+1.564
105 L1-L2 std (pks2_ 3) 73.134+1.853
106 L1-L6 mean (pks2_4) 73.264+1.415
107 L1-12 std(pks2 4) 73.470+1.672
108 L1-L6 median (pks) 73.200+1.950
109 L1-L2 mad (pks2_3, 0) 73.399+2.452
110 L1-L4 wentropy (p2 3, 'shannon') 73.267+2.412
111 L1-14 wentropy (pks2 3, 'shannon') 73.135+£2.429
112 L1-L6 mad (p2_4, 0) 72.592+2.203
113 L1-14 std(pks2_3) 72.393+1.955
114 L1-L5 mad(p2_ 3, 0) 72.79612.558
115 L1-L6 std(p) 72.396+2.390
116 L1-L6 mad (D_level 5, 0) 72.995%2.422
117 L1-16 std(p2_ 4) 72.588+2.282
118 L1-R1 mad (p2_3, 1) 72.732+2.300
119 L1-14 std(pz2_4) 71.984+1.494
120 L1-R6 range (D_level 4) 74.408+2.329
121 L1-R6 std(p2_4) 73.944+2.549
122 L1-R7 sum (pks) 73.067+1.904
123 L1-R6 mad (p2_4, 0) 72.930+2.225
124 L1-R6 max (pks2 4) 73.602+3.483
125 L1-R6 max (D_level 4) 73.602+3.483
126 L1-R6 range (p) 71.448+1.281
127 L6 -R1 range (p2_4) 72.592+1.898
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Cizelge B.18: (devam) Daubechies7 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

128
129
130
131
132
133
134
135
136
137
138
139
140
141
142
143
144
145
146
147
148
149
150
151
152
153
154
155
156
157
158
159
160

L6 -R5
R1-R7
R1-RT
R5 - RT
R6 - RT
L1+R1
L1+R1
L1+R4
L1+R2
L1+R1
L1 +R5
L1+1L8
L4+ L5
L4+ L7
L4 + L5
L4 +18
L5+1L8
L5+1L8
L5+1L8
R1+R6
R5 + R8
R5 + R6
L4 + R4
R4 +R8
R3 -R7
L4 + R4
R3-R7
L4 + R4
|L4 - R7|
R2 - R7
L5 + R4
R3 -R6
L5 + R8

kurtosis(signals)
median (p2_ 5)
std(signals) /mean (signals)
median(w2 1)
kurtosis (pks2_ 5)
std(p2 4)
kurtosis (p2 3)
std (D _level 3)
range (pks2 4)
mad(p2_4, 0)
std (D _level 3)
range (pks2 4)
kurtosis(signals)
kurtosis (signals)
skewness (signals)
skewness (signals)
median (signals)
std(signals) /mean (signals)
mad (signals, 1)
mad(p2_ 4, 0)
std(signals) /mean (signals)
kurtosis(signals)
Ed(4)

Ed (5)
kurtosis (Ed)
mad (Ed, 1)
skewness (Ed)
median (Ed)

Ed (5)
kurtosis (Ed)

Ed (4)
kurtosis (Ed)

Ed (5)

73.939+1.418
72.123+1.657

77.983+1.718
72.794£1.959
72.45611.341
74.280+2.354
75.016+2.595
73.268+2.394
72.997+1.656
72.932+2.132
71.852+1.452
72.862+2.760
74.141+1.843
73.670+0.834
71.920+1.876
73.941+1.728
72.725+1.815
72.996+2.857
72.455+1.855
72.527+2.404
75.356+2.582
72.728+2.142
76.70313.121
75.223+2.094
75.151+1.819
75.896+2.756
75.487+2.210
74.142+1.919
74.546+2.448
75.156+2.977
74.279+2.711
73.400+1.726
73.535+1.650
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Cizelge B.18: (devam) Daubechies7 dalgacigi kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

161 L5 + R4 mad (Ed, 1) 73.470+2.400
162 |R3-R6| norm (Ed, 1) 72.933+1.822
163 R2 - R7 Ed(5) 73.267+2.494
164 |[R3 -R6| mean (Ed) 72.933+1.822
165  |R3-R6| sum (Ed) 72.933+1.822
166 |L1 - RT| skewness (Ed) 73.803%3.183
167 |L1 - RT| kurtosis (Ed) 72.527+2.036
168  |R3-R6| Ea 72.258+1.983
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Cizelge B.19: DMeyer dalgacigir kullanilarak elde edilen 6zniteliklerin listesi (10-

katl ¢capraz dogrulama kullanilmistir)

Omll\iltelik Ayak_ Sinyale Uygulan_an Istatistiksel Oznlgiﬁ?ﬁr;;iléfaaslna
0 Sinyali Fonksiyon Dogrulugu (%)
1 L1 mad (pks2_ 3, 1) 76.233+2.064
2 L1 std(p2_4) 73.401+2.781
3 |L1-L2] std (pks2 3) 77.914+1.418
4 |L1-L2] mean (pks2 3) 78.115+1.35
5 |L1-L2] wentropy (pks2 3, 'shannon') 77.442+1.127
6 |L1-L2] norm(pks2 3) 76.162+1.627
7 |L1-R4| wentropy (D _level 3, 'shannon') 75.894+1.084
8 |L1-R6| std(p2 2) 76.432+2.078
9 |L1-L2] mad (D level 3, 0) 76.027+1.387

10 |L1-L3] std(p2 4) 75.758+1.377
11 [L1-L2] std(p2 3) 75.760+1.953
12 |L1-L3| mad (pks2 4, 0) 75.624+2.318
13 |L1-L2] sum (pks2 3) 75.289+2.139
14 |L1-L2] norm(pks2 3, 1) 75.557+2.292
15 |L1-R6| std (D level 2) 75.826+2.968
16 |L1-L2] mad (pks2 3, 0) 74.883+1.108
17 [L1-R4| norm(D_level 3) 75.562+2.958
18 [L1-L2] norm (p2 3) 74.949+1.602
19 |L1-L3] mad (p2 4, 0) 74.819+1.809
20 [L1-R4| mean (p2_ 3) 75.082+1.930
21 |L1-L3]| norm(pks2 3, 1) 74.615+1.915
22 |L1-L2] max (pks2_ 3) 74.949+2.261
23 |L1-L2] mean (p2_3) 75.489+2.867
24 |L1-L2] wentropy (p2 3, 'shannon') 75.08412.262
25 [L1-R4| norm(p2_ 3) 74.820+2.613
26 |L1-L2] mad (D level 3, 1) 75.353+2.780
27 |L1-L2] max (D level 3) 74.949+2.261
28 |L1-R4| std (pks2_ 3) 74.753+2.410
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Cizelge B.19: (devam) DMeyer dalgacigr kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61

|L1-L3]
|L1-L2]
|L1-L4]
|L1-L2]
|L1-R4|
|L1-L2]
|L1-L2]
|L1-L4]
|L1-R4|
|L1-L2]
|L1-L3]
|L1-L3|
[L1-L2]
|L1-L2]
|L1-R2]
|L1-L2]
|L1-L2]
|L1-L2]
|L1-L4]
|L1-L2]
|L1-L3]
|L1-L2]
|L1-L2]
|L1-L4]
|L1-L2]
|L1-L2]
|L1-L4]
|L1-L3]
|L1-L3]
|L1-L2]
|L1-R4]|
|L1-R4|
|L1-L3]

sum (pks2_ 3)
norm(p2_ 3, 1)
wentropy (p2_ 3, 'shannon')
sum(p2_ 3)
mad(p2_3, 0)
mad (p2 3, 0)
std (pks2 4)
std(pks2_ 3)
std(p2_3)
mad (pks2 4, 0)
wentropy (D_level 4, 'shannon')
std (D _level 4)
range (D _level 3)
mad (p2 3, 1)
std(pks2 4)
range (pks2 3)
wentropy (D_level 3, 'shannon')
min (D _level 4)
norm(pks2_ 3)
std (D _level 3)
std (pks2 3)
median (pks2 3)
norm(D level 3)
norm(D_level 3)
range (p2_4)
mad (pks2 3, 1)
mad (pks2_ 3, 0)
mad (pks2_ 3, 1)
std (pks2 4)
median (p2_ 3)
wentropy (pks2 3, 'shannon')
std(D_level 3)

wentropy (p2 4, 'shannon')

74.480%1.859
74.544+1.699
74.815%2.722
74.544+1.699
74.817+2.247
74.480%1.979
74.548+2.199
74.144+2.352
74.281+2.536
74.078+1.957
74.010£1.839
74.076+1.781
74.010£2.047
73.939£1.392
74.077+2.010
74.343£2.122
74.010£2.281
74.07612.894
73.604+1.569
74.006%1.871
73.743%£2.138
73.942+2.488
74.072+2.543
74.137+2.928
74.142+2.333
73.737+2.069
73.604+2.645
72.997+1.728
73.270%2.473
73.809+3.193
73.203%£2.944
73.137+2.648
73.404£2.155
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Cizelge B.19: (devam) DMeyer dalgacigr kullanilarak elde edilen ozniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
o1
92
03
94

|L1-L3]
|L1-R4|
|L1-R6|
|L1-L3]
|L1-R6|
|L1-L3]
|L1-L4]
|L1-L3]
|L1-L3]
|L1-L2]
|L1-R4|
|L1-L3]
|L1-L2]
|L1-L4]
|L1-R4|
|L1-L3]
|L1-L3]
|L1-L3]
|L1-L2]
|L1-L2]
|L1-L3]
|L5 - R6|
|L6 - R1|
|L6 - R1|
|L6 - R1|
|L6-R1|
|L6-R1|
|L6 - R1|
|L6 - R1|
|L6-R1|
|L6 - R1|
|R1-RT|
IR1-R6|

max (p2_ 4)
min (D level 3)
mad(p2_3, 0)
median (pks2 3)
std(pks2_2)
range (p2_4)
mad (p2 3, 1)
norm(D_level 3)
median (p2_ 3)
max (p2_4)
mad (pks2 3, 0)
norm (p)
norm(D level 4)
std (D _level 3)
median (p2_ 3)
mad(p2_ 3, 1)
norm(p2 4)
mean (pks2_ 3)
norm(pks2 4)
wentropy (D_level 4, 'shannon')
norm(D level 3, 1)
wentropy (w, 'shannon')
mad (pks2 2, 0)
norm(p2 2)
wentropy (pks2 2, 'shannon')
wentropy (p2 2, 'shannon')
std(D_level 2)
mean (pks2 2)
mad (D level 2, O0)
std (pks2 2)
std(pz2_2)
std(signals) /mean (signals)

mad (D _level 3, 1)

73.201+2.377
72.595%1.722

72.728+1.618
73.137+3.009
72.864+£2.352
72.797+2.073
72.660+1.676
72.598+2.443
72.531+2.050
72.860+2.418
72.392+1.619
72.125+2.085
72.795%2.271
72.461+2.290
72.794+2.448
72.462+2.383
72.734+2.714
72.460+2.150
72.525+2.030
72.257+2.234
71.448+1.270
73.402+2.178
74.143+2.295
73.937+1.844
73.738+1.516
73.802+1.591
73.672+2.198
73.337+2.021
73.403+2.443
72.868+2.265
71.653+1.511
78.789+1.903
75.085%2.549
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Cizelge B.19: (devam) DMeyer dalgacigr kullanilarak elde edilen 6zniteliklerin
listesi (10-katli ¢capraz dogrulama kullanilmistir)

95 |R1-R6| median (p2_ 3) 74.411+1.994
96 |R1-R3| mad (D_level 3, 0) 72.323+2.163
97 [R1-R3| mean (p2_3) 71.920+1.623
98 |[R3 -R6| norm (w) 75.219+0.790
99 |[R3-R6| wentropy (w, 'shannon') 72.186+1.850
100 L1-R1 kurtosis (p2_ 3) 76.632+0.823
101 L1-L4 wentropy (pks2 3, 'shannon') 74.885+1.766
102 L1-L6 mean (pks) 74.416+2.425
103 L1-L4 mad (pks2 3, 0) 73.671%£2.229
104 L1-14 max (pks2_ 3) 73.402+2.748
105 L1-L6 std(signals) 73.397+1.564
106 L1-L4 max (D_level 3) 73.40242.748
107 L1-L4 wentropy (p2 3, 'shannon') 72.998+2.014
108 L1-L6 median (pks) 73.200+1.950
109 L1-L6 std(p2_4) 73.398+1.870
110 L1-16 std(D level 4) 73.063+2.456
111 L1-L6 mad (p2 4, 0) 73.065+2.884
112 L1-L2 mad (pks2 3, 1) 73.262+2.794
113 L1-L14 norm(pks2_3) 73.133+2.866
114 L1-16 std(p) 72.396%2.390
115 L1-L4 norm(p2_3) 72.527+1.944
116 L1-R6 range (D _level 3) 75.960%2.170
117 L1-RT kurtosis (p2_ 3) 73.877+1.594
118 L1-R6 max (p2 3) 73.742+2.215
119 L1-R6 range (p2_3) 73.810+2.262
120 L1-R7 sum (pks) 73.067+1.904
121 L1-R1 mad (pks2_ 4, 0) 72.79442.160
122 L1-RT kurtosis (D level 3) 72.19241.952
123 L1-R6 range (p) 71.448+1.281
124 L6 - R5 kurtosis(signals) 73.806%1.438
125 R1-R6 std(pz2_4) 74.479+1.006
126 R1-R3 wentropy(pks2 2, 'log energy') 73.805+1.844
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Cizelge B.19: (devam) DMeyer dalgacigr kullanilarak elde edilen ozniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

127

128
129
130
131
132
133
134
135
136
137
138
139
140
141
142
143
144
145
146
147
148

R1-R6

R1-RT
L1+1L5
L1+R1
L1+R2
L1+R2
L1+R4
L1+R1
L1+L6
L1+R1
L4+ L5
L4 +L7
L4 + L5
L4 +18
L5+1L8
L5+1L8
L5+1L8
R5 + R8
R5 + R6
L4 + R4
L4 + R4
L4 + R5

std (D _level 3)

std(signals) /mean (signals)
mean (pks2 3)
std(pks2_4)
mad (p2 4, 0)
std (pks2 4)
std(pks2_3)
std (D _level 4)
mad (pks2 3, 0)
mad (pks2 4, 0)
kurtosis (signals)
kurtosis (signals)
skewness (signals)
skewness (signals)
std(signals) /mean (signals)
median (signals)
mad (signals, 1)
std(signals) /mean (signals)
kurtosis(signals)
median (Ed)
Ed (4)

median (Ed)

71.985+1.908

77.983%1.718
75.421+£1.713
74.341+1.444
74.006+1.767
73.337%2.432
72.662+1.434
72.458+1.482
72.458+2.439
72.725%2.379
74.141+1.843
73.670+0.834
71.92 £1.876
73.941+1.728
73.130+2.749
72.725%1.815
72.455+1.855
75.356+2.582
72.728+2.142
72.729+2.332
73.134+£2.869
72.393%2.163
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Cizelge B.20: Haar dalgacigr kullanilarak elde edilen 6zniteliklerin listesi (10-kath
capraz dogrulama kullanilmaistir)

Oznitelik ~ Ayak Sinyale Uygulanan Istatistiksel Oznltselﬁigﬁlgrgellsniasma
No Sinyali Fonksiyon Dogrulugu (%)
1 L1 max (p2_3) 73.872+1.829
2 L1 range (p2_3) 73.739+1.874
3 |L1-L3] mad (p2 4, 0) 75.892+1.536
4 [L1-L3] std(p2 4) 76.229+2.228
5 [L1-L2] std (D level 2) 75.487+1.697
6 [L1-12] wentropy(D_level 3, 'shannon') 75.627+2.183
7 [L1-12] wentropy (pks2 3, 'shannon') 74.816+1.983
8 |[L1-R6]| range (D_level 2) 75.08612.232
9 [L1-L3] wentropy (D_level 2, 'shannon') 74.678+1.847
10 |L1-L2] mad (p2_3, 0) 74.140+1.380
11 [L1-L2] norm (D level 3) 74.207+1.619
12 |L1-L3] min (D_level 3) 73.268+1.432
13 |L1-L3| norm(D_level 3) 72.998+1.893
14 |L1-L2] max (p2_3) 73.000+1.742
15 [L1-L2] std(p2_4) 72.729+1.314
16 [L1-L2] range (p2_ 3) 73.000+1.742
17 |L1-L3] min (D level 4) 73.408+2.642
18 [L1-L3] std(p2_3) 73.069+2.466
19 |L1-L3] std (D _level 2) 73.000+2.323
20 [L1-L2] range (D _level 3) 74.340+2.830
21 [L1-L4| min (D level 4) 73.27142.522
22 |L1-L3] wentropy (D_level 3, 'shannon') 72.323+1.103
23 |L1-L3| std(D_level 3) 73.339+2.784
24 |[L1-12|  wentropy(D_level 2, 'shannon') 72.326+1.874
25 |L1-L6| range (p2_3) 72.793+2.331
26 |L1-L2] mad (p2_2, 0) 72.190+1.889
27 |L1-L3] norm (p) 72.125+2.085
28 |L1-L6]| mean (p2_ 4) 72.458+2.202
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Cizelge B.20: (devam) Haar dalgacig kullanilarak elde edilen 6zniteliklerin listesi
(10-kath capraz dogrulama kullanilmisgtir)

29 [L1-L6] std (D level 3) 72.657+2.267
30 |L1-R5| median (pks2 4) 71.922+1.290
31 |L1-L6| mad (D_level 5, 0) 72.055+1.583
32 |L1-L6| max (p2_3) 72.188+2.078
33 [L2 - L6| min (pks2 1) 74.141+2.560
34 L2 - L6| mean (pks2 3) 72.122+1.634
35 [L2-L6| median (w2_2) 72.188+1.878
36 |L5-R6| wentropy (w, 'shannon') 73.402+2.178
37 |L5 - R1]| median (pks2_4) 72.866+2.702
38 |[R1-RT| std(signals)/mean(signals) 78.789+1.903
39 |R1-R2| mad (p2_4, 0) 74.480+2.002
40 |R1-R2| std(p2_4) 74.212+2.026
41 |R1-LT| kurtosis (pks2_4) 74.343+2.006
42 |R1-R3| std(D_level 3) 72.99612.344
43 |[R3 -R6| norm (w) 75.219+0.790
44 |R3 -R6]| wentropy (w, 'shannon') 72.186+1.850
45 L1-L6 mean (pks) 74.416+2.425
46 L1-16 mad (D_level 5, 1) 73.739+1.910
47 L1-16 range (p2_4) 73.539+2.442
48 L1-13 min (D level 3) 73.40211.687
49 L1-L6 std(signals) 73.39711.564
50 L1-16 median (pks) 73.200+1.950
51 L1-18 min (D level 6) 73.264+1.482
52 L1-L4 min (D level 4) 73.606+2.849
53 L1-L6 range (D_level 5) 72.590+1.525
54 L1-L16 std(p) 72.39612.390
55 L1-L6 mean (p2_5) 72.796+2.491
56 L1-15 max (p2_3) 72.190+2.064
57 L1-15 range (p2_3) 71.987+1.672
58 L1-L6 range (D_level 6) 71.111+1.071
59 L1-R6 range (p2_4) 76.366+1.319
60 L1-R6 max (p2_4) 75.961+1.251
61 L1-R7 sum (pks) 73.067+1.904
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Cizelge B.20: (devam) Haar dalgacig kullanilarak elde edilen 6zniteliklerin listesi

(10-katli capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
01
92
93
94

L1-R6
L4 -R6
L6 -R5
R1-R6
R1-R6
R1-R6
R1-RT
R2 - R7
L1+R5
L1+R1
L1 +R2
L1+1L8
L1+R5
L1 +R5
L4 +L7
L4+ L5
L4 + L5
L4 +18
L5+1L8
L4 + R4
L5+1L8
L5+1L8
L7 + R2
R5 + R8
R5 + R6
|R3-R6|
|R3-R6|
|[R3 -R6]|
L4 + R4
L7 + R5
L6 + R5
L5+ L7
L4 + R5

range (p)
std(p2_ 2)/mean(p2_ 2)
kurtosis(signals)
mean (pks2_ 3)
mad (pks2 4, 1)
median (pks2 1)
std(signals) /mean (signals)
mad (w2 4, 1)
median (w2 3)
mad(p2_4, 0)
range (D _level 2)
std(pks2 2)/mean (pks2 2)
median (pks2 4)
mean (w2_4)
kurtosis (signals)
kurtosis(signals)
skewness (signals)
skewness (signals)
std(signals) /mean (signals)
median (w2 2)
median (signals)
mad (signals, 1)
skewness (pks2 4)
std(signals) /mean (signals)
kurtosis(signals)
mean (Ed)
sum (Ed)
norm (Ed, 1)
Ed (2)
Ed(5)
Ed (4)
mad (Ed, 0)

median (Ed)

71.448+1.281
73.737+3.208

73.806+1.438
74.070%£2.785
72.460£1.601
72.120£1.563
77.983%£1.718
73.604+1.409
74.949+2.232
73.738+2.683
73.199+2.166
73.198+£2.090
72.456%1.995
72.731£2.276
73.670£0.834
74.141+1.843
71.920+1.876
73.941+1.728
73.130£2.749
72.930£2.439
72.725+1.815
72.455%1.855
71.988+1.626
75.356%2.582
72.728+2.142
75.892+1.450
75.892+1.450
75.892+1.450
75.424+2.143
76.031+2.147
76.096+2.935
75.222+1.727
74.954+2.375
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Cizelge B.20: (devam) Haar dalgacig kullanilarak elde edilen 6zniteliklerin listesi
(10-katli capraz dogrulama kullanilmistir)

95 L7 -R5] Ed (5) 75.22112.290
96 L4 +R5 Ed (3) 74.005+1.443
97 L4 + R4 min (Ed) 74.887+3.081
98 R5 + R6 Ed(5) 74.748+2.214
99 L4 + R4 Ed (1) 74.887+3.081
100 L4 +R5 min (Ed) 73.939+1.441
101 L4 + R5 Ed (1) 73.939+1.441
102 L5 + R6 std (Ed) 73.53511.095
103 L4 +R5 Ed (4) 73.808+2.407
104 L5+ L7 wentropy (Ed, 'shannon') 73.335+1.937
105 |R3 - R6| Ea 73.265+2.339
106 L6 -R5] Ed(5) 73.808+2.530
107 L4 + R4 Ed(3) 72.863+1.760
108 L5 + L8 Ea 73.13312.403
109 |L6 - R5| Ea 72.52812.004
110 L4 -R5] wentropy (Ed, 'log energy') 72.998+2.325
111 L5+ L8 mean (Ed) 72.458+1.795
112 L5+ L8 sum (Ed) 72.458+1.795
113 L5 +18 norm (Ed, 1) 72.458+1.795
114 L6 + R5 Ed(5) 72.865+2.708
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Cizelge B.21: Symlets2 dalgacigi kullanilarak elde edilen 6zniteliklerin listesi (10-
katli ¢apraz dogrulama kullanilmaistir)

Omll\iltelik Ayak  Sinyale Uygulanan Istatistikscl Ozmgelﬂlgﬁ‘;ﬁfr‘niasma
0 Sinyali Fonksiyon Dogrulugu (%)
1 |L1-L3] range (p2_4) 78.587+1.512
2 |L1-L3| max (p2_4) 78.250+1.790
3 |L1-L3] std (D level 3) 76.431+1.200
4 |L1-L2] mean (p2_3) 76.969+1.979
5 |L1-L3] std(p2 3) 75.492+1.947
6 |L1-L2] std (pks2 3) 76.162+2.383
7 [L1-L2] wentropy (p2 3, 'shannon') 75.557+2.242
8 [L1-L2] range (pks2_4) 74.748+1.268
9 [L1-R2| wentropy (p2 3, 'shannon') 74.815+1.711

10 |L1-L2] norm (p2_3) 74.817+2.063
11 [L1-L2] norm(D_level 3) 74.479+1.335
12 [L1-L3| wentropy (p2 3, 'shannon') 75.560+2.766
13 [L1-L2] norm (pks2_ 3) 74.213+£1.817
14 |L1 - L3| range (D_level 4) 74.478+2.102
15 |L1-L3| min (D _level 3) 73.944+1.981
16 |L1-R2| max (p2_ 3) 74.072+1.962
17 |L1-R2]| range (p2_3) 74.072+1.962
18 [L1-R4| max (p2 3) 74.345+1.828
19 [L1-R4| range (p2_3) 74.345+1.828
20 |L1-L2] std (D level 3) 73.874+2.048
21 |[L1-L6| range (D_level 4) 73.805+2.454
22 |L1-L2] std(p2_3) 73.741+2.318
23 |L1-L6| mean (p2_3) 73.469+1.960
24 IL1-L4| mean (w2_1) 73.739+2.405
25 |L1-L3] norm(p2_ 3) 73.472+1.745
26 [L1-L6]| mean (pks2_3) 73.810+3.004
27 IL1-12| wentropy (pks2 3, 'shannon') 73.132+1.212
28 |L1-L4| min (D level 3) 73.943+2.329

302



Cizelge B.21: (devam) Symlets2 dalgacigir kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61

|L1-L6]
|L1-L3]
|L1-L2]
|L1-L3]
|L1-L6]
|L1-R4|
|L1-L2]
|L1-L3]
|L1-L6]
|L1-L4]
|L1-R4|
|L1-R2|
|L1- L8]
|L1-L3]
|L1-L3]
|L1-L2]
|L1-L3]
|L1-R6|
|L1-L3]
|L1-L2]
|L1-R6|
|L1-L2]
|L4-R7|
|L4-R7|
|L5 - R5|
|L4-R7|
|L5 - R6|
|L4 - R6|
|L4 - R6|
|L5 - R5|
|L6 - R1|
|L6-R1|
|L8 - R5|

min (D _level 5)
norm (D _level 3)
std(p2 4)
mad (D _level 3, 0)
min (D_level 4)
std(D_level 3)
mean (pks2_ 3)
std(p2 4)
std(D_level 3)
wentropy (D_level 3, 'shannon')
wentropy (D_level 2, 'shannon')
std(p2_4)
min (D level 3)
wentropy (p2 2, 'shannon')
wentropy (D_level 3, 'shannon')
mad (D_level 3, 0)
mad (p2 3, 0)
mad (pks2 2, 0)
norm (p)
range (pks2 3)
std(pks2 2)
range (p2_4)
std(w2_4)
norm (w2 4)
mad (w2 3, 0)
mean (w2 4)
wentropy (w, 'shannon')
std(w2_4)
wentropy (w2 4, 'shannon')
wentropy (w2 3, 'shannon')
std (D level 2)
std(p2 2)
mad (w2 3, 0)

73.404+1.790
73.471+£2.571
74.345%2.859
74.010£2.920
73.803+2.467
73.471£2.267
73.133£1.961
72.865+2.174
73.333%£2.432
73.202+2.360
73.265%1.714
72.864+1.698
72.527+1.828
72.928+2.182
72.729+1.970
72.863+2.134
73.273+2.888
72.260+1.954
72.125+2.085
72.792+2.337
72.794+2.162
71.044+0.928
75.083+1.686
74.682+2.955
73.470+1.787
73.465+1.926
73.402+2.178
73.468+2.260
72.799+2.323
72.799+2.219
73.532+2.727
72.929+2.487
74.747+2.507
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Cizelge B.21: (devam) Symlets2 dalgacigi kullanilarak elde edilen 6zniteliklerin

listesi (10-katli ¢capraz dogrulama kullanilmistir)

62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
01
92
93
94

|R1-RT|
|R1-R2
|R1-R2
|R1-R6
IR3 - R6
IR3 - R6
IR3 - R6
IR3 - R6
L1-16
L1-16
L1-16
L1-12
L1-16
L1-15
L1-16
L1-16
L1-16
L1-L4
L1-16
L1-16
L1-15
L1-15
L1-16
L1-16
L1-R7
L1 - R2
L1-R8
L1-R6
L1-R6
L6 - R1
L6 - R1
L6 - R5
L7 - R1

std(signals) /mean (signals)
min (D _level 4)
std(p2 4)
mean (p2_ 4)
norm (w)
sum(locs2 3)
norm(locs2 3, 1)
wentropy (w, 'shannon')
std(p2 4)
min (D_level 4)
mean (pks)
std(p2_3)
std(signals)
range (D _level 3)
mean (pks2 3)
mad (p2 3, 0)
median (pks)
std(p2_ 3)
range (D level 4)
std(p)
min (D level 3)
mad (p2 4, 0)
std(D_level 6)
std (D _level 5)
sum (pks)
range (D_level 3)
min (D level 3)
wentropy (D_level 3, 'shannon')
range (p)
mad (pks2 4, 0)
median (D level 3)
kurtosis (signals)

mad (p2 4, 1)

78.789+1.903
74.612+1.179

72.998+1.826
72.260+2.052
75.219+0.790
73.270£1.721
73.270+1.721
72.186%1.850
75.755£2.086
74.750£1.922
74.416%2.425
74.674£2.454
73.397+£1.564
73.332%1.729
73.132£1.562
74.209+2.659
73.200+£1.950
73.335%2.417
72.324+1.727
72.396%2.39
72.192+1.969
72.120+2.062
71.717+1.645
71.315+0.993
73.067£1.904
73.398+2.367
72.259+1.556
72.256%2.176
71.448+1.281
72.859+2.621
72.391+2.187
73.806%1.438
73.874£2.148
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Cizelge B.21: (devam) Symlets2 dalgacigir kullanilarak elde edilen 6zniteliklerin

listesi (10-katli capraz dogrulama kullanilmisgtir)

95

96

97

98

99

100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125
126

R1-RT
L1 +RS8
L1 +RS8
L4+L7
L4+ L5
L4+ L5
L4 +1L8
L5+1L8
L5+1L8
L5+1L8
L4 + R6
R5 + R8
R5 + R6
L5 + R5
L7 - R5]|
L5+ R5
L4 + R5
L4 + R4
L4 + R4
L4 + R4
L4 + R4
|L1 - RT|
L4 + R5
L5 + R6
L4 +R5
L4 + R5
L6 + R5
L7 +R5
L5 +R5
L6 + R5
|R1-LT|
|L7 - R5]

std(signals) /mean (signals)
range (p2_3)
max (p2_3)
kurtosis (signals)
kurtosis (signals)
skewness (signals)
skewness (signals)
std(signals) /mean (signals)
mad (signals, 1)
median (signals)
wentropy (w2 4, 'shannon')
std(signals) /mean (signals)
kurtosis (signals)
Ed (4)
Ed (D)
mad (Ed, 1)
Ed (4)
mad (Ed, 1)
median (Ed)
Ed (4)
Ed (3)
std (Ed) /mean (Ed)
mad (Ed, 1)
Ed (5)
median (Ed)
wentropy (Ed, 'log energy')
median (Ed)
Ed(5)
median (Ed)
Ed (5)
skewness (Ed)

Ea

77.983+1.718
72.524+2.247

72.658+2.334
73.670+0.834
74.141+1.843
71.920+1.876
73.941+£1.728
73.130+2.749
72.455+1.855
72.725%1.815
72.122+2.031
75.356+2.582
72.728+2.142
77.650+2.400
76.566%1.335
76.769+2.334
76.636%2.683
75.691+2.554
75.556+2.879
74.481+2.678
74.34612.306
74.079%3.345
72.729+1.813
73.404+2.153
73.338+2.494
73.329+2.340
72.793+1.880
73.002%2.503
72.996+1.698
72.729+2.341
72.324+1.905
71.920+1.586
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Cizelge B.22: HHD kullanilarak elde edilen 6zniteliklerin listesi (10-kath capraz

dogrulama kullanilmistir)

Oznitelik ~ Ayak

Sinyale Uygulanan Istatistiksel Fonksiyon

Ozniteligin
Tek Basina
Siniflandirma
Dogrulugu
(%)

No Sinyali
1 L1
2 L1+L2
3 L1+L2
4 L1+R1
5 L1 +R1
6 L1+ R2
7 L1 +R2
8 L1+ R2
9 L1 +R2
10 L1 +R2
11 L1+ R2
12 L2 + R1
13 L2 +R1
14 L2 + R1
15 L1-L14
16 L1- L4
17 L1-14
18 L1-R4
19 L1-R4
20 L1-R6
21 L1 -R7
22 R1-R7
23 R1-R7
24 L1-L5
25 L1-L5
26 L1-L5
27 L1-L5

mad (modes 3, 0)
std(modes_3)

mad (modes 3, 1)

mean (p2_ 2)

median (p3 1)
mad (p2 2, 0)
std(wd 1)
range (modes_2)
mad (pks2 2, 0)
range (modes 1)
mean (w4 1)
mad (modes 2, 0)
mad (pks3 1, 0)
std(p2 2)
min (modes 1)

mean (p3_3)

median (instfreq 2)

mad (pks3 1, 0)

std(pks3 1)

mean (w4 1)

sum (pks)
max (pks)
max (signals)
mad(p2_ 3, 0)
std(pks2_3)
std(p2_3)
mad (pks2_ 3, 0)

73.737£1.755

72.389+1.974

72.256+2.117
72.525%1.312

73.462+2.926
76.024+1.821
74.477+2.291
73.736+2.330
72.455%2.052
72.457+1.615
72.524+2.279
73.271+2.426
73.200+2.668
72.126+1.910
73.128+2.590
71.585%1.353

71.920+1.910
73.599+2.035

73.264+2.772
72.189+1.659

72.394+1.856
72.932+2.391
72.932+2.391
76.162+2.272
74.680+2.398
74.409+2.918
74.410£2.582
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Cizelge B.22: (devam) HHD kullanilarak elde edilen 6zniteliklerin listesi (10-katl
capraz dogrulama kullanilmistir)

28

29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59

L1-R5

L1-R5
L5
L7
L1-16
L1-16
L1-16
L1-16
L1-16
L1-16
L1-16
L1-16
L1-16
L1-L7
L1-R2
L1-R2
L1-R2
L1-R2
L1-R2
L1-R8
|L1-L5]
|L1-L5]
[R1-RT|
[R1-RT|
L1+16
L1+R8
L1+R8
L1+R8
L1+R8
L1+R8
L1+R8
L1+R8

mean (p3_ 1)

std(signals) /mean (signals)
std(signals) /mean (signals)
kurtosis (w3 2)
kurtosis (pks4 2)
mean (pks)
std(signals)
wentropy (p3 2, 'shannon')
median (pks3 2)
mad (amplitude 2, 1)

wentropy (amplitude 2, 'shannon')

mean (pxx)
median (pks)
median (p2_ 3)
mean (modes 1)
range (amplitude 2)
mad (amplitude 1, 0)
max (pks3 2)
max (amplitude 2)
mad(p3 2, 1)
mad (p3_ 3, 0)
mad (amplitude 2, 1)
std(signals) /mean (signals)
skewness (pks3_ 2)
mad(p3_ 1, 1)
max (amplitude 4)
max (pks3 4)
range (p3_4)
max (p3_4)
max (p2_ 4)
range (modes 4)

range (pks3 4)

73.130£2.333

76.433£1.950
72.661+2.197
73.198+1.283
73.602+2.627
74.007+1.970
73.130£1.543
72.659%2.343
72.458+1.659
73.334+£2.852
72.994+2.933
72.997+1.784
73.739+3.438
72.592+1.885
74.344+2.336
72.728+1.310
73.064+2.742
72.191+2.033
72.191+2.033
71.786+1.736
73.333+£1.934
71.920+1.687
77.512+2.355
72.056%1.775
72.993%2.729
75.288+2.354
75.288+2.354
74.817+2.129
74.817+2.129
73.942+2.357
73.804+2.230
73.739%2.627
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Cizelge B.22: (devam) HHD kullanilarak elde edilen 6zniteliklerin listesi (10-katl
capraz dogrulama kullanilmistir)

60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
01
92

L1+ RS
L1 +RS8
L1+ RS
L1 +RS8
L1 +RS8
L1+ RS
L2 - L5
L3-L6
L6 - R5
R1-R3
R1-R6
R1-R6
L4 + L5
L4+ L7
L4 +18
L4 +1L8
L4 +18
L4+ 18
L4 + R6
L4 +RT
L6 + R6
L8 +R1
L8 + R1
L8 + R1
L8 +R1
L8 +R1
L8 +R1
L8 +R1
L8 +R1
R4 + R6
R4 + R6
R4 + R6
R4 + R7

range (amplitude 4)
median (w4 1)
range (p2_4)
std (amplitude 4)

mad (amplitude 4, 0)

norm(pks2 1)
kurtosis (p3 1)

wentropy (pks4 4, 'log energy')

kurtosis (signals)
std(p3_2)
mean (w4 2)
mean (pks3 2)
kurtosis (signals)
kurtosis (signals)
kurtosis (signals)

skewness (signals)

std(signals) /mean (signals)

median (signals)
mad (p4 3, 0)
min(signals)
mad (w3 3, 1)
std (modes 4)

mean (pks3 5)

mad (amplitude 5, 0)

max (modes 4)
max (pks2_ 4)
std(p2_4)
median (pks3 5)
mad (modes_ 4, 0)
skewness (pks3 1)
max (pks2_2)
max (modes_ 2)

min (pks3 1)

73.738+2.328
73.670+2.330
73.065%2.492
72.457+2.154
73.337+2.839
71.582+1.383
72.321+£1.935
72.453%2.215
74.342+2.264
72.321+1.748
74.007£2.551
72.662+1.533
74.143+2.524
73.601+1.060
72.120+£1.904
73.739+3.448
74.608+3.539
72.794+£2.051
72.995+2.160
71.988+1.606
75.281+3.173
76.161+£1.453
74.480+1.291
75.015+1.328
73.806+2.228
73.806+2.228
73.335+2.750
73.132+2.674
71.849+1.722
72.255+1.248
72.192+2.129
72.192+2.129
74.614+2.428
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Cizelge B.22: (devam) HHD kullanilarak elde edilen 6zniteliklerin listesi (10-katl
capraz dogrulama kullanilmistir)

93 RS + R6 kurtosis (signals) 73.667+2.062
94 R5 + R7 wentropy (w, 'shannon') 72.729%1.687
95 R5 +R7 min (pks3 1) 72.595+1.921
96 R5 +R7 norm (w) 72.322+1.01
97 R5 + R8 std(signals)/mean (signals) 74.003+2.823
98 |L1-L3| norm(p2_2, 1) 73.33612.630
99 |L1-L3| sum (p2_2) 73.33612.630
100 [L1-L3| wentropy (p, 'shannon') 72.656+1.907
101 [L1-L3] wentropy (p2 2, 'shannon') 72.933+2.398
102 [L1-L3] wentropy (amplitude 2, 'shannon') 73.340+3.087
103 |L1-L3| mad (p3_1, 0) 72.38612.358
104 [L1-L6| mad (pks3 1, 1) 73.671+2.725
105 [L1-L6]| mean (pxx) 72.997+1.784
106 |[L1-L6| median (p3 1) 72.732+2.113
107 [L1-L6| mad (p3_2, 0) 72.598+2.525
108 [L1-L7] range (pks3_ 3) 72.523+1.127
109 IL1-R2| mad (p3_2, 0) 75.081+1.770
110 [L1-R2| mean (pks3_2) 74.478+2.310
111 |[L1-R2| norm(amplitude 2, 1) 72.526+2.149
112 [L1-R2| sum (amplitude 2) 72.526+2.149
113 [L1-R4| std(pks2_ 1) 72.723+2.253
114 [L1-R4| norm(modes 1) 72.72611.696
115 |L1-R6]| wentropy (pks2_1, 'shannon') 75.889+2.688
116 [L1-R6]| wentropy (p2 1, 'shannon') 74.409+1.472
117 |L1-R6| mad (pks2_1, 0) 74.001+2.700
118 |[L1-R6]| mean (pks2_1) 73.067+2.387
119 [L2 -R1| mad (w4 1, 0) 73.26512.420
120 |L2 - R1]| mean (w4 1) 72.054+2.004
121 |L4 - R4| std(modes 2)/mean (modes_2) 73.93843.148
122 |L5-R6| wentropy (w, 'shannon') 73.401+2.506
123 |[L6 - R7| median (p3_3) 73.804+0.902
124 |R1-R2| mad (p2_ 2, 0) 75.963+2.294
125 |R1-R2]| std(pks2_2) 73.199+2.077
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Cizelge B.22: (devam) HHD kullanilarak elde edilen 6zniteliklerin listesi (10-katl
capraz dogrulama kullanilmistir)

126 |R1-R2| mad (amplitude 2, 1) 73.329+2.643
127 |R1-R2| mad (pks2 2, 0) 72.526+1.958
128 |R1-R2| std(p2_2) 72.862+2.438
129 |R1-R2| mad (pks3 2, 0) 72.324+1.570
130 |R1-R3| mad (amplitude 2, 0) 74.005+2.048
131 |R1-R3| std (amplitude 2) 74.006+2.074
132 |R1-R3| mad (pks3 2, 0) 72.458+1.317
133 |[R1-R6]| mad (pks2 1, 1) 73.402+1.548
134 |[R1-R6]| median (p3_2) 72.053+1.950
135 IR3 - R6| norm (w) 75.153+1.693
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EKC

Cizelge C.1: Baseline algoritmalarin benchmark veri kiimeleri iizerindeki
siniflandirma sonuglari

Baseline
Veri kiimesi Rasgele Tahmin 7610R
Edici
Banknote Authentication 50.35 554
Blood Transfusion 49.63 76.20
Boston Housing?2 1.34 5.93
Breast Cancer 49.04 65.52
Breast Tissue 17.36 18.87
Cardiotocography-1 33.57 77.85
Cardiotocography-2 10.00 27.23
Climate Model 49.52 91.48
DNA 33.30 51.91
Glass 14.21 35.51
HTRU2 50.32 90.84
lonosphere 50.46 64.10
Leaf 2.62 4.71
Letter Recognition 3.90 4.07
Libras Movement 7.31 5.56
LSVT Voice Rehabilitation 48.33 66.67
Madelon 49.62 50.00
MAGIC Gamma Telescope 50.14 64.84
Parkinson Speech 50.09 50.00
QSAR biodegradation 49.55 66.26
Satellite 16.54 23.82
Seeds 34.38 33.33
Shuttle 14.25 78.60
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Cizelge C.1: (devam) Baseline algoritmalarin benchmark veri kiimeleri tizerindeki

siniflandirma sonuglari

Sonar
Vehicle
Vertebral Column

Vowel

Wall Following Robot Navigation-1
Wall Following Robot Navigation-2

Wall Following Robot Navigation-3
Wine Quality-red
Wine Quality-white

Z00

Ortalama
Yerel Rank

50.00
25.45

49.13
8.56
24.81

24.60

24.85

16.30
14.32

14.95

29.96

53.37
25.77

67.74
9.09
40.41

40.41

40.41

42.59
44.88

40.59

45.88
30
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Cizelge C.2: Bayesian 0Ogrenme algoritmalarinin benchmark veri kiimeleri

tizerindeki siniflandirma sonuglari

Bayesian 6grenme

Verlkimesi ,\IDE  ADE  HMM Eﬁiyge.i't?é' payesian gaa;/‘é‘:
Regression

Banknote 95.04 96.21 55.54 96.94 92.13 84.26
Authentication

Blood Transfusion 74.73 73.93 23.80 76.20 74.73 74.87
Boston Housing?2 95.45 — 1.38 — 93.28 89.33
Breast Cancer 96.57 96.57 — — 97.14 96.14
Breast Tissue 65.09 63.21 19.81 — 66.04 70.75
Cardiotocography-1 91.35 92.43 77.85 - 86.27 82.36
Cardiotocography-2 81.51 84.34 18.06 — 74.04 71.54
Climate Model 92.22 92.78 8.52 91.48 92.22 95.00
DNA 95.29 — 24.07 — 94.92 94.48
Glass 76.17 75.70 32.71 — 74.77 49.53
HTRU2 97.42 97.95 90.84 96.51 96.87 94.51
lonosphere 93.45 94.30 35.90 86.32 89.46 82.34
Leaf 66.47 64.71 3.53 — 65.00 74.12
Letter Recognition 91.30 94.31 3.95 — 74.36 64.08
Libras Movement 75.28 — 6.67 — 61.39 62.78
LSVT Voice 82.54 — 33.33 66.67 73.81 54.76
Rehabilitation

Madelon 62.00 — 50.00 59.95 61.35 58.40
MAGIC Gamma 82.52 83.94 64.84 75.11 7777 72.69
Telescope

Parkinson Speech 59.62 61.25 50.00 58.65 59.90 59.04
QSAR biodegradation 82.75 83.60 33.74 82.84 80.66 75.92
Satellite 89.15 — 23.82 — 82.24 79.60
Seeds 89.05 89.52 33.33 — 88.10 91.43
Shuttle 99.91 99.94 78.60 — 99.44 92.93
Sonar 81.25 80.29 53.37 75.00 80.29 67.79
Vehicle 71.16 71.16 25.77 — 60.99 45.27
Vertebral Column 80.32 80.00 67.74 80.00 76.45 77.74
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Cizelge C.2: (devam) Bayesian 6grenme algoritmalarinin benchmark veri kiimeleri
tizerindeki siniflandirma sonuglari

Vowel 59.70 63.94 9.09 — 51.62 56.57
Wall Following Robot 99.84 99.84 40.41 — 99.91 90.58
Navigation-1

Wall Following Robot 99.82 99.40 40.41 — 99.89 89.11
Naviaation-2

Wall Following Robot 95.27 — 40.41 — 88.23 52.46
Naviaation-3

Wine Quality-red 57.72 57.60 0.63 — 57.79 54,72
Wine Quality-white 52.65 54.94 0.41 — 48.12 44.30
Z00 97.03 97.03 40.59 — 97.03 97.03
Ortalama 82.72 82.65 34.04 78.81 79.28 74.13
Yerel Rank 12 13 0 2 5 5
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Cizelge C.3: Fonksiyon 6grenme algoritmalarinin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Fonksiyon 6grenme

Verikumesi - isvM Logistic F'Ye“rjég;)?grrl Ng&’/grk SMO  SPegasos Pe\r/czﬁ‘:on SGD FLDA L}f)zrlgfllc LDA QDA
Regression

Banknote 98.03 99.13 99.93 95.12 98.03 98.54 97.59 98.47 97.59 98.91 97.67 98.40
Authentication
Blood Transfusion 76.20 77.14 78.21 7741 76.20 76.60 76.20 75.94 65.91 77.14 76.74 77.94
Boston Housing?2 49.60 83.99 84.39 — 50.99 - — — — — 96.44  82.02
Breast Cancer 96.71  96.71 9499 9599 96.71 96.42 90.84 9657  — 9%.71  — -
Breast Tissue 60.38 72.64 64.15 66.98 60.38 — — — — — 65.09 69.81
Cardiotocography-1 89.37  89.28 91.77 85.65 89.37 - - - - - 87.30 83.44
Cardiotocography-2 78.69 83.07 82.97 7291 78.79 — — — — — 74.27 69.38
Climate Model 95.37 95.37 93.89 94.26 95.37 96.30 92.03 96.48 83.15 95.37 95.56 92.96
DNA 93.41 90.49 94.57 94.57 93.47 — — — — - 94.85 90.43
Glass 57.48 66.36 67.29 65.42 57.48 — — — — — 65.42 57.94
HTRU2 97.56 97.90 98.07 96.88 97.56 97.52 97.18 97.88 97.80 — 97.46 96.73
lonosphere 87.46 89.17 90.31 91.45 87.46 85.76 85.47 86.04  85.76 88.89 86.32  89.17
Leaf 54,71 76.47 78.82 69.71 55.29 - - - — - 81.18 64.71
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Cizelge C.3: (devam) Fonksiyon d6grenme algoritmalariin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Letter Recognition 82.35 77.41 8250 77?7 82.22 - — — — — 70.19  88.65
Libras Movement 7472  68.33 80.56 76.67 T74.72 - - - - — 6750 86.11
LSVT Voice 84.13  68.25 84.92 65.08 84.13 82.54 66.67 83.33  56.35 81.75 - —
Rehabilitation

Madelon 55.10  53.90 727 63.95 54.95 53.25 56.95 5325  53.75 5395 5375 52.00
MAGIC Gamma 79.15  79.11 85.87 78.43 79.15 79.06 74.02 79.15  79.47 — 7841 7844
Telescope

Parkinson Speech 63.27  63.46 66.25 59.04 63.17 63.46 55.67 64.62  62.69 63.37 62.12  56.25
QSAR biodegradation 85.50  85.97 87.11 77.44 85.59 86.54 77.63 86.82  84.83 8597 8597 72.23
Satellite 86.64  86.03 89.20 83.84 86.68 - - - - — 8409 8573
Seeds 93.81 95.24 95.24 92.38 93.81 - - - - —  96.67 95.24
Shuttle 96.94  96.82 99.71 98.03 96.93 - - - - — 9439 8320
Sonar 7596  73.56 80.77 72.12 75.96 75.00 7596 79.33  75.00 7596 7452  77.40
Vehicle 7447  80.61 81.91 65.60 74.47 - - - - — 7813 8534
Vertebral Column 78.71  85.48 84.52 80.32 78.71 85.48 79.03 8419  80.32 85.48 84.19 8290
Vowel 58.08  58.89 7535 ??7? 57.98 - - - - — 5414  79.29
Wall Following Robot 7725  99.67 92.63 98.68 77.20 - - - - — 70,77  90.60
Navigation-1
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Cizelge C.3: (devam) Fonksiyon d6grenme algoritmalariin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Wall Following Robot 77.31 99.80 96.24 92.69 77.27 - — — — — 71.32  88.58
Navigation-2

Wall Following Robot 7146  70.49 87.90 66.81 71.50 - - - - — 6574  68.07
Naviaation-3

Wine Quality-red 58.22  59.79 61.48 54.72 58.22 - - - - — 5954  54.66
Wine Quality-white 5212  53.55 54.61 51.96 52.12 — — — — — 5314 4833
Z00 96.04  94.06 96.04 95.05 97.03 - - - — —  96.04 96.04
Ortalama 77.46  80.85 84.44 79.31 77.54 82.81 78.86 83.24  76.89 82.14  78.03  78.77
Yerel Rank 1 6 15 2 2 1 0 1 0 2 4 4
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Cizelge C.4: Ornek tabanli dgrenme algoritmalarinin benchmark veri kiimeleri

tizerindeki siniflandirma sonuglari

Veri kiimesi

Ornek tabanli 6grenme

IBk KStar LWL RseslibKnn
Banknote Authentication 99.85 99.85 86.01 100.00
Blood Transfusion 69.92 76.34 76.20 73.93
Boston Housing?2 82.81 87.55 19.76 94.47
Breast Cancer 95.42 95.57 91.85 96.42
Breast Tissue 71.70 65.09 43.40 65.09
Cardiotocography-1 91.16 91.67 85.84 92.14
Cardiotocography-2 78.27 80.53 45.86 82.36
Climate Model 89.07 90.00 91.48 93.15
DNA 74.64 76.55 63.59 90.99
Glass 70.56 75.70 44.86 77.57
HTRU2 97.13 7?7? 97.73 97.93
lonosphere 87.18 84.05 82.91 92.02
Leaf 73.53 70.59 40.00 73.24
Letter Recognition 95.97 95.87 41.33 97.20
Libras Movement 85.83 84.44 44.44 83.61
LSVT Voice Rehabilitation 73.81 33.33 69.05 77.78
Madelon 54.15 50.00 61.85 72.35
MAGIC Gamma Telescope 80.94 82.71 72.53 85.32
Parkinson Speech 63.65 65.96 55.87 69.90
QSAR biodegradation 84.46 82.27 72.13 85.40
Satellite 90.26 90.71 75.63 91.14
Seeds 94.29 92.86 91.90 93.33
Shuttle 99.94 99.90 86.89 99.95
Sonar 86.54 84.62 73.56 85.10
Vehicle 71.28 70.92 47.16 70.80
Vertebral Column 81.61 83.23 77.42 81.94
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Cizelge C.4: (devam) Ornek tabanli &grenme algoritmalarmin benchmark veri
kiimeleri iizerindeki siniflandirma sonuglari

Vowel 98.38 97.88 37.07 98.08
Wall Following Robot Navigation-1 98.83 96.63 78.85 99.01
Wall Following Robot Navigation-2 97.21 91.75 78.85 97.69
Wall Following Robot Navigation-3 88.13 94.48 69.96 94.06
Wine Quality-red 63.98 65.79 55.22 70.36
Wine Quality-white 65.84 65.97 45.71 70.01
Z00 96.04 96.04 89.11 95.05
Ortalama 83.41 82.03 66.49 86.28
Yerel Rank 8 5 0 21
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Cizelge C.5: Farkli 6grenme yaklasimlart kullanan algoritmalarin benchmark veri
kiimeleri iizerindeki siniflandirma sonuglari

Veri kiimesi _ Input
HyperPipes  VFI Mapped CHIRP FLR
Classifier
Banknote Authentication 68.51 78.50 98.54 99.49 74.34
Blood Transfusion 24.47 36.76 76.87 77.01 65.78
Boston Housing?2 86.76 92.69 89.53 76.48 88.93
Breast Cancer 88.13 95.57 94.13 97.14 74.39
Breast Tissue 65.09 66.98 66.04 66.98 66.98
Cardiotocography-1 82.69 75.21 93.23 90.40 75.59
Cardiotocography-2 45.01 52.87 83.21 78.36 46.61
Climate Model 64.63 58.70 92.59 93.15 87.04
DNA 32.83 70.59 92.12 93.97 42.31
Glass 50.47 57.01 65.89 65.42 47.20
HTRU2 93.32 93.31 97.91 97.82 86.53
lonosphere 35.90 94.87 88.89 90.03 75.50
Leaf 63.24 43.24 61.18 71.76 72.65
Letter Recognition 22.27 61.24 88.12 85.20 22.33
Libras Movement 58.61 58.61 69.72 71.39 60.83
LSVT Voice Rehabilitation 79.37 62.70 73.81 84.92 71.43
Madelon 50.00 47.80 70.35 62.90 49.90
MAGIC Gamma Telescope 66.45 66.49 85.06 85.69 57.13
Parkinson Speech 52.02 55.19 62.98 66.92 52.40
QSAR biodegradation 58.20 61.42 82.37 85.78 63.41
Satellite 47.85 70.40 86.62 88.21 55.40
Seeds 80.48 87.62 91.90 90.48 84.29
Shuttle 84.32 79.98 99.97 99.73 87.41
Sonar 60.58 57.69 71.15 75.00 60.10
Vehicle 37.71 53.07 49.41 69.74 35.22
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Cizelge C.5: (devam) Farkli O6grenme yaklasimlar1 kullanan algoritmalarin
benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Vertebral Column 67.42 72.90 81.61 84.52 68.71
Vowel 28.38 50.81 78.99 85.35 39.70
Wall Following Robot 99.87 99.98 100.00 61.35 99.95
Navigation-1

Wall Following Robot 99.73 96.85 100.00 97.91 99.82
Naviaation-2

Wall Following Robot 93.33 92.19 99.65 89.39 68.15
Naviaation-3

Wine Quality-red 10.69 35.71 60.73 65.67 34.58
Wine Quality-white 4.96 27.79 58.88 64.29 37.08
Z00 95.05 90.10 92.08 94.06 92.08
Ortalama 60.56 68.03 81.93 82.02 64.96
Yerel Rank 1 3 12 17 2
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Cizelge C.6: Kural 6grenme algoritmalarinin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Kural 6grenme

P ) - < 3
Veri kiimesi o é g § ; 3 g g % g % ICQ) (|2 <§ é
) % ® g' vy © ® Py 3 S > g < % S
Banknote Authentication 8601 9592 9585 9818 9832 8360 9898 9840 9920 9701 5496 9883  86.52
Blood Transfusion 76.20 74.87 74.87 78.61 69.65  75.00 77.01 76.60 7741 74.33 56.28 67.51 66.18
Boston Housing?2 10.47 90.51 93.87 71.15 91.70 61.66 88.74 81.03 83.60 — 1.78 93.28 25.10
Breast Cancer 9256 9471 9571 9456 96.85 9199 9485 9557 9514 9599  84.98 — 9599
Breast Tissue 40.57 59.43 61.32 63.21 67.92 54.72 67.92 66.04 63.21 63.21 32.08 66.04 66.98
Cardiotocography-1 77.85 90.59 87.44 93.46 92.05 82.08 93.13 92.71 93.74 91.02 79.21 89.75 79.35
Cardiotocography-2 42.90 69.24 78.32 82.60 81.28 47.60 83.44 81.00 83.49 82.64 22.06 78.41 49.76
Climate Model 91.48 92.22 93.52 93.70 92.04 89.81 92.96 93.52 94.63 91.85 8.52 91.85 85.93
DNA 62.34 90.93 ?7?7? 91.81 88.76  63.28 92.72 92.37 94.38 92.91 29.28 +++ 77.06
Glass 44.86 70.09 74.30 66.82 66.82 57.48 67.76 68.69 14.77 70.56 32.71 71.50 46.26
HTRU2 97.70 97.79 97.77 97.85 97.78  97.58 97.83 97.68 97.87 97.46 90.90 97.60 94.66
lonosphere 81.48 85.19 89.17 90.60 90.88  79.49 90.03 87.18 91.45 91.74 51.28 84.62 86.89
Leaf 7.35 47.94 62.94 53.82 70.59 23.82 64.71 63.24 65.00 57.35 5.88 64.12 52.35
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Cizelge C.6: (devam) Kural 6grenme algoritmalarinin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Letter Recognition

Libras Movement

LSVT Voice
Rehabilitation

Madelon

MAGIC Gamma
Telescope

Parkinson Speech
QSAR biodegradation

Satellite

Seeds

Shuttle

Sonar

Vehicle

Vertebral Column
Vowel

Wall Following Robot
Navigation-1

Wall Following Robot
Navigation-2

6.96
10.83

69.05

58.95
73.19

54.90
70.05

43.64
64.76
86.86
65.87
41.49
77.42
17.68
78.83

78.83

65.08
42.50

69.84

69.25
82.43

58.46
80.85

82.10
86.19
99.74
75.00
65.84
80.65
51.72
99.65

99.65

76.20
58.89

75.40

777

82.23

60.48
81.52

82.42
88.10
99.74
75.96
64.30
80.97
53.74
99.87

99.87

86.24
52.22

79.37

74.90
84.77

63.94
82.37

86.88
90.95
99.97
76.92
66.67
82.26
66.67
99.95

99.95

91.64
77.78

80.95

51.70
82.19

61.54
82.75

87.86
90.95
99.96
72.12
62.41
80.32
83.94
99.95

99.85

17.22
21.11

75.40

53.60
70.52

56.63
77.16

59.98
82.38
94.69
63.46
52.25
73.87
30.81
81.96

81.96

88.62
70.56

73.81

59.50
85.46

59.71
85.21

87.13
92.86
99.97
80.29
73.40
80.97
73.94
99.98

99.98

777
56.94
81.75

69.55
82.73

61.83
82.56

85.98
90.95
99.98
73.56
69.86
83.87
71.21
99.96

99.96

+++
64.44

83.33

72.75
84.69

65.10
84.36

89.00
93.81
99.98
78.85
71.04
84.52
77.78
100.00

100.00

89.17
60.83

76.98

53.00
+++

63.94
81.61

87.23
91.43
99.97
70.67
72.58
82.26
66.57
99.98

99.98

40.62
27.50

33.33

50.00
70.07

50.00
36.02

39.33
55.71
98.32
53.37
26.12
57.42

9.90
38.98

42.96

+++
+++

80.16

+++
77.41

68.17
83.32

+++
92.38
99.97
72.60
7151
80.00
83.84
100.00

100.00

37.87
55.00

54.76

54.45
72.43

55.67
68.34

64.43
90.95
95.55
68.75
46.34
78.06
39.39

83.60
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Cizelge C.6: (devam) Kural 6grenme algoritmalarinin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Wall Following Robot
Navigation-3

Wine Quality-red
Wine Quality-white

Zoo

Ortalama
Yerel Rank

69.89

55.91
49.06

59.41

58.95
0

91.11

57.35
52.29

87.13

77.46
0

96.19

57.66
49.82

93.07

80.05
1

98.79

57.97
54.80

90.10

80.97
2

94.01

64.67
62.66

95.05

82.63
6

75.64

54.91
46.10

73.27

65.18
0

99.78

59.10
59.35

93.07

82.81
6

99.45

56.29
52.98

90.10

81.36
2

99.65

59.41
53.29

89.11

83.28
13

97.86

66.79
65.56

94.06

81.50
1

40.49

27.96
27.11

85.15

44.25
0

97.62

67.23
66.35

93.07

82.86
5

59.20

49.59
41.45

96.04

66.40
1
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Cizelge C.7: Karar agaci algoritmalarinin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Karar agaci 6grenme

wn
Veri kiimesi :(U> = L a n o > - W S 42 m E 48 @) =
= 4 E£Z = S < 4 32 z3a 3 > 3z ©O 2
3 z 3g © - 3 5 g8 88 o 22 3 ~
@ @ S g @ @ - 3 3 3 g a 3
Banknote 97.96 98.40 8433 9993 9854 97.38 99.93 9840 99.27 09854 98.03 98.25 94.46 97.81 98.32
Authentication
Blood Transfusion 76.74 78.61 76.20 78.74 76.87 7834 7794 7406 7393 7032 79.28 77.27 7460 7821 69.52
Boston Housing?2 — 8498 1028 79.84 89.53 7292 9091 9545 9545 9032 84.78 8439 89.33 76.28 85.38
Breast Cancer 95.99 9499 9242 9671 9413 9571 9657 96.85 9657 9456 94.42 9499 9599 94.56 -
Breast Tissue — 6887 4057 70.75 66.04 60.38 6887 6038 71.70 6226 72.64 6887 66.98 69.81 61.32
Cardiotocography-1 — 9257 77.85 93.23 93.23 9200 94.03 9257 9478 9191 9299 9285 80.10 92.66 89.65
Cardiotocography-2 — 8302 43.09 8330 8321 79.92 8462 7959 8848 79.02 8231 82.83 50.71 8151 74.08
Climate Model 9444 9130 91.48 96.11 92.59 93.70 96.11 9463 9370 9111 9148 9185 9481 91.11 90.00
DNA — 9240 6234 95.01 92.12 9281 96.23 9253 9482 76.02 9281 9284 9422 92.75 82.23
Glass — 7150 4486 64.95 65.89 67.29 68.22 69.16 80.37 6869 62.15 7056 46.26 63.08 62.15
HTRU2 9771 9786 97.67 9794 9791 9788 9798 96.87 98.08 9691 97.78 9792 9748 97.80 96.49
lonosphere 91.74 89.17 82.62 89.17 88.89 89.74 93.73 89.17 9316 86.04 88.89 8832 8860 89.17 88.60
Leaf —  62.06 8.24 7824 61.18 5441 8118 64.12 76.76 5794 5824 6353 70.29 57.94 57.06
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Cizelge C.7: (devam) Karar agaci algoritmalarinin benchmark veri kiimeleri iizerindeki siniflandirma sonuglari

Letter Recognition

Libras Movement

LSVT Voice
Rehabilitation

Madelon

MAGIC Gamma
Telescope

Parkinson Speech
QSAR biodegradation

Satellite

Seeds

Shuttle

Sonar

Vehicle

Vertebral Column
Vowel

Wall Following Robot
Navigation-1

77.78

71.95
82.46

63.17
81.33

77.88

82.58

86.36
62.78

80.16

76.20
84.39

63.85
81.71

86.68
93.33
99.97
71.15
69.62
81.61
75.15
100.00

7.09
1111

70.63

61.85
71.60

53.56
70.71

43.71
65.24
86.89
73.08
39.83
77.42
17.68
78.85

89.86
78.33

82.54

57.55
86.14

62.98
85.78

87.07
95.24
99.92
80.77
79.91
85.48
79.29
99.98

88.12
69.72

73.81

70.35
85.06

62.98
82.37

86.62
91.90
99.97
71.15
74.35
81.61
78.99
100.00

51.33
53.06

78.57

72.65
82.97

63.17
83.13

82.75
91.90
99.86
78.85
67.85
79.35
46.46
100.00

92.14
76.94

85.71

71.30
86.17

65.10
85.88

87.65
95.24
99.94
77.88
82.27
85.48
87.07
99.98

86.84
73.06

71.43

73.80
85.37

64.71
83.32

82.18
90.95
99.98
75.48
67.49
81.29
76.87
99.65

96.42
82.50

83.33

64.55
88.04

69.62
85.97

91.66
94.29
99.99
85.10
76.00
83.55
95.66
100.00

86.03
67.22

70.63

54.20
82.13

60.87
82.46

84.82
90.00
99.97
73.56
69.86
79.03
77.88
100.00

84.26
56.67

80.95

73.40
85.01

61.63
81.90

86.25
90.00
99.95
75.00
73.17
80.32
67.37
100.00

86.97
66.67

82.54

79.65
85.03

64.81
81.14

87.04
90.48
99.97
71.15
70.92
82.90
77.07
100.00

64.25
63.06

66.67

58.15
81.86

58.56
72.89

79.58
90.95
97.53
68.75
45.86
77.74
56.67
98.92

83.77
55.28

80.95

76.00
85.05

62.31
83.13

85.78
89.52
99.94
74.04
69.86
83.23
68.08
100.00

82.29
63.89

75.40

54.00
80.04

57.21
81.14

83.85
89.05
99.94
67.31
65.72
76.45
74.65
97.49
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Cizelge C.7: (devam) Karar agac1 algoritmalarinin benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Wall Following Robot — 100.00 78.85 99.96 100.00 100.00 99.96 99.91 100.00 99.96 100.00 100.00 98.37 100.00 97.64
Navigation-2

Wall Following Robot — 9929 69.89 9857 99.65 98.81 98.09 9850 99.67 97.73 99.58 99.41 52.47 99.58 92.36
Naviaation-3

Wine Quality-red — 5998 5503 5879 60.73 58.79 60.54 59.16 70.86 63.48 57.79 60.79 54.22 58.16 61.16
Wine Quality-white — 5782 4488 5584 5888 51.67 61.15 5559 70.36 62.84 5580 5837 44.88 5453 61.92
Z00 — 9208 5941 9505 9208 95.05 93.07 95.05 97.03 94.06 89.11 92.08 96.04 89.11 95.05
Ortalama 83.98 82,66 59.07 8433 8268 79.05 86.00 8256 87.63 80.62 81.64 83.07 7489 8124 78.48
Yerel Rank 0 2 0 4 2 2 9 2 20 1 4 3 0 2 0
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Cizelge C.8: Farkli 6grenme yaklagimlarin1 benimseyen ve benchmark veri kiimeleri iizerinde en 1yi 6grenme saglayan temel 6grenicilerin global

Olgekte karsilastirma sonuglart (birinci grup)

= . ?
5 P - g - g
o = =.
Veri kiimesi ("_\‘2 2 3 3 2 c S @ 0 8 8 @ E < s >
o) ) p = 5 D 5 = > z @ O 3 L w )
oM g 7 & > 2 3 T & 2 M
3 = 2 g 3
S - =
>S5
Banknote 55.54 95.04 99.93 100.00 99.49 99.20 99.27 98.03 97.67 92.13 99.13 98.47 99.93 7850 8426 96.21
Authentication
Blood Transfusion 76.20 74.73 7821 7393 77.01 7741 7393 79.28 76.74 7473 7714 7594 7794 36.76 74.87 73.93
Boston Housing?2 503 9545 8439 9447 7648 8360 9545 84.78 96.44 93.28 8399 — 9091 9269 8933 -
Breast Cancer 65.52 96.57 9499 96.42 97.14 9514 9657 9442 — 97.14 96.71 96.57 96.57 9557 96.14 96.57
Breast Tissue 18.87 65.09 64.15 65.09 66.98 6321 7170 7264 65.09 66.04 7264 — 68.87 66.98 70.75 63.21
Cardiotocography-1 ~ 77.85 91.35 91.77 9214 90.40 93.74 9478 9299 8730 86.27 89.28 — 94.03 7521 8236 9243
Cardiotocography-2 ~ 27.23 8151 8297 8236 7836 83.49 8848 8231 7427 7404 83.07 - 84.62 5287 7154 8434
Climate Model 9148 9222 93.89 9315 93.15 9463 9370 9148 9556 92.22 9537 96.48 96.11 58.70 95.00 92.78
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Cizelge C.8: (devam) Farkli 6grenme yaklasimlarini benimseyen ve benchmark veri kiimeleri {izerinde en iyi 6grenme saglayan temel
ogrenicilerin global dlgekte karsilastirma sonuglari (birinci grup)

DNA

Glass

HTRU2
lonosphere

Leaf

Letter Recognition
Libras Movement

LSVT Voice
Rehabilitation

Madelon

MAGIC Gamma
Telescope

Parkinson Speech

QSAR
biodegradation

Satellite
Seeds
Shuttle

Sonar

51.91
35.51

90.84
64.10
4.71
4.07
5.56
66.67

50.00
64.84

50.00
66.26

23.82
33.33
78.60
53.37

95.29
76.17

97.42
93.45
66.47
91.30
75.28
82.54

62.00
82.52

59.62
82.75

89.15
89.05
99.91
81.25

94.57
67.29

98.07
90.31
78.82
82.50
80.56
84.92

777

85.87

66.25
87.11

89.20
95.24
99.71
80.77

90.99
77.57

97.93
92.02
73.24
97.20
83.61
77.78

72.35
85.32

69.90
85.40

91.14
93.33
99.95
85.10

93.97
65.42

97.82
90.03
71.76
85.20
71.39
84.92

62.90
85.69

66.92
85.78

88.21
90.48
99.73
75.00

94.38
74.77

97.87
91.45
65.00
+++
64.44
83.33

72.75
84.69

65.10
84.36

89.00
93.81
99.98
78.85

94.82
80.37

98.08
93.16
76.76
96.42
82.50
83.33

64.55
88.04

69.62
85.97

91.66
94.29
99.99
85.10

92.81
62.15

97.78
88.89
58.24
84.26
56.67
80.95

73.40
85.01

61.63
81.90

86.25
90.00
99.95
75.00

94.85
65.42

97.46
86.32
81.18
70.19
67.50

53.75
78.41

62.12
85.97

84.09
96.67
94.39
74.52

94.92
74.77

96.87
89.46
65.00
74.36
61.39
73.81

61.35
7.7

59.90
80.66

82.24
88.10
99.44
80.29

90.49
66.36

97.90
89.17
76.47
77.41
68.33
68.25

53.90
79.11

63.46
85.97

86.03
95.24
96.82
73.56

97.88
86.04

83.33

53.25
79.15

64.62
86.82

79.33

96.23
68.22

97.98
93.73
81.18
92.14
76.94
85.71

71.30
86.17

65.10
85.88

87.65
95.24
99.94
77.88

70.59
57.01

93.31
94.87
43.24
61.24
58.61
62.70

47.80
66.49

55.19
61.42

70.40
87.62
79.98
57.69

94.48
49.53

94,51
82.34
74.12
64.08
62.78
54.76

58.40
72.69

59.04
75.92

79.60
91.43
92.93
67.79

75.70
97.95
94.30
64.71
94.31

83.94

61.25
83.60

89.52
99.94
80.29
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Cizelge C.8: (devam) Farkli 6grenme yaklasimlarini benimseyen ve benchmark veri kiimeleri iizerinde en iyi 6grenme saglayan temel
ogrenicilerin global dlgekte karsilastirma sonuglari (birinci grup)

Vehicle
Vertebral Column
Vowel

Wall Following
Robot Navigation-1

Wall Following
Robot Navigation-2

Wall Following
Robot Naviaation-3

Wine Quality-red
Wine Quality-white

Z0oo

Ortalama
Global Rank

25.77
67.74

9.09
40.41

40.41

40.41

42.59
44.88

40.59

45.88
0

71.16
80.32

59.70
99.84

99.82

95.27

57.72
52.65

97.03

82.72
1

81.91
84.52

75.35
92.63

96.24

87.90

61.48
54.61

96.04

84.44
1

70.80
81.94

98.08
99.01

97.69

94.06

70.36
70.01

95.05

86.28
3

69.74
84.52

85.35
61.35

97.91

89.39

65.67
64.29

94.06

82.02
1

71.04
84.52

77.78
100.00

100.00

99.65

59.41
53.29

89.11

83.28
2

76.00
83.55

95.66
100.00

100.00

99.67

70.86
70.36

97.03

87.63
12

73.17
80.32

67.37
100.00

100.00

99.58

57.79
55.80

89.11

81.64
4

78.13
84.19

54.14
70.77

71.32

65.74

59.54
53.14

96.04

78.03
3

60.99
76.45

51.62
99.91

99.89

88.23

57.79
48.12

97.03

79.28
2

80.61
85.48
58.89
99.67

99.80

70.49

59.79
53.55

94.06

80.85
2

84.19

83.24
1

82.27
85.48
87.07
99.98

99.96

98.09

60.54
61.15

93.07

86.00
4

53.07
72.90

50.81
99.98

96.85

92.19

35.71
27.79

90.10

68.03
1

45.27
77.74

56.57
90.58

89.11

52.46

54.72
44.30

97.03

74.13
1

71.16
80.00

63.94
99.84

99.40

57.60
54.94

97.03

82.65
1
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Cizelge C.9: Farkli 6grenme yaklasimlarini benimseyen ve benchmark veri kiimeleri {izerinde en iyi 6grenme saglayan temel 6grenicilerin global
Ol¢ekte karsilastirma sonuglart (ikinei grup)

A —
@ =
> o]
o =1
%) g < 9;?
o 3 S & 3 3 w N 3 -
Veri kiimesi 8 -% 5 3 ) 3 S S H < o % 8 ;JS (é’
> o ~ & o S @ 3 @ = = - o
& % 0 @) @ ® 3 =
. S 2 8
D @,
@ =
<} @
>
Banknote 98.40 98.25 99.85 9854 9891 9993 9854 9883 9840 9854 9738 9854 97.81 98.98 98.03
Authentication
Blood Transfusion 77.94 7727 6992 7660 77.14 78.74 7687 6751 7861 76.87 7834 70.32 7821 77.01 76.20
Boston Housing?2 82.02 8439 8281 -— — 79.84 8953 93.28 8498 89.53 7292 90.32 76.28 88.74 50.99
Breast Cancer — 9499 09542 96.42 96.71 96.71 94.13 — 9499 9413 9571 9456 9456 94.85 96.71
Breast Tissue 69.81 68.87 71.70 — — 70.75 66.04 66.04 6887 66.04 60.38 6226 69.81 67.92 60.38
Cardiotocography-1 83.44 9285 9116 -— — 03.23 9323 89.75 9257 9323 9200 9191 9266 93.13 89.37
Cardiotocography-2 69.38 82.83 7827 — - 83.30 8321 7841 83.02 8321 7992 79.02 8151 8344 78.79
Climate Model 92.96 91.85 89.07 96.30 95.37 96.11 9259 9185 9130 9259 93.70 91.11 9111 9296 95.37
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Cizelge C.9: (devam) Farkli 6grenme yaklasimlarini benimseyen ve benchmark veri kiimeleri iizerinde en iyi 6grenme saglayan temel
Ogrenicilerin global 6l¢ekte karsilastirma sonuglari (ikinci grup)

DNA 90.43 9284 7464 — — 95.01 9212 ++ + 9240 9212 9281 76.02 92.75 92.72 93.47
Glass 5794 7056 7056 — — 6495 6589 7150 7150 6589 6729 68.69 63.08 67.76 57.48
HTRU2 96.73 9792 97.13 9752 — 9794 9791 9760 9786 97.91 97.88 96.91 97.80 97.83 97.56
lonosphere 89.17 8832 87.18 8576 88.89 89.17 8889 8462 89.17 8889 89.74 86.04 89.17 90.03 87.46
Leaf 64.71 63.53 7353 - — 78.24 6118 64.12 6206 6118 5441 5794 5794 64.71 55.29
Letter Recognition 88.65 86.97 9597 -— — 89.86 88.12 ++ + 86.36 88.12 51.33 86.03 83.77 88.62 82.22
Libras Movement 86.11 66.67 85.83 — — 7833 69.72 +++ 6278 69.72 53.06 67.22 5528 7056 74.72
LSVT Voice — 8254 7381 8254 8175 8254 73.81 80.16 80.16 73.81 7857 70.63 8095 7381 84.13
Rehabilitation

Madelon 52.00 79.65 54.15 5325 5395 5755 7035 +++ 76.20 7035 7265 5420 76.00 59.50 54.95
MAGIC Gamma 7844 8503 80.94 79.06 — 86.14 85.06 7741 8439 85.06 8297 8213 85.05 8546 79.15
Telescope

Parkinson Speech 56.25 6481 63.65 6346 63.37 6298 6298 6817 6385 6298 63.17 6087 6231 59.71 63.17

QSAR biodegradation 7223 8114 8446 86.54 8597 8578 8237 8332 8171 8237 8313 8246 8313 8521 8559

Satellite 85.73 87.04 90.26 — - 87.07 86.62 +++  86.68 86.62 8275 84.82 8578 87.13 86.68
Seeds 9524 9048 9429 - - 9524 9190 9238 93.33 9190 9190 90.00 89.52 9286 93.81
Shuttle 83.20 99.97 99.94 -— - 99.92 9997 99.97 99.97 99.97 99.86 99.97 99.94 99.97 96.93
Sonar 7740 7115 86.54 75.00 7596 80.77 7115 7260 7115 7115 7885 73.56 74.04 80.29 75.96
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Cizelge C.9: (devam) Farkli 6grenme yaklasimlarini benimseyen ve benchmark veri kiimeleri iizerinde en iyi 6grenme saglayan temel
Ogrenicilerin global 6l¢ekte karsilastirma sonuglari (ikinci grup)

Vehicle 85.34 7092 7128 -— — 79.91 4941 7151 69.62 7435 6785 69.86 69.86 7340 74.47
Vertebral Column 8290 8290 8161 8548 8548 8548 8161 80.00 8161 8161 7935 79.03 8323 8097 78.71
Vowel 79.29 77.07 9838 — — 79.29 7899 8384 7515 78.99 4646 77.88 68.08 7394 5798
Wall Following Robot ~ 90.60 100.00 9883 — — 99.98 100.00 100.00 100.00 100.00 100.00 100.00 100.00 99.98 77.20
Navigation-1

Wal! Fo_llowing Robot 8858 100.00 97.21 - — 99.96 100.00 100.00 100.00 100.00 100.00 99.96 100.00 99.98 77.27
Navigation-2

Wall Following Robot  68.07  99.41 88.18 - — 98.57 99.65 97.62 9929 99.65 9881 97.73 99.58 99.78 71.50
Navidation-3

Wine Quality-red 5466  60.79 63.98 — — 58.79 60.73 67.23 59.98 60.73 58.79 6348 5816 59.10 58.22
Wine Quality-white 4833 58.37 6584 — — 55.84 5888 66.35 5782 58.88 5167 6284 5453 5935 52.12
Z00 96.04 92.08 96.04 -— — 95.05 92.08 93.07 9208 92.08 9505 94.06 89.11 93.07 97.03
Ortalama 78.77 83.07 8341 8281 8214 8433 8193 8286 8266 8268 79.05 80.62 8124 8281 77.54
Global Rank 2 3 2 1 1 1 2 2 2 2 2 1 2 1 1
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Cizelge C.10: Topluluk/meta 6grenme algoritmalarinin (birinci grup) benchmark veri kiimeleri tizerindeki siiflandirma sonuglari

Topluluk/meta 6grenme

N <
= D D @ =.
5 oz w 28 a8 9 O é o 8 < O =
e . Y = o = =,
Veri kiimesi ESD 2 = Q & 5’ 3 § Q 8 z O 2 & & a W
2 Fo S 28 &8 35 S o 2 3 S 2 @) =
E —Lg @H @Ng g g @H m._‘ [N (:”,, | 2 $ § z
= g S . S 5- . w E"‘ (D-b
o ) Y - . @
Banknote Authentication 99.42 9373 99.27 5743 9927 97.16 99.78 99.34 96.36 99.42 96.50 99.27 99.27 99.34
Blood Transfusion 73.66 76.34 75.94 58.96 73.26  79.01 7420 74.06 7487 76.87 78.07 7420 73.93 73.93
Boston Housing2 95.85 9585 95.45 929 9545 7273 +4++ 9447 96.05 9565 9229 9585 95.65 95.85
Breast Cancer 96.57 96.42 96.42 9571 96.85 9657 97.00 96.42 9599 96.42 9585 96.28 96.57 96.57
Breast Tissue 70.75 7358 7170 3962 70.75 6792 7264 7264 5943 7170 6887 7264 7453 70.75
Cardiotocography-1 9468 9440 9468 5343 9483 91.02 9478 95.06 93.27 9450 9262 9478 95.16 94.68

! Temel Ogrenici olarak Random Forest algoritmasi seildi. Diger parametreler varsayilan degerlere sahiptir.

? Parametrelerin varsayilan degerleri kullanildi.

3 Meta Ogrenici olarak Random Forest algoritmasi, Temel Ogrenici olarak: Random Forest, IBk, J48 ve NaiveBayes secildi. Diger parametreler varsayilan degerlere sahiptir.

* Temel Ogrenici olarak: Random Forest, IBk, J48 ve NaiveBayes secildi. Diger parametreler varsayilan degerlere sahiptir.
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Cizelge C.10: (devam) Topluluk/meta 6grenme algoritmalarinin (birinci grup) benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Cardiotocography-2 8749 8542 8786 3029 8791 8095 +++ 8857 86.08 8758 84.85 8824 8848 87.96
Climate Model 9389 9370 9333 5333 93.70 9148 9241 9352 9352 9407 9352 9389 93.70 93.33
DNA 9466 9278 9542 5938 9554 92.03 9579 9579 9561 9554 9375 9532 95.67 95.14
Glass 7991 7897 7944 4252 7897 64.49 81.31 8224 7336 7757 7150 78.97 80.37 80.84
HTRU2 98.01 9791 98.07 9187 98.04 9792 +++ 9807 9781 9798 97.77 98.12 98.09 97.85
lonosphere 93.16 92.88 94.02 7094 9316 90.31 9373 9345 9202 9430 9259 9345 94.02 94.02
Leaf 78.53 76.47 78.24 6.76  75.00 63.53 78.53 79.12 6118 79.71 7118 76.76 76.18 77.65
Letter Recognition 96.36 9584 72?7 504 9634 9141 +++ 777 9324 +++ 7348 96.36 777 96.44
Libras Movement 83.80 79.72 8222 1111 7889 66.67 86.39 8389 7556 8528 7250 8333 8222 83.06
LSVT Voice 84.13 8254 8492 5159 8413 77.78 8175 8413 8254 8095 76.19 8175 8333 83.33
Rehabilitation

Madelon 64.05 79.10 6360 5755 6385 5850 6380 63.50 6755 66.80 6175 6295 6535 63.60
MAGIC Gamma 88.08 8388 8797 59.02 88.13 8680 +++ 8811 8368 8740 8053 88.16 88.00 88.03
Telescope

Parkinson Speech 70.10 68.08 6837 4962 70.87 6750 70.29 69.81 61.63 6894 6135 6846 70.48 69.42

QSAR biodegradation 86.45 8578 86.73 5280 86.64 8398 8749 86.07 8455 8758 83.03 8796 87.01 87.01

Satellite 91.73 9178 91.73 3981 9155 885 +++ 9176 89.49 9189 8550 9166 91.84 9170
Seeds 93.81 9429 9333 6524 9333 8810 9238 9333 90.00 9476 93.33 9476 93.33 94.29
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Cizelge C.10: (devam) Topluluk/meta 6grenme algoritmalarinin (birinci grup) benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Shuttle

Sonar

Vehicle

Vertebral Column
Vowel

Wall Following Robot
Navigation-1

Wall Following Robot
Naviaation-2

Wall Following Robot
Naviaation-3

Wine Quality-red
Wine Quality-white

Z0oo

Ortalama
Global Rank

99.99
84.13

75.06
83.23
95.66
100.00

100.00

99.52

70.67
70.29

97.03

87.60
4

99.85
77.40

71.51
78.06
90.51
100.00

100.00

99.52

69.29
68.56

94.06

86.61
3

99.99
81.73

75.18
84.84
95.56
100.00

100.00

99,51

71.04
69.82

95.05

87.23
3

76.67
54.33

37.12
66.45

9.29
48.75

47.09

49.23

46.97
45.24

60.40

48.57
0

99.99
84.62

75.77
83.87
94.44
100.00

100.00

99,51

70.17
70.03

97.03

87.33
5

99.89
76.44

71.63
82.90
79.29
99.89

99.89

98.52

61.54
59.31

87.13

82.15
1

+++
87.98

75.89
84.52
97.17
+++

+++

+++

70.73
+++
96.04

85.21
1

99.99
84.13

74.82
85.16
94.95
100.00

100.00

99.58

71.11
70.52

97.03

87.52
5

99.95
78.85

70.45
81.29
68.48
99.76

99.78

98.26

59.04
57.04

96.04

83.42
1

99.99
85.10

76.24
84.84
96.36
100.00

100.00

99.58

67.35
68.58

96.04

87.47
3

99.96
79.33

70.92
80.97
62.73
99.98

99.98

98.92

57.97
53.65

97.03

82.38
1

99.99
82.21

75.30
85.48
96.16
100.00

100.00

99.62

71.36
70.25

97.03

87.59
7

99.99
81.25

74.40
84.84
94.55
100.00

100.00

99.62

71.29
70.54

96.04

87.37
3

99.99
84.62

76.00
83.23
95.35
100.00

100.00

99.58

69.92
70.25

95.05

87.54
3
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Cizelge C.11: Topluluk/meta 6grenme algoritmalarinin (ikinci grup) benchmark veri kiimeleri lizerindeki siniflandirma sonuglari

Topluluk/meta 6grenme

) @) Py,
Tl =

B z 2 5 8 2 38 2 3 3 5
i 2 @ =3 py 5 9 =) 5 n 2] 0S8
Veri kiimesi 2 5 0O S 2 wa 3 3 £ § 3 <« g=
er1 kiimesi = W e D S a o o = » N
= § £ % 3 % 83 9 £ 3 3§ ¢ B 5%
3 5 o B = O -5 3 7 o Q@ 1 ~ @@
= 2 & > B g8 3 T 3 © 3 ~I
5 2 =z S z - § & = S ]
Z D L g o @ (D,_‘ _‘H ('_6
- O [N = =3 = o
Banknote 9934 99.34 99.34 9854 99.34 99.27 5554 99.27 97.59 100.00 99.78 99.34 98.91 99.20

Authentication
Blood Transfusion 73.93 7393 7393 76.87 7393 7366 76.20 74.06 76.20 76.47 76.74 60.03 75.80 75.00

Boston Housing2 90.51 89.92 93.87 80.63 92.09 94.66 593 9585 95.65 94.47 7174 - 94.47 95.26
Breast Cancer 96.42 9642 96.42 9413 96.42 96.42 6552 96.71 96.57 97.28 96.42 96.57 95.99 96.42
Breast Tissue 69.81 6792 7736 6321 70.75 69.81 1887 7453 7264 7736 7358 — 73.58 69.81
Cardiotocography-1 9445 9501 9473 93.18 9473 9520 9224 9501 93.79 9384 9478 — 93.13 90.78
Cardiotocography-2 8796 87.72 8843 8354 8829 8852 8236 8885 8791 86.69 88.66 — 86.17 72.48
Climate Model 94.07 94.07 94.07 9259 94.07 93.70 91.48 93,52 9148 9222 9444 09222 93.70 92.22
DNA 95.79 9517 9570 9416 9529 9495 9520 9564 9432 9561 96.05 — 95.04 65.73
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Cizelge C.11: (devam) Topluluk/meta 6grenme algoritmalarinin (ikinci grup) benchmark veri kiimeleri iizerindeki siniflandirma
sonugclari

Glass 80.37 79.91 7850 69.63 7850 80.37 3551 80.37 80.84 76.64 77.10 — 7477 68.22
HTRU2 98.06 98.06 98.06 9791 98.06 98.09 97.87 98.05 97.78 98.02 97.80 98.02 97.96 97.69
lonosphere 9345 9345 9345 88.89 9345 94.02 64.10 9345 9259 9459 9288 94.02 92.88 90.31
Leaf 7412 7441 7235 5529 7294 7471 471 7794 7735 8235 7471 — 77.65 68.24
Letter Recognition 9590 95.77 9552 86.09 9559 +++ + +4++ +++ +4++ 9698 — 05.81 85.56
Libras Movement 81.67 8111 8333 6167 8111 80.28 556 83.06 84.72 88.61 8556 — 83.89 78.61
LSVT Voice 84.13 84.13 84.13 73.81 84.13 8333 66.67 84.13 84.13 8254 7619 81.75 73.02 61.90
Rehabilitation

Madelon 63.50 63.50 63.50 70.35 63.50 65.35 58.50 65.60 64.55 60.35 66.40 61.60 64.05 52.70
MAGIC Gamma 87.97 87.97 8797 85.06 87.97 88.00 87.71 88.13 +++ 87.56 87.04 88.03 84.90 83.73
Telescope

Parkinson Speech 68.75 68.75 68.75 62.98 68.75 70.48 50.00 69.81 69.90 70.29 65.58 67.60 66.25 66.83

QSAR biodegradation 86.92 86.92 86.92 8237 86.92 87.01 66.26 86.54 8645 87.30 8398 86.92 8550 8341

Satellite 9150 9152 9161 8581 91.72 9161 9142 9190 9178 9136 9237 - 90.38 88.00
Seeds 93.33 9429 9381 9429 9381 9286 33.33 9381 9333 9524 9238 - 94.76 91.90
Shuttle 99.99 99.99 99.99 99.97 99.99 99.99 99.86 99.99 99.94 99.98 99.99 — 99.96 99.95
Sonar 84.13 84.13 84.13 7115 84.13 8125 53.37 8558 86.06 84.62 86.06 82.69 83.17 80.29
Vehicle 77.07 7707 7530 7246 7482 7482 2577 7553 7447 7884 7541 — 7494 67.26
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Cizelge C.11: (devam) Topluluk/meta 6grenme algoritmalarinin (ikinci grup) benchmark veri kiimeleri tizerindeki siniflandirma
sonugclari

Vertebral Column 86.45 86.45 86.45 8161 86.45 84.84 67.74 8484 79.03 8645 8516 8452 86.13 79.68

Vowel 93.74 9293 9253 7242 9343 9222 9.09 96.06 94.14 97.98 98.28 - 94.65 89.60
Wall Following Robot 99.98 99.98 99.98 99.98 100.00 99.98 99.98 100.00 88.82 98.88 100.00 - 100.00 97.82
Navigation-1

Wall Following Robot 99.96 99.96 99.98 99.98 100.00 99.98 99.96 100.00 98.75 98.85 100.00 — 99.87 98.99
Navination-2

Wall Following Robot  99.63 99.63 99.60 99.34 99.49 99.58 99.29 99.62 9853 97.12 99.71 - 97.54 88.49
Navioation-3

Wine Quality-red 7111 7054 7098 6054 70.73 69.54 4259 7092 70.86 70.92 69.67 - 67.73 66.35
Wine Quality-white 69.89 69.58 69.72 56.86 69.52 70.03 63.43 70.66 70.21 70.76 70.56 - 67.39 66.78
Z00 96.04 97.03 97.03 91.09 96.04 096.04 40.59 96.04 97.03 95.05 95.05 - 96.04 92.08
Ortalama 87.27 87.17 8750 81.71 87.15 86.89 60.83 87.67 86.69 87.76 86.70 84.10 86.55 81.86
Global Rank 2 3 4 0 4 2 0 4 1 10 9 0 1 0
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Cizelge C.12: Topluluk/meta 6grenme algoritmalarinin ({igiincti grup) benchmark veri kiimeleri tizerindeki siniflandirma sonuglari

Topluluk/meta 6grenme

Veri kiimesi ; : e
it
Banknote Authentication 99.27 99.49 99.56
Blood Transfusion 73.66 72.99 73.93
Boston Housing2 95.65 +++ -
Breast Cancer 96.42 96.42 96.42
Breast Tissue 73.58 72.64 -
Cardiotocography-1 94.83 ++ + -
Cardiotocography-2 88.33 ++ + -
Climate Model 93.70 93.89 93.70
DNA 95.14 +++ -
Glass 80.37 81.31 —
HTRU2 98.09 +++ 98.07
lonosphere 94.02 92.88 94.02
Leaf 78.24 +++ —
Letter Recognition 96.42 +++ -
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Cizelge C.12: (devam) Topluluk/meta 6grenme algoritmalarinin (figiincii grup) benchmark veri kiimeleri {izerindeki siniflandirma sonuglari

Libras Movement 83.33 +++ —
LSVT Voice Rehabilitation 83.33 86.51 85.71
Madelon 65.35 ++ + 67.00
MAGIC Gamma Telescope 88.00 +++ 88.38
Parkinson Speech 70.48 70.38 70.87
QSAR biodegradation 87.01 +++ 87.30
Satellite 91.93 +++ -
Seeds 93.81 92.86 —
Shuttle 99.99 44 -
Sonar 81.25 85.58 86.54
Vehicle 74.94 +++ -
Vertebral Column 84.84 84.84 83.23
Vowel 95.35 +++ —

100.00 100.00 —

Wall Following Robot Navigation-1

Wall Following Robot Navigation-2 100.00 100.00 -
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Cizelge C.12: (devam) Topluluk/meta 6grenme algoritmalarinin (liglincli grup) benchmark veri kiimeleri iizerindeki siniflandirma sonuglari

Wall Following Robot Navigation-3 99.63 +++
Wine Quality-red 69.92 + 4+ +
Wine Quality-white 70.38 + 4+ +
Z00 95.05 96.04
Ortalama 87.65 88.39
Global Rank 3 3

86.52
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Cizelge C.13: Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gergeklestiren Makine Ogrenmesi algoritmalarinin global 6lgekte

karsilastirma sonuglari (birinci grup)

O
Pyl g a Pyl
) Py = 5 3
Iy a 2 S o 2 &
8 P ©) 53’_ = o) = @ g
Veri kiimesi <2 2 = 3 > c S S AL C & 2 0 3 - E
s © 2 F 2 3 3 2 3 0¥ g 8 &g 9 =2 0§
°c m g 2z g > & <J 3 s 9o 3 - %
r—'-H S 8 @ o o § =
3 - H.r—‘ Z = @
- O o} .
Banknote 98.03 95.04 96.50 100.00 97.59 99.20 99.27 100.00 98.03 97.67 99.34 99.27 99.27 98.47 99.93 99.34
Authentication
Blood Transfusion 76.20 74.73 78.07 7393 76.20 7741 7393 76.47 79.28 76.74 7393 73.66 7406 7594 7794 74.06
Boston Housing?2 50.99 9545 9229 9447 9565 8360 9545 9447 84.78 96.44 93.87 94.66 9585 — 90.91 94.47
Breast Cancer 96.71 96.57 9585 96.42 96.57 9514 96.57 97.28 9442 — 96.42 96.42 96.71 96.57 96.57 96.42
Breast Tissue 60.38 65.09 6887 65.09 7264 6321 71.70 77.36 72.64 65.09 77.36 69.81 7453 — 68.87 72.64
Cardiotocography-1 89.37 91.35 92.62 9214 93.79 9374 9478 93.84 9299 87.30 94.73 9520 95.01 -— 94.03 95.06
Cardiotocography-2 78.79 8151 8485 8236 8791 8349 8848 86.69 8231 74.27 88.43 8852 8885 — 84.62 88.57
Climate Model 95.37 9222 9352 93.15 9148 9463 93.70 9222 91.48 9556 94.07 93.70 9352 96.48 96.11 93.52
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Cizelge C.13: (devam) Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gerceklestiren Makine Ogrenmesi algoritmalarinin global dlcekte
karsilastirma sonuglari (birinci grup)

DNA 93.47 9529 9375 9099 9432 9438 9482 9561 9281 9485 9570 94.95 9564 — 96.23 95.79
Glass 57.48 76.17 7150 7757 80.84 7477 8037 76.64 62.15 6542 7850 80.37 8037 — 68.22 82.24
HTRU2 9756 97.42 97.77 9793 97.78 97.87 98.08 98.02 97.78 97.46 98.06 98.09 98.05 97.88 97.98 98.07
lonosphere 87.46 9345 9259 9202 9259 9145 9316 9459 88.89 86.32 9345 94.02 9345 86.04 93.73 93.45
Leaf 55.29 66.47 7118 7324 7735 65.00 76.76 8235 58.24 81.18 7235 7471 7794 — 81.18 79.12
Letter Recognition 82.22 9130 7348 9720 +++ +++ 9642 +++ 8426 7019 9552 +++ +++ - 92.14 ?27?
Libras Movement 7472 75.28 7250 83.61 8472 6444 8250 88.61 56.67 6750 83.33 80.28 83.06 — 76.94 83.89
LSVT Voice 84.13 8254 7619 7778 8413 8333 8333 8254 8095 - 84.13 8333 84.13 8333 8571 8413
Rehabilitation

Madelon 5495 62.00 61.75 7235 6455 7275 6455 6035 7340 53.75 6350 65.35 6560 5325 71.30 63.50
MAGIC Gamma 79.15 8252 8053 8532 +++ 8469 88.04 8756 8501 7841 8797 88.00 88.13 79.15 86.17 88.11
Telescope

Parkinson Speech 63.17 59.62 61.35 69.90 69.90 65.10 69.62 70.29 61.63 62.12 68.75 70.48 69.81 64.62 6510 69.81
QSAR 85.59 8275 83.03 8540 86.45 8436 8597 87.30 8190 8597 86.92 87.01 86.54 86.82 8588 86.07
biodegradation

Satellite 86.68 89.15 8550 91.14 91.78 89.00 91.66 91.36 86.25 84.09 9161 91.61 9190 — 87.65 91.76
Seeds 93.81 89.05 93.33 9333 9333 9381 9429 9524 90.00 96.67 93.81 92.86 9381 — 95.24 93.33
Shuttle 96.93 99.91 9996 99.95 99.94 99.98 99.99 99.98 99.95 9439 9999 99.99 99.99 — 99.94  99.99
Sonar 7596 8125 79.33 8510 86.06 78.85 8510 84.62 7500 7452 84.13 81.25 8558 79.33 77.88 84.13
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Cizelge C.13: (devam) Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gerceklestiren Makine Ogrenmesi algoritmalarinin global dlgekte
karsilastirma sonuglar1 (birinci grup)

Vehicle 7447 7116 7092 70.80 7447 71.04 7600 78.84 7317 7813 7530 7482 7553 — 82.27 74.82
Vertebral Column 78.71 80.32 80.97 81.94 79.03 8452 8355 86.45 80.32 84.19 86.45 8484 8484 8419 8548 8516
Vowel 57.98 59.70 62.73 98.08 94.14 77.78 9566 97.98 67.37 54.14 9253 9222 96.06 — 87.07 94.95
Wall Following 7720 99.84 99.98 99.01 88.82 100.00 100.00 98.88 100.00 70.77 99.98 99.98 100.00 — 99.98 100.00
Robot Navigation-1

Wall Following 77.27 99.82 9998 9769 98.75 100.00 100.00 98.85 100.00 71.32 99.98 9998 100.00 - 99.96 100.00
Robot Navigation-2

Wall Following 7150 95.27 9892 94.06 9853 99.65 99.67 97.12 99.58 65.74 99.60 99.58 99.62 — 98.09 99.58
Robot Naviaation-3

Wine Quality-red 58.22 57.72 57.97 70.36 70.86 59.41 70.86 70.92 57.79 59.54 70.98 69.54 70.92 — 60.54 71.11
Wine Quality-white ~ 52.12 52.65 53.65 70.01 7021 53.29 7036 70.76 55.80 53.14 69.72 70.03 70.66 — 61.15  70.52
Zoo 97.03 97.03 97.03 9505 97.03 89.11 97.03 9505 89.11 96.04 97.03 96.04 96.04 — 93.07 97.03
Ortalama 7754 8272 8238 86.28 86.69 83.28 87.63 87.76 8164 78.03 8750 86.89 87.67 8324 86.00 87.52
Global Rank 1 1 1 2 1 2 4 7 3 2 4 2 4 1 1 5
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Cizelge C.14: Benchmark veri kiimeleri iizerinde en iyi

karsilastirma sonuglari (ikinci grup)

ogrenmeyi gerceklestiren Makine Ogrenmesi algoritmalarinin global Slgekte

)
— < O 2
< @ § © > = z 2 > g £3
c oS " D D & o o c « @ a aQ
= = = = D & @ Y ve ® = = w D ) ==
o . = S < 3 > Q I Y w D = D = & = o =
Veri kiimesi D < 59 =1 & a5 o S Q 2 7 " = w 3 = @
o n =0 @ 2 a2 Z. 2 = 5 O 9 S =3 3 -
2 a2 9 ¥ 5o a = e @ 5 @ 2 2 g 33
> =2 8 8 55 o 0= - e g2 3 = 3 B 8
w = @ R, = = @ z 8 % 2 3
- 2 - 8 T & z T 1
. = o
Banknote 99.27 7850 9949 9825 99.56 99.27 99.78 9942 99.27 99.42 99.27 99.34 99.34 99.34 99.34 99.27
Authentication
Blood Transfusion 7420 36.76 7299 77.27 7393 7326 76.74 73.66 7594 76.87 7393 7393 7393 7393 7393 73.66
Boston Housing?2 9585 9269 +++ 8439 — 9545 7174 9585 9545 95.65 95.65 95.85 90.51 89.92 92.09 95.65
Breast Cancer 96.28 9557 96.42 9499 9642 96.85 96.42 96.57 96.42 96.42 96.57 96.57 96.42 96.42 96.42 96.42
Breast Tissue 72.64 66.98 7264 68.87 — 70.75 7358 70.75 7170 7170 7453 70.75 6981 6792 70.75 73.58
Cardiotocography-1 9478 7521 +++ 9285 — 9483 94.78 94.68 94.68 94.50 95.16 94.68 94.45 95.01 94.73 94.83
Cardiotocography-2 88.24 5287 +++ 8283 — 8791 8866 8749 87.86 87.58 88.48 8796 8796 87.72 88.29 88.33
Climate Model 93.89 58.70 93.89 91.85 93.70 93.70 9444 93.89 93.33 94.07 93.70 93.33 94.07 94.07 94.07 93.70
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Cizelge C.14: (devam) Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gerceklestiren Makine Ogrenmesi algoritmalarinin global dlcekte
karsilagtirma sonuglari (ikinci grup)

DNA 9532 7059 +++ 9284 — 9554 96.05 9466 9542 9554 95.67 9514 9579 9517 9529 95.14
Glass 7897 5701 8131 7056 - 7897 7710 7991 79.44 7757 80.37 80.84 80.37 79.91 7850 80.37
HTRU2 98.12 9331 +++ 9792 98.07 98.04 9780 98.01 98.07 9798 98.09 9785 98.06 98.06 98.06 98.09
lonosphere 9345 9487 9288 88.32 94.02 93.16 9288 93.16 94.02 94.30 94.02 94.02 9345 9345 9345 94.02
Leaf 76.76 4324 +++ 6353 — 75.00 7471 7853 78.24 79.71 76.18 77.65 7412 7441 7294 78.24
Letter Recognition 96.36 61.24 +++ 8697 - 96.34 9698 9636 ??? +++ ??7? 9644 9590 9577 9559 96.42
Libras Movement 83.33 58.61 +++ 66.67 — 78.89 8556 83.89 8222 8528 8222 83.06 81.67 81.11 81.11 83.33
LSVT Voice 81.75 62.70 86.51 8254 8571 84.13 76.19 84.13 84.92 80.95 8333 83.33 8413 84.13 84.13 83.33
Rehabilitation

Madelon 62.95 4780 +++ 79.65 67.00 63.85 66.40 6405 63.60 66.80 6535 63.60 63.50 63.50 63.50 65.35
MAGIC Gamma 88.16 66.49 +++ 85.03 88.38 88.13 87.04 8808 87.97 87.40 88.00 88.03 87.97 87.97 87.97 88.00
Telescope

Parkinson Speech 68.46 5519 70.38 64.81 70.87 70.87 6558 70.10 68.37 68.94 70.48 69.42 68.75 68.75 68.75 70.48
QSAR 8796 6142 +++ 8114 8730 86.64 8398 8645 86.73 8758 87.01 87.01 8692 8692 86.92 87.01
biodegradation

Satellite 9166 7040 +++ 87.04 — 9155 9237 91.73 91.73 91.89 91.84 91.70 9150 9152 91.72 9193
Seeds 9476 87.62 92.86 9048 — 93.33 9238 9381 93.33 94.76 93.33 9429 9333 9429 93.81 9381
Shuttle 99.99 7998 +++ 9997 — 99.99 99.99 99.99 99.99 99.99 99.99 99.99 99.99 99.99 99.99 99.99
Sonar 82.21 5769 8558 7115 86.54 84.62 86.06 84.13 81.73 85.10 81.25 84.62 84.13 84.13 84.13 8125
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Cizelge C.14: (devam) Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gerceklestiren Makine Ogrenmesi algoritmalarinin global dlcekte

karsilastirma sonuglart (ikinci grup)

Vehicle 7530 53.07 +++ 70.92 — 75.77 7541 75.06 75.18 76.24 7440 76.00 77.07 77.07 74.82
Vertebral Column 8548 7290 84.84 8290 8323 8387 8516 8323 84.84 84.84 84.84 8323 86.45 8645 86.45
Vowel 96.16 5081 +++ 77.07 - 9444 9828 95.66 95.56 96.36 9455 9535 93.74 9293 93.43
Wall Following 100.00 99.98 100.00 100.00 — 100.00 100.00 100.00 100.00 100.00 100.00 100.00 99.98 99.98 100.00
Robot Navigation-1

Wall Following 100.00 96.85 100.00 100.00 — 100.00 100.00 100.00 100.00 100.00 100.00 100.00 99.96 99.96 100.00
Robot Navigation-2

Wall Following 99.62 9219 +++ 9941 — 99.51 99.71 99.52 99.51 99.58 99.62 99.58 99.63 99.63 99.49
Robot Navidation-3

Wine Quality-red 7136 3571 +++ 6079 — 70.17 69.67 70.67 71.04 6735 7129 69.92 7111 7054 70.73
Wine Quality-white ~ 70.25 27.79 ++4++ 5837 - 70.03 7056 70.29 69.82 6858 70.54 70.25 69.89 69.58 69.52
Zoo 97.03 90.10 96.04 92.08 — 97.03 9505 97.03 95.05 96.04 96.04 95.05 96.04 97.03 96.04
Ortalama 87.59 68.03 8839 83.07 86,52 87.33 86.70 87.60 87.23 87.47 87.37 8754 8727 87.17 87.15
Global Rank 7 1 3 3 2 5 3 4 3 3 3 3 2 3 4

74.94
84.84

95.35
100.00

100.00

99.63

69.92
70.38

95.05

87.65
3
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Cizelge C.15: Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gergeklestiren Makine Ogrenmesi algoritmalarinin global 6Slgekte

karsilastirma sonuglart (liglincli grup)

2
3 =
S = g
@D <
9 = Y |— & W 3 £
[s¥] > (28 =.
Veri kiimesi 8 ©o = = 2 = . > 2 0 c £ F B < >
= O o o <a — = @) S o) -3 =1 o
s » = 2 = 3 & = 3 g ° 3 z £ m
® o o @ ® - 2 *® 2 S
- 2 8 O s &
2 2 R
> 28
- =
@
Banknote 99.78 98.40 99.85 9854 98.83 9840 9854 97.38 9854 9781 93.73 9891 98.98 92.13 84.26 96.21
Authentication
Blood Transfusion 7420 7794 6992 76.87 6751 7861 7687 7834 7032 7821 76.34 7580 77.01 7473 7487 73.93
Boston Housing?2 +++ 8202 8281 89.53 93.28 8498 89.53 7292 90.32 76.28 95.85 94.47 88.74 93.28 89.33 —
Breast Cancer 9700 — 9542 9413 - 9499 9413 9571 9456 9456 96.42 9599 94.85 97.14 96.14 96.57
Breast Tissue 7264 6981 7170 66.04 66.04 6887 66.04 60.38 62.26 69.81 73.58 7358 67.92 66.04 70.75 63.21
Cardiotocography-1 ~ 94.78 83.44 91.16 93.23 89.75 9257 9323 9200 9191 9266 94.40 93.13 93.13 86.27 8236 9243
Cardiotocography-2 +++ 69.38 78.27 8321 7841 83.02 8321 7992 79.02 8151 8542 86.17 8344 7404 7154 8434
Climate Model 92.41 9296 89.07 9259 9185 91.30 9259 93.70 91.11 91.11 93.70 93.70 9296 9222 95.00 92.78
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Cizelge C.15: (devam) Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gerceklestiren Makine Ogrenmesi algoritmalarinin global dlcekte
karsilastirma sonuglart (iiglincli grup)

DNA

Glass

HTRU2
lonosphere

Leaf

Letter Recognition
Libras Movement

LSVT Voice
Rehabilitation

Madelon

MAGIC Gamma
Telescope

Parkinson Speech

QSAR
biodegradation

Satellite
Seeds
Shuttle

Sonar

95.79
81.31

+++
93.73
78.53
+++
86.39
81.75

63.80
+++

70.29
87.49

+++
92.38
+++
87.98

90.43
57.94
96.73
89.17
64.71
88.65
86.11

52.00
78.44

56.25
72.23

85.73
95.24
83.20
77.40

74.64
70.56
97.13
87.18
73.53
95.97
85.83
73.81

54.15
80.94

63.65
84.46

90.26
94.29
99.94
86.54

92.12
65.89
97.91
88.89
61.18
88.12
69.72
73.81

70.35
85.06

62.98
82.37

86.62
91.90
99.97
71.15

+++
71.50

97.60
84.62
64.12
+++
+++
80.16

+++
77.41

68.17
83.32

+++
92.38
99.97
72.60

92.40
71.50
97.86
89.17
62.06
86.36
62.78
80.16

76.20
84.39

63.85
81.71

86.68
93.33
99.97
71.15

92.12
65.89
97.91
88.89
61.18
88.12
69.72
73.81

70.35
85.06

62.98
82.37

86.62
91.90
99.97
71.15

92.81
67.29
97.88
89.74
54.41
51.33
53.06
78.57

72.65
82.97

63.17
83.13

82.75
91.90
99.86
78.85

76.02
68.69
96.91
86.04
57.94
86.03
67.22
70.63

54.20
82.13

60.87
82.46

84.82
90.00
99.97
73.56

92.75
63.08
97.80
89.17
57.94
83.77
55.28
80.95

76.00
85.05

62.31
83.13

85.78
89.52
99.94
74.04

92.78
78.97
97.91
92.88
76.47
95.84
79.72
82.54

79.10
83.88

68.08
85.78

91.78
94.29
99.85
77.40

95.04
74.77

97.96
92.88
77.65
95.81
83.89
73.02

64.05
84.90

66.25
85.50

90.38
94.76
99.96
83.17

92.72
67.76
97.83
90.038
64.71
88.62
70.56
73.81

59.50
85.46

59.71
85.21

87.13
92.86
99.97
80.29

94.92
74.77

96.87
89.46
65.00
74.36
61.39
73.81

61.35
7777

59.90
80.66

82.24
88.10
99.44
80.29

94.48
49.53
94.51
82.34
74.12
64.08
62.78
54.76

58.40
72.69

59.04
75.92

79.60
91.43
92.93
67.79

75.70
97.95
94.30
64.71
94.31

83.94

61.25
83.60

89.52
99.94
80.29
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Cizelge C.15: (devam) Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gerceklestiren Makine Ogrenmesi algoritmalarmin global dlgekte
karsilastirma sonuglart (iiglincli grup)

Vehicle
Vertebral Column
Vowel

Wall Following
Robot Navigation-1

Wall Following
Robot Navigation-2

Wall Following
Robot Naviaation-3

Wine Quality-red
Wine Quality-white

Z0oo

Ortalama
Global Rank

75.89
84.52

97.17
+++

+++

+++

70.73
+++
96.04

85.21
1

85.34
82.90

79.29
90.60

88.58

68.07

54.66
48.33

96.04

78.77
1

71.28
81.61

98.38
98.83

97.21

88.18

63.98
65.84

96.04

83.41
1

49.41
81.61

78.99

71.51
80.00

83.84

100.00 100.00

100.00 100.00

99.65

60.73
58.88

92.08

81.93
2

97.62

67.23
66.35

93.07

82.86
2

69.62
81.61

75.15
100.00

100.00

99.29

59.98
57.82

92.08

82.66
2

74.35
81.61

78.99
100.00

100.00

99.65

60.73
58.88

92.08

82.68
2

67.85
79.35

46.46
100.00

100.00

98.81

58.79
51.67

95.05

79.05
2

69.86
79.03

77.88
100.00

99.96

97.73

63.48
62.84

94.06

80.62
1

69.86
83.23

68.08
100.00

100.00

99.58

58.16
54.53

89.11

81.24
2

7151
78.06

90.51
100.00

100.00

99.52

69.29
68.56

94.06

86.61
3

74.94
86.13

94.65
100.00

99.87

97.54

67.73
67.39

96.04

86.55
1

73.40
80.97

73.94
99.98

99.98

99.78

59.10
59.35

93.07

82.81
1

60.99
76.45

51.62
99.91

99.89

88.23

57.79
48.12

97.03

79.28
1

45.27
77.74

56.57
90.58

89.11

52.46

54.72
44.30

97.03

74.13
1

71.16
80.00

63.94
99.84

99.40

57.60
54.94

97.03

82.65
1
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Cizelge C.16: Ozniteliklerin bagimlilig1 varsayimina gére VIBES algoritmasinin temel 6grenicilere gore benchmark veri kiimeleri {izerindeki
dogruluk oranlar1

Temel Ogreniciler

Veri kiimesi

K-EYK® NB® DYM’ DAS KA RE®
Banknote Authentication 99.93+0.00 87.15+0.11 98.52+0.04 97.67+0.00 08.79+0.18 99.49+0.07
Blood Transfusion 77.72+0.15 76.74+0.13 76.20+0.00 77.41+0.27 77.76+0.28 78.30+0.34
Boston Housing2 96.4420.00 96.44+0.00"° 96.44+0.00 96.18+0.23" 91.30+0.20 96.38+0.11
Breast Cancer 96.38+0.17 97.14+0.38 96.95+0.08 96.14+0.14 96.33+0.30 97.04+0.30
Breast Tissue 66.98+0.00 71.38+0.54 75.16+0.54 69.50+0.54 72.33+0.30 72.33+0.54
Cardiotocography_l 93.01+0.12 89.29+0.07%° 90.73+0.04 88.55+0.21 94.37+0.24 95.48+0.17
Climate Model 096.36+0.28 95.49+0.11 96.79+0.11 95.99+0.21 94.81+0.49 95.19+0.19

® En yakin komsu sayis1 k = 1

® Dagilim tiirii degeri aksi belirtilmedikge DistributionNames = “normal” dir.
! Cekirdek fonksiyonu ; KernelFunction = “linear”

® Diskriminant tiirii degeri aksi belirtilmedikge DiscrimType = “linear”

® OOBPrediction = “on”

9 DistributionNames = “kernel”

" DiscrimType = “pseudolinear”
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Cizelge C.16: (devam) Ozniteliklerin bagimlihig varsayimina gore VIBES algoritmasinin temel dgrenicilere gore benchmark veri kiimeleri

tizerindeki dogruluk oranlari

DNA

Glass

HTRU2
lonosphere

Leaf

Letter Recognition
Libras Movement

LSVT Voice Rehabilitation
Madelon

MAGIC Gamma Telescope
Parkinson Speech
QSAR biodegradation

Satellite
Seeds

90.01+0.13
76.01+0.71

97.28+0.05

94.11+0.16

65.29+0.78

97.15+0.03

90.28+0.28

91.80+0.46

90.42+0.10

81.97+0.04

67.82+0.36

84.23+0.14

91.55+0.06

91.75+0.27

94.15+0.10%
70.87+1.081°

97.380.00
92.69+0.16
73.14+40.61
66.24+0.05
67.04+0.42

87.83+0.46
61.88+0.06

76.78+0.00

59.68+0.31

77.98+0.30°

79.77+0.03

91.11+0.73

96.25+0.10
64.64+0.54

97.93+0.01

91.83+0.44

80.49+0.34

85.69+0.04

86.48+0.32

93.65+0.79

?77?

79.19+0.01

65.45+0.48

88.50+0.05

87.354+0.11

96.03+0.27

95.42+0.11
64.95+0.47

97.47+0.00
91.26+0.33
82.84+0.34
70.28+0.05
72.50+0.56

94.71+2.79'
62.65+0.18

78.42+0.02

64.33+0.19

86.54+0.09

84.29+0.03

97.14+0.00

94.95+0.14
75.39+0.71

97.88+0.01

93.35+0.33

69.71+1.06

92.16+0.21

80.74+0.85

91.27+1.59

87.28+0.16

86.11+0.04

72.7240.39

87.71+0.43

91.09+0.10

94.44+0.27

96.56+0.05
81.46+0.71

98.04+0.02

94.97+0.16

79.02+0.17

96.91+0.03

86.76+0.32

93.39+0.46

89.73+0.08

88.21+0.03

73.37+0.33

88.28+0.11

92.19+0.08

94.60+0.27

12 DistributionNames = “mn”
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Cizelge C.16: (devam) Ozniteliklerin bagimlilig: varsayimina gére VIBES algoritmasinin temel grenicilere goére benchmark veri kiimeleri

tizerindeki dogruluk oranlari

Shuttle

Sonar

Vehicle

Vertebral Column
Vowel

Wall Following Robot
Navigation-1

Wall Following Robot
Navigation-2

Wall Following Robot
Navioation-3

Wine Quality-red
Wine Quality-white

Z0oo

Ortalama
Rank

99.86:0.00
90.71+0.56
68.40+0.18
85.48+0.85

99.09+0.00

98.85+0.08

98.78+0.05

95.51+0.02

66.19+0.30

67.03+0.15

98.02+0.00

87.31

99.69+0.00%°
84.29+0.281°

53.82+0.84
80.65+0.32

58.92+0.76

90.70+0.04

91.65+0.03

63.39+0.08

58.75+0.04

52.66+0.07

93.40+1.14%

79.13

98.47+0.01
83.17+0.00

80.69+0.07
85.91+0.19

73.13+0.44

98.11+0.04

98.19+0.00

73.78+0.10

58.72+0.00

52.50+0.03

96.37+0.57

85.22

95.03+0.01
82.53+0.73

78.61+0.24
84.62+1.04

57.31+0.35

70.87+0.04

71.5740.04

66.12+0.11

59.58+0.10

54.62+0.10

93.07+0.00™

80.40

99.98+0.00
89.74+0.73

74.98+0.25
83.98+0.67

80.61+0.76

100.00+0.00

100.00+0.00

99.4940.02

68.61+0.23

66.01+0.43

92.08+0.00

87.32

99.99+0.00
89.74+0.27

76.20+0.71
84.95+0.49

95.82+0.21

100.00+0.00

100.00+0.00

99.58+0.02

71.92+0.39

71.57+0.10

97.36+0.57

89.80
17
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Cizelge C.17: Ozniteliklerin bagimlilig1 varsayimina goére VIBES algoritmasinin temel dgrenicilere gdre benchmark veri kiimeleri {izerindeki
gercek ve tahmini hata oranlari

L ) k-EYK NB DYM DA KA RF
Veri kiimesi
Gercek g Gercek £ Gercek £ Gercek £ Gercek £ Gercek I3
Banknote 0.07+0.00 0.07+0.00 12.85+0.11 14.24+0.08 1.48+0.04 1.55+0.04 2.33+0.00 2.33+0.00 1.21+0.18 1.35+0.23 0.51+0.07 1.994+0.56
Authentication
Blood 22.28+0.15 22.33+0.13 23.26+0.13 23.31+0.08 23.80+0.00 23.80+0.00 22.59+0.27 22.59+0.27 22.24+0.28 23.04+0.40 21.70+0.34 22.06+0.27
Boston Housing2 ~ 3.56£0.00  356x0.00  3.560.00 356x0.00 3.560.00 356£0.00 3.82:023 3.95:022 870020 9.13+0.36 362:0.11  3.65:0.11
Breast Cancer 3.62+0.17 4.28+0.26 2.86+0.38 2.914+0.33 3.05+0.08 3.11+0.09 3.86+0.14 4.23+0.31 3.67+0.30 3.88+0.43 2.96+0.30 3.49+0.34
Breast Tissue 33.02+0.00 33.96:0.94 28.62+0.54 29.87+0.54 24.84+0.54 25.30+0.36 30.50+0.54 30.50+0.54 27.67+1.96 28.73+228 27.67+0.54 29.25:0.00
Cardiotocography 6.99+0.12 7.06+0.06 10.71+0.07 10.89+0.00 9.27+0.05 9.37+0.09 11.45+0.21 11.90+0.27 5.63+0.24 5.72+0.24 4.52+0.17 4.63+0.22
-1
Cardiotocography 23.16+£0.15 23.41+0.14 26.65+0.24 28.06+0.63 16.13+0.24 17.60+0.71 24.85+0.12 25.93+0.30 14.55+0.28 14.66+0.29 11.49+0.26 11.95+0.22
-2
Climate Model 3.64+028  3.81+0.17 4.51+0.11  4.79+0.09 3.21+0.11  4.06+0.51 4.01+0.21 4.01+021 5.19+049 5.32+0.41 4.81+0.19  5.31+0.21
DNA 9.99+0.13 10.06+0.13 5.85+0.10 5.91+0.09 3.75+0.10 3.76+0.08 458+0.11 4.95+0.21 5.05+0.14 5.144+0.07 3.444+0.05 3.62+0.04
Glass 23.99+0.71 24.50+0.74 29.13£1.08 29.51+0.94 35.36+0.54 36.79+1.47 35.05+0.47 37.03£0.20 24.61+0.71 24.89+0.79 18.54+0.71 19.97+0.41
HTRU2 2.72+0.05 2.88+0.11 2.62+0.00 2.66+0.00 2.07+0.01 2.22+0.01 2.53+0.00 2.99+0.00 2.12+0.01 2.14+0.03 1.96+0.02 2.00+0.01
lonosphere 5.89+0.16  6.27+034  7.31+0.16  7.80+0.65 8.17+0.44  9.72+0.43  8.74+033  9.61+0.46 6.65:033  6.77£042 5.03+0.16  5.15+0.02
Leaf 34.71+0.78 34.88+0.73 26.86+0.61 27.17+0.61 19.51+0.34 20.48+0.86 17.16+0.34 18.99+0.82 30.29+1.06 30.48+1.08 20.98+0.17 22.21+1.16
Letter 2.85+0.03  2.87+£0.04 33.76+0.05 33.92+0.15 14.32+0.04 17.76+0.04 29.72+0.05 32.51+0.06 7.84+0.21  7.87+0.22  3.09+£0.03  3.13+0.04
Recoanition
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Cizelge C.17: (devam) Ozniteliklerin bagimlilig1 varsayimma gore VIBES algoritmasinin temel dgrenicilere gdre benchmark veri kiimeleri
tizerindeki gergek ve tahmini hata oranlari

Libras Movement

LSVT Voice
Rehabilitation

Madelon

MAGIC Gamma
Telescope

Parkinson Speech

QSAR
biodegradation

Satellite

Seeds

Shuttle

Sonar

Vehicle

Vertebral Column
Vowel

Wall Following
Robot
Navigation-1

9.72+0.28

8.20+0.46

9.58+0.10

18.03+0.04

32.18+0.36

15.77+0.14

8.45+0.06

8.25+0.27

0.14+0.00

9.29+0.56

31.60+0.18

14.52+0.85

0.91+0.00

1.15+0.08

10.02+0.31

8.79+0.76

9.65+0.15

18.10+0.05

32.52+0.29

15.86+0.17

8.50+0.06
9.96+0.54
0.54+0.24
9.86+0.60
31.81+0.14
14.94+0.69

1.15+0.24

1.16+0.08

32.96+0.42

12.17+0.46

38.12+0.06

23.22+0.00

40.32+0.31

22.02+0.30

20.23+0.03

8.89+0.73

0.31+0.00

15.71+0.28

46.18+0.84

19.35+0.32

41.08+0.76

9.30+0.04

34.37+0.33

12.70+0.79

38.64+0.29

23.22+0.00

40.85+0.43

22.98+0.44

20.69+0.22

10.95+0.48

0.33+0.00

17.14+1.39

46.18+0.84

19.35+0.32

42.1940.79

9.30+0.04

13.52+0.32

6.35+0.79

?7?7?

20.81+0.01

34.55+0.48

11.50+0.05

12.65+0.11

3.97+0.27

1.53+0.01

16.83+0.00

19.31+0.07

14.09+0.19

26.87+0.44

1.89+0.04

13.94+0.47

6.99+1.27

?7?7?

20.83+0.01

35.50+0.59

12.14+0.39

12.84+0.22

5.40+0.73

1.65+0.02

17.43+0.22

24.09+0.29

15.05+0.19

31.41+0.27

1.89+0.04

27.50+0.56

5.29+2.79

37.35+0.18

21.58+0.02

35.67+0.19

13.46+0.09

15.71+0.03

2.86+0.00

4.97+0.01

17.47+0.73

21.39+0.24

15.38+1.04

42.69+0.35

29.13+0.04

28.20+0.17

5.32+2.75

37.50+0.12

21.87+0.03

36.60+0.15

14.91+0.29

16.22+0.03

3.99+1.08

5.09+0.09

17.71+0.69

23.74+1.50

15.93+0.75

43.00+0.29

29.20+0.02

19.26+0.85

8.73+1.59

12.7240.16

13.89+0.04

27.28+0.39

12.29+0.43

8.91+0.10

5.56+0.27

0.13+0.00

10.26+0.73

25.02+0.25

16.02+0.67

19.39+0.76

0.00+0.00

19.38+0.81

10.27+0.38

12.88+0.22

13.94+0.03

27.50+0.37

12.39+0.48

8.97+0.13

6.56+0.51

0.10+0.07

10.47+0.66

25.41+0.26

16.67+0.46

19.66+0.70

0.00+0.00

13.24+0.32

6.61+0.46

10.27+0.08

11.79+0.03

26.63+0.33

11.7240.11

7.81+0.08
5.40+0.27
0.01+0.00
10.26+0.28
23.80+0.71
15.05+0.49

4.184+0.21

0.00+0.00

15.04+1.24

7.10+0.30

10.54+0.23

12.26+0.11

26.84+0.36

12.47+0.32

8.09+0.12

7.30£0.73

0.14+0.00

11.24+0.42

25.93+1.26

15.88+0.53

5.43+0.56

0.00+0.00
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Cizelge C.17: (devam) Ozniteliklerin bagimlilig1 varsayimma gére VIBES algoritmasinin temel dgrenicilere gdre benchmark veri kiimeleri
tizerindeki gercek ve tahmini hata oranlart

Wall Following
Robot
Navioation-2

Wall Following
Robot
Navigation-3

Wine Quality-red

Wine Quality-
white

Z0o0

Ortalama

1.22+0.05

4.49+0.02

33.81+0.30

32.97+0.15

1.98+0.00

12.69

1.56+0.03

4.83+0.01

34.18+0.10

33.10+0.06

2.64+0.57

13.00

8.35+0.03

36.61+0.08

41.26+0.04

47.34+0.07

6.60+1.14

20.87

8.35+0.03

37.09+0.25

41.34+0.06

47.60+0.18

6.75£1.10

21.35

1.81+0.00

26.22+0.10

41.28+0.00

47.50+0.03

3.63+0.57

14.78

1.83+0.00

32.69+0.19

41.56+0.15

48.21+0.19

4.29+0.57

15.80

28.43+0.04

33.88+0.11

40.42+0.10

46.38+0.10

6.93+0.00

19.63

28.43+0.04

35.74+2.08

40.61+0.14

46.98+0.21

6.93+0.00

20.29

0.00+£0.00  0.00+0.00  0.00+0.00  0.00+0.00

0.51+0.02  1.15+0.04  0.42+0.02  1.44+0.02

31.39+0.23 31.61+0.17 28.08+0.39 28.33+0.29

33.99+0.43 34.04+0.42 28.43+0.10 28.58+0.06

7.92+0.00  8.58+0.57  2.64+0.57  3.96+0.99

12.69 12.99 10.20 10.88
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Cizelge C.18: Ozniteliklerin bagimsizlig1 varsayimina gore VIBES algoritmasinin temel dgrenicilere gére benchmark veri kiimeleri iizerindeki
dogruluk oranlar1

Temel Ogreniciler

Veri kiimesi

k-EYK® NB° DYM’ DA® KA RE®
Banknote Authentication 99.93+0.00 86.86+0.04 98.40+0.00 97.67+0.00 98.40+0.13 99.22+0.15
Blood Transfusion 76.92+0.08 76.20+0.00 76.25+0.08 77.360.28 77.09+0.28 76.83+0.20
Boston Housing2 96.4420.00 96.31+0.11%° 772 96.4420.00 89.53+0.71 96.11+0.11
Breast Cancer 95.28+0.14 96.61+0.08 96.71+0.14 95.95+0.17 96.33+0.30 96.90+0.17
Breast Tissue 66.67+0.54 66.67+1.09 70.75+0.00 66.67+0.54 68.24+0.54 69.81+0.94
Cardiotocography-1 90.23+0.27 85.25+0.10%° 90.04+0.05 87.69+0.10 92.30+0.23 94.59+0.17
Cardiotocography-2 73.69+0.23 57.0140.26™° 83.15+0.31 74.44+0.17 81.37+0.26 88.05+0.17
Climate Model 91.85+0.19 95.06+0.39 95.74+0.00 95.19+0.19 92.16+0.28 93.21+0.17
DNA 73.55+0.23 92.53+0.05% ?72? 95.46+0.13 91.90+0.11 95.06+0.10
Glass 73.83+0.93 64.33+0.27%° 63.24+0.27 62.31+1.50 68.69+2.04 78.19+2.40
HTRU?2 97.34+0.04 97.49+0.01 ?72? 97.47+0.02 97.49+0.06 98.02+0.02
lonosphere 91.26+0.33 92.21+0.44% 89.08+0.59 89.08+1.35 92.40+0.44 94.11%1.00
Leaf 60.88+0.51 59.80+0.45 80.10+0.45 80.98+0.74 61.76+1.06 75.98+1.11
Letter Recognition 95.89+0.05 64.330.11 727 70.17+0.03 86.35+0.12 96.42+0.05
Libras Movement 87.410.42 64.54+0.85 80.56+1.47 64.91+1.58 66.85+0.80 82.59+1.43
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Cizelge C.18: (devam) Ozniteliklerin bagimsizlig1 varsayimma gére VIBES algoritmasinin temel dgrenicilere gore benchmark veri kiimeleri
tizerindeki dogruluk oranlari

LSVT Voice Rehabilitation 95.50+0.46 91.53+0.46 87.57+0.46 84.39+1.65 93.39+1.21 93.39+0.92
Madelon 64.53+0.42 68.57:£0.20 ?777? 69.67+0.10 74.73+0.49 75.83+0.45
MAGIC Gamma Telescope 78.17+0.04 74.23+0.03 772 78.42+0.01 81.76+0.35 87.93+0.14
Parkinson Speech 63.88+0.49 63.72+0.43 65.99+0.36 65.16+0.29 64.01+0.65 69.26+0.39
. . 81.39+0.22 82.02+0.05%° 7.39+0.2 85.78+0.09 80.63+0.52 87.11+0.58
QSAR biodegradation 87.39+0.28
Satellite 90.68+0.27 79.60+0.08 87.10£0.16 83.98+0.24 85.83+0.79 91.50+0.14
Seeds 89.84+0.55 90.63+0.27 94.44+0.99 96.67+0.00 92.70+0.99 93.65+0.99
Shuttle 99.82+0.01 22710 ?777? 94.39+0.01 99.98:0.00 99.99:0.00
Sonar 83.17+0.48 88.14+0.56"° 86.22+2.47 85.74+0.73 82.05+1.94 84.46+1.21
Vehicle 65.76+0.59 53.51+0.25 79.39+0.38 78.25+0.35 69.98+0.89 75.49+0.61
Vertebral Column 83.98+0.75 78.60+0.19 85.59+0.19 81.40+2.46 79.35+1.94 83.98+0.49
Vowel 98.89+0.36 56.80+0.25 73.00+0.38 54.21+0.56 73.20+1.55 94.95+0.36
Wall Following Robot 98.78+0.04 90.60+0.04 98.00£0.05 70.83+0.06 100.00+0.00 100.00+0.00
Navigation-1
Wall Following Robot 97.26+0.07 89.08+0.13 98.04+0.05 71.31+0.06 100.00+0.00 100.00+0.00
Naviaation-2
Wall Following Robot 88.39:+0.09 58.80+0.71 73.81+0.08 66.01+0.24 99.40+0.07 99.47+0.07
Navigation-3
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Cizelge C.18: (devam) Ozniteliklerin bagimsizlig1 varsayimma gdre VIBES algoritmasinin temel 6grenicilere gdre benchmark veri kiimeleri

tizerindeki dogruluk oranlari

Wine Quality-red
Wine Quality-white

Z00

Ortalama
Rank

60.04+0.70
59.73+0.33

98.02+0.00

83.91

57.24+0.26
50.18+0.14

89.44+0.57%

76.81

58.79+0.17
52.15+0.09

96.04+0.00

82.60

59.08+0.20
53.12+0.09

93.07+0.00!

79.49

59.91+0.92
57.98+0.41

89.77+0.57

83.20

71.50+0.94
70.56+0.11

97.03+0.99

88.22
17
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Cizelge C.19: Ozniteliklerin bagimsizlig1 varsayimina gore VIBES algoritmasinin temel dgrenicilere gore benchmark veri kiimeleri iizerindeki
gercek ve tahmini hata oranlari

L ) k-EYK NB DYM DA KA RF
Veri kiimesi
Gercek s Gercek s Gercek s Gercek s Gercek s Gercek I3
Banknote 0.07+0.00 0.07+0.00 13.14+0.04 15.60+0.15 1.60+0.00 1.60+0.00 2.33+0.00 2.33+0.00 1.60+0.13 1.60+0.13 0.78+0.15 0.78+0.15
Authentication
Blood 23.08+0.08 24.43+0.10 23.80+0.00 23.80+0.00 23.75+0.08 23.75+0.08 22.64+0.28 22.64+0.28 22.91+0.28 24.15+0.87 23.17+0.20 23.92+0.22
Boston Housing2 ~ 356:0.00 356000  3.69+0.11  3.69+0.11 27?7 277 356+0.00 6.67+0.55 10.47+0.71 13.74+1.38  3.89+0.11  3.89+0.11

Breast Cancer 4.72+0.14  4.72+0.14  3.39+0.08  5.46+0.17 3.29+0.14  3.29+0.14  4.05+0.17  4.05+0.17 3.67+0.30  6.73+0.48  3.10+0.17  3.64+1.11

Breast Tissue 33.33+0.54 43.49:1.79 33.33+1.09 37.68+1.83 29.25:0.00 29.25+0.00 33.33+0.54 33.33+0.54 31.76+0.54 4191147 30.19:0.94 32.72+5.22

Cardiotocography 9.77+£0.27  9.77+0.27 14.75+0.10 18.07+0.11  9.96+0.05  9.96+0.05 12.31+0.10 12.31+0.10  7.70+0.23  7.70+0.23  5.41+0.17  5.41+0.17
-1

Cardiotocography  26.31£0.23 26.31+0.23 42.99+0.26 54.3540.19 16.85£0.31 16.85+0.31 25.56+0.17 25.56+0.17 18.63+0.26 18.63+0.26 11.95+0.17 11.95+0.17
-2

Climate Model 8.15+0.19 12.08+0.79  4.94+0.39  4.94+0.39  4.26+0.00 4.26£0.00  4.81+0.19  4.81+0.19  7.84+0.28 10.36+0.49  6.79+0.11  6.79+0.11
DNA 26.45+0.23 26.45+0.23  7.47+0.05  7.47+0.05 77?2 72? 454+0.13  6.71£0.15 8.10+0.11 10.82+0.28  4.94+0.10  4.94+0.10
Glass 26.17£0.93 26.17+0.93 35.67+0.27 41.44+2.13 36.76£0.27 36.76+0.27 37.69+1.50 37.69+1.50 31.31+2.04 33.85+5.53 21.81+2.40 21.81+2.40
HTRU2 2.66£0.04  4.12+0.02 2.51+0.01  2.56+0.01 777 772 2.5340.02  253+0.02 2.51+0.06  3.58+0.08  1.98+0.02  1.98+0.02
lonosphere 8.74+0.33 16.30£0.40  7.79+0.44 10.06+1.90 10.92+0.59 12.06+0.82 10.92+1.35 13.68+1.59  7.60+£0.44 12.92+1.55 5.89+1.00  6.46+1.90
Leaf 39.12+0.51 39.12+0.51 40.20+0.45 40.20£0.45 19.90+0.45 19.90+0.45 19.02+0.74 19.02+0.74 38.24+1.06 38.24+1.06 24.02+1.11 24.02+1.11
Letter 4.1140.05  4.11+0.05 35.68+0.11 35.68+0.11 777 72? 29.83+0.03 29.83+0.03 13.66+0.12 13.66+0.12  3.58+0.05  3.58+0.05
Recognition
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Cizelge C.19: (devam) Ozniteliklerin bagimsizlig1 varsayimina gdre VIBES algoritmasinin temel &grenicilere gdre benchmark veri kiimeleri
tizerindeki gercek ve tahmini hata oranlari

Libras Movement

LSVT Voice
Rehabilitation

Madelon

MAGIC Gamma
Telescope

Parkinson Speech

QSAR
biodegradation

Satellite

Seeds

Shuttle

Sonar

Vehicle

Vertebral Column
Vowel

Wall Following
Robot
Navigation-1

12.59+0.42

4.50+0.46

35.47+0.42

21.83+0.04

36.12+0.49

18.61+0.22

9.32+0.27

10.16+0.55

0.18+0.01

16.83+0.48

34.24+0.59

16.02+0.75

1.11+0.36

1.22+0.04

12.59+0.42

21.64+1.02

35.47+0.42

21.83+0.04

37.04+1.13

19.91+0.33

9.32+0.27

10.72+1.33

0.18+0.01

16.83+0.48

34.24+0.59

16.02+0.75

1.11+0.36

1.22+0.04

35.46+0.85

8.47+0.46

31.43+0.20

25.77+0.03

36.28+0.43

17.98+0.05

20.40+0.08

9.37+0.27

277

11.86+0.56

46.49+0.25

21.40+0.19

43.20+0.25

9.40+0.04

35.46+0.85

22.86+0.17

38.94+0.11

27.38+0.00

41.76+0.20

26.10+1.08

20.40+0.08

10.29+1.33

277

25.54+0.85

56.37+1.17

21.40+0.19

43.20+0.25

9.40+0.04

19.44+1.47

12.43+0.46

?27?

?27?

34.01+0.36

12.61+0.28

12.90+0.16

5.56+0.99

2772

13.78+2.47

20.61+0.38

14.41+0.19

27.00+0.38

2.00+0.05

19.44+1.47

19.87+2.29

?7?

?7?

36.46+0.32

12.61+0.28

12.90+0.16

5.56+0.99

7?77

26.56+1.29

20.61+0.38

15.48+0.32

27.00+0.38

2.00+0.05

35.09+1.58

15.61+1.65

30.33+0.10

21.58+0.01

34.84+0.29

14.22+0.09

16.02+0.24
3.33+0.00
5.61+0.01
14.26+0.73
21.75+0.35
18.60+2.46

45.79+0.56

29.17+0.06

35.09+1.58

23.05+0.36

39.29+0.39

21.58+0.01

39.39+0.37

14.22+0.09

16.02+0.24

3.33+0.00

5.62+0.00

25.99+0.46

21.75+0.35

18.60+2.46

45.79+0.56

29.17+0.06

33.15+0.80

6.61+1.21

25.27+0.49

18.24+0.35

35.99+0.65

19.37+0.52

14.17+0.79

7.30+0.99

0.02+0.00

17.95+1.94

30.02+0.89

20.65+1.94

26.80+1.55

0.00+0.00

33.15+0.80

21.75+0.60

25.27+0.49

18.24+0.35

40.06+0.48

20.67+1.84

14.17+0.79

7.30+0.99

0.02+0.00

29.80+0.82

30.02+0.89

20.65+1.94

26.80+1.55

0.00+0.00

17.41+1.43

6.61+0.92

24.17+0.45

12.08+0.14

30.74+0.39

12.89+0.58

8.50+0.14

6.35+0.99

0.01+0.00

15.55+1.21

24.51+0.61

16.02+0.49

5.05+0.36

0.00+0.00

17.41+1.43

18.27+0.78

35.76+1.29

12.08+0.14

30.74+0.39

12.89+0.58

8.50+0.14

6.35+0.99

0.01+0.00

15.55+1.21

24.51+0.61

16.02+0.49

5.05+0.36

0.00+0.00
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Cizelge C.19: (devam) Ozniteliklerin bagimsizlig1 varsayimmna gére VIBES algoritmasinin temel dgrenicilere gore benchmark veri kiimeleri
tizerindeki gergek ve tahmini hata oranlar

Wall Following
Robot
Navigation-2

Wall Following
Robot
Navigation-3

Wine Quality-red

Wine Quality-
white

Z0o0

Ortalama

2.74+0.07

11.61+0.09

39.96+0.70

40.27+0.33

1.98+0.00

16.09

2.74+0.07

11.61+0.09

39.96+0.70

40.27+0.33

1.98+0.00

17.44

10.92+0.13

41.20+0.71

42.76+0.26

49.82+0.14

10.56+0.57

23.19

10.92+0.13

48.79+3.46

46.00+0.63

52.56+0.60

10.56+0.57

26.53

1.96+0.05

26.19+0.08

41.21+0.17

47.85+0.09

3.96+0.00

17.40

1.96+0.05

26.19+0.08

44.58+0.27

47.85+0.09

3.96+0.00

18.49

28.69+0.06

33.99+0.24

40.92+0.20

46.88+0.09

6.93+0.00

20.51

32.2143.11

33.99+0.24

40.92+0.20

46.88+0.09

6.93+0.00

21.85

0.00+£0.00  0.00+0.00  0.00+0.00  0.00+0.00

0.60+0.07  0.60+0.07  0.53+0.07  0.53+0.07

40.09+0.92 40.88+2.15 28.50+0.94 28.50+0.94

42.02+0.41 42.02+0.41 29.44+0.11 29.44+0.11

10.23+0.57 10.23+0.57  2.97+£0.99  2.97+0.99

16.80 18.77 11.78 12.62
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Cizelge C.20: Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gergeklestiren Makine Ogrenmesi algoritmalar1 ile VIBES algoritmasinin
karsilagtirma sonuglart (birinci grup)

@)
s 3 =
2 3 2 z 2 n B 2 >
< 2 = Y = = = = N = o &2
Veri kiimesi W & o L — Q e 0 Q o g_ S = o S o g
m = 2 3 Y 3 o @ S S o = 3 A LS o
wn = By S > = 3 O A w S T O Q= 23
= 3 3 8 s 3 -2 g & ¢ 2 85 Z2
= ® o = o 2 « o & b -
— = (:_—Dt- . — - «\, — [
- = — >
o ® =
Banknote 99.49 100.00 100.00 98.03 97.67 99.34 99.27 98.47 99.34 99.27 9956 99.78 99.27 99.27 99.27 99.42
Authentication
Blood Transfusion 78.30 7393 76.47 79.28 76.74 7393 7406 7594 74.06 7420 73.93 76.74 7393 73.66 73.26 73.66
Boston Housing?2 96.38 94.47 9447 84.78 96.44 93.87 95.85 — 9447 9585 — 71.74 9545 9466 9545 95.85
Breast Cancer 97.04 96.42 97.28 9442 — 96.42 96.71 9657 96.42 96.28 96.42 96.42 9657 9642 96.85 96.57
Breast Tissue 7233 65.09 7736 7264 65.09 77.36 7453 - 7264 7264 — 7358 71.70 6981 70.75 70.75
Cardiotocography-1 9548 92.14 93.84 9299 87.30 9473 9501 -— 05.06 94.78 -— 0478 94.78 9520 94.83 94.68

3 Temel Ogrenici olarak Random Forest algoritmasi segildi.
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Cizelge C.20: (devam) Benchmark veri kiimeleri iizerinde en iyi 6grenmeyi gergeklestiren Makine
algoritmasinin karsilagtirma sonuglari (birinci grup)

Ogrenmesi algoritmalar1 ile VIBES

Cardiotocography-2 ~ 88.51 82.36 86.69 8231 7427 8843 8885 -— 88.57 88.24 —
Climate Model 9519 93.15 9222 9148 9556 94.07 9352 96.48 93.52 93.89 93.70
DNA 96.56 90.99 9561 9281 94.85 9570 9564 — 95.79 9532 —
Glass 81.46 7757 76.64 6215 6542 7850 8037 -— 82.24 7897 —
HTRU2 98.04 9793 98.02 97.78 9746 98.06 98.05 97.88 98.07 98.12 98.07
lonosphere 94.97 92.02 9459 88.89 86.32 9345 9345 86.04 93.45 93.45 94.02
Leaf 79.02 7324 8235 58.24 8118 7235 7794 — 79.12 76.76 —
Letter Recognition 96.91 97.20 +++ 8426 70.19 9552 +++ — ? 9636 —
Libras Movement 86.76 83.61 88.61 56.67 67.50 83.33 8306 — 83.89 8333 -
LSVT Voice 03.39 77.78 8254 8095 — 84.13 84.13 83.33 84.13 8175 8571
Rehabilitation

Madelon 89.73 7235 60.35 73.40 5375 6350 6560 53.25 63.50 62.95 67.00
MAGIC Gamma 88.21 85.32 8756 85.01 7841 8797 88.13 79.15 88.11 88.16 88.38
Telescope

Parkinson Speech 73.37 69.90 70.29 61.63 6212 68.75 69.81 64.62 69.81 68.46 70.87
QSAR 88.28 85.40 87.30 81.90 8597 86.92 86.54 86.82 86.07 87.96 87.30
biodegradation

Satellite 9219 91.14 9136 86.25 84.09 9161 9190 — 91.76 91.66 —
Seeds 9460 93.33 9524 90.00 96.67 93.81 9381 — 93.33 9476 —

88.66
94.44
96.05
77.10
97.80
92.88
74.71
96.98
85.56
76.19

66.40
87.04

65.58
83.98

92.37
92.38

88.48
93.70
94.82
80.37
98.08
93.16
76.76
96.42
82.50
83.33

64.55
88.04

69.62
85.97

91.66
94.29

88.52
93.70
94.95
80.37
98.09
94.02
74.71
+++
80.28
83.33

65.35
88.00

70.48
87.01

91.61
92.86

87.91
93.70
95.54
78.97
98.04
93.16
75.00
96.34
78.89
84.13

63.85
88.13

70.87
86.64

91.55
93.33

87.49
93.89
94.66
79.91
98.01
93.16
78.53
96.36
83.89
84.13

64.05
88.08

70.10
86.45

91.73
93.81
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Cizelge C.20: (devam) Benchmark veri kiimeleri iizerinde en iyi dgrenmeyi gerceklestiren Makine Ogrenmesi algoritmalar1 ile VIBES
algoritmasinin karsilagtirma sonuglari (birinci grup)

Shuttle 99.99 9995 99.98 9995 9439 99.99 9999 — 99.99 99.99 — 99.99 99.99 99.99 99.99 99.99
Sonar 89.74 85.10 84.62 75.00 7452 8413 8558 79.33 84.13 8221 86.54 86.06 85.10 8125 84.62 84.13
Vehicle 76.20 70.80 78.84 73.17 78.13 7530 7553 — 7482 7530 — 7541 76.00 74.82 75.77 75.06
Vertebral Column 84.95 8194 86.45 80.32 84.19 86.45 8484 8419 8516 8548 83.23 85.16 8355 84.84 83.87 83.23
Vowel 095.82 98.08 9798 67.37 5414 9253 96.06 — 9495 96.16 — 098.28 95.66 9222 94.44 95.66
Wall Following 100.00 99.01 98.88 100.00 70.77 99.98 100.00 - 100.00 100.00 —  100.00 100.00 99.98 100.00 100.00
Robot Navigation-1

Wall Following 100.00 97.69 98.85 100.00 71.32 99.98 10000 —  100.00 100.00 —  100.00 100.00 99.98 100.00 100.00
Robot Navigation-2

Wall Following 99.58 94.06 97.12 9958 65.74 99.60 99.62 — 99.58 99.62 — 99.71 99.67 99.58 99.51 99.52
Robot Naviaation-3

Wine Quality-red 7192 7036 7092 57.79 5954 70.98 70.92 — 71.11 7136 -— 69.67 70.86 69.54 70.17 70.67
Wine Quality-white ~ 71.57 70.01 70.76 55.80 53.14 69.72 70.66 - 7052 7025 — 70.56 70.36 70.03 70.03 70.29
Zoo 97.36 95.05 95.05 89.11 96.04 97.03 96.04 — 97.03 97.03 — 95.05 97.03 96.04 97.03 97.03
Ortalama 89.80 86.28 87.76 81.64 78.03 8750 87.67 83.24 87.52 8759 86.52 86.70 87.63 86.89 87.33 87.60
Global Rank 14 2 6 3 2 3 4 1 4 4 1 4 3 1 3 3
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Cizelge C.21: Benchmark veri kiimeleri iizerinde en iyi dgrenmeyi gergeklestiren Makine Ogrenmesi algoritmalar1 ile VIBES algoritmasinin

karsilastirma sonuglari (ikinci grup)

o s
D pl j—
= 9 5 Py S = g
s E % § 2 .E o =
c o =4 w
e S W > = @ = S § =1 n S < 3 2 3 W
Veri kiimesi Q Y 7 » = w 3 S @ o) - c =3 3 k= e =
<. = o 8 D o g O @ T 30 & @ Q =
5 S @) = a = ® g5 > ~ = N = o D @
Q Q ) @ @ 5 = 5 > o 8 Q o @ @
= w n 3 o (] ~ 3 = = a —
= - < S O T = g
= = U o -
= )
Banknote 99.27 9942 99.27 99.34 99.34 99.34 99.34 99.27 98.40 99.85 99.20 99.49 98.25 98,54 98.83 98.40
Authentication
Blood Transfusion 7594 7687 7393 7393 7393 7393 7393 7366 7794 69.92 7741 7299 7727 76.87 67.51 78.61
Boston Housing?2 9545 9565 9565 9585 9051 89.92 92.09 9565 82.02 8281 8360 +++ 84.39 8953 93.28 84.98
Breast Cancer 96.42 96.42 9657 9657 96.42 9642 9642 9642 — 9542 9514 9642 9499 9413 —  94.99
Breast Tissue 7170 71.70 7453 70.75 6981 6792 70.75 7358 69.81 71.70 63.21 72.64 6887 66.04 66.04 68.87
Cardiotocography-1 9468 9450 9516 94.68 9445 9501 94.73 9483 8344 91.16 93.74 +++ 9285 93.23 89.75 92.57
Cardiotocography-2 87.86 8758 88.48 87.96 8796 87.72 88.29 8833 69.38 78.27 8349 +++ 8283 83.21 78.41 83.02
Climate Model 93.33 94.07 93.70 93.33 94.07 94.07 94.07 93.70 92.96 89.07 94.63 93.89 91.85 9259 9185 91.30
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Cizelge C.21: (devam) Benchmark veri kiimeleri iizerinde en iyi dgrenmeyi gerceklestiren Makine Ogrenmesi algoritmalar1 ile VIBES
algoritmasinin karsilastirma sonuglari (ikinci grup)

DNA

Glass

HTRU2
lonosphere

Leaf

Letter Recognition
Libras Movement

LSVT Voice
Rehabilitation

Madelon

MAGIC Gamma
Telescope

Parkinson Speech

QSAR
biodegradation

Satellite
Seeds
Shuttle

Sonar

95.42
79.44

98.07
94.02
78.24
277?

82.22
84.92

63.60
87.97

68.37
86.73

91.73
93.33
99.99
81.73

95.54
77.57

97.98
94.30
79.71
+++
85.28
80.95

66.80
87.40

68.94
87.58

91.89
94.76
99.99
85.10

95.67
80.37

98.09
94.02
76.18
777

82.22
83.33

65.35
88.00

70.48
87.01

91.84
93.33
99.99
81.25

95.14
80.84

97.85
94.02
77.65
96.44
83.06
83.33

63.60
88.03

69.42
87.01

91.70
94.29
99.99
84.62

95.79
80.37

98.06
93.45
74.12
95.90
81.67
84.13

63.50
87.97

68.75
86.92

91.50
93.33
99.99
84.13

95.17
79.91

98.06
93.45
74.41
95.77
81.11
84.13

63.50
87.97

68.75
86.92

91.52
94.29
99.99
84.13

95.29
78.50

98.06
93.45
72.94
95.59
81.11
84.13

63.50
87.97

68.75
86.92

91.72
93.81
99.99
84.13

95.14
80.37

98.09
94.02
78.24
96.42
83.33
83.33

65.35
88.00

70.48
87.01

91.93
93.81
99.99
81.25

90.43
57.94

96.73
89.17
64.71
88.65
86.11

52.00
78.44

56.25
72.23

85.73
95.24
83.20
77.40

74.64
70.56

97.13
87.18
73.53
95.97
85.83

73.81

54.15
80.94

63.65
84.46

90.26
94.29
99.94
86.54

94.38 + + +
7477 81.31

97.87 + + +
91.45 92.88
65.00 + + +

+  +++
64.44 + + +
83.33 86.51

7275 + + +
84.69 + + +

65.10 70.38
84.36 + + +

89.00 + + +
93.81 92.86
99.98 + + +
78.85 85.58

92.84
70.56

97.92
88.32
63.53
86.97
66.67

82.54

79.65
85.03

64.81
81.14

87.04
90.48
99.97
71.15

9212 ++ +
65.89 7150
97.91 97.60
88.89 84.62
61.18 64.12
88.12 ++ +
69.72 ++ +
73.81 80.16
70.35 ++ +
85.06 77.41
62.98 68.17
82.37 83.32
86.62 + + +
91.90 92.38
99.97 99.97
71.15 72.60

92.40
71.50

97.86
89.17
62.06
86.36
62.78

80.16

76.20
84.39

63.85
81.71

86.68
93.33
99.97
71.15
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Cizelge C.21: (devam) Benchmark veri kiimeleri iizerinde en iyi dgrenmeyi gerceklestiren Makine Ogrenmesi algoritmalar1 ile VIBES
algoritmasinin karsilagtirma sonuglar (ikinci grup)

Vehicle
Vertebral Column
Vowel

Wall Following
Robot Navigation-1

Wall Following
Rohot Naviaation-2

Wall Following
Robot Naviaation-3

Wine Quality-red
Wine Quality-white

Z00

Ortalama
Global Rank

75.18
84.84

95.56
100.00

100.00

99.51

71.04
69.82

95.05

87.23
3

76.24
84.84

96.36
100.00

100.00

99.58

67.35
68.58

96.04

87.47
3

74.40
84.84

94.55
100.00

100.00

99.62

71.29
70.54

96.04

87.37
3

76.00
83.23

95.35
100.00

100.00

99.58

69.92
70.25

95.05

87.54
3

77.07
86.45
93.74
99.98

99.96

99.63

71.11
69.89

96.04

87.27
2

77.07
86.45
92.93
99.98

99.96

99.63

70.54
69.58

97.03

87.17
2

74.82
86.45
93.43
100.00

100.00

99.49

70.73
69.52

96.04

87.15
4

74.94
84.84

95.35
100.00

100.00

99.63

69.92
70.38

95.05

87.65
3

85.34
82.90

79.29
90.60

88.58

68.07

54.66
48.33

96.04

78.77
1

71.28
81.61

98.38
98.83

97.21

88.18

63.98
65.84

96.04

83.41
1

71.04 + ++ 70.92
8452 84.84 82.90

7778 +++ 77.07
100.00 100.00 100.00

100.00 100.00 100.00

99.65 + ++ 9941

59.41 +++ 60.79
53.29 + ++ 58.37

89.11 96.04 92.08

83.28 88.39 83.07
2 2 2

49.41
81.61

78.99
100.00

100.00

99.65

60.73
58.88

92.08

81.93
2

71.51
80.00

83.84
100.00

100.00

97.62

67.23
66.35

93.07

82.86
2

69.62
81.61

75.15
100.00

100.00

99.29

59.98
57.82

92.08

82.66
2
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Cizelge C.22: Benchmark veri kiimeleri iizerinde en iyi dgrenmeyi gergeklestiren Makine Ogrenmesi algoritmalar1 ile VIBES algoritmasinin

karsilastirma sonuglar (ligiincii grup)

Veri kiimesi Attribute
348 LADTree  Random Tree CDT Selected Vote PART
Classifier !
Banknote Authentication 98.54 97.38 98.54 97.81 93.73 98.91 98.98
Blood Transfusion 76.87 78.34 70.32 78.21 76.34 75.80 77.01
Boston Housing?2 89.53 72.92 90.32 76.28 95.85 94.47 88.74
Breast Cancer 94.13 95.71 94.56 94.56 96.42 95.99 94.85
Breast Tissue 66.04 60.38 62.26 69.81 73.58 73.58 67.92
Cardiotocography-1 93.23 92.00 91.91 92.66 94.40 93.13 93.13
Cardiotocography-2 83.21 79.92 79.02 81.51 85.42 86.17 83.44
Climate Model 92.59 93.70 91.11 91.11 93.70 93.70 92.96
DNA 92.12 92.81 76.02 92.75 92.78 95.04 92.72
Glass 65.89 67.29 68.69 63.08 78.97 74.77 67.76
HTRU2 97.91 97.88 96.91 97.80 97.91 97.96 97.83
lonosphere 88.89 89.74 86.04 89.17 92.88 92.88 90.03
Leaf 61.18 54.41 57.94 57.94 76.47 77.65 64.71
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Cizelge C.22: (devam) Benchmark veri kiimeleri iizerinde en iyi dgrenmeyi gerceklestiren Makine Ogrenmesi algoritmalar1 ile VIBES

algoritmasinin karsilastirma sonuglari (liclincii grup)

Letter Recognition 88.12
Libras Movement 69.72
LSVT Voice Rehabilitation 73.81
Madelon 70.35
MAGIC Gamma Telescope 85.06
Parkinson Speech 62.98
QSAR biodegradation 82.37
Satellite 86.62
Seeds 91.90
Shuttle 99.97
Sonar 71.15
Vehicle 74.35
Vertebral Column 81.61
Vowel 78.99
Wall Following Robot Navigation-1 100.00

100.00

Wall Following Robot Navigation-2

51.33
53.06

78.57

72.65
82.97

63.17
83.13

82.75
91.90
99.86
78.85
67.85
79.35
46.46
100.00

100.00

86.03
67.22

70.63

54.20
82.13

60.87
82.46

84.82
90.00
99.97
73.56
69.86
79.03
77.88
100.00

99.96

83.77
55.28

80.95

76.00
85.05

62.31
83.13

85.78
89.52
99.94
74.04
69.86
83.23
68.08
100.00

100.00

95.84
79.72

82.54

79.10
83.88

68.08
85.78

91.78
94.29
99.85
77.40
71.51
78.06
90.51
100.00

100.00

95.81
83.89

73.02

64.05
84.90

66.25
85.50

90.38
94.76
99.96
83.17
74.94
86.13
94.65
100.00

99.87

88.62
70.56

73.81

59.50
85.46

59.71
85.21

87.13
92.86
99.97
80.29
73.40
80.97
73.94
99.98

99.98
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Cizelge C.22: (devam) Benchmark veri kiimeleri iizerinde en iyi dgrenmeyi gerceklestiren Makine Ogrenmesi algoritmalar1 ile VIBES
algoritmasinin karsilastirma sonuglari (liclincii grup)

Wall Following Robot Navigation-3
Wine Quality-red
Wine Quality-white

Zoo

Ortalama
Global Rank

99.65

60.73
58.88

92.08

82.68
2

98.81

58.79
51.67

95.05

79.05
2

97.73

63.48
62.84

94.06

80.62
1

99.58

58.16
54.53

89.11

81.24
2

99.52

69.29
68.56

94.06

86.61
2

97.54

67.73
67.39

96.04

86.55
1

99.78

59.10
59.35

93.07

82.81
1
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Cizelge C.23: Ozniteliklerin bagimliligi varsayimma gére VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmasi secildi) topluluk

olusturma yontemi i¢in kullandig ileri yonlii arama ve bu aramanin optimize edilmis halinin karsilastirmasi

Optimize Edilmemis ileri Yonlii Arama

Optimize Edilmis Ileri Yonlii Arama

Veri kiimesi

D(())grralﬂ:lk Hata Oran1 €min Itgr:;l};cl)n D(ggrgﬂllk Hata Orani €min itgr;;l};(l)n
Banknote Authentication 99.4169 0.5831 0. 5831 25 99.4169 0.5831 0. 5831 25
Blood Transfusion 78.0749 21.9251 23.7968 25 78.0749 21.9251 23.7968 25
Boston Housing2 96.0474 3.9526 4.1502 361 96.0474 3.9526 4.1502 304
Breast Cancer 97.1388 2.8612 3.2631 100 97.1388 2.8612 3.2631 60
Breast Tissue 71.6981 28.3019 30.4997 100 71.6981 28.3019 30.4997 90
Cardiotocography-1 95.2023 4.7977 5.0809 484 95.2023 4.7977 5.0809 462
Cardiotocography-2 88.8053 11.1947 12.8756 484 88.8053 11.1947 12.8756 242
Climate Model 95.1852 4.8148 5.1852 361 95.1852 4.8148 5.1852 95
DNA 96.4846 3.5154 4.5848 32761 96.4846 3.5154 4.5848 4706
Glass 81.3084 18.6916 22.1638 100 81.3084 18.6916 22.1638 80
HTRU2 98.0836 1.9164 2.2225 81 98.0836 1.9164 2.2225 54
lonosphere 95.4416 4.5584 5.7513 1225 95.4416 4.5584 5.7513 700
Leaf 78.2353 21.7647 24.2474 225 78.2353 21.7647 24.2474 135
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Cizelge C.23: (devam) Ozniteliklerin bagimlilig1 varsayimmna gére VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmasi segildi)
topluluk olugturma yontemi i¢in kullandigi ileri yonlii arama ve bu aramanin optimize edilmis halinin karsilagtirmasi

Letter Recognition 96.9550
Libras Movement 86.6667
LSVT Voice Rehabilitation 92.0635
Madelon 89.8500
MAGIC Gamma Telescope 88.2282
Parkinson Speech 74.2308
QSAR biodegradation 88.2464
Satellite 92.1834
Seeds 94,2857
Shuttle 99.9879
Sonar 90.3846
Vehicle 76.5957
Vertebral Column 83.2258
Vowel 94.7475
Wall Following Robot Navigation-1 100.0000

100.0000

Wall Following Robot Navigation-2

3.0450
13.3333

7.9365

10.1500
11.7718

25.7692
11.7536

7.8166
5.7143
0.0121
9.6154
23.4043
16.7742
5.2525
0.0000

0.0000

3.6025
16.2200

11.0371

11.4363
12.0643

28.9850
11.7536

8.3944
5.7143
0.0121
12.7949
23.4043
16.7742
5.9580
0.0002

0.0002

289
8281

96721

251001
121

729
1764

1369
64
100
3721
361
49
121

25

96.9550
86.6667

92.0635

89.8500
88.2282

74.2308
88.2464

92.1834
94.2857
99.9879
90.3846
76.5957
83.2258
94.7475
100.0000

100.0000

3.0450
13.3333

7.9365

10.1500
11.7718

25.7692
11.7536

7.8166
5.7143
0.0121
9.6154
23.4043
16.7742
5.2525
0.0000

0.0000

3.6025
16.2200

11.0371

11.4363
12.0643

28.9850
11.7536

8.3944
5.7143
0.0121
12.7949
23.4043
16.7742
5.9580
0.0002

0.0002

170
1274

10574

6012
66

405
378

333
32
50

1098

133
35
66

25
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Cizelge C.23: (devam) Ozniteliklerin bagimlilig1 varsayimma gore VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmasi secildi)

topluluk olusturma yontemi i¢in kullandig: ileri yonlii arama ve bu aramanin optimize edilmis halinin karsilagtirmasi

Wall Following Robot Navigation-3 99.4685
Wine Quality-red 71.6698
Wine Quality-white 71.4169
Z00 97.0297
Ortalama 89.6472

0.5315

28.3302
28.5831

2.9703

10.3528

0.5315

29.2168
29.6916

2.9703

11.6995

625

144
144

289

12189.67

99.4685

71.6698
71.4169

97.0297

89.6472

0.5315

28.3302
28.5831

2.9703

10.3528

0.5315

29.2168
29.6916

2.9703

11.6995

175

120
144

119

854.42
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Cizelge C.24: Ozniteliklerin bagimliligi varsayimma gére VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmasi secildi) topluluk
olusturma yontemi i¢in kullandigr optimize edilmis ileri yonlii arama ve Genetik Algoritmalar kullanilarak yapilan arama sonuglarimnin

karsilastirmasi
Optimize Edilmis Ileri Yonlii Arama Genetik Algoritmalar
Veri kiimesi Dosruluk  H - 5 - Fonksiyon .
grulu ata Iterasyon  Gegen |Dogruluk Nesil 5 . Gecgen Siire
Orant  Oram  tmin Sayist  Siire (sn) | Oram Hata Orant gy Sayist Degegie?ilrme (sn)
A

Banknote Authentication 99.4169 0.5831 0.5831 15 0.058685| 99.3440  0.5831 0.5831 51 2600 10.191476
Blood Transfusion 78.7433 21.2567 23.2620 20 0.041674| 78.7433 21.2567 23.2620 51 2600  6.972463
Boston Housing2 96.2451 3.7549 4.6074 304 0.293662| 96.2451  3.7549 4.2001 51 10400 25.550034
Breast Cancer 97.1388 2.8612 3.7744 80 0.172681| 97.2818  2.7182 3.3261 51 10400 31.981797
Breast Tissue 71.6981 28.3019 29.9327 60 0.099794| 73.5849 26.4151  30.2501 52 10600 21.142529
Cardiotocography-1 95.5786 4.4214 4.8835 286 1.345274| 95.4845 4.5155 4.8795 56 11400 73.454431
Cardiotocography-2 88.5230 11.4770 11.9178 154 0.872638| 88.5701 11.4299 11.8320 56 11400 73.737469
Climate Model 95.3704 4.6296 5.0663 133 0.333069| 95.3704  4.6296 5.0663 55 11200 31.286147
DNA 96.4532 3.5468 4.6822 3077 24.597772| 96.1707  3.8293 4.6437 74 15000 196.253851
Glass 80.8411 19.1589 22.8847 80 0.111624| 81.3084 18.6916  21.5332 55 11200 20.856240
HTRU2 98.0724 1.9276 2.0031 54 1.578518| 98.0724  1.9276 2.0031 51 10400 413.077772
lonosphere 95.4416 4.5584 6.0113 350 0.285617| 94.8718  5.1282 5.7202 55 11200 15.585612
Leaf 78.5294 21.4706 23.5838 135 0.199834| 78.5294 21.4706  23.5838 54 11000 29.223677
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Cizelge C.24: (devam) Ozniteliklerin bagimlilig1 varsayimma gore VIBES algoritmasimin (Temel Ogrenici olarak RF algoritmasi segildi)
topluluk olusturma yontemi i¢in kullandig1 optimize edilmis ileri yonlii arama ve Genetik Algoritmalar kullanilarak yapilan arama sonuglarinin

karsilastirmasi

Letter Recognition 96.9200 3.0800 3.5672 187 6.386031| 96.9550  3.0450 3.5999 55 11200 555.831321
Libras Movement 86.3889 13.6111 18.3333 1183 1.163846| 84.4444 155556  16.1563 80 16200 41.785495
LSVT Voice Rehabilitation  92.8571  7.1429 10.6320 11196 22.502176| 85.7143 14.2857  10.5102 107 21600  49.333968
Madelon 89.8500 10.1500 11.4087 8016 35.855803| 86.9000 13.1000 11.2286 221 44400 358.011738
MAGIC Gamma Telescope 88.2913 11.7087 12.0107 66 0.767842| 88.2913 11.7087 12.0107 51 10400 345.466452
Parkinson Speech 73.4615 26.5385 29.2103 351 0.402598| 74.2308 25.7692  29.3133 65 13200 43.024215
QSAR biodegradation 88.2464 11.7536 12.4058 462 0.647448| 88.1517 11.8483 12.2354 68 13800 20.551912
Satellite 92.2766 7.7234  8.2387 259 2.594841| 92.1834 7.8166 8.3004 54 11000 200.114083
Seeds 94.2857 5.7143 6.6667 40 0.053766| 94.2857 5.7143 6.6667 51 10400 13.948776
Shuttle 99.9879 0.0121 0.0138 60 2.067241| 99.9879 0.0121 0.0191 51 10400 1113.828880
Sonar 87.9808 12.0192 15.1283 976 2.046921| 88.4615 11.5385 15.4470 59 12000 15.694298
Vehicle 75.2955 24.7045 25.3102 133 0.185382| 75.4137 24.5863 26.0417 58 11800 16.481717
Vertebral Column 84.8387 15.1613 16.4453 35 0.046664| 84.8387 15.1613  16.4453 51 10400 11.541295
Vowel 95.9596 4.0404 4.9275 66 0.100759| 95.9596 4.0404 4.9275 51 10400 25.194149
Wall Following Robot 100.0000 0.0000 0.0002 9 0.117467|100.0000  0.0000 0.0002 51 2600 37.719194

Navigation-1
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Cizelge C.24: (devam) Ozniteliklerin bagimliligi varsayimima gore VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmasi segildi)
topluluk olusturma yontemi i¢in kullandig1 optimize edilmis ileri yonlii arama ve Genetik Algoritmalar kullanilarak yapilan arama sonuglarinin

karsilastirmasi

Wall Following Robot
Navigation-2

Wall Following Robot
Navioation-3

Wine Quality-red
Wine Quality-white

Z00

Ortalama
Rank

100.0000

99.5418

72.0450
71.6823

98.0198

89.6963

0.0000

0.4582

27.9550
28.3177

1.9802

10.3036

0.0002 25
0.4582 125
28.6374 72
29.2932 96
1.9802 187

11.4503 857.3333
24

0.114239

0.829448

0.236844
0.389237

0.286016

3.2359

100.0000

99.5418

72.1701
71.6823

98.0198

89.4184

0.0000

0.4582

27.8299
28.3177

1.9802

10.5793

0.0002

0.4582

28.9138
29.2932

2.5171

11.3626

51

62

53
52

52

62.2727
24

2600

12600

10800
10600

10600

11709.09

18.476143

201.871010

55.684598
121.288167

18.799865

127.6958
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Cizelge C.25: Ozniteliklerin bagimlilig1 varsayimina gére VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmasi secildi) 6zniteliklerin

enformasyon 6l¢iimii yontemlerine gore karsilagtirma sonuglari (deneyler 3 kere tekrarlandr)

Relief Algoritmasi Shannon Enformasyon Algoritmasi
Veri kiimesi Dosruluk 5

grulu . . Dogruluk _ .

Orani Hata Orani €min Iterasyon Sayisi Orani Hata Orani €min Iterasyon Sayisi
Banknote Authentication 99.3926+0.08 0.6074+0.08 0.6074+0.08 20.00+5.00199.3683+0.04 0.6317+0.04 0.6317+0.04 15.00+0.00
Blood Transfusion 78.3868+0.20 21.6132+:0.20 23.6631+0.27 20.00+0.00 |78.2531+0.08 21.7469+0.08 23.2040+0.26 25.00+0.00
Boston Housing?2 96.3109+0.11 3.6891+0.11  4.4478+0.20 316.67+43.88 (95.7181+0.11 4.2819+0.11 5.0183+0.21 202.67+54.85
Breast Cancer 96.9003+0.08  3.0997+0.08  3.5459+0.19 73.33+23.09|97.4249+0.14 2.5751+0.14  3.2462+0.23 86.67+11.55
Breast Tissue 73.2704+1.09 26.7296+1.09 28.6135+2.35 56.67+15.2873.8994+1.96 26.1006+1.96 28.5213+1.02 73.33+20.82
Cardiotocography-1 05.3904+0.05 4.6096+0.05 4.8771+0.19 227.33+127.0295.21794+0.27 4.7821+0.27 5.1367+0.15 183.33+25.40
Cardiotocography-2 88.7896+0.29 11.2104+0.29 11.7733+0.26 220.00+66.00 |88.8366+0.07 11.1634+0.07 11.9406+0.17 212.67+50.81
Climate Model 95.3086+0.11 4.6914+0.11  5.0000+0.00 120.33+21.94 (94.4444+0.19 5.5556+0.19  6.3459+0.22 171.00+0.00
DNA 96.3486+0.08  3.6514+0.08  4.6168+0.17  3077.33+£905.00(96.6729+0.03 3.3271+0.03  4.6095+0.06 4163.00+652.60
Glass 81.3084+0.93 18.6916+0.93 21.1292+0.90 80.00+20.00 |79.7508+0.71 20.2492+0.71 21.5127+0.42 56.67+15.28
HTRU2 98.0221+0.01  1.9779+0.01 2.0618+0.01 60.00+10.39(98.0556+0.01 1.9444+0.01 2.1333+0.17 63.00+15.59
lonosphere 94.9668+0.16 5.0332+0.16  6.1595+0.09 478.33+145.72|94.49194+0.16 5.5081+0.16 6.5266+0.23 455.00+252.39
Leaf 78.8235+0.51 21.1765+0.51 23.9338+0.50 155.00+17.32(77.1569+1.33 22.8431+1.33 24.2878+1.36 90.00+25.98
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Cizelge C.25: (devam) Ozniteliklerin bagimlilig varsayimma gore VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmas: segildi)
Ozniteliklerin enformasyon Ol¢limii yontemlerine gore karsilastirma sonuglar1 (deneyler 3 kere tekrarlandi)

Letter Recognition

Libras Movement
LSVT Voice Rehabilitation

Madelon

MAGIC Gamma Telescope
Parkinson Speech

QSAR biodegradation

Satellite

Seeds

Shuttle

Sonar

Vehicle

Vertebral Column

Vowel

Wall Following Robot Navigation-1

96.9700+0.07

3.0300+0.07

3.6112+0.05

86.3889+0.56 13.6111+0.56 16.1248+0.42

92.5926+0.46

89.9000+0.22
88.2089:+0.08

73.4295+0.80
88.2148+0.22

92.2041+0.15
94.2857+0.95
99.9879+0.00
89.9038+0.83
76.5563+0.36
84.5161+0.00
95.8249+0.12

100.0+0.00

7.4074+0.46

10.1000+0.22
11.7911+0.08

26.5705+0.80
11.7852+0.22

7.7959+0.15
5.7143+0.95
0.0121+0.00
10.0962+0.83
23.4437+0.36
15.4839+0.00
4.1751+0.12
0.0000+0.00

10.2623+0.96

11.1942+0.20
12.0363+0.08

28.2646+0.95
12.8633+0.87

8.2955+0.11
5.9498+1.32
0.0121+0.00
14.1729+1.11
23.6801+0.14
16.2373+1.30
4.4791+0.26
0.0002+0.00

158.67+19.63
1365.00+£157.62

10159.33+2804.75

12525.00+1325.52

66.00+0.00

351.00+£194.70
462.00+84.00

431.67+85.45
48.00+13.86
60.00+10.00
935.33+372.72
88.67+10.97
32.67+14.57
62.33+16.80
9.00+0.00

96.4783+0.05
87.1296+0.58
89.1534+0.46

74.9000+0.40
88.0687+0.02

71.7308+0.67
89.0047+0.09

92.3491+0.05
95.2381+0.00
99.9925+0.00
89.7436+1.00
75.7289+0.30
84.5161+0.00
95.2525+0.63

100.0+0.00

3.5217+0.05
12.8704+0.58
10.8466+0.46

25.1000+0.40
11.9313+0.02

28.2692+0.67
10.9953+0.09

7.6509+0.05
4.7619+0.00
0.0075+0.00
10.2564+1.00
24.2711+0.30
15.4839+0.00
4.7475+0.63
0.0000+0.00

3.8273+0.31
15.65114+0.25

90.67+19.63
940.33+52.54

13.1103+0.72 8708.00+6582.63

30.7598+0.22 8684.00+2085.83

12.2321+0.02

30.5444+0.56
12.1579+0.04

8.2892+0.05
4.7619+0.00
0.0100+0.00
14.6168+0.71
24.6651+0.38
16.651842.02
4.7475+0.63
0.0002+0.00

66.00+0.00

342.00+102.22
518.00+174.86

481.00+133.41
42.67+18.48
83.33+11.55
772.67+253.96
95.00+0.00
30.33+8.08
44.00+0.00
9.00+0.00
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Cizelge C.25: (devam) Ozniteliklerin bagimlilig1 varsayimma gore VIBES algoritmasmin (Temel Ogrenici olarak RF algoritmas: segildi)
Ozniteliklerin enformasyon 6l¢limii yontemlerine gore karsilastirma sonuglar1 (deneyler 3 kere tekrarlandi)

Wall Following Robot Navigation-2

Wall Following Robot Navigation-3
Wine Quality-red
Wine Quality-white

Z00

Ortalama
Rank

100.0+0.00

99.5479+0.04

72.2118+0.34
71.5938+0.05

98.3498+0.57

89.8153

0.0000+0.00

0.4521+0.04

27.7882+0.34
28.4062+0.05

1.6502+0.57

10.1846

0.0002+0.00

0.4521+0.04

28.7046+0.46

29.2121+0.32

1.6502+0.57

22

11.1403

25.00+0.00

125.00+0.00

100.00+13.86
84.00+12.00

107.67+35.39

972.77

100.0+0.00 0.0000+0.00

99.5551+0.05 0.4949+0.05

71.9616+0.41 28.0384+0.41
71.2604+0.22 28.7396+0.22

97.3597+0.57 2.6403+0.57

89.0519 10.9495

0.0002+0.00

0.4949+0.05

28.9343+0.57

29.6207+0.35

2.6403+0.57

14

12.0251

25.00+0.00

125.00+0.00

92.00+30.20
96.00+12.00

141.67+76.66

823.76
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Cizelge C.26: Baseline algoritmalarin Parkinson veri kiimesi iizerindeki
siniflandirma sonuglari

Veri kiimesine Uygulanan Sinyal Baseline
Déniistimii Rastgelg '!'Shmin ZeroR
Edici
Fourier Dontisiimil 50.24+8.76 56.36
Gaussian2 48.00+3.58 56.36
BiorSplines3.3 49.15+5.38 56.36
Coiflets2 50.2443.03 56.36
Daubechies2 50.24+6.52 56.36
Daubechies3 50.42+4.78 56.36
Daubechies4 50.18+6.88 56.36
Daubechies5 50.00+4.14 56.36
Daubechies6 49.33+5.91 56.36
Daubechies? 50.00+4.43 56.36
Dmeyer 50.97+5.65 56.36
Haar 49.70+6.70 56.36
Symlets2 50.42+4.73 56.36
Hilbert-Huang Dontigiimii 50.55+8.30 56.36
Ortalama 49.96 56.36
Yerel Rank 0 14

4 Deneyler 10 kere gergeklestirildi.
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Cizelge C.27: Bayesian Ogrenme algoritmalarinin normalize edilmis Parkinson veri
kiimesi tizerindeki siniflandirma sonuglari

Bayesian Ogrenme

Veri
kiimesine o D w s i £ Sz
Uygulanan 2 2 s §8¢% S 35 83
Sinyal = > gzz § 2P 8§37
Déniisiimii @ S o6 5 S S =5
w w w
Fourier 89.09 88.48 89.09 84.24 86.67 85.45 86.67
Doniistimii
Gaussian2 86.67 88.48 89.09 86.06 86.67 86.67 86.67
BiorSplines3.3 87.88 86.06 90.91 86.67 87.88 89.09 87.88
Coiflets? 87.27 9030 9091  87.88  87.88 8848  87.88
Daubechies2 88.48 86.67 88.48 87.88 87.27 86.06 87.27
Daubechies3 93.94 90.91 92.12 87.27 89.70 89.70 89.70
Daubechies4 92.12 90.30 91.52 86.06 86.67 86.67 86.67
Daubechiesb 88.48 89.09 87.88 87.27 87.88 87.88 87.88
Daubechies6 90.30 89.09 89.70 83.03 88.48 85.45 88.48
Daubechies? 89.70 90.30 91.52 86.67 89.09 89.09 89.09
DMeyer 85.45 87.27 87.88 87.27 87.88 87.88 87.88
Haar 89.70 89.70 89.70 85.45 87.88 90.30 87.88
Symlets2 88.48 86.67 88.48 87.88 87.27 86.06 87.27
Hilbert-Huang 89.70 89.70 93.94 86.06 87.88 89.09 87.88
Doniisiimii
Ortalama 89.09 88.79 90.09 86.41 87.79 87.71 87.79
Yerel Rank 6 1 9 0 1 2 1
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Cizelge C.28: Fonksiyon Ogrenme algoritmalariin normalize edilmis Parkinson veri kiimesi iizerindeki siniflandirma sonuglari

Fonksiyon Ogrenme

Veri ~ < o) ) Py <2} g
kiimesine 23 5 - - © &z 3z 7 % = ¢ g
Uygulanan ~ & ¢ - = o O 85 8% o o z w @ v 3 -

) O @ ) Z (2 Q, D SRS ) o D ® [y < D @®

Siydl yx 2g > @O 3 & & §& s& » ¢ £ © & O g 3
Dontistimi Ny 3 = =3 8 @ = =3 zy L g

Fourier 81.82 86.67 84.85 86.06 86.06 86.67 8242 8182 8182 8364 8364 7818 8545 8485 8545 83.64 83.64
Doniisiimi

Gaussian?2 81.82 87.27 84.85 86.06 86.67 87.27 83.03 80.61 80.61 84.24 8485 7939 8485 8545 8545 8182 83.64
BiorSplines3.3 87.27 86.67 89.70 84.24 87.27 88.48 87.88 87.88 87.88 86.06 8545 7515 9152 9091 87.88 84.85 86.67
Coiflets2 85.45 8545 86.06 87.88 87.27 8545 8242 8242 8242 8727 8485 7697 8848 84.85 86.67 84.85 8545
Daubechies2 85.45 86.67 88.48 84.24 8788 83.03 79.39 80.61 80.61 83.03 86.06 84.85 83.64 86.67 86.67 84.24 85.45
Daubechies3 86.06 90.30 93.33 89.09 87.88 87.27 86.06 87.27 87.27 87.27 8424 8182 8848 87.88 88.48 90.30 86.67
Daubechies4 90.30 88.48 86.67 88.48 84.24 86.67 87.88 87.88 87.88 88.48 89.09 8242 86.67 87.88 88.48 89.09 86.67
Daubechies5 85.45 84.85 86.67 86.67 86.06 86.67 8242 84.85 84.85 86.67 86.06 79.39 87.88 86.06 86.67 85.45 86.06
Daubechies6 86.67 87.88 87.88 84.24 83.64 87.27 83.64 83.03 83.03 8242 8545 7576 83.64 83.03 83.64 8545 84.24

> Ozellik segiminde kullamlan temel 6grenici, uygulanan sinyal doniisiimii i¢in en yitksek dogrulugu veren temel 6grenicidir. Ornegin Fonksiyon Ogrenme algoritmalari
arasinda Fourier doniisiimii i¢in segilen temel 6grenici Logistic siniflandiricidir.
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Cizelge C.28: (devam) Fonksiyon Ogrenme algoritmalarinin normalize edilmis Parkinson veri kiimesi iizerindeki siniflandirma sonuglari

Daubechies7 89.09
DMeyer 90.30
Haar 88.48
Symlets2 85.45

Hilbert-Huang  87.27

Doniisiimii

Ortalama 86.49
Yerel Rank 2

89.70
83.64

83.64
86.67
80.61

86.32
4

84.85
84.85
88.48
88.48
87.27

87.32
4

86.67
84.85
89.09
84.24
87.27

86.36
0

88.48
85.45

90.30
87.88
88.48

86.97
1

89.70
87.27

86.06
85.45
87.27

86.75
3

87.88
83.64
86.67
79.39
83.03

83.98
0

83.64
80.61
80.00
80.61
80.00

82.95
0

83.64
80.61
80.00
80.61
80.00

82.95
0

89.09
83.64
85.45
83.03
86.06

85.45
0

87.27
85.45
84.85
86.06
85.45

85.63
0

75.76
79.39
78.18
84.85
80.61

79.48
0

88.48
86.06
86.06
83.03
87.88

86.58
3

86.06
86.06
83.03
86.67
81.21

85.76
0

86.06
86.67
87.88
87.88
89.09

86.93
1

86.67
84.24
84.24
84.24
83.64

85.19
0

86.67
89.70
86.67
85.45
86.67

85.98
0
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Cizelge C.29: Ornek Ogrenme algoritmalariin normalize edilmis Parkinson veri
kiimesi tizerindeki siniflandirma sonuglari

Ornek Ogrenme

Veri kiimesine — P
Uygulanan =3 A 3 - 3
Sinyal 22 ® 3] S = x
Déniisiimii o e %H ~ 5
Fourier 81.21 81.21 76.97 80.00 79.39 80.61
Dontistimii
Gaussian2 83.64 83.64 80.00 82.42 79.39 84.24
BiorSplines3.3 83.64 83.64 83.64 80.61 79.39 83.03
Coiflets2 87.27 87.27 81.82 85.45 82.42 86.06
Daubechies2 84.24 84.24 77.58 80.00 80.00 79.39
Daubechies3 87.27 87.27 80.61 83.03 82.42 83.03
Daubechies4 91.52 91.52 84.85 83.64 82.42 86.06
Daubechies5 90.91 90.91 79.39 86.06 80.61 81.82
Daubechies6 88.48 88.48 86.06 83.03 82.42 80.61
Daubechies? 87.88 87.88 80.00 81.21 79.39 84.24
DMeyer 90.30 90.30 85.45 83.64 80.61 81.21
Haar 84.85 84.85 76.97 80.61 82.42 79.39
Symlets2 84.24 84.24 77.58 80.00 80.00 79.39
Hilbert-Huang 91.52 91.52 80.00 80.61 83.03 84.85
Doniisiimii
Ortalama 86.93 86.93 80.78 82.17 80.99 82.42
Yerel Rank 13 13 1 0 0 1
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Cizelge C.30: Cesitli 6grenme yaklasimlarina sahip algoritmalarin normalize edilmis
Parkinson veri kiimesi tizerindeki siniflandirma sonuglari

Veri kiimesine
Uygulanan Sinyal

Déniisiimil CHIRP FLR HyperPipes VFI
Fourier Déniigiimii 82.42 72.73 77.58 65.45
Gaussian?2 81.21 72.73 78.18 65.45
BiorSplines3.3 82.42 80.61 82.42 83.03
Coiflets? 83.64 83.03 86.67 86.06
Daubechies2 83.64 78.79 83.64 84.24
Daubechies3 86.06 77.58 86.67 87.27
Daubechies4 81.82 80.61 89.70 87.27
Daubechies5 83.03 82.42 82.42 84.24
Daubechies6 83.64 80.00 84.24 79.39
Daubechies7 84.24 80.61 86.06 85.45
DMeyer 83.03 83.03 83.64 84.24
Haar 83.03 79.39 81.82 86.06
Symlets2 80.00 78.79 83.64 84.24
Hilbert-Huang 84.85 81.21 89.09 87.27
Déniisiimii
Ortalama 83.07 79.40 83.98 82.12
Yerel Rank 2 0 4 8
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Cizelge C.31: Kural Tabanli Ogrenme algoritmalarinin normalize edilmis Parkinson veri kiimesi iizerindeki smiflandirma sonuglari

Kural Ogrenme

. . O
Veri kiimesine El g - Z D
Uygulanan = ) S c - 8 z o) @) RY Y, S <
Sinyal =3 =) % Ry Py - Z = = % g_ S S
Doniistimii S ; . :‘i © z D < 0 3 Q & =
2 =3 ) 7 & &
— D
(¢>]
Fourier Déniisiimii 80.61 86.67 84.24 79.39 80.61 78.18 83.03 72.73 78.79 81.82 79.39 74.55 86.06
Gaussian2 80.61 84.85 81.21 81.82 83.64 78.79 83.03 75.15 78.79 83.03 83.03 82.42 86.67
BiorSplines3.3 81.21 81.82 82.42 78.18 83.64 78.79 83.03 78.18 78.79 86.67 83.64 80.00 86.67
Coiflets 80.61 8242  80.00 7939 8485 7879 8242 7879  80.00 8242 8485 7879  87.27
Daubechies2 80.61 83.64 81.82 80.00 83.64 81.21 81.21 83.64 79.39 83.64 83.03 76.97 87.88
Daubechies3 80.61 88.48 87.27 81.82 86.67 78.18 84.24 79.39 80.00 89.70 83.03 78.18 87.88
Daubechies4 81.21 85.45 83.64 84.85 86.67 83.03 82.42 81.82 79.39 89.70 80.00 81.82 86.67
Daubechies5 80.00 86.06 80.00 80.00 83.03 80.61 82.42 80.61 79.39 83.03 83.64 80.00 88.48
Daubechies6 80.00 86.67 86.06 80.00 83.64 80.61 82.42 81.21 79.39 82.42 84.24 84.24 88.48
Daubechies? 80.61 86.67 83.64 80.61 82.42 78.79 84.85 83.64 78.18 84.85 83.03 79.39 89.09
DMeyer 80.61 81.82 79.39 79.39 82.42 78.79 83.03 80.00 78.18 87.88 83.03 75.76 86.67
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Cizelge C.31: (devam) Kural Tabanli Ogrenme algoritmalarinin normalize edilmis Parkinson veri kiimesi iizerindeki siiflandirma sonuglari

Haar
Symlets2
Hilbert-Huang

Dontistimii

Ortalama
Yerel Rank

81.82
80.61

78.18

80.52
0

84.85
83.64

90.30

85.24
2

79.39
81.82

86.67

82.68

80.61
83.03

81.82

80.78

88.48
83.03

81.82

83.90
0

77.58
81.21

80.00

79.61
0

83.03
81.21

81.82

82.73
0

81.21
83.64

78.79

79.91
0

78.79
79.39

80.00

79.18

87.27
83.64

86.67

85.20
4

84.24
83.03

84.85

83.07
0

84.24
76.97

86.06

79.96
0

89.09
87.88

87.88

87.62
9
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Cizelge C.32: Karar Agac1 Ogrenme algoritmalariin normalize edilmis Parkinson veri kiimesi iizerindeki siniflandirma sonuglar

Karar Agact Ogrenme

Veri O T E% - g;? o %)
kiimesine o m D prd o D 5
Uygulanan G % 9 s 5§ ©m 2 <« 8§ & © =z § s g o B

Sinyal = 3 3 % = 5 @ o S 5, z . @ I 3 = O
Doniisimi~ ® S 23 = 2 e 7 & @ 3 © =
3 @D ('.-D" o — D b
o) @ o &
Fourier 83.03 79.39 8121 7758 76.97 8424 86.06 8121 83.64 80.61 79.39 83.03 78.18 8182 77.58 80.00 78.18
Doniisiimii
Gaussian2 83.03 79.39 81.82 7758 8121 8242 86.67 83.64 8242 83.03 8182 83.64 8182 84.85 79.39 81.21 80.00

BiorSplines3.3 83.64 84.24 84.24 7939 7879 8424 86.67 83.64 86.67 84.24 7697 8424 7697 80.00 84.24 8182 72.73
Coiflets? 86.06 83.03 8424 79.39 7455 8121 87.27 83.03 8242 8545 7576 8364 7697 8121 8121 83.64 76.97

Daubechies2 83.03 8545 83.03 7939 7939 8121 8788 83.64 8182 83.03 7879 86.06 80.61 83.03 80.00 81.21 75.76
Daubechies3 89.09 84.24 8242 7939 8182 8121 87.88 90.30 87.88 87.27 8424 83.03 86.67 8424 8182 8182 8121
Daubechies4 86.06 86.06 80.61 81.21 78.79 80.00 86.67 86.06 88.48 84.85 8545 83.03 83.03 84.85 86.06 8182 86.06
Daubechies5 81.82 84.85 83.64 7939 7939 8242 8848 79.39 8121 83.03 7273 8424 78.79 83.64 84.24 83.03 7515
Daubechies6 85.45 83.64 80.00 80.00 80.00 79.39 8848 8545 8182 86.06 80.00 8242 79.39 83.03 80.00 80.00 72.73
Daubechies7 87.88 83.03 8424 80.00 80.61 84.85 89.09 80.61 83.64 8364 7879 8242 8061 8424 8242 78.79 7515
DMeyer 83.64 86.06 8121 80.00 78.79 80.61 86.67 8545 8485 8485 7879 8182 8485 8242 8424 83.03 7515
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Cizelge C.32: (devam) Karar Agac1 Ogrenme algoritmalarmnin normalize edilmis Parkinson veri kiimesi {izerindeki siniflandirma sonuglar

Haar 87.88 8545 83.03 78.79 8182 7758 89.09 89.70 86.06 86.06 8242 80.61 83.03 8242 84.85 80.61 8545
Symlets2 83.03 8545 83.03 7939 76.97 8121 87.88 84.85 8182 83.03 78.79 86.06 8121 8545 80.00 8121 75.76

Hilbert-Huang 89.70 8242 8242 79.39 7697 80.61 87.88 8545 89.70 8848 89.09 8121 8485 86.67 84.85 84.24 80.61

Dontistimii

Ortalama 85.24 83.76 8251 7935 79.01 8151 87.62 84.46 84.46 8455 80.22 8325 8121 8342 8221 8160 77.92
Yerel Rank 1 0 0 0 0 0 10 2 3 0 0 0 0 0 0 0 0

391



Cizelge C.33: Temel Ogrenicilerin Parkinson veri tabani iizerindeki en iyi olduklari veri kiimeleri ve sonuglari

Veri kiimesine w gZ) _

Uygul Sinyal 2 2 % — @ L - =

S eninhets 5 3 © o @ S D 33 %

Oniisimi o = =1
3 m % > ® > @ % Z
w

Fourier Déniisiimii 89.09 89.09 85.45 84.85 81.21 81.21 81.82 85.45 86.06
Gaussian2 86.67 89.09 84.85 84.85 83.64 83.64 81.82 86.67 86.67
BiorSplines3.3 87.88 90.91 91.52 89.70 83.64 83.64 87.27 89.09 87.27
Coiflets? 87.27 90.91 88.48 86.06 87.27 87.27 85.45 88.48 87.27
Daubechies2 88.48 88.48 83.64 88.48 84.24 84.24 85.45 86.06 87.88
Daubechies3 93.94 92.12 88.48 93.33 87.27 87.27 86.06 89.70 87.88
Daubechies4 92.12 91.52 86.67 86.67 91.52 91.52 90.30 86.67 84.24
Daubechies5 88.48 87.88 87.88 86.67 90.91 90.91 85.45 87.88 86.06
Daubechies6 90.30 89.70 83.64 87.88 88.48 88.48 86.67 85.45 83.64
Daubechies? 89.70 91.52 88.48 84.85 87.88 87.88 89.09 89.09 88.48
DMeyer 85.45 87.88 86.06 84.85 90.30 90.30 90.30 87.88 85.45
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Cizelge C.33: (devam) Temel Ogrenicilerin Parkinson veri taban iizerindeki en iyi olduklari veri kiimeleri ve sonuglari

Haar 89.70 89.70 86.06 88.48 84.85 84.85 88.48 90.30 90.30
Symlets2 88.48 88.48 83.03 88.48 84.24 84.24 85.45 86.06 87.88
Hilbert-Huang Déniisimii 89.70 03.94 87.88 87.27 91.52 91.52 87.27 89.09 88.48
Ortalama 89.09 90.09 86.58 87.32 86.93 86.93 86.49 87.71 86.97
Global Rank 6 7 1 2 2 2 1 1 1
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Cizelge C.34: Topluluk/Meta Ogrenme algoritmalarmin Parkinson veri kiimesi {izerindeki sonuglar1 (Birinci grup)

Topluluk/Meta Ogrenme

T —
e > @) @) = T Z
Veri kiimesine o 08 0 2 @ O s [y c C
Uygulanan o g co g é’? 3 m g 2< < o & = ?‘: QF
. o — = D = o Z @) = @D —t o 171 E — a E
Sinyal = = ® Q v Q Q =S Q =] o3) @, T 9
o 2t = =2 2. 2 > 2 o & N Q S 2 =0 830
Doniigtimii E Q; éHg S S ©3 T 5 4} Qpﬁ Q > %@ > 2B
— ~N< :S @ o ~= L v o =
o <% D _‘b—‘ K &
Fourier 85.45  86.67 77.58 77.58 82.42 88.48 89.09 89.09 79.39 78.79 84.24 89.09 83.64
Dontistimii
Gaussian2 86.67  87.88 81.82 81.82 85.45 85.45 88.48 88.48 78.79 78.79 86.06 88.48 81.21
BiorSplines3.3 84.85  86.06 81.82 82.42 80.61 91.52 91.52 84.85 77.58 84.85 87.27 91.52 91.52
Coiflets? 84.24  86.67 84.24 82.42 85.45 87.88 90.91 90.91 82.42 80.61 86.06 90.91 84.24
Daubechies2 88.48  87.27 79.39 80.61 80.00 83.64 88.48 88.48 80.61 81.21 86.06 88.48 81.21
Daubechies3 87.88  89.09 80.61 82.42 83.64 89.70 93.94 93.94 83.64 83.64 89.70 93.94 83.64
Daubechies4 89.09  89.70 78.79 82.42 80.61 89.70 92.12 92.12 85.45 86.06 90.30 92.12 80.61

18 Verilen sinyal déniisiimiinii en yitksek dogruluk oraninda stniflandiran temel 6grenici kullanildi. temel 6greniciler Cizelge C.33’da gosterilmektedir (Ayni1 dogruluk oranina
sahip temel 6greniciler i¢in ortalama dogruluk oranina bakildi). Oznitelik se¢iminde ise wrapper yontemi kullanildi. Wrapper yontemi i¢in temel 6grenici olarak varsayilan
temel 6grenici kullanildi.

" Varsayilan parametreler kullanildi. Oznitelik seciminde ise wrapper yontemi kullamldi. Wrapper yontemi i¢in temel 6grenici olarak varsayilan temel 6grenici kullanildi.
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Cizelge C.34: (devam) Topluluk/Meta Ogrenme algoritmalarinin Parkinson veri kiimesi iizerindeki sonuglar1 (Birinci grup)

Daubechies5
Daubechies6
Daubechies7
DMeyer

Haar
Symlets2
Hilbert-Huang

Dontistimii

Ortalama
Yerel Rank

90.30
89.09

87.27
89.09
84.85
88.48
84.85

87.19
0

89.09
83.64

89.09
87.27
89.09
87.27
89.70

87.75
0

80.61
80.00

81.82
79.39
86.06
79.39
82.42

81.00
0

79.39
81.21

78.79
78.79
81.82
80.61
77.58

80.56
0

84.24
81.21

86.67
81.21
87.27
80.00
84.24

83.07
0

90.30
88.48

89.70
90.30
89.70
83.64
89.09

88.40
2

90.91
90.30

91.52
90.30
90.30
88.48
93.94

90.74
9

76.97
90.30
91.52
81.21
87.88
88.48
93.94

88.44
6

78.79
83.03

83.03
81.21
83.64
80.61
82.42

81.47
0

80.00
81.82

84.24
81.21
81.82
81.21
83.038

81.95
0

90.91
87.88

90.91
89.09
87.88
86.06
89.09

87.97
0

90.91
90.30

91.52
90.30
90.30
88.48
93.94

90.74
9

82.42
82.42

80.00
80.61
83.03
81.21
81.82

82.68
1
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Cizelge C.35: Topluluk/Meta Ogrenme algoritmalarmin Parkinson veri kiimesi {izerindeki sonuglar1 (ikinci grup)

Topluluk/Meta Ogrenme
o =
= 2 5 P — &
= 2 3 = 2] v D = =3 Z
Veri kiimesine % s g =) oS 2 8 = & < o] o = 0 %
Uygulanan = Q2 3 > 3, 3 > = = s = B = oy 2 <
Sinyal 7 W o @ o (92} o = o 5 @ o & L = =)
. y .. @) Q 3 % Sh g S ws) T % = 5 = z E =
Doniistimii = 2 3 3 < EIEI 7% S % > =3 <, 3 . O &
&3 =S5 = &= D 2 %3 Q o0 ® @ ® B
= B 08 g 3 5 5 = & &
D @ = = >
5 2
Fourier 89.09 56.36 76.36 77.58 87.27 88.48 84.85 87.88 89.09 89.70 89.09 88.48 87.88 89.09
Dontistimii
Gaussian2 88.48 56.36 81.21 78.18 87.88 88.48 83.03 86.06 88.48 88.48 89.09 88.48 87.88 89.09
BiorSplines3.3 9152 56.36 84.24 85.45 83.03 83.64 90.30 91.52 91.52 89.09 90.30 91.52 91.52 91.52
Coiflets? 9091 5636 8121 7818 8606 90.30 8303 8424 9091 8848 9091 8727 9091  86.67
Daubechies?2 88.48 56.36 78.79 81.82 83.64 87.88 80.00 81.82 88.48 89.09 87.88 88.48 88.48 88.48
Daubechies3 93.94 56.36 83.64 82.42 89.70 84.85 86.06 89.70 93.94 93.33 93.94 92.12 93.94 89.09
Daubechies4 92.12 56.36 83.64 81.21 90.30 87.27 82.42 87.88 92.12 90.91 92.12 89.70 90.91 89.70

18 Verilen sinyal doniisiimiinii en yiiksek dogruluk oraminda simiflandiran iki temel 6grenici segildi. Oznitelik segiminde ise wrapper yontemi kullanildi. Wrapper yontemi igin
temel 6grenici olarak en yiiksek dogruluk oranina sahip temel dgrenici kullanildi.
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Cizelge C.35: (devam) Topluluk/Meta Ogrenme algoritmalarinin Parkinson veri kiimesi iizerindeki sonuglar (Ikinci grup)

Daubechies5
Daubechies6
Daubechies7
DMeyer

Haar
Symlets2
Hilbert-Huang

Dontistimii

Ortalama
Yerel Rank

90.91
90.30
91.52
90.30
90.30
88.48
93.94

90.74
9

56.36
56.36
56.36
56.36
56.36
56.36
56.36

56.36
0

82.42
82.42
85.45
78.79
81.21
78.79
87.27

81.82
0

76.97
85.45
80.61
77.58
81.21
81.82
79.39

80.56
0

85.45
84.85
89.09
83.03
89.70
83.64
91.52

86.80
0

90.91
89.70
88.48
89.09
84.24
87.88
92.12

88.09
0

84.24
81.21
85.45
81.21
88.48
80.00
83.64

83.85
0

90.30
86.06
87.27
89.09
85.45
81.82
92.12

87.23
1

90.91
90.30
91.52
90.30
90.30
88.48
93.94

90.74
9

86.67
90.30
90.91
84.85
89.09
89.09
93.94

89.57
5

90.91
90.30
91.52
90.30
90.30
87.88
80.00

89.61
8

84.24
89.70
90.30
84.24
87.88
88.48
92.73

88.83
1

91.52
89.09

91.52
90.30
89.70
88.48
93.33

90.39
6

91.52
83.64

91.52
90.30
84.85
88.48
84.85

88.49
5
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Cizelge C.36: Makine Ogrenmesi algoritmalarinimn (VIBES hari¢) Parkinson veri kiimesi tizerindeki karsilastirma sonuglari (Sadece temel
ogrenicilerden daha iyi bir 6grenme gerceklestiren Topluluk Ogreniciler listede yer almaktadir)

Veri kiimesine

p
W - 2,

Uygulanan > & 0 _ 5 n 0 2 = @ S < Q
Sinyal = B @ W x C 3 o ) 2 = S 8
e ) % ) ~ [y Y g=R < = =4 & )

Déniisiimii m < ® > o2 Z S Q 3

Fourier Doniisiimii 89.09 89.09 85.45 81.21 81.21 81.82 85.45 86.06 89.70 87.88 89.09 89.09
Gaussian?2 86.67 89.09 84.85 83.64 83.64 81.82 86.67 86.67 88.48 87.88 89.09 89.09
BiorSplines3.3 87.88 90.91 91.52 83.64 83.64 87.27 89.09 87.27 89.09 91.52 91.52 89.29
Coiflets2 87.27 90.91 88.48 87.27 87.27 85.45 88.48 87.27 88.48 90.91 86.67 89.42
Daubechies2 88.48 88.48 83.64 84.24 84.24 85.45 86.06 87.88 89.09 88.48 88.48 89.64
Daubechies3 93.94 92.12 88.48 87.27 87.27 86.06 89.70 87.88 93.33 93.94 89.09 89.76
Daubechies4 92.12 91.52 86.67 91.52 91.52 90.30 86.67 84.24 90.91 90.91 89.70 89.24
Daubechies5 88.48 87.88 87.88 90.91 90.91 85.45 87.88 86.06 86.67 91.52 91.52 88.83
Daubechies6 90.30 89.70 83.64 88.48 88.48 86.67 85.45 83.64 90.30 89.09 83.64 88.89
Daubechies7 89.70 91.52 88.48 87.88 87.88 89.09 89.09 88.48 90.91 91.52 91.52 88.61
DMeyer 85.45 87.88 86.06 90.30 90.30 90.30 87.88 85.45 84.85 90.30 90.30 88.33
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Cizelge C.36: (devam) Makine Ogrenmesi algoritmalarmin (VIBES hari¢) Parkinson veri kiimesi iizerindeki karsilastirma sonuglar1 (Sadece
temel dgrenicilerden daha iyi bir 6grenme gerceklestiren Topluluk Ogreniciler listede yer almaktadir)

Haar 89.70
Symlets2 88.48
Hilbert-Huang 89.70
Doniisiimii

Ortalama 89.09
Global Rank 3

89.70
88.48

93.94

90.09
4

86.06
83.03

87.88

86.58
1

84.85
84.24

91.52

86.93

84.85
84.24

91.52

86.93

88.48
85.45

87.27

86.49
1

90.30
86.06

89.09

87.71
1

90.30
87.88

88.48

86.97
1

89.09
89.09

93.94

89.57
5

89.70
88.48

93.33

90.39
2

84.85
88.48

84.85

88.49
2

89.29
89.09

89.70
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Cizelge C.37: VIBES algoritmasinin (temel 6grenici olarak k-EYK kullanildi) farkli parametrelerine gore Parkinson veri kiimesi iizerindeki

karsilastirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

k-EYK
D D D @D D @D
PFF YEY 95T §53 1§ is
L £ 2 2 £ a 2 £ a 2 £ a 2 a 2 a
oo mS5s oS3 oG 3 oi3 @3 m 3
Veri kiimesine 2 = 2 = 2 4 2 a 2 Z 3
Uygdlanan 2 5 & 283 233 2337 249 g o
Sinyal 5} @ =) @ > o @ > o @ o 2 o 2
Déniisiimii 1 I n = n = " I
O o (@) o O o
= > ! > 2 >
=} = S,
N N N
D D D
Fourier Déniisiimii 82.42+1.05 83.43+0.93 76.36+0.61 76.57+0.93 85.25+1.95 86.67+0.61
Gaussian2 84.65+0.35 85.05+0.35 71.72+0.35 71.92+0.35 84.85+1.05 85.66+0.70
BiorSplines3.3 82.83+0.35 78.99+1.40 81.21+0.00 71.92+0.93 92.12+40.61 87.07+£2.52
Coiflets? 80.09+1.05  83.84=0.70  77.98+0.70  72.32:0.35  93.33+061  87.47+0.93
Daubechies2 86.87+0.35 84.85+0.61 80.00+0.61 71.92+0.70 91.92+41.52 89.90+0.70
Daubechies3 85.05+0.93 80.40+2.52 79.60+0.93 65.25+0.35 92.32+0.70 90.30+0.61
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Cizelge C.37: (devam) VIBES algoritmasinin (temel 6grenici olarak k-EYK kullanild1) farkli parametrelerine
gore Parkinson veri kiimesi lizerindeki karsilastirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

Daubechies4
Daubechies5
Daubechies6
Daubechies7
DMeyer

Haar
Symlets2
Hilbert-Huang

Dontistimii

Ortalama
Yerel Rank

83.84+0.93
80.40+0.35
85.45+1.60
88.89+0.70
87.47+0.35
86.46+0.70
87.07+0.70
87.88+0.61

85.60

82.63+0.35
75.76+1.60
79.19+0.70
84.44+0.93
81.62+0.93
84.65+0.70
85.25+0.70
83.64+3.21

82.41

76.16+0.35
79.19+1.26
78.59+0.35
75.56+0.35
81.62+0.93
82.83+1.26
79.19+0.93
82.22+1.26

78.73

74.14+0.35
73.94+1.82
74.34+0.35
70.30+0.00
78.99+1.40
74.95+1.26
72.124+0.61
73.94+1.05

73.04

93.74+0.35
91.52+1.21
91.31+1.40
92.93+1.52
92.73£1.05
92.73£1.05
91.52+0.61
97.37+0.35

91.69
12

88.69+0.70
89.29+1.95
87.88+1.05
89.90+0.35
88.89+0.70
90.91+0.61
89.70+0.61
93.94+1.05

89.02

401



Cizelge C.38: VIBES algoritmasinin (temel 6grenici olarak NB kullanildi) farkli parametrelerine gore Parkinson veri kiimesi iizerindeki

karsilastirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

NB
D D D @D @D @D
L £ 2 2 5 a 2 £ a 2 £ a 2 a 2 a
oo mS5s oS3 @G 3 oi3 @3 m 3
Veri kiimesine 2 = 2 = 2 4 2 a 2 Z 3
Uygdlanan 2 5 3 283 233 2337 27¢ s o
Sinyal 5} @ =) o > o o > o @ o 2 o 2
Déniisiimii 1 I n = n = I I
O o (@) o O o
£ > ! > ! >
=} = =)
N N N
D D @D
Fourier Déniisiimii 86.26+0.70 86.46+0.35 85.45+0.61 85.86+0.70 88.08+0.35 88.48+0.61
Gaussian2 84.65+0.35 85.45+0.00 84.24+0.00 84.65+0.35 87.47+0.93 88.28+0.35
BiorSplines3.3 84.65+0.35 83.03+0.00 83.64+0.00 81.82+0.00 87.27+£1.05 82.22+1.26
Coiflets? 87.6840.35 82424000  84.24-061  81.8240.00  89.49+0.70 83.23+0.93
Daubechies2 84.44+0.93 81.41+0.35 83.64+0.00 81.82+0.00 88.89+0.93 86.06+0.61
Daubechies3 84.85+0.00 81.21+0.00 81.82+0.00 80.00+0.00 90.51+0.70 82.22+1.75
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Cizelge C.38: (devam) VIBES algoritmasinin (temel 6grenici olarak NB kullanildi) farkli parametrelerine gore
Parkinson veri kiimesi lizerindeki karsilagtirma sonuglar1 (Herbir deney 3 kere tekrarlandr)

Daubechies4
Daubechies5
Daubechies6
Daubechies7
DMeyer

Haar
Symlets2
Hilbert-Huang

Doniisiimii

Ortalama
Yerel Rank

84.85+0.61
83.64+0.00
86.26+0.35
86.87+0.93
86.87+0.35
83.64+0.00
84.24+0.61
85.86+0.35

85.34

81.21+0.00
82.42+0.00
83.03+0.00
82.83+0.35
82.42+0.00
80.00+0.00
81.62+0.35
81.82+0.00

82.52

83.03+0.00
83.43+0.35
83.43+0.70
83.64+0.00
82.02+0.35
83.64+0.00
83.84+0.70
83.03+0.00

83.51

81.62+0.35
82.83+0.35
80.61+0.00
80.61+0.00
80.61+0.00
81.41+0.35
81.62+0.35
81.21+0.00

81.89

89.29+0.93
88.48+0.61
88.08+0.93
89.49+0.35
88.28+0.35
89.49+0.35
88.69+0.35
91.31+0.35

88.92
11

83.64+0.61
83.84+0.35
85.05+1.75
83.43+1.26
88.81+0.35
87.07+0.35
86.06+0.61
85.05+1.26

85.25
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Cizelge C.39: VIBES algoritmasinin (temel 6grenici olarak DYM kullanildi) farkli parametrelerine gore Parkinson

karsilastirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

DYM
» & S o & S o & S o & > s S s S
- = o -+ = o -+ = O - = O = O = o
2TE BTE BTE BTE OBRE RE
Veri kiimesine g = 2 = 2« 2« 2 2
D D D D D = D = D D
= - = - — —
Uygulanan 3 5 & 32 § 3 253 235 3 = 2 =y
Sinyal ) @ ) ] ® o © ® o ® o 2 > 2
Déniisiimii 1 I n = n = I I
O o (@) o O o
g > ! > ! >
3 3 3
= B B
Fourier Déniistmi ~ 5646£0.35 86261035 85862070 86062061  8687:070  87.88:0.61
Gaussian2 84.44+0.35 85.05+0.35 83.84+0.35 84.65+0.35 87.27+0.00 88.08+0.70
BiorSplines3.3 89.09+0.61 86.87+0.35 87.47+0.35 85.25+0.35 89.70+0.61 83.84+1.26
Coiflets? 88.28:0.93  83.84+0.35  87.88+1.05  84.04=035  80.09+0.00  83.03+0.00
Daubechies2 89.29+0.93 86.26+0.35 90.30+0.61 88.08+1.26 89.49+0.70 86.87+1.75
Daubechies3 90.71+0.35 86.06+0.00 90.91+0.00 88.69+0.35 91.11+0.70 83.84+2.29
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Cizelge C.39: (devam) VIBES algoritmasinin (temel 6grenici olarak DYM kullanildi) farkli parametrelerine gore
Parkinson veri kiimesi lizerindeki karsilastirma sonuglar1 (Herbir deney 3 kere tekrarland1)

Daubechies4
Daubechies5
Daubechies6
Daubechies7
DMeyer
Haar

Symlets2

Hilbert-Huang

Doniistimii

Ortalama
Yerel Rank

89.70+0.61
89.90+0.35
90.30+0.00
89.70+0.00
91.31+0.35
86.46+1.26
88.69+0.93
89.09+1.21

88.82

86.06+0.00
85.66+0.93
88.89+0.35
86.87+0.35
87.68+0.35
84.24+1.05
86.46+0.93
87.07+0.35

86.23

87.27+1.05
87.88+1.60
89.29+0.93
89.09+1.05
89.49+0.35
88.28+0.93
90.30+0.61
89.09+0.61

88.35

83.64+0.61
85.25+0.35
88.08+0.70
85.66+0.35
87.88+0.00
85.66+0.35
87.68+0.35
85.86+0.35

86.18

90.71+0.70
89.90+0.35
89.70+0.61
90.10+0.93
90.10+0.93
91.31+0.35
88.89+0.35
91.72+1.52

89.71

85.25+1.75
86.67+0.61
84.44+0.35
85.66+1.40
82.83+0.35
86.67+1.05
87.07+0.35
85.45+0.61

85.54
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Cizelge C.40: VIBES algoritmasinin (temel 6grenici olarak DDA kullanild1) farkli parametrelerine gére Parkinson

karsilastirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

DDA
D D D @D @D @D
2 28 388 388 38% 3 3 2 2
» & S o & S o & S o c S o D 8 >
- = o -+ = o -+ = O - = O = O = o
278 BTE BTE BTE BE BB
Veri kiimesine g = 2 = 2« 2« 2 2
D D @D D D = D = D D
= - = - — —
Uygulanan 3 5 & 32 &3 253 235 3 = 2 =y
Sinyal 5} @ =) o > o o > o @ o 2 o 2
Déniisiimii 1 1 n = n = 1 I
O o (@) o O o
g > ! > ! >
=} = =)
> o o
Fourier Déniigiimii 86.06+0.61 86.67+0.61 86.26+0.93 86.87+0.93 87.68+0.35 88.28+0.35
Gaussian2 85.66+0.70 86.26+0.35 84.44+0.35 85.05+0.70 88.28+0.35 88.89+0.35
BiorSplines3.3 88.08+1.26 85.45+0.61 87.07+1.26 81.41+0.70 89.90+0.70 80.00+0.61
Coiflets? 88.89+0.93  85.05+070  86.26+0.93  8343:0.35  88.89+0.35  81.62+0.35
Daubechies2 85.05+0.35 84.24+0.00 86.87+0.35 84.04+0.70 88.28+0.35 84.85+0.61
Daubechies3 91.52+0.61 87.47+0.35 89.70+0.00 85.86+0.35 89.70+0.61 83.03+2.10
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Cizelge C.40: (devam) VIBES algoritmasinin (temel 6grenici olarak DDA kullanildi) farkli parametrelerine gore
Parkinson veri kiimesi lizerindeki karsilagtirma sonuglar1 (Herbir deney 3 kere tekrarlandr)

Daubechies4
Daubechies5
Daubechies6
Daubechies7
DMeyer

Haar
Symlets2
Hilbert-Huang

Doniisiimii

Ortalama
Yerel Rank

91.31+0.35
88.08+0.35
88.89+1.26
89.09+0.61
89.90+0.93
85.25+0.35
86.26+0.70
89.09+1.60

88.08

87.27+0.61
85.45+0.00
87.88+0.00
87.88+0.00
86.26+1.95
83.43+0.35
85.05+0.35
87.07+0.70

86.10

87.07+0.93
86.46+1.26
88.48+1.21
88.69+0.35
84.24+0.61
87.47+0.35
86.67+0.61
87.27+0.61

86.93

84.44+0.70
83.43+0.93
84.65+0.35
84.65+0.70
79.80+0.35
84.04+0.35
83.23+0.35
84.44+0.35

83.95

89.70+0.00
89.49+1.26
88.89+0.35
89.29+0.70
89.29+1.85
91.1140.35
88.89+0.70
91.72+1.40

89.37

82.63+0.35
86.06+1.60
82.83+1.85
83.84+1.26
80.40+0.93
86.26+0.35
85.25+1.40
85.45+0.61

84.24
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Cizelge C.41: VIBES algoritmasinin (temel 6g8renici olarak KA kullanildi) farkli parametrelerine gore Parkinson veri kiimesi lizerindeki

karsilastirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

KA
D D D @D D @D
PFF YEY 95T §53 1§ is
L £ 2 2 £ a 2 £ a 2 £ a 2 a 2 a
oo mS5s oS3 o3 oi3 o3 m 3
Veri kiimesine 2 = 2 = 2 4 2 a 2 Z 3
Uygdlanan 2 5 & 283 233 2337 249 g o
Sinyal 5} @ =) @ > o @ > o @ o 2 o 2
Déniisiimii 1 I n = n = " I
O o (@) o O o
= > ! > 2 >
=} = S,
N N N
D D D
Fourier Déniisiimii 86.87+0.35 87.68+0.35 85.86+1.75 85.66+1.26 87.88+0.61 88.48+1.60
Gaussian2 87.07+£0.35 87.27+1.05 84.24+1.21 84.65+0.35 86.26+0.35 88.08+0.70
BiorSplines3.3 89.09+0.61 86.46+0.93 88.69+0.35 83.84+0.35 92.73+1.05 87.47+1.26
Coiflets? 88.60+0.35  84.04+0.35  88.48+105  85.66+0.93  92.93+1.40  87.68+1.52
Daubechies2 87.27+0.61 84.85+0.61 88.48+1.05 83.43+0.35 92.93+2.13 89.90+1.26
Daubechies3 89.70+0.61 87.27+0.61 90.51+0.93 88.08+0.35 92.93+1.26 89.29+1.52

408



Cizelge C.41: (devam) VIBES algoritmasinin (temel 6grenici olarak KA kullanildi) farkli parametrelerine gore
Parkinson veri kiimesi lizerindeki karsilastirma sonuglar1 (Herbir deney 3 kere tekrarland1)

Daubechies4
Daubechies5
Daubechies6
Daubechies?
DMeyer
Haar

Symlets2

Hilbert-Huang

Doniisiimii

Ortalama
Yerel Rank

91.11+1.40
88.69+0.35
88.69+0.35
89.49+1.40
89.29+0.70
89.49+1.40
87.47+0.35
90.71+0.70

88.83

86.87+0.35
85.25+0.70
85.66+0.70
84.85+0.00
84.85+0.61
86.46+0.93
85.25+0.35
85.66+0.35

85.89

88.69+0.70
88.28+0.70
87.47+0.93
88.28+0.35
86.87+0.70
89.09+1.05
89.29+0.70
89.09+0.61

88.09

84.65+0.35
86.06+0.61
83.03+0.61
83.43+0.35
83.23+0.93
86.67+0.61
84.85+1.21
85.86+0.70

84.94

93.33+0.61
92.12+1.21
93.13+0.93
94.34+1.26
93.33+2.42
92.93+1.26
94.14+0.35
95.76+0.00

92.48
12

88.48+1.05
88.89+0.93
87.68+1.75
89.29+0.70
87.47+0.70
91.52+1.21
90.51+1.85
94.34+0.70

89.22
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Cizelge C.42: VIBES algoritmasimin (temel 6grenici olarak RF kullanildi) farkli parametrelerine gore Parkinson veri kiimesi iizerindeki

karsilagtirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

RF
» & S o & S o & S o c S o D 8 >
- = o -+ = o -+ = O - = O = O = o
oo mS5s oS3 @G 3 oi3 @3 m 3
Veri kiimesine 2 = 2 = 2 9 2 9 2 2
Uygdlanan 3 § 5 383 2337 2337 22 s &
Sinyal ) @ ) ] ® o © ® o ® o 2 > 2
Déniisiimii 1 I n = n = I I
O o O o O o
g > ! > ! >
=} = =)
> o o
Fourier Doniisima 8687070 87.07:035  87.274061  87.074035  85.66:093  86.46:0.35
Gaussian2 87.07+0.93 87.27+0.00 85.05+0.35 84.85+0.00 85.45+1.82 86.67+0.61
BiorSplines3.3 87.47+0.93 83.64+0.00 87.27+0.00 83.84+0.35 90.91+1.05 89.29+1.52
Coiflets? 87.27:000  85.45:0.00  86.06+0.61  83.64+0.00  91.92+093  88.48+1.05
Daubechies2 85.86+0.35 82.42+0.61 85.66+0.70 83.43+0.35 90.51+0.93 88.08+1.26
Daubechies3 87.68+0.35 85.05+0.35 86.87+0.93 84.65+0.35 92.12+0.61 90.30+0.61
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Cizelge C.42: (devam) VIBES algoritmasinin (temel 6grenici olarak RF kullanildi) farkli parametrelerine gore
Parkinson veri kiimesi lizerindeki karsilastirma sonuglar1 (Herbir deney 3 kere tekrarlandi)

Daubechies4
Daubechies5
Daubechies6
Daubechies7
DMeyer
Haar

Symlets2

Hilbert-Huang

Doniistimii

Ortalama
Yerel Rank

86.87+0.35
86.46+0.35
87.88+0.61
87.68+0.35
89.09+0.61
86.87+0.70
86.67+0.61
90.91+0.00

87.48

84.04+0.70
84.04+0.35
85.05+0.35
85.45+0.00
86.46+0.35
84.24+0.00
82.63+0.35
88.08+0.35

85.06

86.67+0.00
87.27+0.61
85.45+0.61
86.87+0.35
85.66+0.35
86.46+0.35
85.66+0.35
86.46+0.70

86.33

84.24+0.00
84.65+0.70
82.83+0.35
84.44+0.35
81.01+0.35
84.04+0.35
83.23+0.35
84.85+0.00

84.06

92.73+1.05
90.10+0.93
90.71+0.70
92.73+0.61
91.92+0.70
92.93+1.26
90.91+0.00
95.35+1.26

91.00
12

88.48+0.61
88.08+0.93
87.47+0.35
90.30+1.05
88.08+1.26
90.91+0.61
89.09+1.05
93.33+1.60

88.93
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Cizelge C.43: VIBES algoritmasinin (temel 6grenici olarak k-EYK kullanildi) HHD
uygulanmis Parkinson veri kiimesi iizerinde k-degerine gore siniflandirma sonuglari
(Herbir deney 10 kere gergeklestirildi)

' Dependent = False
k-degeri o
generateEnsemble = Optimize

96.3636+1.0690

[E=Y

94.0000+1.2600

95.0303+0.8944
95.1515+1.3092

95.0303+1.5064
95.6364+1.0613
96.0606+1.0400
95.9394+0.8595
95.9394+0.9918
95.5152+0.9561

© 00 N oo O b~ W DN

=
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Cizelge C.44: VIBES algoritmasinin (temel 6grenici olarak k-EYK kullanildi) HHD
uygulanmis Parkinson veri kiimesi iizerinde k-KCD’ye gore siniflandirma sonuglari
(Herbir deney 10 kere gerceklestirildi)

Dependent = False

k-kat generateEnsemble = Optimize
k=1
2 93.8788+1.2920
5 96.1818+0.9057
10 95.4545+1.2856
LOOCD 95.7576+0.0000
Ortalama 95.3182
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Cizelge C.45: VIBES algoritmasiin (temel 6grenici olarak KA kullanildi) HHD
uygulanmis Parkinson veri kiimesi iizerinde k-KCD’ye gore siniflandirma sonuglari
(Herbir deney 10 kere gerceklestirildi)

Dependent = False

k-kat o
generateEnsemble = Optimize
2 95.4545+1.0785
5 95.9394+1.3717
10 95.4545+0.7693
LOOCD 97.5758+0.0000
Ortalama 96.1061
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x1 < 35142-F ez 3.5142

x1 < 2593551 5= 2 5935 %1 < 549641 >= 5.496
: x1 < 330385 441 == 3.30385 %1 < 5.1856.4%%] == 5.1856 : )
x1< 320125 Ax1 >= 3201208 x1<3.9244 L4771 >= 3.9244 x1< 52250571 >= 5.22595
x1 < 31464 &1 >= 3.1464 ®  x1<37873 /A% b 3= NTEEBS w1 >= 4.35865 . &
%1 < 31182451 >=3.1182 3 s & 1 < 44086 2\x1 >= 4.4066
x1< 273455 f%1 »= 273455 * f < 45598 ZAx1 >= 4.5598
x1 < 26609 /L0 ==2OEBTS Sux1 >= 2.90675 x1 4457175 Sox1 »= 4 57175
& b xe52934 Sl »=2.9324 & 2
5. .

Sekil C.1: HHD’li Parkinson veri kiimesi i¢in 43. dznitelige gore olusturulan karar agact modeli (Oznitelikler Shannon entropiye gére siralandi)
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1 if x1<3.5142 then node 2 elseif x1>=3.5142 then node 3 else PD

2 if x1<2.5935 then node 4 elseif x1>=2.5935 then node 5 else CO

3 if x1<5.496 then node 6 elseif x1>=5.496 then node 7 else PD

4 class=CO

5 if x1<3.30385 then node 8 elseif x1>=3.30385 then node 9 else CO

6 if x1<5.1856 then node 10 elseif x1>=5.1856 then node 11 else PD

7 class=PD

8 if x1<3.20125 then node 12 elseif x1>=3.20125 then node 13 else CO
9 class=CO

10 if x1<3.9244 then node 14 elseif x1>=3.9244 then node 15 else PD
11 if x1<5.22595 then node 16 elseif x1>=5.22595 then node 17 else CO
12 if x1<3.1464 then node 18 elseif x1>=3.1464 then node 19 else CO
13 class =PD

14 if x1<3.7873 then node 20 elseif x1>=3.7873 then node 21 else PD
15 if x1<4.35865 then node 22 elseif x1>=4.35865 then node 23 else PD
16 class = CO

17 class =PD

18 if x1<3.1182 then node 24 elseif x1>=3.1182 then node 25 else CO
19 class = CO

20 class =PD

21 class = CO

22 class = PD

23 if x1<4.4066 then node 26 elseif x1>=4.4066 then node 27 else PD
24 if x1<2.73455 then node 28 elseif x1>=2.73455 then node 29 else CO
25 class = PD

26 class = CO

27 if x1<4.5598 then node 30 elseif x1>=4.5598 then node 31 else PD
28 if x1<2.6609 then node 32 elseif x1>=2.6609 then node 33 else CO
29 if x1<2.90675 then node 34 elseif x1>=2.90675 then node 35 else CO
30 class=PD

31 if x1<4.57175 then node 36 elseif x1>=4.57175 then node 37 else PD
32 class=CO

33 class=PD

34 class=CO

35 if x1<2.9324 then node 38 elseif x1>=2.9324 then node 39 else CO
36 class=CO

37 class =PD

38 class =PD

39 class = CO

Sekil C.2: HHD’li Parkinson veri kiimesi i¢in 43. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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¥1 < 9.8255-L%1 »= 9 8255

x1 < 7746452915 7.74645 x1< 9.98575%%] >= 9.98575
5.9471 [T >= 5.9471 %1 < B.113T55%%1 >= 8.11315 X %1 < 10.0046%%x1 >= 10.0046
| < #0255 A1 == 6.00255 K~ x1< 888975 Fix1 == 8.88975 X x1 = 10. 76081 == 10.7694
x1 866902 2\x1 >= 6.6902 x1 < 851215 4% 9.4 BIRTAY6! >= 9.401210.0819 LAxT>= 100819 x1 < 14.9896-4x1 >= 14.989
x1 < MB1695 L1 >=8.8189805 /1 >3 WIMOS5 Rx1 >= 9.4725910.1108 2x1 >= 10.1108 x1 < 14.3486-£4K1 >= 14.3486 2
x1.47.5201 231 x+7 G175 Jux1 >= 826178, & P < 10.5926 J\ood = 1RSEE LFT >= 10.9209 .
x1 < 74154 J&x1 #7.4154 4 & x1 = 10.4599 L& 1 >=8.0.089%1 < 10.948 £ix] == 10.9483
.2 x1 < 10.4534 Ji%1 2104534 & x1< 141316 2%1 >= 14.1316

oz %1 < 13.929 f4x1 == ¥.029

x1 < 13.0927 £&x1 >= 33,0927
%1 < 12.8543 Ldx1 »= 28543
x1 < 11.9583 481 »= ,1.9583

=]
x1 < 11.8289 /4x1 o 1.8289

-
&

Sekil C.3: HHD’li Parkinson veri kiimesi i¢in 68. dznitelige gore olusturulan karar agact modeli (Oznitelikler Shannon entropiye gére siralandi)
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if x1<9.8255 then node 2 elseif x1>=9.8255 then node 3 else PD

if x1<7.74645 then node 4 elseif x1>=7.74645 then node 5 else PD

if x1<9.98575 then node 6 elseif x1>=9.98575 then node 7 else CO

if x1<5.9471 then node 8 elseif x1>=5.9471 then node 9 else PD

if x1<8.11315 then node 10 elseif x1>=8.11315 then node 11 else PD
class = CO

if Xx1<10.0046 then node 12 elseif x1>=10.0046 then node 13 else CO
class = PD

if x1<6.00255 then node 14 elseif x1>=6.00255 then node 15 else PD
class = CO

if x1<8.88975 then node 16 elseif x1>=8.88975 then node 17 else PD
class = PD

if x1<10.7694 then node 18 elseif x1>=10.7694 then node 19 else CO
class = CO

if x1<6.6902 then node 20 elseif x1>=6.6902 then node 21 else PD

if x1<8.51215 then node 22 elseif x1>=8.51215 then node 23 else PD
if x1<9.4012 then node 24 elseif x1>=9.4012 then node 25 else PD

if x1<10.0819 then node 26 elseif x1>=10.0819 then node 27 else CO
if x1<14.9896 then node 28 elseif x1>=14.9896 then node 29 else CO
class = PD

if x1<6.81695 then node 30 elseif x1>=6.81695 then node 31 else PD
if x1<8.2105 then node 32 elseif x1>=8.2105 then node 33 else PD
class=CO

class = PD

if x1<9.47255 then node 34 elseif x1>=9.47255 then node 35 else PD
class=CO

if x1<10.1108 then node 36 elseif x1>=10.1108 then node 37 else CO
if x1<14.3486 then node 38 elseif x1>=14.3486 then node 39 else CO
class=CO

class=CO

if x1<7.5201 then node 40 elseif x1>=7.5201 then node 41 else PD
class = PD

if x1<8.26175 then node 42 elseif x1>=8.26175 then node 43 else PD
class = CO

class = PD

class = PD

if x1<10.5926 then node 44 elseif x1>=10.5926 then node 45 else CO
if x1<10.9209 then node 46 elseif x1>=10.9209 then node 47 else CO
class = PD

if x1<7.4154 then node 48 elseif x1>=7.4154 then node 49 else PD
class = PD

class = CO

class = PD

if X1<10.4599 then node 50 elseif x1>=10.4599 then node 51 else CO
class = PD

class = CO

if x1<10.9483 then node 52 elseif x1>=10.9483 then node 53 else CO
class = PD

class = CO

Sekil C.4: HHD’li Parkinson veri kiimesi i¢in 68. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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50 if x1<10.4534 then node 54 elseif x1>=10.4534 then node 55 else CO
51 class=CO

52 class = PD

53 if x1<14.1316 then node 56 elseif x1>=14.1316 then node 57 else CO
54 class = CO

55 class = PD

56 if x1<13.929 then node 58 elseif x1>=13.929 then node 59 else CO
57 class = CO

58 if x1<13.0927 then node 60 elseif x1>=13.0927 then node 61 else CO
59 class = PD

60 if x1<12.8543 then node 62 elseif x1>=12.8543 then node 63 else CO
61 class = CO

62 if x1<11.9583 then node 64 elseif x1>=11.9583 then node 65 else CO
63 class = PD

64 if x1<11.8289 then node 66 elseif x1>=11.8289 then node 67 else CO
65 class = CO

66 class = CO

67 class =PD

Sekil C.4: HHD’li Parkinson veri kiimesi i¢in 68. 6znitelige gore olusturulan karar

agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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%1 < 93 .5708-%1 == 93,5709

%1 < 59.9391 L4wT == 59.9391 %1 < 125 77551 »= 125.775
15.3052 /a1 ==r55BaF2 %1 = 75.4827 %1 < 96.8171 L2%T >= 96.8171 X1 < 146829741 >= 146.829
2 & #<76.0879 H\x1 >= 76.0879 &5 x1<102711 Bl >= 102.711 ¥1 < 133.852 J&x1 >= 133.852 &
31 < 79.1519 21 >= 79.1519 ¥ x1 < 111.642 A1 »= 111.842 133.483 #hed 137 1M AR >= 137.467
& x1< 921762 2\x1 >= 92.1762 x1 < 104.326 AX1 >= 104.826& 124.61 %1 >= 12451 & x1 #138.21 J\x1 >= 138.21
x1 < 89.2724 41 :-:E?24 " < 110.049 Aixd $231388048x1 == . 388 °b O
x1 < 88.8014 Lx1 >= 3 B8014 x1< 105.096 £0w1 >= 95008 &
PD » PD D

Sekil C.5: HHD’li Parkinson veri kiimesi i¢in 127. znitelige gdre olusturulan karar agact modeli (Oznitelikler Shannon entropiye gére siralandr)
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1 if x1<93.5709 then node 2 elseif x1>=93.5709 then node 3 else PD

2 if x1<59.9391 then node 4 elseif x1>=59.9391 then node 5 else PD

3 if x1<125.775 then node 6 elseif x1>=125.775 then node 7 else CO

4 if x1<55.3952 then node 8 elseif x1>=55.3952 then node 9 else PD

5 if x1<75.4827 then node 10 elseif x1>=75.4827 then node 11 else PD
6 if x1<96.8171 then node 12 elseif x1>=96.8171 then node 13 else CO
7 if x1<146.829 then node 14 elseif x1>=146.829 then node 15 else CO
8 class=PD

9 class=CO

10 class = PD

11 if x1<76.0879 then node 16 elseif x1>=76.0879 then node 17 else PD
12 class = CO

13 if x1<102.711 then node 18 elseif x1>=102.711 then node 19 else PD
14 if x1<133.852 then node 20 elseif x1>=133.852 then node 21 else CO
15 class = CO

16 class = CO

17 if x1<79.1519 then node 22 elseif x1>=79.1519 then node 23 else PD
18 class =PD

19 if x1<111.642 then node 24 elseif x1>=111.642 then node 25 else CO
20 if x1<133.483 then node 26 elseif x1>=133.483 then node 27 else CO
21 if x1<137.467 then node 28 elseif x1>=137.467 then node 29 else CO
22 class = PD

23 if x1<92.1762 then node 30 elseif x1>=92.1762 then node 31 else PD
24 if x1<104.326 then node 32 elseif x1>=104.326 then node 33 else CO
25 if x1<124.61 then node 34 elseif x1>=124.61 then node 35 else PD
26 class = CO

27 class = PD

28 class = CO

29 if x1<138.21 then node 36 elseif x1>=138.21 then node 37 else CO
30 if x1<89.2724 then node 38 elseif x1>=89.2724 then node 39 else PD
31 class = PD

32 class=CO

33 if x1<110.049 then node 40 elseif x1>=110.049 then node 41 else CO
34 if x1<123.388 then node 42 elseif x1>=123.388 then node 43 else PD
35 class=PD

36 class =PD

37 class=CO

38 if x1<88.8014 then node 44 elseif x1>=88.8014 then node 45 else PD
39 class =PD

40 if x1<105.096 then node 46 elseif x1>=105.096 then node 47 else PD
41 class=CO

42 class=PD

43 class=CO

44 class = PD

45 class = CO

46 class=PD

47 class=CO

Sekil C.6: HHD’li Parkinson veri kiimesi igin 127. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gore siralandi)
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¥1 < 358 = 358.241

x1 < 197.816.L4x1== 197.816

> x1 < 262.993 241 >= 262.993

YA

%1 < 244.509 /%1 >= 244.509x1 < 278.68 == 278.681

%1 < 206.16 /&4 1>=20816 ¥1< 35278

%1 < 341.406_L£4%1 »= 341.406

co PO

%1 < 279.268 {21 >= 279.268 X

# 322.555 Ml »= 322 555

x14327.159 Al == 327.159

il == 352 781

%1 < 395.535 %1 »= 305.545

%1 < 308.8465%¢] == 398.846

CO
K %1 < 499 328 241 >= 499.328

%1 < 490.916 £2X1 >= 490.916

%1 < 408.804 £4%1 »= 408.804

PD FD

1 < 410.474 Pux1 == 410.474

A x1 < 475.985 Aux1 == 475.985
*1 < 437.784 /fx1 >= 4 784

Sekil C.7: HHD’li Parkinson veri kiimesi i¢in 3. 6znitelige gdre olusturulan karar agact modeli (Oznitelikler Shannon entropiye gore siralandi)
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if x1<358.241 then node 2 elseif x1>=358.241 then node 3 else PD

if x1<197.816 then node 4 elseif x1>=197.816 then node 5 else PD

if x1<395.545 then node 6 elseif x1>=395.545 then node 7 else CO
class = PD

if x1<262.993 then node 8 elseif x1>=262.993 then node 9 else PD
class = CO

if x1<398.846 then node 10 elseif x1>=398.846 then node 11 else CO
if x1<244.509 then node 12 elseif x1>=244.509 then node 13 else CO
if x1<278.681 then node 14 elseif x1>=278.681 then node 15 else PD

10 class =PD

11 if x1<499.328 then node 16 elseif x1>=499.328 then node 17 else CO
12 if x1<206.16 then node 18 elseif x1>=206.16 then node 19 else PD
13 class = CO

14 class = PD

15 if x1<352.781 then node 20 elseif x1>=352.781 then node 21 else PD
16 if x1<490.916 then node 22 elseif x1>=490.916 then node 23 else CO
17 class = CO

18 class = CO

19 class = PD

20 if x1<341.406 then node 24 elseif x1>=341.406 then node 25 else PD
21 class =PD

22 if x1<408.804 then node 26 elseif x1>=408.804 then node 27 else CO
23 class = PD

24 if x1<279.268 then node 28 elseif x1>=279.268 then node 29 else PD
25 class = CO

26 class = CO

27 if x1<410.474 then node 30 elseif x1>=410.474 then node 31 else CO
28 class = CO

29 if x1<322.555 then node 32 elseif x1>=322.555 then node 33 else PD
30 class =PD

31 if x1<475.985 then node 34 elseif x1>=475.985 then node 35 else CO
32 class = PD

33 if x1<327.159 then node 36 elseif x1>=327.159 then node 37 else PD
34 if x1<437.784 then node 38 elseif x1>=437.784 then node 39 else CO
35 class = CO

36 class=CO

37 class =PD

38 class = CO

39 class =PD

Sekil C.8: HHD’li Parkinson veri kiimesi i¢in 3. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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< 0.091795 Lz

¥ "x1< 035714 Pl »= 0.35714

%1 « DLABEBEL3 = 0 48886

>= 0.091795 x1 < 0.62BB755%1 »= 0.626875

%1 < 053383 45%1 >= (x5330F48895 21 >= 0.648895

x1 48391945 Pl == 0.391045

x1.80.39949 Pyl »= (0.39949

c
X x1 < 0363341 >= 0.3633 K1 < 0.607085 ANG Iy 0B 39 Lix1 »= 065139
3 x1 < 0.4819TA1 >= 0.4819% 0579745 /x1 >= (79745 x W< 0.66966 Lix1 >= 0.66966
x1 < 0.479455.4%1 >= 0.479455 29, < 0.56902 /1 >= 56902 # < 0.683925 A1 == 0.683925
%1 < 0.37933 /%1 >=0.37933 ), £ & x1< 091152231 >= 091152

%1 < 0.811815 4efxd 6980FP1RIE1 >= 0.93072

x1< 0799015 /4x1 >= @O @I H237 1 >= 1.02

x140.40304 Pix1 >= 0.40304

CO PD

x1< 184725 AT T

®1 _453??5 Faxl »= 0468775

x1 < 0465065 /Xx1 >= W 465065

Sekil C.9: HHD’li Parkinson veri kiimesi i¢in 111. 6znitelige gére olusturulan karar agact modeli (Oznitelikler Shannon entropiye gére siralandi)
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1 if x1<0.48886 then node 2 elseif x1>=0.48886 then node 3 else PD

2 if x1<0.091795 then node 4 elseif x1>=0.091795 then node 5 else PD

3 if x1<0.626875 then node 6 elseif x1>=0.626875 then node 7 else CO

4 class=CO

5 if x1<0.35714 then node 8 elseif x1>=0.35714 then node 9 else PD

6 if x1<0.53383 then node 10 elseif x1>=0.53383 then node 11 else PD

7 if x1<0.648895 then node 12 elseif x1>=0.648895 then node 13 else CO
8 class = PD

9 if x1<0.3633 then node 14 elseif x1>=0.3633 then node 15 else PD

10 class=CO

11 if x1<0.607085 then node 16 elseif x1>=0.607085 then node 17 else PD
12 class=CO

13 if x1<0.65139 then node 18 elseif x1>=0.65139 then node 19 else CO
14 class=CO

15 if x1<0.48191 then node 20 elseif x1>=0.48191 then node 21 else PD
16 if x1<0.579745 then node 22 elseif x1>=0.579745 then node 23 else PD
17 class=CO

18 class = PD

19 if x1<0.66966 then node 24 elseif x1>=0.66966 then node 25 else CO
20 if x1<0.479455 then node 26 elseif x1>=0.479455 then node 27 else PD
21 class = PD

22 if x1<0.56902 then node 28 elseif x1>=0.56902 then node 29 else PD
23 class = PD

24 class = CO

25 if x1<0.683925 then node 30 elseif x1>=0.683925 then node 31 else CO
26 if x1<0.37933 then node 32 elseif x1>=0.37933 then node 33 else PD
27 class = CO

28 class = PD

29 class = CO

30 class =PD

31 if x1<0.91152 then node 34 elseif x1>=0.91152 then node 35 else CO
32 class =PD

33 if x1<0.391945 then node 36 elseif x1>=0.391945 then node 37 else PD
34 if x1<0.811815 then node 38 elseif x1>=0.811815 then node 39 else CO
35 if x1<0.93072 then node 40 elseif x1>=0.93072 then node 41 else CO
36 class=CO

37 if x1<0.39949 then node 42 elseif x1>=0.39949 then node 43 else PD
38 if x1<0.799015 then node 44 elseif x1>=0.799015 then node 45 else CO
39 class = CO

40 class = PD

41 if x1<1.0237 then node 46 elseif x1>=1.0237 then node 47 else CO

42 class = PD

43 if x1<0.40304 then node 48 elseif x1>=0.40304 then node 49 else PD
44 class = CO

45 class = PD

46 class = CO

47 if x1<1.04725 then node 50 elseif x1>=1.04725 then node 51 else CO
48 class = CO

49 if x1<0.468775 then node 52 elseif x1>=0.468775 then node 53 else PD
50 class = PD

51 class = CO

52 if x1<0.465065 then node 54 elseif x1>=0.465065 then node 55 else PD
53 class = PD

54 class = PD

55 class = CO

Sekil C.10: HHD’li Parkinson veri kiimesi i¢in 111. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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x1 < 27 0744-ot== 27,0714
x1 < 14,3387 Lt == 14.3367 %1 < 28 05491 == 28.9649
* %1 < 14.5974 1 == 145024 %1 < 28.2657 /o T == 2B.2657 %1 < 37,1408 1 >= 37.1406
q X1 < 26,7754 1 >= 2687548 x1 < 34.6274.L5K1 %4 3BFIBEOE Zpix1 >= 1
x1 < 26.6234 L1 >= 268234 x1 < 34.531B44%1_>= 345318 2853
x1 < 26.3349 LK1 >= 2§ 349 x1 < 31.0172 L4571 >= 31.0172 -

x1 < 26.0673 L& 1 >= 269673

x1 < 24.7357 LXx1 >= 248357

x1< 24.4018 £4X1 >= 24m018
x1 < 22,8777 &1 >= 22 :
x1 < 22,1671 S<x1 >= 228671
x1< 21.5505 L1 >= 2 8505

X1 < 19.7046 £4x1 >= 7046

x1 < 18.758 /&1 >=38.758

[
Fi

x1.431.4243 $\x1 >= 31.4243
X1 4321075 PAx1 >= 32.1075
x1 832 3325 Fax1 >= 323325
X1 <§2.7741 JAx1 >= 327741
x1 < (8859 A1 >= 32.8859

FD CO

Sekil C.11: HHD’li Parkinson veri kiimesi i¢in 99. dznitelige gore olusturulan karar agact modeli (Oznitelikler Shannon entropiye gore siralandi)
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1 if x1<27.0714 then node 2 elseif x1>=27.0714 then node 3 else PD

2 if x1<14.3367 then node 4 elseif x1>=14.3367 then node 5 else PD

3 if x1<28.9649 then node 6 elseif x1>=28.9649 then node 7 else CO

4 class = PD

5 if x1<14.5924 then node 8 elseif x1>=14.5924 then node 9 else PD

6 if x1<28.2657 then node 10 elseif x1>=28.2657 then node 11 else CO
7 if x1<37.1406 then node 12 elseif x1>=37.1406 then node 13 else CO
8 class = CO

9 if x1<26.7754 then node 14 elseif x1>=26.7754 then node 15 else PD
10 class=CO

11 class =PD

12 if x1<34.6274 then node 16 elseif x1>=34.6274 then node 17 else CO
13 if x1<37.7536 then node 18 elseif x1>=37.7536 then node 19 else CO
14 if x1<26.6234 then node 20 elseif x1>=26.6234 then node 21 else PD
15 class = PD

16 if x1<34.5318 then node 22 elseif x1>=34.5318 then node 23 else CO
17 class=CO

18 class = PD

19 class=CO

20 if x1<26.3349 then node 24 elseif x1>=26.3349 then node 25 else PD
21 class = CO

22 if x1<31.0172 then node 26 elseif x1>=31.0172 then node 27 else CO
23 class = PD

24 if x1<26.0673 then node 28 elseif x1>=26.0673 then node 29 else PD
25 class = PD

26 class =CO

27 if x1<31.4243 then node 30 elseif x1>=31.4243 then node 31 else CO
28 if x1<24.7357 then node 32 elseif x1>=24.7357 then node 33 else PD
29 class = CO

30 class =PD

31 if x1<32.1075 then node 34 elseif x1>=32.1075 then node 35 else CO
32 if x1<24.4018 then node 36 elseif x1>=24.4018 then node 37 else PD
33 class =PD

34 class = CO

35 if x1<32.3325 then node 38 elseif x1>=32.3325 then node 39 else CO
36 if x1<22.8777 then node 40 elseif x1>=22.8777 then node 41 else PD
37 class=CO

38 class =PD

39 if x1<32.7741 then node 42 elseif x1>=32.7741 then node 43 else CO
40 if x1<22.1671 then node 44 elseif x1>=22.1671 then node 45 else PD
41 class = PD

42 class = CO

43 if x1<32.8859 then node 46 elseif x1>=32.8859 then node 47 else CO
44 if x1<21.5595 then node 48 elseif x1>=21.5595 then node 49 else PD
45 class = PD

46 class = PD

47 class = CO

48 if x1<19.7046 then node 50 elseif x1>=19.7046 then node 51 else PD
49 class = CO

50 if x1<18.758 then node 52 elseif x1>=18.758 then node 53 else PD
51 class = PD

52 class = PD

53 class = CO

Sekil C.12: HHD’li Parkinson veri kiimesi i¢in 99. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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x1 < 3.84925- %4 = 3.84925
¥l < 2574891 == 2574 %1 < 7704751 »= 7.70475

x1 < 236135 4251 >= 2.36135x1 < 27889431 >= 2.7889 x1 < 75331 K] >= 7.5331 Ph

®1 < 2344551 »=2.344 ®1 < 36421 a1 »= 3568214505 L4551 »= 4505

k1< 1.36085 £9%1 >= 1.36085 Bh x1 < 3.2444 L&x1 ::-:3 oh %1 < 50941 21 >= 5.0941

| x1< 1.44675 Aix1 == 1.44675 x1 < 3.06585 Jdx1 >= 3 G585 x1 < 4.54005 /%1 >= 4 54606583 21 »>= 6.583

X x1< 21904 21 >= 21904 x1 < 3.04B45 /fx1 >= n04845 p, X184 59437 L% kb= BIMBT Zix1 >= 6.7401

x1< 216735 44x1 »= 2. . 35 *1 -'5_9943 Aix1 >= 94%’

CO PO

x1<1.9992 /x1 >= 19892 s

%1 < 1.94425 /%1 »= 1894425

Sekil C.13: HHD’li Parkinson veri kiimesi i¢in 126. 6znitelige gdre olusturulan karar agact modeli (Oznitelikler Shannon entropiye gore
stralandi)
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if x1<3.84925 then node 2 elseif x1>=3.84925 then node 3 else PD

if x1<2.574 then node 4 elseif x1>=2.574 then node 5 else CO

if x1<7.70475 then node 6 elseif x1>=7.70475 then node 7 else PD

if x1<2.36135 then node 8 elseif x1>=2.36135 then node 9 else CO

if x1<2.7889 then node 10 elseif x1>=2.7889 then node 11 else CO

if x1<7.5331 then node 12 elseif x1>=7.5331 then node 13 else PD
class = PD

if x1<2.344 then node 14 elseif x1>=2.344 then node 15 else CO

class = CO

class = PD

if x1<3.6421 then node 16 elseif x1>=3.6421 then node 17 else CO

if x1<4.505 then node 18 elseif x1>=4.505 then node 19 else PD
class = CO

if x1<1.36085 then node 20 elseif x1>=1.36085 then node 21 else CO
class = PD

if x1<3.2444 then node 22 elseif x1>=3.2444 then node 23 else CO
class = CO

class = PD

if x1<5.0941 then node 24 elseif x1>=5.0941 then node 25 else PD
class = CO

if x1<1.44675 then node 26 elseif x1>=1.44675 then node 27 else CO
if x1<3.06585 then node 28 elseif x1>=3.06585 then node 29 else CO
class = PD

if x1<4.54005 then node 30 elseif x1>=4.54005 then node 31 else CO

if x1<6.583 then node 32 elseif x1>=6.583 then node 33 else PD
class = PD

if x1<2.1904 then node 34 elseif x1>=2.1904 then node 35 else CO

if x1<3.04845 then node 36 elseif x1>=3.04845 then node 37 else CO
class = CO

class = CO

class = PD

if x1<5.9437 then node 38 elseif x1>=5.9437 then node 39 else PD

if x1<6.7401 then node 40 elseif x1>=6.7401 then node 41 else PD

if x1<2.16735 then node 42 elseif x1>=2.16735 then node 43 else CO
class = CO

class = CO

class = PD

class = PD

if x1<5.9943 then node 44 elseif x1>=5.9943 then node 45 else PD
class = CO

class = PD

if x1<1.9992 then node 46 elseif x1>=1.9992 then node 47 else CO
class = PD

class = CO

class = PD

if x1<1.94425 then node 48 elseif x1>=1.94425 then node 49 else CO
class = CO

class = CO

class = PD

Sekil C.14: HHD’li Parkinson veri kiimesi i¢in 126. 6znitelige gore olusturulan karar

agaci kural modeli (Oznitelikler Shannon entropiye gore siralandi)
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x1 = 14,692 45%1 >= 14.692 W,
£t —
x1< 12.6865 /%1 >= 126865 8,
x1 413.5552 Sl »= 13,5552
x1< #6.6117 Dol = 136117

CO PO

X1 < #9.3356 Jx1 >= 19.3358 x1

CO PO

%1 < 619526821 >= 61.95]
x1 < 41.9076 A1 >= 41.9078
x1< 37.6222 L1 >= 37.6222 W,
x1 < 30.3572 £45%1 == 30.3572 L 1

x1 < 30.1407 £5 % $= B5.0800 x1 >= 35.0809

¥l = A8-L5 =23.3348
x1 < 11.5505-Lect== 11,5505
E x1 < 214759551 >= 21.4759
x1 = 20,9903 == 209903 . ]
X1 < 15.6221.L57 »= 156221 .
x1< 12.2461.4567 >= 122461  x1< 17.578 721 >= 17.578
: x1< 14.8535 231 >= 14.86818.3715 1 >= 1837151 < 25.1575 /2%1 >= 251596 x1 #35.373 A1 >= 35373

6.4839 Six1 >=264839 &

PD CO

Sekil C.15: HHD’li Parkinson veri kiimesi igin 13

. 6znitelige gore olusturulan karar agact modeli (Oznitelikler Shannon entropiye gore siralandi)
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1 if x1<23.3348 then node 2 elseif x1>=23.3348 then node 3 else PD

2 if x1<11.5595 then node 4 elseif x1>=11.5595 then node 5 else PD

3 if x1<61.9526 then node 6 elseif x1>=61.9526 then node 7 else CO

4 class=PD

5 if x1<21.4759 then node 8 elseif x1>=21.4759 then node 9 else PD

6 if x1<41.9076 then node 10 elseif x1>=41.9076 then node 11 else CO
7 class=PD

8 if x1<20.9903 then node 12 elseif x1>=20.9903 then node 13 else PD
9 class=PD

10 if x1<37.6222 then node 14 elseif x1>=37.6222 then node 15 else CO
11 class = CO

12 if x1<15.6221 then node 16 elseif x1>=15.6221 then node 17 else PD
13 class = CO

14 if x1<30.3572 then node 18 elseif x1>=30.3572 then node 19 else CO
15 class =PD

16 if x1<12.2461 then node 20 elseif x1>=12.2461 then node 21 else PD
17 if x1<17.578 then node 22 elseif x1>=17.578 then node 23 else PD
18 if x1<30.1407 then node 24 elseif x1>=30.1407 then node 25 else CO
19 if x1<35.0809 then node 26 elseif x1>=35.0809 then node 27 else CO
20 class = CO

21 if x1<14.8536 then node 28 elseif x1>=14.8536 then node 29 else PD
22 class = CO

23 if x1<18.3715 then node 30 elseif x1>=18.3715 then node 31 else PD
24 if x1<25.1575 then node 32 elseif x1>=25.1575 then node 33 else CO
25 class = PD

26 class = CO

27 if x1<35.373 then node 34 elseif x1>=35.373 then node 35 else CO
28 if x1<14.692 then node 36 elseif x1>=14.692 then node 37 else PD
29 class = PD

30 class =PD

31 if x1<19.3358 then node 38 elseif x1>=19.3358 then node 39 else PD
32 class=CO

33 if x1<26.4839 then node 40 elseif x1>=26.4839 then node 41 else CO
34 class = PD

35 class = CO

36 if x1<12.6865 then node 42 elseif x1>=12.6865 then node 43 else PD
37 class=CO

38 class = CO

39 class =PD

40 class =PD

41 class=CO

42 class =PD

43 if x1<13.5552 then node 44 elseif x1>=13.5552 then node 45 else PD
44 class=PD

45 if x1<13.6117 then node 46 elseif x1>=13.6117 then node 47 else PD
46 class =CO

47 class=PD

Sekil C.16: HHD’li Parkinson veri kiimesi i¢in 13. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gore siralandi)
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x1 < 18 Ll mz 10117

11.7213 Lxts= 117213 x1 < 230567t == 23.056
x1.8(11.8075 21 >= 11.8075 X1 < 22,4419 AxT5= 22.4419 x1 < 32107351 >= 32,1073
X196 17.1105 21 >= 17.%10522.1754 Ax1 >= 200 754 x1 < 28.9924 L1 == 28.9924 x1 < 38.468T4%1 >= 38.4681
x1 < 16.7505 Z4x1 >= 1 715021, 7704 L1 >= b7 704x1 < 23.5427 LagT >= 235427 ? 33.269 {451 >= 33.269 2
4 & x1<21.11M fx1 == 28,1111 K~ x1<23.6448 iyl »= 23,6448 x1 £464.0443 Sax1 »= 34.0443
%1 < 20.3565 /A%l >= 0.3565 E %1 < 28.9536 ] >= 28.9536 x1 < §4.6604 Sax1 >= 34,6604
& A %1 < 2511194551 »>= 25,1119 * x1< 30781 Jx1 >= 3527
X1 < 25.4767 AAx1 »= 254767 &2

L s x1 < 28.8075 =1 >= 2B.8075
x1 < 2B.6307 L8x1 »= 36307
x1 < 27.8363 £8x1 >= 2% 8363

x1 = 26.8375 /1 >= b 8375

Sekil C.17: HHD’li Parkinson veri kiimesi i¢in 35. 6znitelige gdre olusturulan karar agact modeli (Oznitelikler Shannon entropiye gére siralandr)
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1 if x1<19.117 then node 2 elseif x1>=19.117 then node 3 else PD

2 if x1<11.7213 then node 4 elseif x1>=11.7213 then node 5 else PD

3 if x1<23.056 then node 6 elseif x1>=23.056 then node 7 else CO

4 class = PD

5 if x1<11.8075 then node 8 elseif x1>=11.8075 then node 9 else PD

6 if x1<22.4419 then node 10 elseif x1>=22.4419 then node 11 else PD
7 if x1<32.1073 then node 12 elseif x1>=32.1073 then node 13 else CO
8 class = CO

9 if x1<17.1105 then node 14 elseif x1>=17.1105 then node 15 else PD
10 if x1<22.1754 then node 16 elseif x1>=22.1754 then node 17 else CO
11 class =PD

12 if x1<28.9924 then node 18 elseif x1>=28.9924 then node 19 else CO
13 if x1<38.4681 then node 20 elseif x1>=38.4681 then node 21 else CO
14 if x1<16.7505 then node 22 elseif x1>=16.7505 then node 23 else PD
15 class = PD

16 if x1<21.7704 then node 24 elseif x1>=21.7704 then node 25 else CO
17 class=CO

18 if x1<23.5427 then node 26 elseif x1>=23.5427 then node 27 else CO
19 class=CO

20 if x1<33.269 then node 28 elseif x1>=33.269 then node 29 else PD
21 class = CO

22 class = PD

23 class = CO

24 if x1<21.1111 then node 30 elseif x1>=21.1111 then node 31 else CO
25 class = PD

26 class = CO

27 if x1<23.6448 then node 32 elseif x1>=23.6448 then node 33 else CO
28 class = PD

29 if x1<34.0443 then node 34 elseif x1>=34.0443 then node 35 else PD
30 if x1<20.3565 then node 36 elseif x1>=20.3565 then node 37 else CO
31 class=CO

32 class = PD

33 if x1<28.9536 then node 38 elseif x1>=28.9536 then node 39 else CO
34 class = CO

35 if x1<34.6604 then node 40 elseif x1>=34.6604 then node 41 else PD
36 class=CO

37 class =PD

38 if x1<25.1119 then node 42 elseif x1>=25.1119 then node 43 else CO
39 class = PD

40 class = PD

41 if x1<35.2781 then node 44 elseif x1>=35.2781 then node 45 else PD
42 class = CO

43 if x1<25.4767 then node 46 elseif x1>=25.4767 then node 47 else CO
44 class = CO

45 class = PD

46 class = PD

47 if x1<28.8075 then node 48 elseif x1>=28.8075 then node 49 else CO
48 if x1<28.6307 then node 50 elseif x1>=28.6307 then node 51 else CO
49 class = CO

50 if x1<27.8363 then node 52 elseif x1>=27.8363 then node 53 else CO
51 class = PD

52 if x1<26.8375 then node 54 elseif x1>=26.8375 then node 55 else CO
53 class = CO

54 class = CO

55 class = PD

Sekil C.18: HHD’li Parkinson veri kiimesi i¢in 35. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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x1 < 0.62842 4 %1 == 0.62842

%1 < 05227 1L 5= 0.52271 x1 < 1.0365%1 >= 1.0365
%1 < 024537 £51 »=0.24537 x1 < 05856451 >= 0.585645 x1 < 0786405 281 >= 0786405  x1< 1.67715 w1 »= 167715
=% x1 < 0.46375 /opdl =0 BB *1 == 0.5 »i4 %1 < 073154 L2 1 == QT2 1EBB0205 P & b= (1 ATTIEE <ol =% T 2061 >= 1

x1 < 0.462395 /Ax1 >= 0 MB2909rB255 /a1 >= 0578255  x1< 072111 J4x1 >= 0. FPK10.88171 /Ax1 I GMBITT2 lx1 >= BI4TH. @

%1 < 0.44263 /Ax1 >= 04263 %1 < 0.71446 JAx1 >= 0.783480.84477 [ >= (WB44T7

< 0.439665 /4 1 >= (B439665 x1< 071111 44 1>=0.8111
/1 == 08
& A x1 < 068302 /4x1 >= (88302

x1< 068014 /{1 >= W68014

Sekil C.19: HHD’li Parkinson veri kiimesi i¢in 131. 6znitelige gore olusturulan karar agact modeli (Oznitelikler Shannon entropiye gore
siralandi)
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OCoOoO~NouThhWwWwN P

if x1<0.62842 then node 2 elseif x1>=0.62842 then node 3 else PD

if x1<0.52271 then node 4 elseif x1>=0.52271 then node 5 else CO

if x1<1.0365 then node 6 elseif x1>=1.0365 then node 7 else PD

if x1<0.24537 then node 8 elseif x1>=0.24537 then node 9 else CO

if x1<0.585645 then node 10 elseif x1>=0.585645 then node 11 else CO
if x1<0.786405 then node 12 elseif x1>=0.786405 then node 13 else PD
if x1<1.67715 then node 14 elseif x1>=1.67715 then node 15 else PD
class = PD

if x1<0.46375 then node 16 elseif x1>=0.46375 then node 17 else CO

if x1<0.55614 then node 18 elseif x1>=0.55614 then node 19 else PD
class = CO

if x1<0.73154 then node 20 elseif x1>=0.73154 then node 21 else PD
if x1<0.889205 then node 22 elseif x1>=0.889205 then node 23 else PD
if x1<1.15705 then node 24 elseif x1>=1.15705 then node 25 else PD
if x1<1.729 then node 26 elseif x1>=1.729 then node 27 else PD

if x1<0.462395 then node 28 elseif x1>=0.462395 then node 29 else CO
class = CO

class = PD

if x1<0.578255 then node 30 elseif x1>=0.578255 then node 31 else PD
if x1<0.72111 then node 32 elseif x1>=0.72111 then node 33 else PD
class = PD

if x1<0.88171 then node 34 elseif x1>=0.88171 then node 35 else CO
class = PD

if x1<1.1472 then node 36 elseif x1>=1.1472 then node 37 else PD
class = PD

class = CO

class = PD

if x1<0.44263 then node 38 elseif x1>=0.44263 then node 39 else CO
class = PD

class = CO

class = PD

if x1<0.71446 then node 40 elseif x1>=0.71446 then node 41 else PD
class = CO

if x1<0.84477 then node 42 elseif x1>=0.84477 then node 43 else CO
class = CO

class = PD

class = CO

if x1<0.439665 then node 44 elseif x1>=0.439665 then node 45 else CO
class = CO

if x1<0.71111 then node 46 elseif x1>=0.71111 then node 47 else PD
class = PD

class = CO

class = PD

class = CO

class = PD

if x1<0.68302 then node 48 elseif x1>=0.68302 then node 49 else PD
class = CO

if x1<0.68014 then node 50 elseif x1>=0.68014 then node 51 else PD
class = PD

class = PD

class = CO

Sekil C.20: HHD’li Parkinson veri kiimesi i¢in 131. dznitelige gore olusturulan karar

agac1 kural modeli (Oznitelikler Shannon entropiye gore siralandi)
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x1 < 206.51-L%1 >= 206.51

x1 < 239.226 LT >= 239.226 x1 < 303.63924x1 >= 303.639
x1 < 230.602 £%%1 >= 230.602 x1 < 243675241 »= 243.675 ,  x1<321.048 Fax1 »= 321.048
x1 < 229,306 441 >= 229.796 R x1 < 285.015 741 >= 285 045317.211 /A1 L3468 158Fhx1 >= 346.4
x1< 182.852 /%1 >= 182.852 2 x1< 271.643 /x1 >= 2718643 305.637 /Ax1 >= 3M3.679R1.500 Jax1 >= 3
| < 142,178 /&1 ==18850TH~ 1 >= 186.504 x1 < 269.929 J&x1 >= 263929 . & Ll .
141.35 /w1 5= 1n1 858 208.046 Sl == 208.046 x1 < 256.45 41 >= 258,45
g 2 x1.9214.164 Bl »= 214.164 x1 < 251.142 £{%1 »= 2%1.142

) AT
x1 1.D32 1 ==221.032 eh B

x1 < 32.074 Jaxl == 222.074

Sekil C.21: HHD’li Parkinson veri kiimesi i¢in 45. dznitelige gore olusturulan karar agaci modeli (Oznitelikler Shannon entropiye gore siralandi)
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1 if x1<296.51 then node 2 elseif x1>=296.51 then node 3 else PD

2 if x1<239.226 then node 4 elseif x1>=239.226 then node 5 else PD

3 if x1<303.639 then node 6 elseif x1>=303.639 then node 7 else CO

4 if x1<230.602 then node 8 elseif x1>=230.602 then node 9 else PD

5 if x1<243.675 then node 10 elseif x1>=243.675 then node 11 else PD
6 class = CO

7 if x1<321.048 then node 12 elseif x1>=321.048 then node 13 else CO
8 if x1<229.396 then node 14 elseif x1>=229.396 then node 15 else PD
9 class = PD

10 class=CO

11 if x1<285.015 then node 16 elseif x1>=285.015 then node 17 else PD
12 if x1<317.211 then node 18 elseif x1>=317.211 then node 19 else CO
13 if x1<346.455 then node 20 elseif x1>=346.455 then node 21 else CO
14 if x1<182.852 then node 22 elseif x1>=182.852 then node 23 else PD
15 class = CO

16 if x1<271.643 then node 24 elseif x1>=271.643 then node 25 else PD
17 class=CO

18 if x1<305.637 then node 26 elseif x1>=305.637 then node 27 else CO
19 class = PD

20 class=CO

21 if x1<351.509 then node 28 elseif x1>=351.509 then node 29 else CO
22 if x1<142.178 then node 30 elseif x1>=142.178 then node 31 else PD
23 if x1<186.504 then node 32 elseif x1>=186.504 then node 33 else PD
24 if x1<269.929 then node 34 elseif x1>=269.929 then node 35 else PD
25 class = PD

26 class =PD

27 class = CO

28 class = PD

29 class = CO

30 if x1<141.35 then node 36 elseif x1>=141.35 then node 37 else PD
31 class =PD

32 class = CO

33 if x1<208.046 then node 38 elseif x1>=208.046 then node 39 else PD
34 if x1<256.45 then node 40 elseif x1>=256.45 then node 41 else PD
35 class = CO

36 class =PD

37 class=CO

38 class =PD

39 if x1<214.164 then node 42 elseif x1>=214.164 then node 43 else PD
40 if x1<251.142 then node 44 elseif x1>=251.142 then node 45 else PD
41 class = PD

42 class = CO

43 if x1<221.032 then node 46 elseif x1>=221.032 then node 47 else PD
44 class = PD

45 class = CO

46 class = PD

47 if x1<222.074 then node 48 elseif x1>=222.074 then node 49 else PD
48 class = CO

49 class = PD

Sekil C.22: HHD’li Parkinson veri kiimesi i¢in 45. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gore siralandi)
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%1 < -0.52695+ %1 >= -0.52695

x1 < -1.09325.8x1 >= -1.09325 x1 < 0.11007523%1 >= -0.110075
x1 < -1.2891 /%1 >= -1.2891 x1 < -0.622645 %1 >= -0.622645 x1 < -0.140345.44%1 >= -0.140345 :
®1 < -1.29745 &1 >= -1.29 o %1 < -0.80511 Ax1 >= -0.B01 & -0.457915 (41 >= -0.457915 ),
%1 < -1.3905 £ 1>=-1.3908 x1 < -0.866325 44, 1 >=-0.838325 L3 x1 < 044477 B3x1 >= -0.44477
x1 < -1.439 L1 >= -1.4338. x1 < -0.918175 L% 1 »= -0.d 18175 & x1 < -0.19895 241 >= -0.19895
-1.96575 £4x 1 >= -1.965% x1 < -1.00282 £dx 1 >= - 1990282 x1 < -0.40633 L% 1 >= -0.40633 2

X1 81.6882 Jix1 >= -1.6882 x M -0.3572 A1 >= -0.3572

PD CO

4 & x1 < W34T765 1 >= -0.347765

CO PD

Sekil C.23: HHD’li Parkinson veri kiimesi i¢in 129. 6znitelige gdre olusturulan karar agact modeli (Oznitelikler Shannon entropiye gore
stralandi)
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O©Ooo~No ok, wWN P

if x1<-0.52695 then node 2 elseif x1>=-0.52695 then node 3 else PD

if x1<-1.09325 then node 4 elseif x1>=-1.09325 then node 5 else CO

if x1<-0.110075 then node 6 elseif x1>=-0.110075 then node 7 else PD

if x1<-1.2891 then node 8 elseif x1>=-1.2891 then node 9 else CO

if Xx1<-0.622645 then node 10 elseif x1>=-0.622645 then node 11 else CO
if x1<-0.140345 then node 12 elseif x1>=-0.140345 then node 13 else PD
class = PD

if x1<-1.29745 then node 14 elseif x1>=-1.29745 then node 15 else CO
class = CO

if x1<-0.80511 then node 16 elseif x1>=-0.80511 then node 17 else PD
class=CO

if x1<-0.457915 then node 18 elseif x1>=-0.457915 then node 19 else PD
class = CO

if x1<-1.3905 then node 20 elseif x1>=-1.3905 then node 21 else CO
class = PD

if x1<-0.866325 then node 22 elseif x1>=-0.866325 then node 23 else CO
class = PD

class = PD

if x1<-0.44477 then node 24 elseif x1>=-0.44477 then node 25 else PD
if x1<-1.439 then node 26 elseif x1>=-1.439 then node 27 else CO
class = CO

if x1<-0.918175 then node 28 elseif x1>=-0.918175 then node 29 else PD
class=CO

class = CO

if x1<-0.19895 then node 30 elseif x1>=-0.19895 then node 31 else PD
if x1<-1.96575 then node 32 elseif x1>=-1.96575 then node 33 else CO
class = PD

if x1<-1.00282 then node 34 elseif x1>=-1.00282 then node 35 else PD
class = PD

if x1<-0.40633 then node 36 elseif x1>=-0.40633 then node 37 else PD
class = PD

class = CO

if x1<-1.6882 then node 38 elseif x1>=-1.6882 then node 39 else CO
class = PD

class = CO

class = PD

if x1<-0.3572 then node 40 elseif x1>=-0.3572 then node 41 else PD
class = PD

class=CO

class = PD

if x1<-0.347765 then node 42 elseif x1>=-0.347765 then node 43 else PD
class = CO

class = PD

Sekil C.24: HHD’li Parkinson veri kiimesi i¢in 129. 6znitelige gore olusturulan karar

agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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%1 < 31926.3-£%%1 = 31926 3
x1 < 425419 Lt 5= 4254.19 x1 < B3FI6 T+l >= 834367
< -974.71 £A%1 »=-974.71  x1 < 71320791 >= 7132.01 x1< 38142 64451 >= 38142 6 S
49.67 Z4x1 > 816486 x1 < 26635 371 >= 26635.3 % x1 < 38396521 »= 38396.5
. & x1< 19821 6.45%1 >= 198216 x1< 27839.87%1 >= 278 x1< 68171521 >= 681715
x1< 19199.4 L51 >xHOTHBA4 I /x1 >=226143 4 & x1 < 65176.1.L5%1 >= 65176.1
x1 < B261.17 /X1 >= 8261.17 b, x 1% 22986 Mx1 == 22086 x1 < 40075.8 L4%1 >= 40075.8 % )
x14(9843.9 M1 >= 9843.9 x1 423251 Mx1 == 23251 K x1<45232.3 Fax1 »= 45232.3
x1< 05274 /a1 >= 125274 x1< 2505 /41 >=23350.5 x1 < 44081xK% 550584080 1 >= 55053.1
x1< 12086.1 M1 >= 12086.1 Ly x1 < 405223 /x1 > W 058aB68 M1 >= 56668
CO PD PO CO FD CO

Sekil C.25: HHD’li Parkinson veri kiimesi i¢in 81. 6znitelige gdre olusturulan karar agact modeli (Oznitelikler Shannon entropiye gére siralandi)
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1 if x1<31926.3 then node 2 elseif x1>=31926.3 then node 3 else PD

2 if x1<4254.19 then node 4 elseif x1>=4254.19 then node 5 else PD

3 if x1<83436.7 then node 6 elseif x1>=83436.7 then node 7 else CO

4 if x1<-974.71 then node 8 elseif x1>=-974.71 then node 9 else PD

5 if x1<7132.01 then node 10 elseif x1>=7132.01 then node 11 else PD
6 if x1<38142.6 then node 12 elseif x1>=38142.6 then node 13 else CO
7 class = PD

8 if x1<-1649.67 then node 14 elseif x1>=-1649.67 then node 15 else PD
9 class =PD

10 class=CO

11 if x1<26635.3 then node 16 elseif x1>=26635.3 then node 17 else PD
12 class=CO

13 if x1<38396.5 then node 18 elseif x1>=38396.5 then node 19 else CO
14 class = PD

15 class=CO

16 if x1<19821.6 then node 20 elseif x1>=19821.6 then node 21 else PD
17 if x1<27839.8 then node 22 elseif x1>=27839.8 then node 23 else PD
18 class = PD

19 if x1<68171.5 then node 24 elseif x1>=68171.5 then node 25 else CO
20 if x1<19199.4 then node 26 elseif x1>=19199.4 then node 27 else PD
21 if x1<22614.3 then node 28 elseif x1>=22614.3 then node 29 else PD
22 class=CO

23 class = PD

24 if x1<65176.1 then node 30 elseif x1>=65176.1 then node 31 else CO
25 class=CO

26 if x1<8261.17 then node 32 elseif x1>=8261.17 then node 33 else PD
27 class=CO

28 class = PD

29 if x1<22986 then node 34 elseif x1>=22986 then node 35 else PD

30 if x1<40075.8 then node 36 elseif x1>=40075.8 then node 37 else CO
31 class =PD

32 class=PD

33 if x1<9843.9 then node 38 elseif x1>=9843.9 then node 39 else PD
34 class=CO

35 if x1<23251 then node 40 elseif x1>=23251 then node 41 else PD

36 class=CO

37 if x1<45232.3 then node 42 elseif x1>=45232.3 then node 43 else CO
38 class=CO

39 if x1<12527.4 then node 44 elseif x1>=12527.4 then node 45 else PD
40 class = PD

41 if x1<23350.5 then node 46 elseif x1>=23350.5 then node 47 else PD
42 if x1<44081 then node 48 elseif x1>=44081 then node 49 else CO

43 if x1<55053.1 then node 50 elseif x1>=55053.1 then node 51 else CO
44 class = PD

45 if x1<12986.1 then node 52 elseif x1>=12986.1 then node 53 else PD
46 class = CO

47 class = PD

48 if x1<40522.3 then node 54 elseif x1>=40522.3 then node 55 else CO
49 class = PD

50 class =CO

51 if x1<56668 then node 56 elseif x1>=56668 then node 57 else CO

52 class=CO

53 class = PD

54 class = PD

55 class = CO

56 class = PD

57 class=CO

Sekil C.26: HHD’li Parkinson veri kiimesi i¢in 81. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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®1 = 17, £ = -17.1217

1 < -34.7457 J=%T >= -34.7457 x1 < 162081 == 16.2081
48.4577 /&x1 >= -4R.4577x1 < -3.53 Lt =-3.53 x1 < 65094341 = 65.9943
S 1 X x1 < 5447751 >= 54477 x1 < 31.8027 4551 == 31.8027 »
> x1 < 55485 %1 >= 5.5486 %1 < 27.9485 LA 1 #1327 S918843 Y1 >= 49.5443

%1 < 13.55777501 s £FTF8 A1 == 20 T18 /w1 >= 405918
St
x1< 129763441 >= 129763 » & & < N
%1 < B.16505 S5%1 »= 8.16505
%1 < B.05375 £=5%1 =% BOBTEIE w1 >= 5.9846
x1 < 6.39945 £2x1 >=6.39948  x¥< 9057 Sl >= 9.057

x1.46.4761 Ax1 >= 6.4761 o

CO FD

Sekil C.27: HHD’li Parkinson veri kiimesi i¢in 87. 6znitelige gdre olusturulan karar agact modeli (Oznitelikler Shannon entropiye gére siralandi)
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if x1<-17.1217 then node 2 elseif x1>=-17.1217 then node 3 else PD
if x1<-34.7457 then node 4 elseif x1>=-34.7457 then node 5 else CO
if x1<16.2081 then node 6 elseif x1>=16.2081 then node 7 else PD

if x1<-48.4577 then node 8 elseif x1>=-48.4577 then node 9 else CO
class = CO

if x1<-3.53 then node 10 elseif x1>=-3.53 then node 11 else PD

if Xx1<65.9943 then node 12 elseif x1>=65.9943 then node 13 else CO
class = CO

class = PD

10 class = PD

11 if x1<5.4477 then node 14 elseif x1>=5.4477 then node 15 else PD
12 if x1<31.8027 then node 16 elseif x1>=31.8027 then node 17 else CO
13 class =PD

14 class = PD

15 if x1<5.5486 then node 18 elseif x1>=5.5486 then node 19 else PD
16 if x1<27.9485 then node 20 elseif x1>=27.9485 then node 21 else CO
17 if x1<49.5443 then node 22 elseif x1>=49.5443 then node 23 else CO
18 class = CO

19 if x1<13.5517 then node 24 elseif x1>=13.5517 then node 25 else PD
20 if x1<27.0178 then node 26 elseif x1>=27.0178 then node 27 else CO
21 class = CO

22 if x1<40.5918 then node 28 elseif x1>=40.5918 then node 29 else PD
23 class = CO

24 if x1<12.9763 then node 30 elseif x1>=12.9763 then node 31 else PD
25 class = PD

26 class = CO

27 class = PD

28 class = CO

29 class = PD

30 if x1<8.16505 then node 32 elseif x1>=8.16505 then node 33 else PD
31 class=CO

32 if x1<8.05375 then node 34 elseif x1>=8.05375 then node 35 else PD
33 if x1<8.9846 then node 36 elseif x1>=8.9846 then node 37 else PD
34 if x1<6.39945 then node 38 elseif x1>=6.39945 then node 39 else PD
35 class = CO

36 class =PD

37 if x1<9.057 then node 40 elseif x1>=9.057 then node 41 else PD

38 class=PD

39 if x1<6.4761 then node 42 elseif x1>=6.4761 then node 43 else PD
40 class=CO

41 class=PD

42 class=CO

43 class=PD

Ooo~No ok, wWwN P

Sekil C.28: HHD’li Parkinson veri kiimesi i¢in 87. 6znitelige gore olusturulan karar
agaci kural modeli (Oznitelikler Shannon entropiye gére siralandi)
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Cizelge C.46: FFD uygulanmis, CfsSubsetEval ile ozellik se¢cimi yapilmis ve
normalize edilmis Parkinson veri kiimesi lizerinde Yapay Sinir Agi’nin siniflandirma
sonuclar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test i¢cin kullanilmistir.
Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?Stlm M Egitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 83.10+£3.75 84.00+7.20 81.87+7.84 83.05+2.34
50 83.54+3.38 83.33+£7.28 82.1349.73 83.29+2.11
100 83.39+4.05 81.07+6.88 82.53+£7.89 82.91+£3.39
150 83.36+2.47 84.27+6.88 82.13+5.73 83.31+1.81
200 82.20+2.50 82.93+9.15 83.73+6.96 82.55+2.34
250 83.65+2.31 86.00+6.10 81.60+£7.47 83.70+1.47
300 83.914+3.15 83.33+6.81 78.80+6.14 83.05+2.65
350 82.43+3.96 85.20+8.21 80.27+7.50 82.53+3.04
400 82.78+3.66 84.00+8.53 79.20+£8.50 82.42+3.00
Ortalama 83.15 83.79 81.36 82.98
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Cizelge C.47: Gaussian2 uygulanmig, CfsSubsetEval ile 6zellik se¢imi yapilmis ve
normalize edilmis Parkinson veri kiimesi lizerinde Yapay Sinir Ag1’nin siniflandirma
sonuclar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test i¢in kullanilmistir.
Herbir deney 30 kere gergeklestirildi)

G'Z'S'aﬁf‘st{“ M Bgitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 84.23+3.60 83.07+£7.91 79.73+£6.64 83.37+2.89
50 83.59+4.16 82.53+7.75 77.87£7.77 82.57+3.65
100 83.68+5.54 84.67+£6.48 78.67+£9.70 83.07+4.91
150 83.48+2.87 82.934+6.12 80.80+6.16 82.994+2.66
200 84.81+2.95 82.67+9.59 77.73+£9.38 83.41+£2.30
250 83.19+5.73 80.53+6.10 82.13+9.26 82.63+4.85
300 82.41+4.98 80.13+8.17 79.60+7.60 81.64+4.36
350 83.86+2.11 82.40+6.61 80.67+8.86 83.154+2.02
400 83.71+4.75 80.53+8.65 81.60+6.53 82.91+£3.76
Ortalama 83.66 82.16 79.87 82.86
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Cizelge C.48: BiorSplines3.3 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis
ve normalize edilmis Parkinson veri kiimesi {izerinde Yapay Sinir Agi’nin
siiflandirma sonuglar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test icin
kullanilmistir. Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?Stlm M Egitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 84.75+3.44 86.53+7.08 82.80+6.74 84.73+2.64
50 85.65+3.75 82.80+7.14 80.40+8.29 84.424+2.59
100 86.00+4.36 85.20+6.74 80.80+7.08 85.09+3.50
150 85.5443.08 82.67+5.59 81.60+9.37 84.51+1.89
200 85.19+4.22 85.20+7.51 83.73+5.65 84.97+2.85
250 86.29+3.69 84.93+6.86 82.27+6.27 85.47+2.83
300 86.09+2.66 81.60+5.72 80.13+6.34 84.51+2.29
350 84.61+2.80 84.27+6.12 83.07+6.45 84.3242.37
400 86.32+4.07 82.13+7.98 83.20+5.79 85.21+£2.92
Ortalama 85.60 83.93 82.00 84.80
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Cizelge C.49: Coiflets2 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis ve
normalize edilmis Parkinson veri kiimesi lizerinde Yapay Sinir Ag1’nin siniflandirma
sonuclar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test i¢in kullanilmistir.
Herbir deney 30 kere gergeklestirildi)

Gizli Katman

Sayrst Egitim (%) D"g(l;zl)ama Test (%) Tiimii (%)
10 85.10+3.18 84.13+6.34 82.67+7.81 84.59+1.80
50 84.55+3.34 83.20+7.31 83.60+6.92 84.20+2.91
100 84.58+3.42 83.87+8.63 83.20+5.40 84.26+2.83
150 85.36+4.60 86.40+5.81 80.13+8.69 84.73+3.14
200 84.23+4.97 83.60+6.92 82.13+£7.91 83.82+4.40
250 84.55+£3.25 82.93+6.96 82.00+8.39 83.92+2.60
300 84.554+3.38 83.60+6.75 81.73+7.25 83.984+2.52
350 82.90+4.65 82.80+6.32 82.93+5.94 82.894+3.30
400 84.78+3.46 83.73+£6.96 82.67+£8.23 84.30+2.78

Ortalama 84.51 83.81 82.34 84.08
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Cizelge C.50: Daubechies2 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis
ve normalize edilmis Parkinson veri kiimesi {izerinde Yapay Sinir Agi’nin
siiflandirma sonuglar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test icin
kullanilmistir. Herbir deney 30 kere gergeklestirildi)

Gizli Katman

Sayrst Egitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 85.88+3.93 84.67+£7.13 80.93+£7.91 84.95+2.94
50 85.07+5.08 84.40+7.15 80.27+6.88 84.24+4.15
100 84.96+3.82 82.53+£6.52 82.00+£6.45 84.14+2.80
150 84.32+4.64 82.80+8.80 80.40+7.00 83.494+3.79
200 84.93+4.87 82.80+7.51 80.13+7.08 83.88+3.93
250 85.57+£3.12 84.00+£6.48 79.87+£9.37 84.46+3.02
300 84.23+4.97 86.67+8.49 81.87+6.70 84.2443.88
350 84.75+3.39 82.93+8.40 82.53+8.17 84.14+1.99
400 85.80+6.12 86.13£7.91 80.80+5.50 85.09+5.04

Ortalama 85.06 84.10 80.98 84.29
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Cizelge C.51: Daubechies3 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis
ve normalize edilmis Parkinson veri kiimesi {izerinde Yapay Sinir Agi’nin
siiflandirma sonuglar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test i¢in
kullanilmistir. Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?:T M Bgitim (%) D"g(l(',zl)ama Test (%) Tiimii (%)
10 86.17+2.84 84.40+6.84 84.67+£6.97 85.68+2.38
50 86.12+5.05 85.33+6.83 83.33+£7.94 85.58+4.17
100 87.71+£3.95 87.20+£7.53 83.07+£6.45 86.93+3.62
150 84.994+5.75 84.13+8.76 82.53+7.54 84.48+5.23
200 86.35+3.09 85.87+£6.45 81.07£9.15 85.47+2.80
250 86.87+£2.82 83.47+£7.91 84.53+6.95 86.00+2.33
300 85.86+3.60 85.334+6.67 83.4749.14 85.41+3.36
350 85.91+4.52 84.67+8.41 84.27+7.27 85.47+3.07
400 86.75+2.09 85.87+£7.18 83.60+5.79 86.14+£1.72
Ortalama 86.30 85.14 83.39 85.68
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Cizelge C.52: Daubechies4 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis
ve normalize edilmis Parkinson veri kiimesi {izerinde Yapay Sinir Agi’nin
siiflandirma sonuglar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test icin
kullanilmistir. Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?Stlm M Egitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 84.84+2.97 81.73+£7.40 80.67+5.05 83.74+2.33
50 84.09+4.72 82.67+£7.74 80.27+7.35 83.29+3.86
100 83.80+4.36 82.53+7.75 80.67+£7.13 83.13+3.19
150 83.044+4.78 83.73+6.21 80.67+7.94 82.79+3 .84
200 84.12+4.27 82.27+7.33 82.40+6.94 83.58+3.33
250 84.14+2.90 80.53+£7.33 80.00+6.64 82.97+£2.03
300 83.19+5.83 81.73+£7.33 80.80+7.68 82.61+5.09
350 83.51+3.02 81.87+6.87 81.73+7.02 82.994+2.52
400 84.84+3.45 83.60+£6.42 80.93+6.62 84.06+2.04
Ortalama 83.95 82.30 80.90 83.24

450



Cizelge C.53: Daubechies5 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis
ve normalize edilmis Parkinson veri kiimesi {izerinde Yapay Sinir Agi’nin
siiflandirma sonuglar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test i¢in
kullanilmistir. Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?:T M Bgitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 84.67+3.92 85.07+6.21 81.734+8.05 84.284+2.67
50 84.75+4.52 83.87+6.77 82.27+6.01 84.24+3.01
100 83.97+4.62 83.20+8.36 81.60+6.78 83.49+4.18
150 85.57+3.57 86.00+5.83 83.33+7.21 85.29+2.34
200 84.55+£3.38 84.27+6.64 82.00+5.92 84.12+£2.73
250 84.70+3.60 85.60+7.55 80.80+8.69 84.24+2 98
300 84.554+3.35 83.60+9.24 81.87+8.71 84.00+2.53
350 83.57+2.90 83.47+7.26 82.27+6.10 83.354+2.35
400 84.38+2.99 82.00+£9.32 80.13+6.68 83.37+2.46
Ortalama 84.52 84.12 81.78 84.04
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Cizelge C.54: Daubechies6 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis
ve normalize edilmis Parkinson veri kiimesi {izerinde Yapay Sinir Agi’nin
siiflandirma sonuglar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test i¢in
kullanilmistir. Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?Stlm M Egitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 84.09+1.99 84.27+5.84 82.67+6.33 83.90+1.64
50 84.52+3.28 83.73+6.03 84.274+8.27 84.36+2.13
100 85.30+£3.24 83.73£7.12 80.80+6.92 84.38+2.22
150 84.67+4.77 84.40+6.84 81.33+7.67 84.124+3.60
200 84.72+2.05 83.47+6.87 82.13+5.43 84.14+1.49
250 85.13+5.31 84.80+7.68 78.80+£9.29 84.12+4.55
300 84.41+2.71 82.53+6.77 84.13+7.46 84.08+1.52
350 84.43+2.60 82.13+6.79 80.93+7.10 83.56%1.76
400 84.29+2 .88 82.53+£7.46 83.60+8.49 83.92+2 .35
Ortalama 84.62 83.51 82.07 84.06
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Cizelge C.55: Daubechies7 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis
ve normalize edilmis Parkinson veri kiimesi lizerinde Yapay Sinir Agi’nin
siiflandirma sonuglar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %15°1 test i¢in
kullanilmistir. Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?:T M Bgitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 87.19+4.34 86.67+6.59 80.80+6.76 86.14+3.01
50 85.88+4.09 83.60+6.51 82.53+6.93 85.03+3.59
100 86.06+3.09 84.67+7.21 84.00+7.20 85.54+2.14
150 86.99+6.50 84.93+8.25 81.87+6.95 85.90+5.15
200 85.91+£3.50 83.87+6.77 83.60+6.33 85.25+2.37
250 85.71+£3.01 84.27+7.86 81.73+£8.12 84.89+2.02
300 86.32+3.70 82.80+7.36 82.40+7.97 85.19+2.71
350 86.84+2.66 84.53+7.18 82.53+5.99 85.84+1.85
400 86.81+£3.21 85.33+£5.59 82.53+6.60 85.944+2.21
Ortalama 86.41 84.52 82.44 85.52
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Cizelge C.56: DMeyer uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis ve
normalize edilmis Parkinson veri kiimesi iizerinde Yapay Sinir Ag1’nin siniflandirma
sonuclar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %151 test i¢in kullanilmustir.
Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?Stlm M Egitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 88.52+4.49 86.80+7.94 82.67+8.29 87.37+3.74
50 89.19+5.01 85.20+7.44 82.13+£7.41 87.52+4.19
100 89.22+4.26 87.87+£7.54 83.60+6.51 88.16+3.54
150 88.43+4.80 84.934+8.83 81.60+6.61 86.87+4.41
200 88.06+6.01 84.93+6.27 81.07+£9.27 86.53+4.99
250 87.68+5.39 85.73£7.98 83.33+6.31 86.73+4.51
300 86.81+5.02 82.80+7.73 85.07+7.27 85.94+3.77
350 88.64+4.19 84.80+8.03 83.87+7.82 87.334+3.46
400 87.01+£3.72 84.67+£6.04 81.73+£7.40 85.86+2.62
Ortalama 88.17 85.30 82.79 86.92
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Cizelge C.57: Haar uygulanmis, CfsSubsetEval ile o6zellik se¢imi yapilmis ve
normalize edilmis Parkinson veri kiimesi lizerinde Yapay Sinir Ag1’nin siniflandirma
sonuclar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %151 test i¢in kullanilmustir.
Herbir deney 30 kere ger¢eklestirildi)

G'ZIS';;?:T M Bgitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 87.07+£2.95 86.13+8.90 84.13+6.85 86.48+2.43
50 89.10+3.18 86.93+£7.27 84.00+5.25 88.00+2.40
100 88.26+2.55 86.53+6.60 81.73+£8.71 87.01+1.83
150 86.43+4.38 86.67+6.91 83.87+7.16 86.08+3.57
200 86.32+3.60 86.93+5.55 83.33+£7.51 85.96+3.57
250 87.07+£3.64 84.00+9.16 82.53+5.89 85.9242.94
300 86.78+4.11 85.07+7.04 83.07+6.62 85.96+3.45
350 87.86+2.55 83.73+6.72 83.87+9.42 86.63+2.00
400 87.68+2.93 86.13+5.82 82.13+8.45 86.61+2.24
Ortalama 87.40 85.79 83.18 86.52
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Cizelge C.58: Symlets2 uygulanmis, CfsSubsetEval ile 6zellik se¢imi yapilmis ve
normalize edilmis Parkinson veri kiimesi iizerinde Yapay Sinir Ag1’nin siniflandirma
sonuclar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %151 test i¢in kullanilmustir.
Herbir deney 30 kere gergeklestirildi)

G'ZIS';;?Stlm M Egitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 84.75+5.39 83.33+£7.94 79.60+6.75 83.76+4.79
50 85.42+3.74 84.93+£7.33 79.47+6.54 84.4442.77
100 85.25+5.79 81.73+7.25 82.80+7.21 84.34+4.14
150 85.5443.56 84.80+7.89 81.20+6.90 84.77+2.45
200 85.04+4.14 83.87+7.61 82.00+£7.91 84.40+3.07
250 85.45+£3.52 83.33+£7.36 81.33+8.81 84.51+2.81
300 84.87+3.44 85.87+6.28 80.53+7.56 84.36+2.43
350 84.61+2.59 82.93+7.42 81.60+8.64 83.90+2.09
400 84.78+4.63 83.87+£8.37 81.73+£5.43 84.18+3.79
Ortalama 85.08 83.85 81.14 84.30

456



Cizelge C.59: HHD uygulanmis, CfsSubsetEval ile 06zellik se¢imi yapilmis ve
normalize edilmis Parkinson veri kiimesi iizerinde Yapay Sinir Ag1’nin siniflandirma
sonuclar1 (Verinin %70’1 egitim, %15°1 dogrulama ve %151 test i¢in kullanilmstir.
Herbir deney 30 kere ger¢eklestirildi)

G'ZIS';;?:T M Bgitim (%) D"g(ﬁzl)ama Test (%) Tiimii (%)
10 84.70+3.53 81.60+7.09 81.07+8.59 83.68+2.81
50 84.75+4.47 81.60+7.02 78.80+6.49 83.374+3.31
100 85.13+4.93 81.07+6.96 76.67+£7.87 83.23+3.84
150 83.9444.30 82.934+8.85 79.20+8.88 83.07+3.13
200 83.91+6.04 81.33+9.06 80.67+£8.28 83.03+4.84
250 83.74+3.90 80.00+8.85 78.80+£6.23 82.4242 .96
300 83.57+4.38 84.13+7.08 76.93+10.22 82.65+3.47
350 83.88+4.46 80.00+7.72 80.934+8.05 82.85+3.65
400 83.13+6.14 82.00+£7.41 76.53£7.70 81.96+4.64
Ortalama 84.08 81.63 78.84 82.92
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