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İLERİ VERİ İŞLEM YÖNTEMLERİ İLE SU 
KAYNAKLARININ KULLANIMI VE PLANLANMASININ 

OPTİMİZASYONU 

ÖZET 

Suyun tarımsal faaliyetler, ekonomi, sağlık, enerji kaynaklarının kullanımı 

ve hijyen ile karmaşık bir ilişkisi vardır. İklim değişiklikleri ve artan nüfus göz 

önüne alındığında önümüzdeki yıllarda su kaynaklarımızda yetersizlik yaşanması 

muhtemel büyük sorunların başında gelmektedir. Temiz su kaynaklarının 

korunması ve daha verimli kullanılması, uzun süre temiz ve kullanılabilir 

kalmasının geliştirilmesi gerekliliği büyük önem taşımaktadır. Mevcut su 

potansiyelinin ekonomik olarak kullanılması, suyun ve kullanımının verimli hale 

getirilmesi gerekmektedir. Buradan yola çıkarak mevcut suyun kullanılabileceği 

miktarın ve gelecekte su potansiyelinin ne kadar değişeceğinin öngörüsü su 

planlaması için büyük önem taşımaktadır. 

İklim değişiklikleri, mevsimsel dalgalanmalar ayrıca nüfus artışı ve birçok 

nedenle küresel sorunlar artmakta ve su kaynaklarının sürdürülebilir yönetimi 

önemli ölçüde bir endişe kaynağı haline gelmektedir. 

Bu bilimsel tez çalışmasında, Türkiye’deki farklı akarsu havzalarından 

seçilen nehirlerin akım ortalama hızları tahmin edilmeye çalışılmıştır. Çalışma, 

günlük ortalama yağış ve günlük ortalama hava sıcaklığı değerleri ile günlük 

ortalama akış verilerinin kapsamlı bir analizini içerir, gelecekteki su potansiyelini 

tahmin etme karmaşıklığını çözmeyi amaçlamıştır. Araştırmada doğrusal 

regresyon (LR ), destek vektörü regresyonu ( SVR ), karar ağacı ( DT ), rastgele 

orman ( RF ) ve ekstra ağaç regresyonu ( ETR ) olarak kısaltılmıştır. Bu 

yöntemler, veri kümesi içinde örülen kalıpları deşifre etmek için özenle 

kullanılmıştır. Sonuçlar su dinamiklerinin bilinçli bir şekilde anlaşılmasını 

olanaklı kılmıştır. Tahmin doğruluğunu arttırmak için, dalgacık dönüşümü (WT) 

tekniğinin çok önemli bir rol üstlendiği bir hibrit yaklaşım göz önüne alınmıştır. 
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Veri setinin sırasıyla yaklaşık %65 eğitim, %15 doğrulama ve %20'si test verisi 

olarak kullanılmıştır. 

Hibrit metodu uygulandığında tahmin başarı oranları yaklaşık olarak %10 

oranında artmıştır. Bulgularımız, belirsizliklerin hüküm sürdüğü bir çağda su 

kaynakları yönetiminin karmaşıklığına yol gösterici çözüm önerisi sunmaktadır. 

Bu çalışma, ileri matematiksel paradigmaların ve makine öğrenimi modellerinin 

kullanımının vazgeçilmezliğinin altını çizerek, gelecek nesiller için sürdürülebilir 

su kaynakları yönetiminin temelini güçlendirmektedir. Entegre öğrenme ve 

yenilikçi tekniklerin birleşiminden yararlanarak, su kaynakları tahmini ve 

yönetiminin karmaşık dokusunu deşifre etmeye yönelik süreci aydınlatmaya, 

esnek ve kalıcı bir su dünyasını oluşturmaya çalışılmıştır. 

Akış tahmini için Lineer Regresyon (Linear Regression-LR), Destek Vektör 

Regresyonu (Support Vector Regression-SVR), Karar Ağaçları (Decision Tree- 

DT), Rasgele Orman (Random Forest- RF) ve Ekstra Ağaçlar Regresyon (Extra 

Tree Regressor- ETR) yöntemleri uygulanmıştır. Ayrıca, uygulanan modellerin 

her birinin başarı performansını artırmak amacıyla Dalgacık Dönüşümü (Wavelet 

Transform- WT) kullanarak hibrit bir yöntem geliştirilmiştir. Karamandere AGİ 

verileriyle yapılan uygulamada yalın yöntemde en başarılı sonuç LR 97,77 

oranıyla sağlanmıştır. Hibrit yöntemde en başarılı sonuç W-ETR 90,99 oranıyla 

çıkmıştır. İki yöntem arasındaki en fazla başarı artışı ise DT yönteminde %25,6 

oranıyla olmuştur. Çaydere AGİ verileriyle yapılan uygulamada yalın yöntemde 

en başarılı sonuç SVR 60,31 yöntemi ile elde edilmiştir. Hibrit yöntemde en 

başarılı sonuç W-RF yöntemi 89,12 oranıyla en başarılı yöntemdir. İki yöntem 

arasındaki en çok başarı artışı ise DT yönteminde 41,54 oranıyla olmuştur. 

Beşdeğirmen AGİ verileriyle yapılan uygulamada yalın yöntemde ETR 88,09 

oranıyla en başarılı yöntem olmuştur. Hibrit yöntemde W-ETR yöntemi 97,73 

oranıyla en başarılı yöntemdir. İki yöntem arasındaki en çok başarı artışı ise LR 

yönteminde 62,48 oranıyla olmuştur. Melekbahçe AGİ verileriyle yapılan 

uygulamada yalın yöntemde SVR 68,68 oranıyla en başarılı yöntem olmuştur. 

Hibrit yöntemde W-RF yöntemi 85,24 oranıyla en başarılı yöntemdir. İki yöntem 

arasındaki en çok başarı artışı ise DT yönteminde 18,36 oranıyla olmuştur. 

Porsuk Çiftliği AGİ verileriyle yapılan uygulamada yalın yöntemde ETR 67,67 

oranıyla en başarılı yöntem olmuştur. Hibrit yöntemde W-ETR yöntemi 91,46 
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oranıyla en başarılı yöntemdir. İki yöntem arasındaki en çok başarı artışı ise SVR 

yönteminde 39,77 oranıyla olmuştur. Küçükkumluk AGİ verileriyle yapılan 

uygulamada yalın yöntemde ETR 70,8 oranıyla en başarılı yöntem olmuştur. 

Hibrit yöntemde W-ETR yöntemi 86,39 oranıyla en başarılı yöntemdir. İki 

yöntem arasındaki en yüksek başarı artışı ise SVR yönteminde 20,82 oranıyla 

olmuştur. 

Anahtar Kelimeler: Debi Tahmini, Yağış, Sıcaklık, Dalgacık, Regresyon  
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OPTIMISATION OF WATER RESOURCES USE AND 
PLANNING WITH ADVANCED DATA PROCESSING 

METHODS 

ABSTRACT 

Water has multifaceted connections with agriculture, the economy, health, 

energy usage, and sanitation. With climate change and population growth, water 

scarcity is predicted to become a pressing issue in the near future. Therefore, 

safeguarding clean water resources and increasing their efficiency and longevity 

are of paramount importance. Efficient and economic use of existing water 

resources is imperative. Predicting the amount of water available for use and 

monitoring changes in water potential are crucial aspects of water planning. 

Amidst the increasing global challenges arising from population growth and 

climate change, effective water resource management has become an urgent 

priority. 

This scientific dissertation aims to estimate the mean flow velocities of 

chosen rivers from diverse river basins in Turkey. The research involves a 

detailed examination of daily mean flow data, total daily precipitation and the 

daily mean air temperature values in order to address the intricacies of estimating 

future water potential. The research adopts a logical approach with causal 

connections between statements, and all technical terms are explained when 

introduced. The language is formal and objective, with clear and concise 

sentences, balanced arguments, precise vocabulary, and grammatical accuracy. 

The text adheres to standard academic formatting, including citation and footnote 

style, with titles that are factual and unambiguous. The aim of this research 

centres on various well-established methodologies, encompassing linear 

regression (LR), support vector regression (SVR), decision tree (DT), random 

forest (RF), and extra tree regression (ETR).Our team has meticulously applied 

these techniques to reveal underlying patterns within the dataset. As a result, we 

have developed an informed comprehension of water dynamics. To enhance 
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prediction accuracy, a hybrid approach is utilized wherein the wavelet transform 

(WT) technique plays a fundamental role. The data was split into three parts for 

training, checking, and testing, with 65%, 15%, and 20% allocated to each 

respectively. 

When the hibrid method was utilised, the rates of success in predictions rose 

by about 10%. Our discoveries offer a guiding resolution to the intricacy of water 

resource administration during an age of uncertainty. This investigation 

establishes the significance of implementing sophisticated mathematical 

paradigms and machine learning models, thereby reinforcing the groundwork for 

sustainable management of water resources in future decades. By combining 

integrated learning with innovative techniques, this study aims to clarify the 

process of interpreting the intricate web of water resource forecasting and 

management. The ultimate goal is to promote the development of a durable and 

adaptable water infrastructure. 

Linear Regression (LR), Support Vector Regression (SVR), Decision Tree 

(DT), Random Forest (RF) and Extra Tree Regression (ETR) methods were 

applied for flow prediction. In addition, a hybrid method was developed using 

Wavelet Transform (WT) to improve the performance of each of the applied 

models. In the application with Karamandere AGI data, the most successful result 

was obtained with LR 97.77 in the lean method. In the hybrid method, the most 

successful result was W-ETR 90.99. The highest success increase between the 

two methods was 25.6% in the DT method. In the application with Çaydere AGI 

data, the most successful result was obtained with SVR 60.31 in the lean method. 

In the hybrid method, the W-RF method is the most successful method with a rate 

of 89.12. The highest success increase between the two methods was 41.54 in the 

DT method. In the application with Beşdeğirmen AGI data, ETR was the most 

successful method with a rate of 88.09 in the lean method. In the hybrid method, 

W-ETR method is the most successful method with a rate of 97.73. The highest 

success increase between the two methods was 62.48 in the LR method. In the 

application with Melekbahçe AGI data, SVR was the most successful method 

with a rate of 68.68 in the lean method. In the hybrid method, W-RF method is 

the most successful method with a rate of 85.24. The highest success increase 

between the two methods was 18.36 in the DT method. In the application made 
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with the data of Porsuk Farm AGI, ETR was the most successful method with a 

rate of 67.67 in the lean method. In the hybrid method, W-ETR method is the 

most successful method with a rate of 91.46. The highest success increase 

between the two methods was 39.77 in the SVR method. In the application with 

Küçükkumluk AGI data, ETR was the most successful method with a rate of 70.8 

in the lean method. In the hybrid method, W-ETR method is the most successful 

method with a rate of 86.39. The highest success increase between the two 

methods was 20.82 in the SVR method. 

Keywords: River Flow Rate, Precipitation, Temperature, Wavelet, Regression, 

Machine Learning Methods 
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I. GİRİŞ  

Dünyamızda karalara şeklini veren su, evrende en çok bulunan ikinci 

moleküldür. (Alok Jha, 2015). Evrende ilk olarak oluşan hidrojen, en yaygın 

elementtir. Yaygın olma yoğunluk sıralaması helyum, karbon ve oksijen 

elementleri ile devam eder. Molekül yoğunluk sıralaması hidrojen molekülü(H2), 

karbon monoksit (CO) ve su (H2O) yaşam için gerekli olan moleküllerdir 

(tubitak.gov.tr, 2022). Evrenin oluşumu sırasında molekül ve atomlar toz 

parçacıkları halindeydi. Oksijen ve hidrojen atomları toz parçacıklarına tutunarak 

kimyasal bir reaksiyon neticesinde su molekülü buz haliyle oluştu. Yüzbinlerce 

yıl neticesinde toz taneleri buzul tabakalara dönüşerek dünyamız ve güneş 

sistemini oluşturmuştur. Bu oluşumun ilk anlarında sıcaklığın etkisiyle 

buharlaşan su sonradan oluşan atmosferin etkisiyle yoğunlaşarak binlerce yıl 

yağmur halinde yeryüzüne düşmüştür. Dünyamızın güneşe olan uzaklığı da 

okyanus, deniz ve su birikintilerinin oluşmasını olağan kılmıştır (bbc.com, 2023). 

A. Suyun Önemi ve Özellikleri 

Su oda sıcaklığında sıvı halde bulunan, iki adet hidrojen ve bir adet 

oksijenden oluşan, rengi kokusu ve tadı olmayan bir maddedir. Su yeryüzünde üç 

fiziksel (Katı, Sıvı, Gaz) halde bulunan tek maddedir. (Soytürk, 2014).  Katı 

halini buz veya dolu, sıvı halini su, gaz halini ise bulut veya su buharı olarak 

görülmektedir. Suyu diğer moleküllerden ayıran bir özellik   +4 ˚C’da en büyük 

yoğunluğuna ulaşmasıdır. Diğer moleküllerin katı hali yoğunluk farkından dolayı 

sıvısı içerisinde dibe çökerken su +4 ˚C yoğunluğundan dolayı buzlar suyun 

üstünde yüzebilmektedir. (Oğuz, 2015) 

Canlılar için gerekli olan su belli oranlarda canlıların kütlelerinde bulunmak 

zorundadır. Bu oran çoğu canlıda %70 ve üzerindedir. Sulu bitkilerde bu 

yoğunluk %90 ve fazla oranları bulmaktadır. Bitkilerin en kuru dokusu 

sayabileceğiniz odun dokusu yaklaşık %60 oranında su barındırmaktadır. Canlı 

hücrelerinde su oranının %20 oranına düşmesi doku ve hücrelerin ölmesiyle 
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sonuçlanır. Kan %90, kaslar ise %80 den fazla su barındırmaktadır (Ilgar, 2009). 

Bu oranlar bize suyun yaşam için ne kadar gerekli olduğunu göstermektedir. 

Su yaşam alanlarında çoğunlukla temizlik, beslenme ve tarımsal 

faaliyetlerde kullanılmaktadır. İçme suyu ve temizlik nedeni ile kullanılan suyun 

temizlik kalitesine dikkat edilmediği takdirde hastalıklara yol açmaktadır. (Oğuz,  

2015) 

B. Dünyada Suyun Durumu ve Kullanım Alanları 

Dünya’nın yüzölçümü 510 milyon km2’dir. 149 milyon km2’si oran olarak 

%29,2’lik kısmı karalarla, %70,8 oranı yani 361 milyon km2’lik kısmı ise sularla 

kaplıdır. (21yyte.org, 2022). 

Dünyadaki suyun miktarı yaklaşık 1,4 milyar km3 ’tür. Bu suların % 97.5’i 

tuzlu su olarak okyanuslarda ve denizlerde yaklaşık 1,3 milyar km3’ü,  % 2.5’i 

yaklaşık 35 milyon km3 ise göl ve nehirlerde tatlı su olarak bulunmaktadır. 

(Büyükkamacı, 2009).  Toplam tatlı suyun yüzde 68'inden fazlası buz ve 

buzullarda bulunmaktadır. Yüzde 30'u da yer altında. Nehirler ve göller gibi tatlı 

yüzey suyu kaynakları yalnızca yaklaşık 22.300 mil3 (93.100 km3) oluşturur. Bu 

dünyada bulunan toplam suyun yaklaşık yüzde 1/150'sidir. Yüzde 20,9'u da 

göllerde bulunuyor. Nehirler ise yüzeydeki tatlı suyun yüzde 0,49'unu 

oluşturur (Şekil 1). Canlıların her gün kullandığı suyun çoğunun kaynağı göller 

ve nehirlerden karşılanır. 

 
Şekil 1. Şekil 1. Yerküredeki su kaynaklarının dağılımı (usgs.gov, 2023) 

Dünyada genel olarak suyun kullanım miktarı evsel kullanım amaçlı %12, 

endüstriyel kullanım amaçlı %19, tarımsal kullanım amaçlı %69 civarındadır. 
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Yerüstü ve yeraltı olarak kullanılabilir tatlı suyun sektörlere göre dağılımı, 

ülkelerin gelişmişlik seviyesine göre farklılık göstermektedir. Sektörlere göre 

suyun dağılımı, coğrafi şartlar ve gereklilikten kaynaklı sektör gelişimlerine bağlı 

olarak kıtalar bazında da değişiklik göstermektedir (Dorak, v.d. 2019). 

Türkiye’deki kullanılabilir su potansiyelinin yaklaşık %75’lik oranı sulamada 

kullanılmaktadır. Örnek olarak Avrupa ülkelerinde toplam su potansiyelinin 

%33’ü tarımsal sulamada kullanılmaktadır. Avrupa’nın güneyinde bu oran  %75’e 

çıkmaktadır. Orta ve Batı Avrupa’da ise kentlerde kullanılan suyun %57’si gıda, 

temizlik ve enerji üretimi için kullanılmaktadır. (Aydoğdu, v.d., 2015) 

Yeryüzündeki su kaynaklarının kullanım önceliği aşağıdaki gibi 

sıralanmıştır  (Dorak, v.d., 2019). 

1) Gıda ve temizlik ihtiyacı 

2) Doğal hayatın devamı ve hayvanlar için gerekli su ihtiyacı. 

3) Tarımsal faaliyetler için su ihtiyacı 

4) Enerji ve sanayi faaliyetleri için su ihtiyacı 

5) Balıkçılık, Ticaret, turizm vb. su ihtiyacı 

C. Yeryüzünde Su Potansiyeli ve Hidrolojik Döngü 

Dünyadaki suyun %99’u yeryüzünde ve atmosferde bulunur.  Yeryüzünün 

15 km üstünde ve 8 km derinliklerinde farklı formlarda su bulunmaktadır. Su, 

güneş enerjisi ve yerçekimi kuvveti etkisiyle hareket eder.  Dünyada su, bu iki 

enerjinin etkisi ile devamlı olarak hareket etmektedir. Bu hareketlilik form ve hal 

değiştirerek bir su döngüsünü meydana getirir. Su döngüsü yüzey sularından 

buharlaşmaya, toprak ve bitkilerden terlemeye, yoğunlaşarak yağışa, yeraltı akışı 

ve yüzey akışı aşamalarından oluşur (Sargıncı, v.d., 2022). Yeryüzünde 

buharlaşma her mevsimde gerçekleşmektedir. Güneş enerjisi yoluyla su 

buharlaşma ve bitkilerde terleme neticesinde atmosfere çıkarak bulutları meydana 

getirir. Buharın ısı kaybetmesi neticesinde yağış olarak yerçekiminin etkisi ile 

yeryüzüne düşer. Isı kaybının şiddetine göre suyun formu değişebilir. Yağış 

sonrası bir kısım su toprak emilimi gerçekleşerek yeraltı sularına, yeraltı su 

rezervlerine (akiferlere) karışır. Toprağın su geçirmeyen veya doymuş kısımlarına 
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düşmesi neticesinde eğim yönüne doğru akışa geçer. Dere, çay, ırmak ve nehirler 

meydana gelir. Ayrıca dolu ve kar şeklinde düşen yağışlar belli bir süreden sonra 

ısı etkisi ile eriyerek yüzey akışına dönüşür veya sızmalar neticesinde yeraltı 

sularına karışır. Akarsular göl, deniz, barajlarda birikirler. Bu süreçler içerisinde 

buharlaşma ve yoğunlaşma olayları sürekli olarak gerçekleşmektedir. Suyun yer 

yüzeyi ve yeraltı sularından, deniz, okyanuslar ve atmosfer arasındaki sürekli 

hareketi hidrolojik döngü olarak tanımlanmaktadır. Bu hareketler esnasında 

canlılar tarafından kullanılan nitelikli sularda atık su olarak su döngüsüne 

katılmaktadır (suverimliligi.gov.tr, 2023). Hidrolojik döngüde oluşan olaylar 

zinciri Şekil 2’de gösterilmiştir.  

 
Şekil 2. Hidrolojik Döngünün Şematik Gösterimi (Tatar, 2019). 

D. Yağış ve Akarsu oluşumu 

Sular yeryüzü ve atmosfer arasında hareket ederek hidrolojik döngüye 

uğramaktadır. Her yıl okyanus ve denizlerden 333 bin km³, karaların yüzeyinden 

ise 63 bin km³ su buharlaşmaktadır (Küçükkılavuz, 2009).  Atmosferde 

yoğunlaşarak tekrar 110 bin km³ yağış olarak yeryüzüne düşmektedir. 40 km³’ü 

nehirler vasıtası ile deniz ve havzalara ulaşmaktadır. (Karaman, Gökalp. 2010). 

Türkiye’de 2023 su yılı (1 Ekim 2022-31 Temmuz 2023) yağışı 517.3 mm, 

normali 1991-2020 yılları arası yıllık yağış ortalama 533,7 mm olarak 

ölçülmüştür (mgm.gov.tr, 2023). Türkiye’ye yaklaşık olarak yıllık 501 milyar m3 
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toplam yağış düşmektedir. Düşen yağışın 274 milyar m3‘ü atmosfere geri 

dönmektedir. Yeraltı sularını 69 milyar m3 ‘ü beslemektedir. Akarsu akışlarıyla 

denize ve göllere ulaşan miktar ise 158 milyar m3 ‘tür. (Usta, 2016) 

Yağış ve kaynak sularının doymuş toprak ve sert katmanlar üzerinden 

yeryüzünün meyilli doğrultusunda oluşturduğu yataklardan akması ile oluşan 

yeryüzü şekillerine akarsu denilmektedir. Akarsuların oluşumunda iklim, zemin 

özellikleri, jeomorfolojik özellikler ve birçok etken yer almaktadır. 

(ankara.edu.tr, 2023). 

E. Akarsu Tipleri 

Akarsular akış şekline ve süresine, boylarına, taşıdığı su miktarına, havza 

büyüklüğüne, “kapalı” ya da “açık havza” olarak sınıflandırılabilir. Bazı 

akarsular göllerde sonlanır.  Yer altına sızma veya aşırı buharlaşma gibi 

etkenlerden dolayı kurur. Bu tür denize ulaşmayan akarsulara kapalı havza akarsu 

denilir. Denize ve okyanuslara ulaşan akarsular açık havzalı akarsu olarak 

adlandırılır (Garipağaoğlu, 2012). 

Akarsular farklı kaynaklardan beslenir. Yeraltı sularından beslenen 

akarsular bulunduğu gibi, kar, buz, yağmur sularından beslenen akarsular da 

mevcuttur. 

Akarsular taşıdıkları su miktarı açısından yıl içerisinde seviyesinde 

değişiklik olmayan akarsular rejimi düzenli akarsu, yıl içerisinde seviye çok 

değişiklik gösteriyorsa rejimi düzensiz akarsu olarak tanımlanır. Bol yağış alan 

bölgelerde bulunan akarsulardan Amazon ve Kongo nehri rejimi düzenli 

akarsulardır.  Bir dönemi kurak, bir dönemi yağışlı olan Ganj ve İndus düzensiz 

rejimli akarsulardır. (cografyaci.gen.tr,2023) 

F. Akım Ölçümleri ve Verileri 

Yağış ve akıntıların, yüzey sularının ölçümlerini ve analizini inceleyen 

bilim dalına hidrometri denilmektedir. 

Akarsuların belirli noktalarına kurulan akarsu akım gözlem istasyonları 

sayesinde su yüzeyi seviyesinin, akarsudan geçen su miktarı, hızı, debisi günlük 

ve sürekli olarak ölçülmektedir. 
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Akarsudaki su ölçümleri limnigraf ve limnimetre gibi aletlerle belirli bir 

seviye baz alınarak ölçülmektedir. Baz alınan yerin nehirdeki minimum su 

seviyesinin daha altında bir seviye olması gerekir (Yurtseven ve Kalkavan, 2023). 

Türkiye için akarsu akım verilerine DSİ (Devlet Su İşleri) web sayfasında 

1934-2015 yılları verilerine çevrimiçi olarak ulaşılmaktadır. Meteorolojik veriler 

için Meteoroloji genel müdürlüğü web sitesinden veriler elde edilebilmektedir. 

Doğrusal Regresyon, Destek Vektör Regresyon, Karar Ağacı, Rastgele 

Orman ve Ekstra Ağaçlar Regresyon algoritmalarını kullanarak, girdi 

parametreleri olarak günlük ortalama akışı, toplam günlük yağışı ve günlük 

ortalama hava sıcaklığını kullanarak tahmin performanslarını karşılaştırılmıştır. 

Tahmin performansını optimize etmek için, her algoritma için Wavelet analizini 

kullanan hibrit bir yöntem ve eksik verileri işlemek için derecelendirme üstel 

düzeltmenin yanı sıra geliştirilmiştir (Gupta ve Alam, 2022). Makine öğrenmesi 

ve en son analitik yöntemlerin uygulanması, su kaynaklarının yönetimini 

geliştirmeye ve nehir akışını tahmin etme, su kullanım etkinliğini artırma ve 

çevresel sürdürülebilirliği teşvik etme ile ilgili sorunları ele almayı 

amaçlamaktadır. Bu yöntemleri daha derinlemesine inceleyerek etkili su yönetimi 

uygulamalarını teşvik edilebilir, gelecek nesillerin refahı için suyun daha etkin 

kullanılabilirliğini sağlayabiliriz. 

DD(Dalgacık dönüşüm)  tekniğini çalışmaya LR, SVR ve DT gibi 

geleneksel yöntemlerin aksine yaklaşımımız DD' yi dahil ederek yeni bir boyut 

getirmektedir. Bu yolla karmaşık zamansal özellikleri kullanarak tahmin 

doğruluğunu artmakta ve tahmin kesinliğini güçlenmekte, araştırmaya belirgin bir 

üstünlük sağlamaktadır. Bu yaklaşım yalnızca araştırma yöntemini 

zenginleştirmekle kalmıyor, aynı zamanda veriye dayalı hidrolojik çalışmalar 

alanında daha geniş çıkarımlara da olanak oluşturuluyor. 

6 
 



II. İNCELEME BÖLGELERİ VE YERİ 

A. Giriş 

Ülkemizde su kaynaklarına ait planlama, yönetim, işletmesinden ve 

geliştirilmesi yönünden sorumlu kuruluş Devlet Su İşleri’dir. DSİ tarafından 

belirlenen 26 akarsu havzası vardır (dsi.gov.tr, 2020). Türkiye’de 26 akarsu 

havzasında Falkenmark su stres indeksi'ne göre sınıflandırılma su kıtlık ve su 

fazlası olanlar için hesaplamalar yapılmaktadır (Gökçe, 2022). Yıllık kişi başına 

düşen su miktarı Türkiye’de tarımsal faaliyetler için kullanılan su toplam su 

tüketimi içinde önemli ölçüde pay almaktadır (Karşılı, 2011). 

Meteoroloji Genel Müdürlüğü 2022 yılı verilerine göre 16 bölge 

müdürlüğüne ait toplam 2057 adet gözlem sistem ve istasyonları mevcuttur. Bu 

istasyonlarda yağış, sıcaklık, basınç, nem, rüzgâr hızı ve yönü, görüş uzaklığı vb. 

meteorolojik parametreler dakikalık olarak alınmaktadır. (mgm.gov.tr, 2023). 

Türkiye’de içme ve kullanma suyu şebekelerinden çekilen su 1994 yılında 

3,24 milyar m3, 2006 yılında 5,16 milyar m3,  2018 yılı itibarı ile 6,2 milyar m3 

olmuştur. (Sarış, 2021). 

Artan nüfus, endüstri faaliyetleri ve çevresel etkenler su ihtiyacını 

artırmaktadır. İhtiyacın artması verimli kullanımı gerekliliğini ihtiyaç haline 

getirir. Suyun verimli kullanımı için Türkiye’ye gelecek yıllarda tatlı suların 

tahmini planlamasının yapılması gereklidir. 

Makine öğrenmesi algoritmaları ve dalgacık dönüşüm kullanarak incelemiş 

olduğumuz 7 adet akım gözlem istasyonu bilgileri aşağıda açıklanmaktadır. 

B. Marmara Havzası- Çatalca- Karamandere 

Marmara havzasına ait D02A028 numaralı Istıranca Deresinin üzerinde 

Karamandere (Şekil 3) yakınlarındaki akım gözlem istasyonu (A.G.İ.) verileri 

analiz edilmiştir (Çizelge 1). D02A028 numaralı akım gözlem istasyonuna ait 
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1980- 2020 yılları arası günlük ortalama akım verileri düzenlenmiş fakat 

bölgedeki meteoroloji istasyonu 2004 yılında ölçüm yapmaya başladığı için 2004-

2020 su yılları arası günlük ortalama akım hızı verileri çalışmaya dahil edilmiştir. 

Kullanılan veriler Devlet Su İşlerinin internet sitesinden ve İstanbul Devlet Su 

İşleri Müdürlüğünden alınmıştır. (dsi.gov.tr, 2021) 

Çizelge 1. Istıranca İnceleme Bölgesi konum bilgileri 

Havza/Şehir İstasyon İsmi Enlem Boylam Veri Aralığı 

Marmara/İstanbul 
Çatalca 

D02A028 nolu 
AGİ Istıranca 
Deresi 
Karamandere 

Enlem: 41° 22' 45" 
Kuzey 
Boylam: 28° 18' 44" 
Doğu 
Rakım: 381m 

1980-2020 

Marmara/İstanbul 
Çatalca 

17047 Çatalca 
Meteoroloji Genel 
Müdürlüğü 

Enlem: 41.3409 Kuzey 
Boylam: 28.3568 Doğu 
Rakım: 381m 

2004-2020 

 

 
Şekil 3. Istıranca Deresi üzerindeki istasyonların konumu (Saç ve Özuluğ, 2014) 

Meteoroloji Genel Müdürlüğü (MGM) 17047 nolu Çatalca sahası istasyonu 

2004-2020 yılları arası günlük yağış ve sıcaklık verileri kullanılmıştır (Çizelge 1). 
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C. Antalya Havzası – Çaydere Göl Girişi - Gelendost 

Antalya havzasında inceleme bölgesi olarak Isparta Eğirdir göl giriş 

yakınındaki akım gözlem istasyonu şeçilmiştir. Türkiye’nin önemli göllerinden 

Eğirdir Gölünü besleyen kaynaklardan biri olan Çaydere üzerinde bulunan 

gözlem istasyonu verilerini kullanarak akım tahmini yapılmıştır. Eğirdir gölünün 

yıllar içindeki değişiminin tahmini, doğal kaynakların korunması amacıyla 

önemlidir. 

D09A060 Numaralı Çaydere Eğirdir A.G.İ. Eğirdir-Yalvaç devlet yolunun 

takiben Eğirdir kazasının 5.km’deki ana yolun sağ tarafındadır. Çaydere Eğirdir 

göl giriş akım gözlem istasyonunun 1978-2020 yılları arası aylık ortalama akım 

verileri, yağış ve sıcaklık verileri MGM 17882 numaralı Eğirdir istasyonu 1978-

2020 yılları arası aylık verileri kullanılmıştır. (Çizelge 2) 

Çizelge 2. Çaydere Eğirdir Göl Girişi- Gelendost İnceleme Bölgesi konum 
bilgileri 

Havza / Şehir İstasyon Enlem-Boylam Veri Aralığı 

Antalya/ 
Isparta/Eğirdir 

D09A060 
Çaydere Eğirdir 
Göl Girişi 
Gözlem 
İstasyonu 
 

Enlem : 41° 22' 45" Kuzey 
Boylam: 28° 18' 44" Doğu 
Rakım  : 381m 

Aralık 1978-
Haziran1987 
ve Ekim 
1997-Eylül 
2020 

Isparta/Eğirdir 17882 Eğirdir 
Meteoroloji 
Genel 
Müdürlüğü 

Enlem   : 37.8377 Kuzey 
Boylam : 30.8720 Doğu 
Rakım   : 920m 

Aralık 1978-
Eylül 2020 
 

Antalya/Isparta – 
Gelendost Yalvaç 
Deresi 

D09A075 
Gelendost D. 
Avşar Köp. 
Gözlem 
İstasyonu 

Enlem  : 38˚07'26.37'' 
Kuzey 
Boylam: 31˚00'55.24'' 
Doğu 
Rakım  : 952m 

Aralık 1978-
Haziran1991 
ve Kasım 
1997-Eylül 
2020 

Antalya/Isparta – 
Yalvaç 

18114 Yalvaç 
Meteoroloji 
Genel 
Müdürlüğü 

Enlem: 38.1242 Kuzey 
Boylam: 30.9986 Doğu 
Rakım: 1010m 

Aralık 1978-
Eylül 2020 
 

D09A075 Numaralı Gelendost D. Avşar Köprüsü A.G.İ. 1978 - 2020 yılları 

arası aylık ortalama akım hızı verileri, yağış ve sıcaklık verileri için MGM 18114 

numaralı Yalvaç istasyonu 1978-2020 yılları arası aylık verileri kullanılmıştır 

(Çizelge 2). 
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Şekil 4. Eğirdir göl girişi istasyonu konumu 

D. Sakarya Havzası -  Porsuk Çayı 

Sakarya Havzasında Porsuk çayı alt havzası ait E12A003 numaralı Porsuk 

Çayı Beşdeğirmen akım gözlem istasyonu ait akım verileri ele alınmış analiz 

edilmiştir (Çizelge 3). Kütahya-Eskişehir karayolunda Kütahya'ya 17 km 

uzaklıktaki Beşdeğirmenler yakınındadır (Şekil 5). E12A003 numaralı Porsuk 

Çayı Beşdeğirmen akım gözlem istasyonu 1980-2011 su yılları arası günlük 

ortalama akım hızı verileri kullanılmıştır.  

Çizelge 3. İnceleme Bölgesi konum bilgileri 

Şehir / Havza İstasyon  Enlem-Boylam Veri Aralığı 
Kütahya/Sakarya-
Porsuk Çayı 

E12A003 - 
Porsuk Çayı 
Beşdeğirmen 

Enlem: 39° 31' 43" Kuzey 
Boylam: 30° 02'  56" Doğu 
Rakım: 855m 

1980-2011 

Kütahya 17155 
Kütahya 
 

Enlem: 39.4171 Kuzey 
Boylam: 29.9891 Doğu 
Rakım: 969m 

1980-2011 

Sıcaklık ve yağış verileri 1980-2011 yılları arası 17155 numaralı Kütahya 

sahası günlük verileri kullanılmıştır. 
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Şekil 5. Çalışma alanı (E12A003) akarsu istasyonların konumu 

E. Fırat Havzası Tunceli Munzur Suyu 

Fırat Havzası E21A033 numaralı Munzur Suyu Melekbahçe akım gözlem 

istasyonlarına ait akım verileri ele alınmış analiz edilmiştir. E21A033 Numaralı 

Munzur Suyu Melekbahçe akım gözlem istasyonunun 1986-2009 su yılları arası 

günlük ortalama akım hızı verileri kullanılmıştır (Çizelge 4). Sıcaklık ve yağış 

verileri MGM 1986-2009 yılları arası 17165 Numaralı Tunceli sahası istasyonu 

günlük verileri kullanılmıştır (Şekil 6). 

Çizelge 4. İnceleme Bölgesi konum bilgileri 

Şehir /Havza İstasyon Enlem-Boylam Veri Aralığı 
Tunceli/Fırat-
Munzur Suyu 

E21A033 
Munzur Suyu 
Melekbahçe 
 

Boylam: 39° 31'  34" Doğu 
– 
Enlem: 39° 02' 45" Kuzey 
Rakım: 875 

1989-2009 

Tunceli 17165 Merkez Boylam: 39.5401  
Enlem: 39.1058 
Rakım:981 

1986-2009 
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Şekil 6. Çalışma alanı (E21A033) akarsu istasyonların konumu 
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III. YÖNTEM 

A. Giriş 

Araştırmanın metodolojisinin açıklaması Şekil 3'te özetlenmiştir. Bu 

grafiksel gösterim, araştırma hedeflerimizi anlamak için attığımız ardışık adımları 

ortaya koymaktadır. Araştırmada iki temel veri kaynağından yararlanıldı. 

Grafikte, araştırma hedeflerine ulaşmak için yaptığımız ardışık aşamaları 

sergilemektedir. Araştırmada iki temel veri kaynağı kullanıldı. Akarsuların belirli 

yerlerinde bulunan akım gözlem istasyonlarına(AGİ) ait veriler ve AGİ 

yakınlarındaki meteoroloji istasyonlarından incelediğimiz döneme ait sıcaklık ve 

yağış verileri kullanıldı. İlk aşamada ham verilerin iyileştirilmesi ve eksik 

verilerin giderilmesi için veri ön işleme adımları uygulandı. Doğruluk ve 

tekdüzeliği sağlamak için standart bir takvime dayalı ön işleme tekniği 

uygulanarak ve verilerimizi daha derinlemesine inceleme için uyumlu hale 

getirildi (Şekil 7). Bu hazırlık aşaması, sonraki analizlerimizin üzerine inşa 

edileceği temel taşı görevi görmektedir. 
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Şekil 7. Uygulama Analizi Akış Diyagramı 

Uygulamada ETR ve RF aracılığıyla daha ayrıntılı olarak incelenen LR, 

SVR ve DT'yi kapsayan bir dizi otonom makine öğrenimi tekniklerine doğru 

dönüyor. Bu metodolojiler, veri kümesinde gizlenen karmaşık kalıpların şifresini 

çözmek için titizlikle uygulanmıştır. Ancak metodolojinin yeni ve önemli bir 

yönü WT tekniğinin diğer modellere entegrasyonudur. Hem zamansal hem de 

frekans ortamında güçlü bir yorumlayıcıya benzer olan bu teknik, zaman serisi 

verilerini frekans bileşenlerinin bir spektrumuna ayrıştırmada üstünlük sağlar. Bu 

analitik çeviklik, normalde fark edilemeyecek ince dalgalanmaları fark edilmesini 

sağlar. 

B. Linear Regression(LR) 

Tahmine dayalı modelleme alanında, Doğrusal Regresyon güçlü bir araç 

olarak ortaya çıkar; faydası, bir değişkenin davranışını diğerinin nüanslarına 

dayalı olarak tahmin etme yeteneğinden kaynaklanır. Bu yaklaşım, iki temel 

verinin yan yana gelmesi ve birbirine bağlı olarak aralarındaki etkileri baz alan 

teoriler ortaya çıkarır (Rebala,2019). Amaç, tahminin odağı olan bağımlı 

değişken ile etkilerini kullanarak sonucu tahmin eden bağımsız değişkenler 
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arasında bir bağlantı kurmaktır. (Montesinos ve Crossa 2022). Bu yöntemin 

temeli, Denklem yapısı içinde güçlendirilen iki değişken arasında doğrusal bir 

korelasyon arayışını içerir. 

y' = b + W1X1                                                        (formül 1) 

Burada: 

- y' tahmini veya istenen sonucu temsil eder. 

- b, bilinen sapmayı gösterir. 

- W1, özellik 1'in ağırlığı. 

- X1, modelde bilinen bir girdi. 

Doğrusal Regresyon, temelde iki veriye ait olan özellikleri birbirine 

bağlayan doğrusal bir sonuç çıkarmaya çalışan sıkça kullanılan istatistiksel bir 

yaklaşımdır. Bu tez çalışmasında, nehir akış hızını (bağımlı değişken) tahmini 

için günlük ortalama sıcaklık ve yağış verileri (bağımsız değişkenler) kullanarak 

Doğrusal Regresyonu uygulanmaktadır. 

C. Destek Vektör Regresyonu (SVR) 

SVR, belirtilen veri aralıklarında regresyon üretme yeteneği ile bilinen son 

derece uzmanlaşmış ve gelişmiş bir makine öğrenme modelidir. Şekil 8’de 

belirlenen aralıkların dışında kalan veriler analize dahil edilmez. SVR'ın dikkate 

değer bir yönü, belirlenen aralığın ötesine geçen veri noktalarını dahil etmek için 

sistemin kendinden kaynaklanan farklı vektörler üretme kapasitesidir. 

SVR, sadece deneyimlenerek oluşacak riskleri en aza indirmeyi değil, aynı 

zamanda genelleme hatasının üst sınırını kısaltmayı amaçlayan yapısal risk 

minimizasyonu ilkesi üzerinde çalışmaktadır. Bu ilke, modelin görünmeyen 

veriler üzerinde genelleme ve doğru tahminler üretme yeteneğini geliştirir. Bu 

çalışmada, SVR modelinin becerileri, güçlü Radyal Temel Fonksiyon ( RBF ) 

Çekirdek ile entegrasyon yoluyla artırılmaktadır. 

Süreç, iki veri arasındaki bilginin ne kadar yakın olduğunu ve ne kadar 

benzer olduklarını bulmaya yardımcı olur. Bu harmanlama süreci, SVR'ın 

öngörücü yeteneklerini destekleyen kritik bir unsur olan iki veri noktası 

arasındaki yakınlığı ve benzerliği hesaplamada etkilidir. (Mohammadi, & 
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Mehdizadeh 2020). SVR ve RBF Çekirdeğinin akıllıca birleşimi, modelin veriler 

içindeki karmaşık kalıpları ve ilişkileri yakalama kapasitesini güçlendirerek 

çalışmamızda doğru tahmin ve tahmin için güçlü bir araç ortaya koymaktadır. 

RBF Çekirdeğini kullanan SVR'nin pratik uygulamaları, çeşitli durumlarda 

etkinliğini göstermektedir. Bu teknolojinin potansiyel uygulamaları arasında 

mülk niteliklerine göre emlak fiyatlarının tahmin edilmesi, incelemelere göre film 

derecelendirmelerinin analiz edilmesi, fiyatlandırma dinamiklerine göre ürün 

talebinin değerlendirilmesi ve bir şirketin satış gidişatının tahmin edilmesi yer 

almaktadır. Veri ortamının doğrusal olmadığı veya gürültüden etkilendiği 

durumlarda, RBF Çekirdeği ile SVR, dikkate alınması ve uygulamaya konulması 

gereken uygun bir seçenektir. Karmaşık, doğrusal olmayan verilerle veya 

gürültülü verilerle karşılaşıldığında, SVR'nin RBF çekirdeği ile kullanılmasının 

değerlendirilmesi uygundur (Baydaroğlu, 2014). Bu seçim dikkatli bir 

değerlendirmeyi ve pratik uygulamayı olanaklı kılmaktadır. Veri ortamının 

karmaşık doğrusal olmayan ilişkilerle karakterize edildiği veya rahatsız edici 

gürültüye karşı savunmasız olduğu durumlarda, SVR'nin RBF Çekirdeği ile 

uygulanması, kapsamlı değerlendirmeyi ve amaçlı dağıtımı hak eden uygun bir 

seçenek olduğunu kanıtlamaktadır. (Ulas v.d. 2020). 

 
Şekil 8. Destek Vektör Regresyonu Modeli (Kına ve Biçek, 2023) 
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(Formül 2) 

w; ağırlık vektörü, 

x; girdi vektörü, 

b; sapma olarak ifade edilmektedir. 

D. Karar Ağacı (DT) 

KA, tahmine dayalı ve sınıflandırma çözümlerinde kolay anlaşılmasını 

sağlama kapasiteleriyle tanınan, önde gelen ve yaygın olarak kullanılan makine 

öğrenimi yöntemleridir. İçsel yorumlana bilirlikleri ve karar verme için açık, 

sezgisel kurallar oluşturma yetenekleri nedeniyle büyük önem taşırlar. Bir KA 

oluşturma süreci, giriş verilerinin belirli özelliklere veya niteliklere dayalı olarak 

farklı gruplara veya alt kümelere bölünmesini içerir. Her bölüm ağaçtaki bir 

düğümü temsil eder ve bu süreç, yaprak düğümlerde bir karara veya tahmine 

ulaşılana kadar yinelemeli olarak devam eder. KA'nın her düğümünde, karar 

vermek için belirli bir nitelik seçilir. Bu seçim, verileri homojen özelliklere sahip 

farklı gruplara en iyi şekilde ayırma yeteneğine dayanmaktadır. Safsızlıkta en 

önemli azalmaya veya bilgi kazancında artışa yol açan özellik seçilir, böylece 

ağacın tahmin gücü artar(Sel, 2014). KA oldukça çok yönlüdür ve hem regresyon 

hem de sınıflandırma görevlerine uygulanabilir. Sınıflandırma problemlerinde 

ağacın yaprak düğümleri belirli sınıf etiketlerine karşılık gelirken, regresyon 

problemlerinde tahmin edilen sürekli değerleri temsil ederler(Şekil 9). 

KA'nin kolay yorumlanabilir olması önemli bir avantajdır; çünkü her bir 

bölünmeyi yöneten kurallar kolaylıkla anlaşılabilir ve görselleştirilebilir, bu da 

onları karar verme süreçlerinde özellikle faydalı kılar. Üstelik KA aykırı 

değerlere karşı dayanıklıdır ve hem kategorik hem de sayısal verileri etkili bir 

şekilde işleyebilir. KA, kümeleme algoritmasından yararlanarak verileri tekrar 

tekrar alt kümelere böler ve sonuçta doğru tahminler ve sınıflandırmalar 

yapılmasına yardımcı olan karar çıktıları sağlar. Bu uyarlanabilirlik ve 

𝑦𝑦� = { 0   𝑒𝑒ğ𝑒𝑒𝑒𝑒 𝑤𝑤𝑇𝑇 ⋅ 𝑥𝑥 + 𝑏𝑏 < 0, 

1  𝑒𝑒ğ𝑒𝑒𝑒𝑒 𝑤𝑤𝑇𝑇 ⋅ 𝑥𝑥 + 𝑏𝑏 ≥ 0       
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yorumlama kolaylığı, KA'nin finans ve sağlık hizmetlerinden pazarlama ve çevre 

araştırmalarına kadar çeşitli alanlarda yaygın olarak uygulanmasına katkıda 

bulunmaktadır. (Bahzad, 2021) 

 
Şekil 9. Karar Ağacı modeli 

E. Rastgele Orman (RF) 

RF hem sınıflandırma hem de regresyon sorunlarını çözmek için çoklu karar 

ağaçlarının kolektif zekasından yararlanan, güçlü ve yaygın olarak kullanılan bir 

denetimli öğrenme algoritmasıdır. Çok yönlü bir topluluk yöntemi olarak, 

bireysel karar ağaçlarının gücünden yararlanır. Sağlam ve doğru tahminlere 

ulaşmak için çıktılarını birleştirir(Şekil 10). Sınıflandırma görevleri bağlamında, 

bir RF, her biri değiştirilerek (önyükleme) farklı veri alt kümeleri üzerinde 

eğitilen birden fazla karar ağacı oluşturur. Her ağaç, çeşitliliğin sağlanması ve 

aşırı uyumun azaltılması için rastgele bir özellik alt kümesi kullanılarak eğitilir. 

Nihai sınıflandırma kararı, tüm bireysel ağaçların çoğunluk oyu temel alınarak 

yapılır. Regresyon problemleri için RF yöntemi benzer şekilde çalışır ancak 

çoğunluk oyu yerine, nihai regresyon tahminine ulaşmak için tüm karar 

ağaçlarının çıktılarının ortalamasını alır. 
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Şekil 10. Rastgele Orman modeli 

RF kullanmanın avantajlarından biri, yüksek boyutlu verileri ve büyük veri 

kümelerini işleyebilme yeteneğidir. Ek olarak RF yaklaşımı, tekli karar 

ağaçlarıyla karşılaştırıldığında fazla uyum sağlamaya daha az eğilimlidir. Bu 

çalışmada RF yöntemi belirli hiper parametre ayarlarıyla kullanılmıştır. Bu hiper 

parametreleri etkili bir şekilde optimize etmek için GridSearchCV yöntemi 

kullanıldı. GridSearchCV, verileri birden fazla alt kümeye (katlamalara) bölmeyi 

ve modeli eğitim ve doğrulama verilerinin farklı kombinasyonları üzerinde 

eğitmeyi içeren çapraz doğrulama gerçekleştirir. Bu süreç, hiper-parametrelerin 

modelin performansı üzerindeki etkisinin daha güvenilir bir şekilde 

değerlendirilmesini sağlar. Ayrıca, 5 katlı çapraz doğrulama uygulanmıştır; bu 

uygulama, veri kümesinin beş alt kümeye bölündüğü ve her alt kümenin bir kez 

doğrulama kümesi olarak hizmet vereceği şekilde modelin beş kez eğitilip 

doğrulandığı anlamına gelir. Bu prosedür, modelin performansının ve 

genellenebilirliğinin daha sağlam bir şekilde değerlendirilmesine yardımcı olur. 

RF'nin GridSearchCV ve çapraz doğrulama kullanılarak hiper-parametre ayarıyla 

birleşimi, modelin iyi optimize edilmesini ve incelenen spesifik sınıflandırma 

veya regresyon problemi için doğru ve güvenilir tahminler sunabilmesini sağlar 

(Viet-Hung Dang 2020)(Akbulut ve Aslan, 2021) . 

F. Ekstra Ağaçlar (ETR) 

Ekstra Rastgele Ağaçlar olarak da bilinen ET, RF algoritmasına benzer, 

topluluk öğrenme ailesine ait bir makine öğrenme modelidir. Hem sınıflandırma 
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hem de regresyon görevleri için özellikle kullanışlıdır. ET modeli ile geleneksel 

RF arasındaki temel fark, ağaçtaki her düğümde karar vermenin gerçekleştirilme 

biçiminde yatmaktadır. Bir RF'de, her düğümdeki karar, mevcut özellikler 

kümesinden rastgele seçilen bir özellik alt kümesine dayanır ve bu ağaçlardaki 

çoğunluk oyu, nihai sınıflandırma kararını belirler. Buna karşılık ET daha 

rastgele bir yaklaşım benimsemektedir. Yalnızca her düğüm için rastgele özellik 

alt kümeleri seçmekle kalmaz, aynı zamanda her düğümdeki verileri bölmek için 

rastgele kesme noktaları da seçer. Bu rastgele süreci topluluktaki bireysel ağaçlar 

arasında ek çeşitlilik ve değişkenlik sağlar. Şekil 11’de örnek görseli mevcuttur. 

 
Şekil 11. Ekstra Ağaçlar modeli 

Diğer bir önemli fark, ET'nin eğitim süreci sırasında orijinal örneğin 

tamamını girdi olarak kullanması, RF'nin ise her ağaç için tipik olarak ön 

yüklemeli numuneleri (yani değiştirilen rastgele numuneleri) kullanmasıdır. ET, 

bu rastgelelik kaynaklarını dahil ederek modeldeki varyansı azaltmayı, onları 

aşırı uyumdan daha az duyarlı hale getirmeyi ve genelleme yeteneklerini 

geliştirmeyi amaçlamaktadır. Bu özellik özellikle yüksek boyutlu verilerle veya 

gürültülü veri kümeleriyle çalışırken değerlidir. Sınıflandırma aşamasında ET 

modeli, tüm bireysel ağaçlardan gelen tahminleri bir araya getirir ve ağaçlar 

arasındaki çoğunluk oyuna dayalı olarak nihai sınıflandırma kararını belirler. Bu 

demokratik oylama süreci, sağlam ve doğru tahminlerin yapılmasına yardımcı 

olur. Sağlamlıkları, basitlikleri ve yüksek boyutlu veri kümelerini işleme 

yetenekleri nedeniyle ET, bilgisayarlı görme, biyoinformatik ve finans dahil 

olmak üzere çeşitli alanlarda yaygın uygulanma olanağı bulmuştur ( Vargas v.d. 

2023). ET tarafından kullanılan rastgele teknikler, güçlü ve esnek bir makine 

öğrenme algoritması olarak etkinliklerine katkıda bulunur. 
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G. Dalgacık Dönüşümü (WT) 

Zaman serileri her ne kadar karmaşık görünse de belli bir matematik kurala 

dayandırılabilir (Koçak,2004). WT, zaman-frekans alanındaki sinyalleri 

gözlemlemek ve analiz etmek için yaygın olarak kullanılan güçlü bir sinyal analiz 

aracıdır. Bu yöntem, zaman serisi verilerini alt bileşenlerine ayırarak, baskın 

tekrarları ve bunların zaman içindeki değişimlerini analiz ederek ardışık olmayan 

ve durağan sinyallerin incelenmesine olanak sağlar ( Zhang, v.d. 2022). Şekil 

12’de öteleme ve genlik dalgacık bileşenleri gösterilmiştir. 

 
Şekil 12. Dalgacık dönüşümü 

Çalışmamızda orijinal veriler ortalama nehir akış hızı, toplam yağış ve 

ortalama sıcaklıktan oluşmaktadır. Nehir akışı tahmininin doğruluğunu arttırmak 

için verileri alt bölümlere ayıran ve dönüştüren dalgacık dönüşüm analizini 

uygulanmıştır. Özellikle, WT kullanılarak geliştirilen hibrit yöntem, nehir akış 

tahmininde önemli bir gelişme göstermiştir. Araştırmada öncelikle, Türkiye'deki 

yedi dere ölçüm istasyonundan alınan günlük ortalama akış verilerinin yanı sıra 

günlük ortalama sıcaklık ve toplam yağış verilerini kullanarak akarsu akış 

verilerini tahmin etmeye yönelik makine öğrenimi uygulamalarına yer verilmiştir. 

Beş farklı makine öğrenimi algoritması kullanılarak sonuçlarını karşılaştırılmıştır. 

Dikkat çekici bir şekilde, RF ve ETR modelleri akış hızlarını tahmin etme de 

diğerlerinden daha iyi performans göstermiştir. Makine öğrenme modellerinin 

performansını daha da artırmak için Dalgacık Dönüşüm entegre edilmiş ve bu da 

daha da iyi sonuçlara ulaşılmıştır. Şekil 13’te gösterilen Biorthogonal, Mexican 

Hat, Haar, Coiflets, Daubechies, Symlets, Morlet ve Meyer dahil olmak üzere 

dikkate alınan çeşitli dalgacık filtreleri arasından Daubechies (db10) dalgacık 

ailesi göz önüne alınmıştır. 
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Şekil 13. Örnek dalgacık şekilleri ( Öner, v.d. 2017 ). 

Dalgacık dönüşümünün her adımı, dalgacık fonksiyonunun giriş verilerine 

uygulanmasını içermektedir. Hesaplamalı sonuçları iyileştirmek için kullanılan 

yinelenen değerleri elde etmek amacıyla dalga fonksiyonu değerlerini ve 

ölçeklendirme fonksiyonu değerlerini on tekrarla hesaplanmıştır. (Waqas, v.d. 

2020). WT'nin, özellikle de Daubechies dalgacık ailesinin kullanılması, 

araştırmanın nehir akış hızlarını tahmin etmede daha yüksek doğruluk elde etme 

başarısına önemli ölçüde katkıda bulunmuştur. Bu yaklaşım, benzer hidrolojik 

analizlerde makine öğrenimi modellerinin performansının artırılması açısından 

değerli olduğunu kanıtlamaktadır. Araştırmacılara ve uygulayıcılara su kaynakları 

yönetimi ve çevresel izleme konularında daha güvenli kararlar almaları için 

önemli katkı sağlamaktadır. 

Bu çalışmada sunulan sonuçlar, nehir akış tahminlerinin doğruluğunu 

arttırmada WT uygulamasının önemli etkisini vurgulamaktadır. Bu artışın boyutu, 

makine öğrenimi algoritmalarının yetenekleri etkili bir şekilde birleştirildiğinde 

daha belirgin hale gelmektedir. Daubechies dalgacık ailesi, bu karmaşık 

kombinasyonda çok uygun bir seçimdir ve kesin tahminler için gerekli olan 

zaman-frekans çözünürlüğüne yönelik kritik ihtiyacı etkili bir şekilde 
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yönetmektedir. Hem dalga fonksiyonu değerleri hem de ölçeklendirme 

fonksiyonu değerleri için on hesaplama yinelemesinin kullanılması, elde edilen 

bulgularda elde edilebilecek kesinliği artırmaktadır. Dikkat çekici bir şekilde, bu 

yeni metodoloji, nehir akışı tahminleri ve taşkın tahmini ve kritik kuraklık izleme 

alanı da dahil olmak üzere diğer hidrolojik bağlamlar alanında uygulama 

potansiyeline sahiptir. Bu stratejinin uyarlanabilirliği, sınırlı kullanışlılığının 

ötesindeki gücünüde göstermektedir. Hidrolojideki uygulamalarına ek olarak bu 

yaklaşımın, sağlık ve finans gibi karmaşık sistemler ve dinamiklerle karakterize 

edilen birçok alana önemli ölçüde katkısı vardır. Her iki alanın da zaman içinde 

değişen sinyallerin ayrıntılı analizine ihtiyacı vardır. WT yöntemi, karmaşık 

zamansal kalıpları etkili bir şekilde tanımlayabilmekte, bu özellik onu zaman 

içinde ortaya çıkan tıbbi tanıların kodunun çözülmesinde önemli bir araç haline 

getirmekte ve finansal piyasaları etkileyen ince değişikliklere ışık tutar 

(Takaoğlu,2021). Bu nedenle, bu çalışmanın önemi, elde edilen sonuçların 

ötesine uzanmakta ve geniş bir yelpazedeki bilimsel ve pratik uygulamaları 

etkilemektedir. WT (Wavelet Tranform) ile makine öğrenimi arasındaki ortak 

yaşamla ilişkili bilginin tahmin doğruluğunu artırmada son teknoloji bir güç 

olarak kabul edilmesi, multidisipliner iş birliğinin süregelen öneminin kanıtıdır. 

Sinyal işleme ve makine öğrenimindeki uzmanlığın birleşimi, yalnızca hidrolojik 

dinamiklere ilişkin anlayışımızı geliştirmekle kalmaz, aynı zamanda belirli 

alanların ötesine geçen yaratıcı problem çözme için bir model oluşturur. 
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IV. ANALİZ-UYGULAMA 

A. Marmara Havzası Çatalca Istıranca Deresi Karamandere İstasyonu 

Marmara Havzası Istıranca deresinde Karamandere mevkii günlük ortalama 

akım hızı verileri DSİ’ye ait web sitesinden alınmıştır. İstanbul ili Çatalca 

ilçesindeki Karacaköy Bucağı yolu 23’üncü km'sindeki Karamandere köyü 

yakınında bulunur. 

D02A028 Numaralı AGİ ait günlük ortalama akım hızı, MGM’ne ait 

verilerden günlük ortalama hava sıcaklığı, günlük toplam yağış verileri 

kullanılmıştır. 01/01/2005-30/09/2020 tarihleri arası 5752 adet günlük veriden, 

01/01/2005 – 30/09/2017 yılları arasındaki 4656 adet günlük veri eğitim için, 

01/10/2017 – 30/09/2020 yılları arasındaki 1096 adet günlük veri test amaçlı 

kullanılmıştır. Bölgeye ait istatistik değerleri Çizelge 5’te verilmektedir. 

Çizelge 5. Karamandere AGİ veri setine ait istatistik değerleri. 
Istıranca D. 
Karamandere 
D02A028 

Ortalama 
Mean 

Minimum 
Minimum 

Maksimum 
Maximum 

Standart 
Sapma 
Standard 
Deviation 
 

Çarpıklık 
Distortion 

Değişinti 
Change 

Mode 
(En 
Çok 
Tekrar) 

Ortanca 
Median 

Günlük 
Ortalama 
Debi 
Daily 
average flow 
(m3/sn) 

2.98 0.061 207 8.19 9.17 67.03 0.21 0.78 

Günlük 
Toplam 
Yağış Daily 
total rainfall 
(mm=kg/m2) 

2.74 0 184.2 8.93 8.62 79.53 0 0 

Günlük 
Ortalama 
Sıcaklık 
Daily 
average 
temperature 
(°C) 

12.58 -8.9 31.1 7.46 -0.21 55.81 21.5 12.8 
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1. Makine Öğrenme yöntemleriyle Uygulamalar(Karamandere) 

Çizelge 6’da beş farklı makine öğrenimi algoritmasına dayalı olarak mevcut 

değerlerin tahmin edilmesine yönelik sonuçlar verilmiştir. Şekil 14’te grafik 

görünümü mevcuttur. En başarılı tahmin sonucu Linear ve Support Vektör 

Regresyon modellerinde görülmektedir. 

Çizelge 6. Makine öğrenmesi algoritmaları eğitim ve test sonuçları 
(Karamandere) 

 R2 train R2 test d_train d_test rmse_train rmse_test 
LR 98,29 97,77 67,73 70,81 102,75 159,62 
SVR 99,86 87,87 8,93 33,9 29,63 372,07 
DT 99,89 53,76 8,24 96,67 28,94 726,5 
RF 98,08 66,53 17,07 77,79 108,93 618,06 
ETR 99,87 70,64 8,36 55,17 29,01 578,93 

Şekil 14.  Makine öğrenmesi algoritmaları eğitim ve test grafiği (Karamandere) 

2. Hibrit Model Yöntemi Uygulamaları (Karamandere) 

Dalgacık ayrıntı değerleri oluşturulmuş makine öğrenmesi algoritmaları ile 

oluşturulan hibrit uygulama sonuçlarına göre Decision Tree, Random Forest ve 

Extra Trees yöntemlerinde başarı performanslarının arttığı sonuçlar elde 

edilmiştir. Hibrit uygulama sonucu, belirgin oranda başarı artış oranı 

görülmektedir. Çizelge 7’de dalgacık-makine öğrenmesi hibrit modelinden çıkan 

uygulama sonuçları sunulmuştur. Şekil 15’te grafik görünümü mevcuttur. 
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Çizelge 7. Hibrit model eğitim ve test sonuçları (Karamandere) 

 R2 train R2 test d_train d_test rmse_train rmse_test 
LR 72,52 54,04 243,76 236,49 440,4 422,4 
SVR 95,83 83,87 72,76 92,53 171,66 250,26 
DT 99,23 79,36 12,04 95,97 65,6 283,07 
RF 98,86 89,16 28,11 71,28 89,91 205,12 
ETR 99,25 90,99 10,96 68,6 64,3 187,13 

 

 
Şekil 15. Hibrit model eğitim ve test sonuçları grafiği (Karamandere) 

Şekil 17’de ortalama akım hızı değerlerinin ayrıntıları grafiği mevcuttur. 

Büyük, orta ve küçük ölçekli olayların rolünde son dönemlerinde artış 

gözlemlenmektedir. 

Ortalama debi değerlerinin ayrıntıları Şekil 16’da sunulmaktadır. Son 

inceleme dönemi akım değerlerinde, büyük, orta ve küçük ölçekli etkilerin 

rolünde artış gözlenmiştir. 

Küçük (d1) ve büyük ölçekli olayların (d3) orta ölçekli olaylardan (d2) ve 

büyük ve daha etkin olduğu söylenebilir. Son dönemde gözlenen ekstrem debi 

değerinde  (yaklaşık 200m3/s), küçük, orta ve büyük ölçekli olayların tümünün 

etkili olduğu gözlenmektedir 

72,52 

95,83 99,23 98,86 99,25 
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Şekil 16. Dalgacık(Wavelet) 1- D Db, Level 3 grafiği (Karamandere) 

 
Şekil 17.  Dalgacık (Wavelet) Continuous 1-D(Karamandere) 

Şekil 17’de Ortalama akım değişiminde etkin rol oynayan kırmızı küçük, 

yeşil orta ve mavi büyük ölçekli olayları göstermektedir. Frekans ve ölçek ile 

ilgili ayrıntılar sunulmaktadır. Son inceleme dönemi akım hızı değerlerindeki 

artış küçük, orta ve büyük ölçekli olayların üçünün de debi değişimi üzerinde 

etkili olduğunu göstermektedir. 
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Çizelge 8. Yalın-Hibrit yöntem karşılaştırılması (Karamandere) 

Yöntem Yalın Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit yöntem 
uygulama farkı 
(HibritR2-YalınR2) % 

LR 0,52 18,48 -43,73 
SVR 11,99 11,96 -4 

DT 46,13 19,87 25,6 

RF 31,55 9,7 22,63 

ETR 29,23 8,26 20,35 

Karamandere AGİ verileriyle yapılan uygulamada yalın yöntemde en 

başarılı sonuç LR 97,77 oranıyla ve 0,52 öğrenme kaybı ile, yöntemi ile 

sağlanmıştır. Hibrit yöntemde en başarılı sonuç ETR 90,99 oranıyla öğrenme 

kaybı 8,26 olarak çıkmıştır. İki yöntem arasındaki en fazla başarı artışı ise DT 

yönteminde %25,6 artış oranıyla olmuştur. Çizelge 8’de gösterilmiştir. 

  

28 
 



M
od

el
 

0

20

40

0 10 20 30 40

W-SVR 

Gözle
 

M
od

el
 

0

20

40

0 10 20 30 40

W-Decision Tree (DT) 
M

od
e

l 

Gözlem 

0

20

40

0 10 20 30 40

W-Random Forest 

M
od

e
l 

Gözle
 

0

20

40

0 10 20 30 40

W-ExtraTreesRegressor 

M
od

el
 

Gözle
 

• Ortalama Debi Tahmini Dağılımı 

 

 

 

 

 
Şekil 18. . A: Doğrusal Regresyon B: Dalgacık Dönüşümü ve Doğrusal Regresyon 

(Hibrit)  C: Destek Vektör Regresyon(SVR)     D: Dalgacık Dönüşümü ve SVR 
(Hibrit)     E: Karar Ağacı  F: Dalgacık Dönüşümü ve Karar Ağacı  (Hibrit)    G:  

Rastgele Orman          I: Dalgacık Transformasyonu ve Rastgele Orman  (Hibrit)J: 
Ekstra Ağaçlar     K: Dalgacık Transformasyonu ve Ekstra Ağaçlar     (Hibrit) 
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Şekil 18’de 10 farklı model test sonuçları grafiği sunulmuştur. W-Doğrusal 

ve W-Destek Vektor regresyonları dışında sekiz modelde gözlem ve model 

sonuçları arasında alpha =0,01 güven seviyesinde anlamlı ilişkili olduğu 

saptanmıştır. 

B. Antalya Havzası Isparta Çaydere Eğirdir Göl girişi İstasyonu 

Bu çalışma içinde incelenen alanlardan ikincisi Antalya Havzası D09A060 

Çaydere Eğirdir göl giriş akım gözlem istasyonudur. Veriler DSİ kayıtlarından 

alınmıştır. Araştırma bölgesi, Eğirdir-Konya yolunu takiben 5 km sonra Çaydere 

köprüsünden 300 m uzaktaki ölçüm istasyonu olarak seçilmiştir. Eğirdir gölü 

girişi Aralık 1978 – Haziran 1987 ve Ekim 1997-Eylül 2020 tarihleri arası Aylık 

Ortalama Akım hızı değerleri bağımlı değişken, Aylık toplam yağış, Aylık 

Ortalama hava sıcaklığı verileri ise bağımsız değişkenler olarak göz önüne 

alınmıştır.  Aralık 1978 -Eylül 2012 yılları arasındaki aylık veriler eğitim için 

(406 Adet) Ekim 2012- Eylül 2020 yılları arasındaki aylık veriler test için (96 

Adet) kullanılmıştır. AGİ’ye ait istatistik değerleri Çizelge 9’da verilmektedir. 

Çizelge 9. Çaydere Eğirdir Göl girişi AGİ veri setine ait istatistik değerleri. 
D09A060 
ÇAYDERE 
EĞİRDİR GÖL 
GİRİŞ 

Ortala
ma 

Minimu
m 

Maksimu
m 

Standa
rt 
Sapma 

Çarpıklı
k 

Değişin
ti 

Mod 
(En 
Çok 
Tekra
r) 

Medyan 
(Ortanc
a) 

Aylık Ortalama 
Debi (m3 /sn) 

5,79 0,00 31,10 6,87 1,32 47,22 0,00 2,73 

Aylık Toplam 
Yağış(mm=kg/
m2 ) 

69,86 0,00 560,70 71,64 1,90 5131,7
5 

0,00 50,20 

Aylık Ortalama 
Sıcaklık(°C) 

12,52 -3,50 25,70 7,78 0,05 60,52 4,40 12,00 

1. Makine Öğrenme yöntemleriyle Uygulamalar(Çaydere) 

Çizelge 10 ve Şekil 19’da beş farklı makine öğrenimi göz önüne alınarak 

oluşturulan model uygulama sonuçları ve grafiği sunulmuştur. 
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Çizelge 10. Makine öğrenmesi algoritmaları eğitim ve test sonuçları (Çaydere) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 62,79 56,39 268,61 289,68 364,44 357,97 

SVR 73,28 60,31 188,81 237,78 308,81 341,49 

DT 98,9 35,8 15,65 298,5 58,63 434,32 

RF 95,72 52,71 28,11 274,29 89,91 372,74 

ETR 99,15 51,53 14,32 280,48 54,23 377,39 

 

 
Şekil 19. Makine öğrenmesi algoritmaları eğitim ve test sonuçları grafiği (Çaydere) 

Beş ayrı makine öğrenme yöntemine göre akım değerlerinin tahmin sonucu 

Rastgele Orman (RF), Destek Vektör Regresyonu(SVR), Doğrusal Regresyon 

(LR) ve Ekstra Ağaçlar Regresyon (ETR) modellerinde birbirine yakın sonuçlar 

gözlenmiştir. 

2. Hibrit Model Yöntemi Uygulamaları (Çaydere) 

Wavelet ayrıntı değerleri ile oluşturulan hibrit model uygulama sonuçlarına 

göre Doğrusal Regresyon (LR), Destek Vektör Regresyonu (SVR), Rastgele 

Orman (RF), Ekstra Ağaçlar Regresyon (ETR) ve Karar Ağacı (DT)  

yöntemlerinde hibrit olmayan modellere göre tahmin başarı oranının yüksek 

olduğu sonuçlar elde edilmiştir. Hibrit uygulanan modellerde belirgin bir başarı 

artışı gözlemlenmiştir. 

Yöntemlerin ayrı ayrı uygulanmasında, test verilerinin gözlem verileri ile 

ilişkisi, 35,8 ile 60,1 arasında değişmiştir. Hibrit olarak bu yöntemlerin her 

birinin wavelet yöntemi ile kullanımı sonucunda, ilişki katsayısı 77,3-89,1 
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değerine yükselmiştir. Gözlem ve hibrid model sonuçları arasında α=0,001 anlam 

seviyesinde güvenli bir ilişki olduğu saptanmıştır. 

Çizelge 11. Hibrit model eğitim ve test sonuçları (Çaydere) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 82,66 81,35 199,47 166,43 252,73 221,44 

SVR 93,85 82,92 91,46 155,91 150,47 211,89 

DT 98,79 77,34 45,85 142,13 78,54 244,05 

RF 97,87 89,12 59,24 113,48 88,53 169,1 

ETR 99,25 87,84 43,21 113,99 75,85 178,79 

 

 
Şekil 20. Hibrit model eğitim ve test sonuçları grafiği (Çaydere) 

Çizelge 11’de ve Şekil 20’de Wavelet ayrıntı değerleri ile oluşturulan hibrit 

model uygulama sonuçları ve grafiği sunulmuştur. 

Çizelge 12. Yalın Hibrit yöntem karşılaştırılması (Çaydere) 

Yöntem Yalın Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit yöntem 
uygulama farkı 
(HibritR2-YalınR2) % 

LR 6,4 1,31 24,96 
SVR 12,97 10,93 22,61 

DT 63,1 21,45 41,54 

RF 43,01 8,75 36,41 

ETR 47,62 11,41 36,31 

Çaydere AGİ verileriyle yapılan uygulamada yalın yöntemde en başarılı 

sonuç SVR 60,31 yöntemi ile elde edilmiştir. Çizelge 10’da gösterilmiştir. Hibrit 

82,66 
93,85 98,79 97,87 99,25 

81,35 82,92 
77,34 

89,12 87,84 

0
10
20
30
40
50
60
70
80
90

100

LR SVR DT RF ETR

R2 train R2 test

32 
 



yöntemde en başarılı sonuç RF yöntemi 89,12 oranıyla en başarılı yöntemdir. 

Çizelge 11’de gösterilmiştir. Çizelge 12’de gösterildiği gibi öğrenme kaybı en az 

6,4 oranla LR olmuştur. Hibrit yöntemde en az öğrenme kaybı 1,31 olarak LR 

yönteminde olmuştur. İki yöntem arasındaki en çok başarı artışı ise DT 

yönteminde 41,54 oranıyla olmuştur. 

Şekil 21’de özellikle inceleme dönemi son bölümünde küçük, orta ve büyük 

ölçekli olayların akım hızı değişimi üzerindeki birlikte etkisi gözlenmektedir. 

 
Şekil 21. Dalgacık(Wavelet) 1- D Db, Level 3 grafiği  (Çaydere) 
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Şekil 22. Eğirdir Göl Giriş Ortalama Akım Dalgacık(Çaydere) 

Şekil 22’de Ortalama akım hızı değişiminde Büyük ölçekli olaylar koyu 

mavi, koyu kırmızı, küçük ölçekli olaylar sarı ve orta ölçekli olaylar yeşil açık 

mavi renkleriyle gösterilmektedir. Frekans ve ölçek ile ilgili ayrıntıları 

sunulmaktadır. 

Artan akım hızı değerleri bir-iki hafta veya üç aylık peryodisiteye sahiptir. 

Bu değişimler büyük, orta ve küçük ölçekli olayların tümü etkilidir. 

C. Sakarya Havzası -Porsuk Çayı Beşdeğirmen İstasyonu 

Çizelge 13. Beşdeğirmen AGİ veri setine ait istatistik değerleri. 
E12A003 Porsuk 
Çayı 
Beşdeğirmen  

Ortalam
a 

Minimu
m 

Maksimu
m 

Standar
t 
Sapma 

Çarpıklı
k 

Değişint
i 

Mod 
(En 
Çok 
Tekrar
) 

Medyan 
(Ortanca
) 

Günlük Ortalama 
Debi ??(m3/sn) 

5,94 1,01 95,10 6,29 4,00 39,59 5,94 3,85 

Günlük Toplam 
Yağış(mm=kg/m2

) 

1,46 0,00 92,20 4,50 5,80 20,24 0,00 0,00 

Günlük Ortalama 
Sıcaklık(°C) 

10,77 -14,10 29,80 8,25 -0,20 68,13 20,10 11,10 
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Bu çalışmada Sakarya Havzası Porsuk çayı alt havzası ait E12A003 

numaralı Porsuk Çayı Beşdeğirmen akım gözlem istasyonu 01 Ekim 1979-30 

Eylül 2011 tarihleri arası Günlük Ortalama Akım, Günlük Ortalama hava 

sıcaklığı ve Günlük Toplam Yağış verileri kullanılmıştır. 01 Ekim 1986 – 30 

Eylül 2006 yılları arası 7305 adet günlük veri eğitim için, 01 Ekim 2006-30 Eylül 

2011 yılları arasındaki 1461 adet günlük veri test için kullanılmıştır. Çizelge 

13’te Beşdeğirmen istasyonuna ait istatistik değerleri paylaşılmıştır. 

1. Makine Öğrenme yöntemleriyle Uygulamalar (Beşdeğirmen) 

Beş ayrı makine öğrenme algoritması yöntemine göre akım hızı değerlerinin 

tahmin sonuçları aşağıda Çizelge 14’te gösterilmektedir. Şekil 23’te grafiği 

sunulmuştur. 

Çizelge 14. Makine öğrenmesi algoritmaları eğitim ve test sonuçları 
(Beşdeğirmen) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 39,59 35,01 354,59 359,25 499,99 515,64 

SVR 90,97 73,75 121,48 179,97 193,33 327,69 

DT 98,36 70,2 46,81 184,38 88,53 349,16 

RF 97,94 85,84 54,46 144,23 92,35 240,7 

ETR 99,14 88,09 44,38 135,38 86,22 220,76 

 

 
Şekil 23. Makine öğrenmesi algoritmaları eğitim ve test sonuçları grafiği 

(Beşdeğirmen) 
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Beş ayrı makine öğrenme algoritma yöntemine göre akım hızı için en 

başarılı tahmin sonuçları Rastgele Orman(RF), Ekstra Ağaçlar Regresyon (ETR) 

ve Destek Vektör Regresyonu (SVR) modellerinde görülmektedir. 

2. Hibrit Model Yöntemi Uygulamaları (Beşdeğirmen) 

Çizelge 15 ve Şekil 24’te Wavelet ayrıntı değerleri eklenerek oluşturulmuş 

hibrit uygulama sonuçları sunulmaktadır. 

Çizelge 15. Hibrit model eğitim ve test sonuçları (Beşdeğirmen) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 97,55 97,49 92,15 93,19 10,68 101,42 

SVR 99,98 85,83 6,96 47,79 9,07 240,77 

DT 99,98 88,35 6,25 68,63 8,96 218,37 

RF 99,42 95,39 16,34 44,25 49,17 137,38 

ETR 99,91 97,73 7,23 32,04 9,78 96,32 

 

 
Şekil 24. Hibrit model eğitim ve test sonuçları grafiği (Beşdeğirmen) 

Wavelet Ayrıntı değerleri eklenerek oluşturulmuş hibrit model uygulama 

sonuçlarına göre bütün modellerde başarı sonuçlarına olumlu yansımalar 

olmuştur. Hibrit uygulanan modellerde başarı artış oranları belirgin olarak 

gözlemlenmiştir. 

Hibrit model uygulama sonucunda en yüksek performans bağımsız test 

verileri analizine göre ETR(r2=0,9773) ve LR(r2=0,9749) ile elde edilmiştir. 

Çizelge 15’de gösterilmektedir. 
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Çizelge 16. Yalın-Hibrit yöntem karşılaştırılması (Beşdeğirmen) 

Yöntem Yalın Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit yöntem 
uygulama farkı 
(HibritR2-YalınR2) % 

LR 4,58 0,06 62,48 
SVR 17,22 14,15 12,08 

DT 28,16 11,63 18,15 

RF 12,1 4,03 9,55 

ETR 11,05 2,18 9,64 

Beşdeğirmen AGİ verileriyle yapılan uygulamada yalın yöntemde ETR 

88,09 oranıyla en başarılı yöntem olmuştur. Çizelge 14’te gösterilmiştir. Çizelge 

16’da gösterildiği gibi öğrenme kaybı en az 4,58 oranla LR olmuştur. Hibrit 

yöntemde en başarılı sonuç ETR yöntemi 97,73 oranıyla en başarılı yöntemdir. 

Çizelge 15’te gösterilmiştir. Hibrit yöntemde en az öğrenme kaybı 0,06 olarak LR 

yönteminde olmuştur. İki yöntem arasındaki en çok başarı artışı ise LR 

yönteminde 62,48 oranıyla olmuştur. 

İnceleme periyodu orta ve son dönemlerinde bu üç etkinin rolünde azalma 

olmaktadır. Şekil 25’te Beşdeğirmen Akım gözlem istasyonu ortalama akım hızı 

değerlerinin ayrıntıları sunulmaktadır. İnceleme dönemi süresince akım 

değerlerinde etkili küçük, orta ve büyük ölçekli olaylar gözlenmiştir. 
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Şekil 25. Ortalama Akım Dalgacık(Wavelet) 1- D Db, Level 3 grafiği. (Beşdeğirmen) 

Şekil 26 için Ortalama akım değişiminde büyük(mavi), orta(yeşil) ve küçük 

(kırmızı) ölçekli olayların rolü gözlenmektedir. Ölçek ve frekans ayrıntıları 

sunulmaktadır. 

Özellikle yüksek akım hızı değerlerinin gözlenmesinde bu üç ölçeğin 

birlikte rolü öne çıkmaktadır. 

Büyük ve orta ölçekli olayların etkinliği, inceleme dönemi başında ve 

ortasında gözlenmektedir. 
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Şekil 26. Ortalama Akım Dalgacık (Wavelet) Continuous 1-D (Beşdeğirmen) 

D. Fırat Havzası Tunceli Munzur Suyu Melekbahçe 

Yukarı Fırat havzası, Munzur suyu alt havzasına ait E21A033 Numaralı 

Melekbahçe akım gözlem istasyonu 01 Ekim 1986- 30 Eylül 2009 tarihleri arası 

Günlük Ortalama Akım Hızı, Günlük Ortalama hava sıcaklığı ve Günlük 

Ortalama Yağış verileri kullanılmıştır. Eğitim için 01 Ekim 1986 – 30 Eylül 2006 

tarihleri arası 7305 adet günlük veri, 01 Ekim 2006-30 Eylül 2009 yılları 

arasındaki 1461 adet günlük veri test için kullanılmıştır. Melekbahçe AGİ’ye ait 

istatiksel değerler Çizelge 17’de verilmektedir. 

Çizelge 17. Melekbahçe AGİ veri setine ait istatistik değerleri. 
E21A033 
Munzur Suyu 
Melekbahçe 

Ortala
ma 

Minimu
m 

Maksimu
m 

Standa
rt 
Sapma 

Çarpıkl
ık 

Değişin
ti 

Mod 
(En 
Çok 
Tekra
r) 

Medyan 
(Ortanc
a) 

Günlük 
Ortalama Debi 
(m3/sn) 

89,38 17,70 739,00 82,21 2,11 6758,3
3 

36,20 54,20 

Günlük Toplam 
Yağış(mm=kg/
m2) 

2,24 0,00 74,60 6,33 4,25 40,04 0,00 0,00 

Günlük 
Ortalama 
Sıcaklık(°C) 

12,85 -18,90 33,50 10,77 -0,14 115,99 2,20 13,00 
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Beş ayrı makine öğrenme algoritma yöntemine göre akım hızı değerlerinin 

tahmin sonuçları aşağıda şemada gösterilmektedir. 

1. Makine Öğrenme yöntemleriyle Uygulamalar (Melekbahçe) 

Beş ayrı makine öğrenme algoritma yöntemine göre akım hızı değerlerinin 

test verilerine göre en başarılı tahmin sonuçları Rastgele Orman(RF), Destek 

Vektör Regresyonu (SVR) ve Ekstra Ağaçlar Regresyon (ETR) modellerinde 

görülmektedir. 

Çizelge 18 ve Şekil 27’de beş ayrı makine öğrenme algoritma yöntemine 

göre uygulama sonuçları sunulmaktadır. 

Çizelge 18. Makine öğrenmesi algoritmaları eğitim ve test sonuçları 
(Melekbahçe) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 48,27 47,12 4024,67 4130,56 5376,52 5897,48 

SVR 71,35 68,68 2331,86 2567,78 4269,45 4627,16 

DT 99,87 54,22 27,64 3351,12 284,58 5593,95 

RF 96,12 70,94 907,63 2690,43 1571,32 4456,79 

ETR 99,87 68,63 27,92 2719,59 284,62 4630,37 

 

 
Şekil 27. Makine öğrenmesi algoritmaları eğitim ve test sonuçları grafiği 

(Melekbahçe) 
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2. Hibrit Model Yöntemi Uygulamalar 

Wavelet ayrıntı değerleri eklenerek oluşturulmuş hibrit model uygulama 

sonuçlarına göre bütün modellerde başarı sonuçlarına olumlu yansımalar 

olmuştur. Hibrit uygulanan modellerde başarı artış oranları belirgin olarak 

gözlemlenmiştir. Model performansı sıra ile RF, ETR ve SVR yöntemlerinde 

daha fazla artış göstermiştir. Çizelge 19 ve Şekil 28’de sonuç ve grafiği 

mevcuttur. 

Çizelge 19. Hibrit model eğitim ve test sonuçları (Melekbahçe) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 53 52,11 3982,4 4028,34 5467,96 5661,37 

SVR 84,96 79,75 1742,71 2072,43 3093,6 3720,63 

DT 99,87 72,58 578,35 2533,75 926,75 4329,59 

RF 97,85 85,24 673,22 1871,06 1169,32 3176,62 

ETR 99,1 84,85 540,54 1891,2 865,35 3217,89 

 

 
Şekil 28. Hibrit model eğitim ve test sonuçları grafiği (Melekbahçe) 
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Çizelge 20. Yalın-Hibrit yöntem karşılaştırılması (Melekbahçe) 

Yöntem Yalın Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit Yöntem 
Öğrenme (train-test) 
Farkı % 

Hibrit yöntem 
uygulama farkı 
(HibritR2-YalınR2) % 

LR 1,15 0 5,99 
SVR 2,67 5,21 11,07 

DT 45,65 27,29 18,36 

RF 25,18 12,61 14,3 

ETR 31,24 14,25 16,22 

 

Melekbahçe AGİ verileriyle yapılan uygulamada yalın yöntemde RF 70,94 

oranıyla en başarılı yöntem olmuştur. Çizelge 18’de gösterilmiştir. Çizelge 20’de 

gösterildiği gibi öğrenme kaybı en az 1,15 oranıyla LR olmuştur. Hibrit yöntemde 

W-RF yöntemi 85,24 oranıyla en başarılı yöntemdir. Çizelge 19’da gösterilmiştir. 

Hibrit yöntemde en az öğrenme kaybı 5,21 olarak LR yönteminde oluşmuştur. İki 

yöntem arasındaki en çok başarı artışı ise DT yönteminde 18,36 oranıyla 

olmuştur. 

Şekil 29’da Melekbahçe Akım gözlem istasyonu ortalama akım hızı 

değerlerinin ayrıntıları sunulmaktadır. İnceleme dönemi boyunca akım 

değerlerinde büyük, orta ve küçük ölçeklerle ilgili etkilerin rolü gözlenmiştir. Bu 

etkilerin tekrarlanma frekansı 2 ay ile 1.5 yıl arasında değişmektedir. Şekil 30’da 

ortalama akım hızı değişiminde büyük(mavi), orta(yeşil) ve küçük (kırmızı) 

ölçekli olayların rolü gösterilmektedir. Ölçek ve frekans ayrıntıları 

sunulmaktadır. İnceleme dönemi boyunca akım değerlerinde küçük, orta ve 

büyük ölçekli olayların üçünün birlikte etkili olduğu söylenebilir. 
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Şekil 29. Ortalama Akım Dalgacık(Wavelet) 1- D Db, Level 3 grafiği. (Melekbahçe) 

 
Şekil 30. Ortalama Akım Dalgacık (Wavelet) Continuous 1-D Melekbahçe) 

E. Sakarya Havzası -Porsuk Çayı Porsuk Çiftliği 

Sakarya Havzası, D12A033 numaralı Porsuk Çayı Porsuk Çiftliği 

yakınındaki akım gözlem istasyonu “Günlük Ortalama Akım”, “Günlük Ortalama 

Yağış”, “Günlük Ortalama hava sıcaklığı” verileri kullanılmıştır.  01 Ekim 2014 - 
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30 Eylül 2021 tarihleri arası toplam 2556 adet günlük veri ile inceleme 

yapılmıştır. Eğitim verisi için 01 Ekim 2014 – 30 Eylül 2020 yılları arası 2191 

adet günlük veri, test verisi için 01 Ekim 2020-30 Eylül 2021 yılları arasındaki 

365 adet günlük veri kullanılmıştır. Verilere ait istatiksel değerler Çizelge 21’de 

gösterilmektedir. 

Çizelge 21. Porsuk Çiftliği veri kümesine ait istatiksel değerler 
D12A033 
 Porsuk Çayı 
Porsuk Çiftliği 

Ortala
ma 

Minimu
m 

Maksimu
m 

Standa
rt 
Sapma 

Çarpıkl
ık 

Değişin
ti 

Mod 
(En 
Çok 
Tekra
r) 

Medyan 
(Ortanc
a) 

Günlük 
Ortalama 
Akım(m3/sn) 

2,93 0,11 28,7 3,22 2,72 10,37 0,19 2,2 

Günlük Toplam 
Yağış(mm=kg/
m2) 

5,66 0,10 49,40 7,45 2,46 55,53 0,20 2,80 

Günlük 
Ortalama 
Sıcaklık(°C) 

12,01 -12,60 28,00 8,11 -0,26 65,72 13,10 12,40 

1. Makine Öğrenme yöntemleriyle Uygulamalar 

Beş ayrı makine öğrenme yöntemine göre gözlem ve model sonuçlarında en 

yüksek R2_test değeri sırasıyla ETR ve RF yöntemleriyle %67,7 ve %65,6 

bulunmuştur, (α=0.01). Çizelge 22 ve Şekil 31’de değerler ve grafikler 

sunulmuştur. 

Çizelge 22. Makine öğrenmesi algoritmaları eğitim ve test sonuçları (Porsuk 
Çiftliği) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 53,5 52,11 152,84 148,81 256,86 241,08 

SVR 82,29 34,26 101,47 169,5 158,97 277,55 

DT 98,8 53,41 34,54 152,81 65,1 233,66 

RF 95,9 65,61 47,61 137,6 76,48 200,73 

ETR 99,1 67,67 30,51 129,51 53,8 194,65 
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Şekil 31. Makine öğrenmesi algoritmaları eğitim ve test sonuçları grafiği (Porsuk 

Çiftliği) 

2. Hibrit model yöntemleriyle Uygulamalar 

Dalgacık dönüşümü uygulanarak yeni ayrıtlar elde ettiğimiz verileri tekrar 

makine öğrenmesi hibrit modelde elde edilen sonuçların daha başarılı sonuçlar 

elde edilmiştir. Porsuk çayı Porsuk Çiftliği akım gözlem istasyon sonuçları 

Çizelge 23 ve Şekil 32’de sunulmuştur. Dalgacık dönüşüm kullanılarak yapılan 

analizde en iyi performans gösteren iki yöntemin r2_test değeri RF ve ETR için 

sırasıyla %90.38, %91,46 bulunmuştur, (α=0.01). 

Çizelge 23. Hibrit model eğitim ve test sonuçları (Porsuk Çiftliği) 

 R2 train R2 test d_train d_test rmse_train rmse_test 
LR 60,31 58,98 142,73 130,23 215,32 188,49 
SVR 96,05 74,03 46,29 112,28 75,09 174,44 
DT 98,7 80,61 30,41 92,56 41,75 159,49 
RF 98,79 90,38 25,25 64,5 41,49 106,17 
ETR 99,3 91,46 23,45 58,57 13,58 110,36 

 
Şekil 32. Hibrit model eğitim ve test sonuçları grafiği (Porsuk Çiftliği) 
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Çizelge 24. Yalın-Hibrit yöntem karşılaştırılması (Porsuk Çiftliği) 

Yöntem Yalın Yöntem 
Öğrenme (train-test) 
Farkı 

Hibrit Yöntem 
Öğrenme (train-test) 
Farkı 

Hibrit yöntem 
uygulama farkı 
(HibritR2-YalınR2) 

LR 1,39 1,33 6,87 
SVR 48,03 22,02 39,77 

DT 45,39 18,09 27,2 

RF 30,29 8,41 24,77 

ETR 31,43 7,84 23,79 

Porsuk Çiftliği AGİ verileriyle yapılan uygulamada yalın yöntemde ETR 

67,67 oranıyla en başarılı yöntem olmuştur. Çizelge 22’de gösterilmiştir. Çizelge 

24’te gösterildiği gibi öğrenme kaybı en az 1,39 oranıyla LR olmuştur. Hibrit 

yöntemde W-ETR yöntemi 91,46 oranıyla en başarılı yöntemdir. Çizelge 23’te 

gösterilmiştir. Hibrit yöntemde en az öğrenme kaybı 1,33 olarak LR yönteminde 

oluşmuştur. İki yöntem arasındaki en çok başarı artışı ise SVR yönteminde 39,77 

oranıyla olmuştur. 

Şekil 33 ve Şekil 34’de Porsuk Çiftliği istasyonu ortalama akım hızı tahmin 

sonuçlarına göre, 1D-Wavelet ve 1D-Continuous Wavelet analizleri 

sunulmaktadır. Dalgacık analizinde üç ölçeğin katkısı birbirine yakın 

yorumlanabilir. d1 (küçük ölçekli), d2 (orta ölçekli) ve d3 (büyük ölçekli) 

ayrıntıları ile ilişkili olmaktadır. Wavelet hibrit yöntemi ETR ve RF yöntemlerine 

göre sonuçlarda %26 iyileştirme sağlamıştır. Yüksek akım hızı değerleri bir ay ile 

4 ay arasında değişen, tekrarlanma periyoduna sahiptir. İnceleme döneminin 

başında her üç ölçekten olaylar etkin olmakta orta ve son bölümlerinde10-15 m3/s 

akım hızı değerleri küçük ve orta ölçekli olaylardan etkilenmektedir. 

Büyük ölçekli olayların inceleme dönemi ilk yarısında baskın oluşu (mavi, 

mor renkler) ve bu etkinin periyodundaki azalma trendi Şekil 34’te 

görülmektedir. 
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Şekil 33. Günlük Ortalama Akış Dalgacık 1-D Db, Level 3 (Porsuk Çiftliği) 

 

 
Şekil 34. Günlük Ortalama Akış, Wavelet Continuous 1-D (Porsuk Çiftliği) 
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Şekil 35. Porsuk Çiftliği için Ortalama Akım Hızı Tahmini Dağılım Grafiği   a ) 
Makine Öğrenmesi modelleri      b) Dalgacık Dönüşümü ve Makine öğrenmesi 

modelleri (Hibrit)  c )Doğrusal Regresyon       d) Dalgacık Dönüşümü ve Doğrusal 
Regresyon (Hibrit)  e) Destek Vektör Regresyon(SVR) f) Dalgacık Dönüşümü ve 

SVR (Hibrit)        g ) Karar Ağacı  h) Dalgacık Dönüşümü ve Karar Ağacı  (Hibrit)           
i ) Rastgele Orman          j) Dalgacık Dönüşümü ve Rastgele Orman  (Hibrit)k) 

Ekstra Ağaçlar     l) Dalgacık Dönüşümü ve Ekstra Ağaçlar     (Hibrit) 
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Şekil 35, Porsuk Çiftliği için ortalama debi değerlerinin farklı yöntemlerle 

bağımsız test verilerine dayalı olarak tahmin sonuçlarını göstermektedir. 

F. Yukarı Fırat Havzası - Tagar Çayı Küçükkumluk 

Yukarı Fırat havzası, D21A228 Numaralı Tagar Çayı Küçükkumluk 

yakınındaki akım gözlem istasyonu “Günlük Ortalama Akım”, “Günlük Ortalama 

Yağış”, “Günlük Ortalama hava sıcaklığı” verileri kullanılmıştır.  01 Şubat 2014- 

30 Eylül 2021 tarihleri arası toplam 2799 adet günlük veri ile inceleme 

yapılmıştır. Eğitim verisi için 01 Şubat 2014- 30 Eylül 2020 yılları arası 2432 

adet günlük veri, test verisi için 01 Ekim 2020-30 Eylül 2021 yılları arasındaki 

365 adet günlük veri kullanılmıştır. Verilere ait istatistik değerleri Çizelge 25’de 

gösterilmektedir. 

Çizelge 25. Küçükkumluk veri kümesine ait istatiksel değerler 
D21A228  
Tagar Çayı 
Küçükkumluk 

Ortala
ma 

Minimu
m 

Maksimu
m 

Standa
rt 
Sapma 

Çarpıkl
ık 

Değişin
ti 

Mod 
(En 
Çok 
Tekra
r) 

Medyan 
(Ortanc
a) 

Günlük 
Ortalama 
Akım(m3/sn) 

7,67 0,98 72,80 9,85 2,51 97,04 1,45 3,20 

Günlük Toplam 
Yağış(mm=kg/
m2) 

2,17 0,00 74,50 6,15 4,88 37,87 0,00 0,00 

Günlük 
Ortalama 
Sıcaklık(°C) 

14,28 -14,50 32,00 9,91 -0,08 98,16 2,50 14,20 

 

1. Makine Öğrenme Yöntemleriyle Uygulamalar (Küçükkumluk) 

Beş ayrı makine öğrenmesi algoritması yöntemine göre Küçükkumluk 

istasyonu için makine öğrenmesiyle gözlem ve model sonuçlarında en yüksek 

R2_test başarı oranı RF için %69.9, ETR için %70.8 bulunmuştur, (α=0.01). 

Çizelge 26 ve Şekil 36’da değerler ve grafikler sunulmuştur. 
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Çizelge 26. Makine öğrenmesi algoritmaları eğitim ve test sonuçları 
(Küçükkumluk) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 57,33 40,17 429,07 536,15 662,66 971,16 

SVR 79,03 58,31 244,26 409,16 457,98 706,47 

DT 94,92 55,44 128,61 427,75 205,42 730,38 

RF 96,28 69,91 107,24 356,11 192,91 600,26 

ETR 97,84 70,8 92,45 352,12 178,43 591,27 

 

 
 

Şekil 36. Makine öğrenmesi algoritmaları eğitim ve test sonuçları grafiği 
(Küçükkumluk) 

Birinci ve ikinci derecede başarılı yöntemler ETR ve RF olarak 

belirlenmiştir. 

2. Hibrit Model Yöntemleriyle Uygulamalar (Küçükkumluk) 

Küçükkumluk için Dalgacık-Makine Öğrenmesi hibrit model için Çizelge 

27 ve Şekil 37’de analiz sonuçları verilmiştir. Yukarı Fırat Havzası - Tagar Çayı 

Küçükkumluk akım gözlem istasyon R2_test sonuçlarına göre en başarılı iki 

yöntem RF için %84.41 ve ETR için %86.39 başarı oranları bulunmuştur. Hibrit 

yöntem uygulandıktan sonra başarı oranı en fazla artan yöntem %20.82 oranında 

artışla SVR olarak gözlemlenmiştir. 
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Çizelge 27. Hibrit model eğitim ve test sonuçları karşılaştırılması 
(Küçükkumluk) 

 R2 train R2 test d_train d_test rmse_train rmse_test 

LR 61,65 51,49 372,39 426,56 596,66 693,91 

SVR 94,78 79,13 98,09 277,65 228,57 499,9 

DT 95,24 73,92 91,09 292,82 219,63 558,82 

RF 98,02 84,41 73,38 250,69 140,57 431,98 

ETR 98,85 86,39 68,57 227,81 132,24 403,69 

 

 
Şekil 37. Hibrit model  eğitim ve test sonuçları (Küçükkumluk) 

Çizelge 28. Yalın Hibrit yöntem karşılaştırılması (Küçükkumluk) 

Yöntem Yalın Yöntem 
Öğrenme (train-test) 
Farkı 

Hibrit Yöntem 
Öğrenme (train-test) 
Farkı 

Hibrit yöntem 
uygulama farkı 
(HibritR2-YalınR2) 

LR 17,16 10,16 11,32 
SVR 20,72 15,65 20,82 

DT 39,48 21,32 18,48 

RF 26,37 13,61 14,5 

ETR 27,04 12,46 15,59 

Küçükkumluk AGİ verileriyle yapılan uygulamada yalın yöntemde ETR 

70,8 oranıyla en başarılı yöntem olmuştur. Çizelge 26’da gösterilmiştir. Çizelge 

28’de gösterildiği gibi öğrenme kaybı en az 17,16 oranıyla LR olmuştur. Hibrit 

yöntemde W-ETR yöntemi 86,39 oranıyla en başarılı yöntemdir. Çizelge 27’de 

gösterilmiştir. Hibrit yöntemde en az öğrenme kaybı 10,16 olarak LR yönteminde 

oluşmuştur. İki yöntem arasındaki en çok başarı artışı ise SVR yönteminde 20,82 

artış oranıyla olmuştur. 
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Şekil 38. Günlük Ortalama Akım Hızı  Wavelet Continuous 1-D,( Küçükkumluk) 

Şekil 38 ve 39’da Küçükkumluk için akım değerlerinin 1D Wavelet ve 1D 

Continuous Wavelet analizleri sunulmaktadır. Yüksek akım değerleri üzerinde 

d1-d3 ayrıntı bileşenleri ortak etki göstermekle beraber, büyük ölçekli olayların 

rolünün (d3 genlikleri) daha fazla olduğu vurgulanabilir. Wavelet hibrit model ile 

ETR ve RF moldellerinde %17-%18 arasında değişken oranda iyileştirme 

gözlenmiştir. Şekil 39’da göre büyük ölçekli olayların (lacivert, pembe renkli 

ölçekler) tekrarlanma frekansının 1gün ile 4 ay arasında değiştiği söylenebilir, 

(ilk üç yüksek akım döngüsü). Diğer dönemlerde küçük ölçekli olayların (sarı ve 

kırmızı) etken olduğu söylenebilir. 

 
Şekil 39. Günlük Ortalama Akım Hızı Dalgacık 1-D Db, Level 3 (Küçükkumluk) 
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Şekil 40. Küçükkumluk için Ortalama Akım Hızı Tahmini Dağılım Grafiği  a ) 
Makine Öğrenmesi modelleri      b) Dalgacık Dönüşümü ve Makine öğrenmesi 

modelleri (Hibrit)  c )Doğrusal Regresyon       d) Dalgacık Dönüşümü ve Doğrusal 
Regresyon (Hibrit)  e)  Destek Vektör Regresyon(SVR) f) Dalgacık Dönüşümü ve 

SVR (Hibrit)        g ) Karar Ağacı  h) Dalgacık Dönüşümü ve Karar Ağacı  (Hibrit)           
i ) Rastgele Orman          j) Dalgacık Dönüşümü ve Rastgele Orman  (Hibrit)k) 

Ekstra Ağaçlar     l) Dalgacık Dönüşümü ve Ekstra Ağaçlar     (Hibrit) 
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Şekil 40,  Küçükkumluk için debi değerlerinin farklı yöntemlere göre 

tahmin başarılarını göstermektedir. 
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V. SONUÇLAR VE ÖNERİLER 

A. Yorumlar ve Öneriler 

Bu çalışmada akarsuların günlük akım hızı değerleri ve meteorolojik 

verilerden toplam yağış ve ortalama sıcaklık verileri dikkate alınarak, akarsu 

akım hızı (debi) tahmini için ileri veri işlem yöntemlerinden faydalanılmıştır. 

Tahmin başarısına katkı sağlayacak, farklı çalışmalarda sıklıkla kullanılan makine 

öğrenmesi algoritmaları karşılaştırılmıştır. Makine öğrenmesi algoritmaları 

dalgacık dönüşüm ile kullanarak hibrit bir yöntem oluşturulmuştur. Oluşturulan 

bu yöntemin hidrolojik verilere uygulanabilirliği denenmiştir. Hibrit yöntem ile 

daha başarılı sonuçlar şekilde elde edilmiştir. Araştırmada göz önüne alınan Akım 

Gözlem İstasyonları (AGİ) için en başarılı sonuç veren yöntemler ve bulgular 

Çizelge 29’da gösterilmiştir. 

Çizelge 29. Debi tahmininde farklı havzalardaki AGİ’ler için en başarılı 
yöntemler 

Yöntem Havza / İstasyon Yöntem 
Girdileri 

En iyi 
Yöntem 

RMSE 
(mm2) 

R2 (%) 

LR-SVR-
DT-RF-
ETR 

Marmara / Karamandere Aort, Ytop, Sort LR 159,62 97,77 
Antalya/Çaydere Aort, Ytop, Sort SVR 341,49 60,31 
Sakarya / Beşdeğirmen Aort, Ytop, Sort ETR 220,7 88,09 
Sakarya / Porsuk Çiftliği Aort, Ytop, Sort ETR 194,65 67,67 
Yukarı Fırat / Melekbahçe Aort, Ytop, Sort RF 4456,7 70,9 
Yukarı Fırat / 
Küçükkumluk 

Aort, Ytop, Sort ETR 591,27 70,8 

W-LR-
SVR-DT-
RF-ETR 

Marmara / Karamandere Wavelet- Aort, 
Ytop, Sort 

WT-ETR 187,13 90,99 

Antalya/Çaydere Wavelet- Aort, 
Ytop, Sort 

WT-RF 169,1 89,12 

Sakarya / Beşdeğirmen Wavelet- Aort, 
Ytop, Sort 

WT-ETR 96,3 97,7 

Sakarya / Porsuk Çiftliği Wavelet- Aort, 
Ytop, Sort 

WT-ETR 110,36 91,46 

Yukarı Fırat / Melekbahçe Wavelet- Aort, 
Ytop, Sort 

WT-RF 3176,6 85,2 

Yukarı Fırat / 
Küçükkumluk 

Wavelet- Aort, 
Ytop, Sort 

WT-ETR 132,24 86,39 
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Bu tez çalışması sonucunda elde edilen bulgular, su kaynakları yönetimi ve 

hidrolojik araştırmalarda yardımcı olabilecek niteliktedir. Çalışma, makine 

öğrenimi modellerinin debi tahmininin karmaşıklığını anlamak için yeterli 

olabileceğinin altını çizmektedir. ETR ve RF'nin, bu bağlamda üstün tahmin 

yetenekleri olduğu anlaşılmıştır. Bu bulgulara göre, makine öğreniminin gerçek 

dünyadaki problemlerin çözümünde güçlü bir araç olarak ortaya çıkmasıyla 

birlikte su kaynakları yönetiminde de yararlı olabileceği anlaşılmıştır. Modellerin 

başarısının, girdi verilerin güvenilirliğine ve seçilen özelliklerin birbirine etkisine 

bağlı olduğu açıktır. Bu varsayımların tahminlerin performansı üzerindeki 

potansiyel etkisi, dikkate alınması gereken bir özelliktir. Gelecek çalışmalarda, 

tahminin performansı iyileştirmek için yeni metotlar ve farklı hibrit yaklaşımlar 

denenebilir. Daha fazla araştırma ve özellik seçimi ile dinamikler saptanabilir ve 

potansiyel olarak daha fazla alana özgü değişkenler göz önüne alınarak, model 

performansını artırılabilir. Ayrıca, model parametrelerinin daha kapsamlı bir 

şekilde araştırılması, daha yüksek güvenirlikte tahmin doğruluğu elde etmek 

açısından yararlı olacaktır. Çizelge 30’daki  çalışmaları analiz ettikten sonra, 

makine öğrenimi teknikleri ile hidrolojik yapı arasındaki karmaşıklığı anlamaya 

yönelik çalışma yapılmıştır.  Makine öğrenimi metodolojileri, dalgacık 

dönüşümün desteği ile bütünlük sağlayarak hidrolojik tahminler için yeni 

olanaklar sunmaktadır.  Bu yaklaşımlarla su kaynakları yönetiminde daha 

güvenilir sonuçlara ulaşılabilmektedir. 

Bu çalışma, su kaynaklarının yönetimi ve sürdürülebilir kullanımı açısından 

hayati bir öneme sahiptir. Su, yaşamın temel taşıdır ve tüm canlı organizmaların 

vazgeçilmez bir ihtiyacıdır. Ancak son yıllarda, nüfus artışı, hızlı sanayileşme, 

iklim değişikliği ve doğal kaynakların aşırı kullanımı, dünya genelinde su 

kaynaklarına yönelik baskıyı önemli ölçüde artırmıştır. Bu faktörler, su 

kaynaklarının sınırlı olduğu gerçeğini daha da önemli hale getirirken, gelecek 

nesiller için bu kaynakların etkin bir şekilde yönetilmesi ve korunması 

gerekmektedir. 

Son yıllarda dünya genelinde nüfus artışı, sanayileşme ve iklim değişikliği 

gibi faktörler su yönetimini zorlaştıran nedenlerin başında gelmektedir. Su krizi, 

temiz içme suyunun bulunmaması, sulama suyu kaynaklarının kıtlığı ve çevresel 

bozulma gibi ciddi sorunlara yol açmaktadır. Bu krizler tarım, sanayi ve 
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ekosistemlerin yanı sıra insan sağlığına da zarar vermektedir. Dünyadaki su 

kaynaklarının durumu kriz seviyesine ulaşmaktadır. Dünyadaki suyun %97'si 

okyanuslarda olup, tatlı su kaynaklarının oranı ise sadece %3 civarındadır. Tatlı 

su kaynaklarının bir kısmı buzullar ve yer altı suları şeklindedir. Bir diğer sorun 

ise dünyada su kaynaklarının dengesiz dağılımıdır. Bazı bölgelerde su bolluğu 

yaşanırken bazı bölgelerde ise kuraklık yaşanmaktadır. Bu nedenle su 

kaynaklarının sürdürülebilir yönetimi ve dağıtımı büyük önem taşımaktadır. 

Türkiye de su kaynaklarının yönetimi diğer ülkelerde olduğu gibi çok 

önemlidir. Türkiye,  su kaynaklarının etkin yönetmesi gereken bir bölgedir. 

Türkiye'nin yıllık ortalama yağış miktarı 574 mm (kg/m2) olup. Bu yağış 

miktarının verimli kullanılması gerekmektedir. Ülkemin yıllık su varlığı 112 

milyar metreküp olmasına rağmen bunun ancak 95 milyar metreküpü etkin olarak 

kullanılabiliyor (Akbulut ve Aslan, 2021). Türkiye’de 1991-2020 dönemi yıllık 

ortalama yağış miktarı 573,4 mm iken, son dönemde 550,9mm yağış kaydedilmiş, 

%6 azalma olduğu saptanmıştır. (mgm.gov.tr, 2023) 

Su kaynakları Türkiye'nin ekonomik kalkınması ve insanların yaşam kalitesi 

açısından hayati öneme sahiptir. Bu çalışma, su kaynaklarının yerel ve ulusal 

düzeyde daha verimli ve sürdürülebilir bir şekilde yönetilmesine yardımcı 

olabilecek yeraltı suyu seviyelerinin ve su kaynakları yönetiminin tahmin 

edilmesine yönelik benzer çalışmaların önemini vurgulamaktadır. Araştırmacılar 

suyun dinamik yapısını inceleyerek su potansiyeline ilişkin ileriye dönük 

tahminler yapabilir ve kentsel su yönetimi için önemli önerilerde bulunabilir. 

Ayrıca bundan sonraki çalışmalarda, farklı hidrolojik ve meteorolojik verilerin 

analiz edilmesiyle daha anlamlı sonuçlar elde edilebilir. 

  

57 
 



Çizelge 30. Literatürdeki çalışmaların kapsamlı özetleri 
Kaynak Başlık Açıklama 
Demir, 2022 
Bozkurt, 2019 
 

Sanayileşme ve Nüfus 
Artışının Hidrolojik 
Dengede Etkisi 

Bu çalışma, sanayileşmenin ve nüfus 
artışının hidrolojik denge üzerindeki 
etkilerini araştırıyor. 

Ewaid, 2019 
Ünlü, 2013 
Muratoğlu, 2019 
Bulut, 2022 

Su Kaynakları ve Su Krizi Küresel ölçekte su krizinin, artan nüfus ve 
iklim değişikliği nedeniyle bir sorun 
haline geldiğini belirtiyor. 

Muratoğlu, 2019 
Bulut, 2022 
Yılmaz, 2015 

Dünya ve Türkiye'deki Su 
Kaynakları İstatistikleri 

Dünya su kaynaklarının istatistiklerini 
sunuyor; denizler, buzullar, yeraltı suları 
ve yerüstü sularının miktarlarını içeriyor. 

Bilgiç, 2008 
Gleick, 2019 

Temiz Su Erişimi ve 
Kaliteli Su Eksikliği 

Dünya genelinde temiz su erişiminin 
sınırlı olduğu ve birçok insanın kaliteli su 
eksikliği yaşadığına dikkat çekiyor. 

Altan, 2020 
URL-11 

Türkiye'nin Yağış ve Su 
Kaynakları 

Türkiye'nin yıllık yağış miktarını ve su 
kaynaklarını detaylı bir şekilde sunuyor. 

Sarış, 2021 
Altan, 2020 
 

Kişi Başına Düşen Yıllık 
Su Miktarı 

Türkiye'de kişi başına düşen yıllık su 
miktarının azaldığını gösteriyor ve 
ülkenin su stresi yaşadığını vurguluyor. 

Ehteram, 2018 Su Yönetimi ve Planlaması 
İçin Önem 

Su kaynaklarının etkili ve sürdürülebilir 
bir şekilde yönetilmesi gerektiğini 
vurguluyor. 

Ehteram, 2019 
Başaran, 2020 

Yeraltı Su Seviyelerinin 
Tahmin Edilmesi 

Araştırmacıların yeraltı su seviyelerini 
tahmin etmek için matematiksel modelleri 
kullandığını açıklıyor. 

Navarro,2016 
 

Zaman Serileri ve 
Tahminler 

Zaman serilerinin gelecekteki su 
potansiyeli tahminleri için önemli 
olduğunu belirtiyor. 

González, 2022 
 

Su Kaynaklarının Bölgesel 
Farklılıkları 

Türkiye'deki su havzalarının farklı 
dinamiklere ve sorunlara sahip olduğunu 
ve her havzanın ayrı değerlendirilmesi 
gerektiğini vurguluyor. 

Tosunoğlu, 2017 
Bakış, 2015 
Gyau, 1994 
Baykal, 2017 
Ismail, 2017 

Regresyon Modelleri ve Su 
Verileri 

Regresyon modellerinin su kaynakları ve 
hidrolojik verilerin tahmininde 
kullanıldığını ve iyi sonuçlar verdiğini 
belirtiyor. 

Nadiri, 2019 
Karami, 2019 
Bahadırlı, 2021 

Yeraltı Su Seviyelerini 
Tahmin Etme 
Algoritmaları 

Yeraltı su seviyelerini tahmin etmek için 
kullanılan SVR, DT, ve RF 
algoritmalarının yüksek başarı oranlarına 
sahip olduğunu açıklıyor. 

Karami, 2019 
 
 

Makine Öğrenme ve Su 
Tahminleri 

Makine öğrenme yöntemlerinin su 
tahminlerinin performansını artırmak için 
kullanılabileceğini belirtiyor. 

Bahadırlı, 2021 
 
 

Dalgacık Dönüşümü ve Su 
Kaynakları Analizi 

Dalgacık dönüşümünün zaman serilerini 
analiz etmek için etkili bir teknik 
olduğunu vurguluyor. 

Biau, 2016 
Baudron, 2013 
Tyralis,2019 
 
 

Türkiye'deki Su Akışı 
Tahmini 

Bu çalışma, Türkiye'deki farklı 
bölgelerdeki su akım hızını tahmin etmek 
için LR, SVR, DT, RF ve ETR 
algoritmalarını kullanıyor. 

Bravo, 2020 
 

Hibrit Model ve Su 
Tahmin Performansı 

Hibrit bir modelin kullanılarak su tahmin 
performansının iyileştirildiğini açıklıyor. 

İşler, 2021 
 

İleriye Dönük Tahminler 
ve Su Kullanımı 

Üstel düzleştirme yöntemi kullanılarak 
suyun gelecekteki kullanımını tahmin 
etmek için 2030 yılına kadar bir 
simulasyon sunuyor. 
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Bu araştırmada, Türkiye'nin belirlenen bölgelerinden seçilen akarsu ölçüm 

istasyonlarından elde edilen verilerden ve bölgelere ait meteorolojik verilerden 

yararlanarak, akarsu akım hızı tahminine yönelik bir inceleme yapılmıştır. 

Yöntemler, günlük ortalama akım hızı, günlük ortalama hava sıcaklığı ve günlük 

toplam yağış verilerinin entegre edilmesine dayalıdır. Araştırılan makine 

öğrenimi algoritmaları arasında, RF ve ET modellerinin daha yüksek güven 

derecesinde akım hızı tahmini sağladığı belirlenmiştir.  Dalgacık dönüşümün 

makine öğrenimine dahil edilmesi sonuçlarda belirgin iyileşmeler sağlayarak 

başarı oranlarını arttırmıştır. Dalgacık dönüşüm ve makine öğreniminin model 

başarısında yaklaşık %10'luk bir artışa yol açarak, zamansal olarak karmaşık ve 

düzensiz veri kümelerindeki eğilimlerin kesinliği ve aydınlatılması üzerindeki 

olumlu etkisi kanıtlanmıştır. Çalışmanın sonuçlarının, Tarım ve Orman Bakanlığı 

ve diğer ilgili kurum ve kuruluşlarda yararlı olması beklenmektedir. Akım 

hızlarına ilişkin bu tahmin çalışmaları, toprak ve su kaynaklarının korunması, 

kırsal su talebi ve atık suyun akıllıca yönetilmesini kapsayan temel girişimlerin 

düzenlenmesinde büyük önem taşımaktadır. Bulgulara göre, Dalgacık dönüşümü, 

sinerjik bir şekilde iç içe geçmiş hibrit makine öğrenimi algoritmaları ile akım 

hızı tahmininde yüksek performans sağlamıştır. 

Bu tez çalışmasında sunulan yaklaşım modellerinin, sadece su kaynaklarına 

ilişkin problemlerinin anlaşılmasını kolaylaştırmakla kalmaması, aynı zamanda 

araştırmacıların ve politika yapıcıların karalarını güçlendirerek su yönetimi ve 

tarımsal stratejilerin oluşturulmasında, simülasyonlarda olumlu sonuçlar elde 

edilmesini sağlaması beklenmektedir. 
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EKLER 

Ek-1 AGİ(Akım Hızı) ve Meteorolojik(Yağış, Sıcaklık) ham verileri (xls 

formatında) 

Ek-2  Çözümlenmiş verileri (excel formatında) 

Ek-3 Çözümleme kodu (python kodu) 

Ek-4 Makine  Öğrenmesi Model Hesaplamaları 

Ek-5 Makine  Öğrenmesi Model Test 

Ek-6 DSİ Akım Gözlem Yıllıkları Örnek 
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Ek-1 AGİ(Akım Hızı) ve Meteorolojik(Yağış, Sıcaklık) ham verileri (xls 

formatında) 

 

Tez CD içerisinde AGİ(Akım Hızı) ve Meteorolojik (Yağış,Sıcaklık) 

verileri .xls formatında verilmiştir.  Bu verilere göre çalışmanın input ve output 

değerleri oluşturularak, algoritma içerisinde kullanılmıştır. 

Ek-2  Çözümlenmiş verileri (excel formatında) 

 

Tez CD içerisinde AGİ(Akım Hızı) ve Meteorolojik(Yağış, Sıcaklık) 

verileri csv dosyalarına dönüştürülerek, python yazılım dili kullanılarak anlamlı 

veriler haline getirilmiştir. Bu veriler excel formatında tutulmaktadır. 

Ek-3 Çözümleme kodu (python kodu) 
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Ek-4 Makine  Öğrenmesi Model Hesaplamaları 

Tez CD içerisinde eğitim verisinin analiz sonuçları  excel (xls) formatında 

verilmiştir. 
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Ek-5 Makine  Öğrenmesi Model Test 
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print('target Test = ', targettest[:].values) 

 

# Linear Regression model for basic train 

linreg.fit(train0, train_target0) 

pred = linreg.predict(testn)[:] 

 

print('prediction Linear = ', pred) 

# print('prediction Linear1 = ', linreg.predict(testn)[:]) 

 

 

svr.fit(train0, train_target0) 

predSvr = svr.predict(testn)[:] 

 

print('prediction SVR = ', predSvr) 

# predSvr[:].values 

 

decision_tree.fit(train0,train_target0) 

preddecision_tree=decision_tree.predict(testn)[:] 

print('prediction Decision_tree',preddecision_tree) 

 

random_forest.fit(train0, train_target0) 

predrandom_forest = random_forest.predict(testn)[:] 

print('prediction Random_Forest', predrandom_forest) 

 

etr.fit(train0, train_target0) 

predEtr = etr.predict(testn)[:] 

print('prediction ETR', predEtr) 

 

 

 

workbook = xlsxwriter.Workbook('benim_listem.xlsx') 

 

worksheet = workbook.add_worksheet() 
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for satir, veri in enumerate(targettest): 

    worksheet.write(satir, 0, veri) 

for satir, veri in enumerate(pred): 

    worksheet.write(satir, 1, veri) 

for satir, veri in enumerate(predSvr): 

    worksheet.write(satir, 2, veri) 

for satir, veri in enumerate(preddecision_tree): 

    worksheet.write(satir, 3, veri) 

for satir, veri in enumerate(predrandom_forest): 

    worksheet.write(satir, 4, veri) 

for satir, veri in enumerate(predEtr): 

    worksheet.write(satir, 5, veri) 
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Ek-6 DSİ Akım Gözlem Yıllıkları Örnek 
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